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RESUMEN

Este trabajo presenta el desarrollo de una aplicacion interactiva orientada a facilitar el
analisis, preparacion y modelado de datos de manera accesible e interactiva, sin necesidad
de conocimientos avanzados en programacion. La herramienta estd concebida como una
solucion integral que permite a cualquier usuario cargar un conjunto de datos y recorrer, de
forma guiada, las distintas etapas fundamentales de un proyecto de ciencia de datos.

En primer lugar, la aplicacion incorpora un modulo de analisis exploratorio de datos
(EDA) que permite visualizar estadisticas descriptivas, distribuciones, relaciones entre
variables y posibles anomalias. A través de una interfaz intuitiva, el usuario puede explorar
las caracteristicas del conjunto de datos y comprender su estructura sin necesidad de
escribir codigo. Ademas, el sistema incorpora un mecanismo de asistencia basado en
inteligencia artificial que analiza el dataset y sugiere mejoras relacionadas con la limpieza,
transformacion o preparacion de los datos. De este modo, el usuario no solo observa la
informacion, sino que recibe orientacion activa para optimizarla antes de su utilizacion en
modelos predictivos.

La herramienta también incluye un moédulo de entrenamiento de modelos basicos de
aprendizaje automatico, orientado principalmente a tareas de clasificacion y regresion. Tras
cargar el dataset, el usuario puede seleccionar la variable objetivo, y el sistema ofrece
recomendaciones sobre el tipo de modelo mas adecuado en funcion de la naturaleza del
problema. Aunque el usuario mantiene el control en la eleccién final, la plataforma
proporciona apoyo en la toma de decisiones, reduciendo la complejidad técnica del
proceso. Una vez entrenado el modelo, se presentan métricas de evaluacion que permiten
analizar su rendimiento y se ofrece la posibilidad de realizar predicciones de prueba, asi
como descargar el modelo generado.

Adicionalmente, la aplicacion incorpora una funcionalidad para la generacion de datasets
sintéticos, permitiendo definir variables y crear conjuntos de datos personalizados para
pruebas, experimentacion o validacion.

En conjunto, el proyecto propone una herramienta que simplifica y democratiza el acceso a
procesos fundamentales del anélisis y modelado de datos. Su principal aportacion reside en
integrar, en una Unica plataforma y bajo un enfoque guiado e interactivo, tareas que
tradicionalmente requieren conocimientos técnicos especializados, acercando asi el
aprendizaje automatico y la preparacion de datos a un publico mas amplio.
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Capitulo 1
Introduccion

1.1.- AUTOMATIZACION DEL ANALISIS DE DATOS
Y LA GENERACION ACCESIBLE DE MODELOS DE
INTELIGENCIA ARTIFICIAL

En los tultimos afios, la Inteligencia Artificial (IA) y la Ciencia de Datos han
experimentado un crecimiento significativo, impulsado principalmente por el aumento
exponencial del volumen de informacion disponible y la necesidad de extraer valor de los
datos de forma répida y eficiente.

En este contexto, la automatizacion de procesos analiticos, que incluye tareas como el
analisis exploratorio de datos, el preprocesamiento, la seleccion de caracteristicas y la
generacion de modelos predictivos, ha adquirido una relevancia creciente, dando lugar a
herramientas capaces de reducir la complejidad técnica asociada a estas tareas. Este avance
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ha permitido que tanto profesionales especializados como usuarios sin experiencia
profunda en programacion o modelado puedan acceder a soluciones de IA de manera mas
sencilla y sistematica.

En este capitulo se describe la evolucion de estas tecnologias y su impacto en la
democratizacion del analisis de datos, ofreciendo un marco conceptual que justifica la
creacion de herramientas automatizadas orientadas a facilitar el procesamiento, el
modelado y la simulacién de conjuntos de datos.

1.1.1.- Anadlisis exploratorio de datos y extraccién de
conocimiento (EDA)

El andlisis exploratorio de datos (Exploratory Data Analysis o EDA) constituye una etapa
fundamental dentro del proceso de ciencia de datos ya que permite comprender la
estructura, calidad y caracteristicas principales de un conjunto de datos antes de aplicar
técnicas de modelado o aprendizaje automatico. Su objetivo principal es obtener una vision
inicial de los datos, facilitando la identificaciéon de patrones, relaciones entre variables,
valores atipicos, datos faltantes y posibles inconsistencias [1][2].

Figura 1.1. Analisis Exploratorio de Datos (generada con Leonardo Al)

El EDA se apoya en un conjunto de técnicas estadisticas descriptivas y métodos de
visualizaciéon que permiten transformar los datos brutos en informacion significativa y
accionable. Estas técnicas proporcionan al analista una base sé6lida para formular hipdtesis
preliminares, evaluar la calidad de los datos y detectar posibles problemas que podrian
afectar al rendimiento de modelos posteriores.

Una correcta fase de analisis exploratorio resulta clave para la extraccion de conocimiento,
ya que influye directamente en decisiones posteriores como la seleccion de variables
relevantes, la aplicacion de técnicas de preprocesamiento o la eleccion del modelo de
aprendizaje mas adecuado. Sin embargo, este proceso suele requerir conocimientos
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técnicos especializados y una intervencion manual significativa, lo que puede suponer una
barrera para usuarios sin formacion en estadistica o programacion.

En este contexto, la automatizacion del analisis exploratorio de datos surge como una
solucion para reducir dicha complejidad, permitiendo que usuarios de distintos perfiles
puedan comprender y analizar sus datos de forma guiada, estructurada y accesible, sin
necesidad de un conocimiento técnico profundo.

1.1.2.- Generacién y entrenamiento de modelos de inteligencia
artificial

Una vez comprendidos y analizados los datos mediante el analisis exploratorio, el siguiente
paso natural dentro del proceso de ciencia de datos es la construccion de modelos de
aprendizaje automatico que permitan extraer patrones mas complejos y realizar tareas
predictivas o descriptivas. Estos modelos constituyen el nucleo de muchas aplicaciones de
inteligencia artificial, ya que permiten transformar la informacion contenida en los datos en
predicciones, clasificaciones o agrupaciones que apoyan la toma de decisiones [3].

Figura 1.2. Generacion de modelos de inteligencia artificial (generada con Leonardo Al)

El entrenamiento de un modelo implica exponerlo a los datos con el objetivo de que
aprenda patrones subyacentes que le permitan generalizar a nuevos casos no observados.
Para ello, es habitual dividir los datos en distintos subconjuntos, como entrenamiento y
validacion, que permiten evaluar el rendimiento del modelo y detectar posibles problemas
como el sobreajuste o la falta de capacidad de generalizacion.

En la practica, la construccion de modelos de inteligencia artificial suele requerir un
proceso iterativo en el que se combinan decisiones sobre el tipo de algoritmo, la
configuracion de sus parametros y las caracteristicas de los datos utilizados. Este proceso
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se apoya directamente en los resultados obtenidos durante el andlisis exploratorio, que
condicionan aspectos clave como la seleccion de variables, el tratamiento de valores
atipicos o la necesidad de aplicar técnicas de preprocesamiento adicionales.

1.1.3.- Generacion de datos sintéticos

A la hora de entrenar un modelo de IA para dar solucidon a un determinado problema, es
habitual encontrarse con la falta de datos que se ajusten adecuadamente a los requisitos del
analisis. Esta limitacion puede deberse a la escasez de muestras disponibles, restricciones
de acceso, o a la sensibilidad de la informacion. En este contexto, surge la necesidad de
recurrir a la generacion de datos sintéticos como una alternativa viable.

Los datos sintéticos son conjuntos de datos generados artificialmente con el objetivo de
reproducir determinadas propiedades estadisticas y estructurales de datos reales. Su
generacion permite crear muestras controladas que preservan distribuciones, relaciones
entre variables y patrones relevantes, sin necesidad de utilizar directamente informacion
real, lo que resulta especialmente 1util en entornos donde la disponibilidad de datos es
limitada [4] [5] [6].

Figura 1.3. Generacion de datos sintéticos (generada con Leonardo Al)

Este tipo de datos se emplea habitualmente en el entrenamiento y validacion de modelos de
inteligencia artificial, asi como en la evaluacion de algoritmos y la experimentacion con
distintos escenarios. De este modo, los datos sintéticos facilitan el desarrollo, prueba y
comparacion de soluciones basadas en datos, permitiendo analizar el comportamiento de
los modelos en condiciones controladas.

Existen multiples enfoques para la generacion de datos sintéticos, que abarcan desde
métodos estadisticos sencillos, basados en distribuciones teodricas o técnicas de muestreo,
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hasta técnicas mdas avanzadas apoyadas en modelos generativos capaces de capturar
dependencias complejas entre variables. La eleccion del método depende del tipo de datos,
del nivel de realismo requerido y de la finalidad del conjunto de datos generado.

La utilizacion de datos sintéticos se relaciona directamente con las fases previas del
proceso de ciencia de datos. El andlisis exploratorio permite identificar las caracteristicas
que deben preservarse durante la generacion, mientras que los modelos de inteligencia
artificial entrenados sobre estos datos ofrecen un marco para evaluar comportamientos y
resultados antes de su aplicacion sobre datos reales. De este modo, los datos sintéticos se
integran como un componente relevante dentro del flujo completo de andlisis y modelado.

1.2.- JUSTIFICACION DEL PROYECTO

En los ultimos afos, con la llegada de las nuevas tecnologias, nuestra capacidad de generar
datos ha superado con creces nuestra capacidad para analizarlos. Tanto organizaciones
como profesiones individuales de cualquier sector se encuentran a diario con grandes
volimenes de informacion cuya exploracion, limpieza y modelado requieren
conocimientos técnicos avanzados y tiempos de procesamiento elevados. Esta situacion
dificulta la extraccion de valores de los datos y limita el uso de la IA en entornos donde
podria aportar mejoras significativas.

Ante esta situacion, surge la necesidad de desarrollar herramientas que no solo automaticen
el andlisis, sino que acompafien al usuario explicando cada paso del proceso, ofreciendo
resultados comprensibles y permitiendo la interaccion de manera intuitiva. Una plataforma
capaz de guiar, simplificar y hacer transparente el andlisis de datos permite que cualquier
persona, independientemente de su formacion técnica, pueda centrarse en su trabajo,
comprender el significado de sus datos y tomar decisiones sin necesidad de dominar
técnicas de programacion o modelos de inteligencia artificial. En cada parte, tecnologias
como el Big Data, combinadas con herramientas y técnicas de inteligencia artificial (IA),
resultan fundamentales para transformar estos datos en conocimiento util que ayuda a
tomar decisiones mas acertadas y oportunas.

Este proyecto surge de la motivacion personal por desarrollar una herramienta que permita
mejorar la eficiencia en cualquier sector que genere datos y busca aprovechar los
conocimientos adquiridos tanto en la carrera como en un master privado que he realizado.
En particular, la aplicaciéon ha desarrollar buscara integrar técnicas de IA en el ambito
sanitario para mejorar el analisis de datos clinicos, acelerar el diagnostico y optimizar la
gestion de los recursos médicos, contribuyendo asi a una atencion mas rapida, segura y
efectiva.
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1.3.- OBJETIVOS

El objetivo principal de este proyecto es desarrollar una aplicacion que permita a
profesionales dentro de cualquier ambito explorar, interpretar y aprovechar datos mediante
técnicas de inteligencia artificial, sin necesidad de tener conocimientos especializados en
IA, ofreciendo una experiencia de uso guiada y accesible. Mas concretamente, a
continuacion se detallan mis objetivos especificos y personales:

e Objetivos especificos:
1. Disenar una interfaz de usuario intuitiva, centrada en la experiencia del usuario.

2. Integrar un flujo guiado de uso que acompaiie al usuario paso a paso desde la
carga y exploracion de los datos hasta la obtencion e interpretacion de los datos.

o Objetivos personales:

1. Adquirir conocimientos y habilidades practicas en el desarrollo de aplicaciones
que integren técnicas de inteligencia artificial.

2. Aprender a disefar, consumir e integrar APIs en el desarrollo de software.

3. Profundizar en el uso de herramientas y lenguajes relevantes para el desarrollo
de aplicaciones interactivas basadas en IA, tales como Python, empleados dentro
de frameworks de desarrollo web (como FastAPI), y bibliotecas de aprendizaje

automatico.
4. Fomentar el pensamiento orientado al usuario, poniendo énfasis en la

accesibilidad, simplicidad y utilidad de las soluciones tecnologicas para
profesionales no técnicos.
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Capitulo 2
Antecedentesy
estado de la
cuestion

En las ultimas décadas, los avances en Inteligencia Artificial y ciencia de datos han
transformado de forma significativa la manera en que se analizan, interpretan y explotan
grandes volimenes de informacion. Este crecimiento se sustenta en tres elementos
principales: el aumento exponencial de datos disponibles, el desarrollo de algoritmos y
técnicas de aprendizaje automatico y el incremento de la capacidad computacional para
procesar informacion compleja en tiempos razonables. Esta convergencia ha impulsado la
adopcion de enfoques automatizados para la extraccion de conocimiento, la generacion de
modelos predictivos y la creacion de conjuntos de datos generados artificialmente,
respondiendo a desafios como la escasez de datos etiquetados y la necesidad de acelerar
procesos analiticos complejos [7].

El presente capitulo tiene como objetivo revisar los principales antecedentes y el estado

actual de las tecnologias relacionadas con el anélisis automatizado de datos, la generacion
de modelos de inteligencia artificial y la produccion de datos sintéticos.
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2.1.- SITUACION ACTUAL DE LA INTELIGENCIA
ARTIFICIAL

En la actualidad, la inteligencia artificial se articula principalmente en torno al aprendizaje
automatico (Machine Learning) y, en particular, al aprendizaje profundo (Deep Learning),
técnicas que permiten a los sistemas aprender patrones y relaciones directamente a partir
de los datos. Estos enfoques han demostrado un alto rendimiento en tareas como
clasificacion, regresion, deteccion de anomalias y agrupamiento, consoliddndose como
herramientas habituales dentro del proceso de andlisis de datos y modelado predictivo en
multiples dominios [8][9].

El desarrollo reciente de la IA ha puesto de manifiesto que el rendimiento de los modelos
no depende unicamente del algoritmo empleado, sino en gran medida de la calidad y
estructura de los datos utilizados durante el entrenamiento. Esta perspectiva ha favorecido
un enfoque data-centric, en el que la mejora y gestion de los datos se consideran tan
relevantes como la optimizacion de los modelos mismos, impulsando la investigacion
sobre técnicas de preprocesamiento automatizado, seleccion de caracteristicas y evaluacion
de la calidad de los conjuntos de datos [8][10].

En paralelo, se ha producido una notable evolucion hacia la completa automatizacion de
distintas etapas del flujo de trabajo en ciencia de datos. Tareas cruciales como la limpieza y
transformacion de datos, la seleccion de modelos apropiados, el ajuste de hiperparametros
o la rigurosa evaluacion de resultados han comenzado a integrarse en sistemas capaces de
ejecutarlos de forma sistematica, reduciendo la dependencia de intervencién manual y
favoreciendo la reproducibilidad de los experimentos. Esta importante tendencia ha dado
lugar a enfoques conocidos como Automated Machine Learning (AutoML), ampliamente
estudiados en literatura reciente como soluciones eficaces para sistematizar y acelerar
procesos analiticos complejos [7][11].

Otro elemento clave es el creciente uso de datos sintéticos como complemento o sustituto
de datos reales. Estas técnicas permiten generar conjuntos de datos controlados que
facilitan la experimentacion, el entrenamiento inicial de modelos y la validacion de
enfoques en escenarios donde los datos reales son insuficientes o dificiles de obtener. Su
integracion dentro de los flujos de andlisis refleja una vision mas flexible y modular del
proceso de modelado.

En conjunto, la situacién actual de la inteligencia artificial se caracteriza por una
combinacion de modelos cada vez mas potentes y una creciente necesidad de herramientas
que estructuren, automaticen y faciliten el acceso al analisis y al modelado de datos. Este
contexto tecnoldgico constituye la base sobre la que se desarrollan soluciones orientadas a
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simplificar el proceso completo de generacion de conocimiento a partir de datos, linea en
la que se enmarca el presente trabajo.

2.2.- HERRAMIENTAS DISPONIBLES EN EL
MERCADO

El avance de la inteligencia artificial y de la ciencia de datos ha propiciado el desarrollo de
multiples herramientas que facilitan el analisis automatizado de datos, la construccion de
modelos de aprendizaje automatico y la generacion de conjuntos de datos sintéticos. Estas
soluciones abarcan desde plataformas de Automated Machine Learning (AutoML) hasta
bibliotecas de analisis exploratorio y generacion de datos sintéticos, permitiendo abordar
tareas complejas sin necesidad de intervencion manual intensiva.

A continuacion, se presentan algunas de las herramientas mas representativas actualmente
disponibles en el mercado, agrupadas segun su funcion principal: analisis exploratorio de
datos, automatizacion del modelado y generacion de datos sintéticos.

2.2.1.- Herramientas de analisis exploratorio de datos
automatizado

El anélisis exploratorio de datos (Exploratory Data Analysis, EDA) es una fase
fundamental dentro de cualquier flujo de trabajo de ciencia de datos, ya que permite
comprender la estructura, calidad y patrones presentes en un conjunto de datos antes de
aplicar cualquier técnica de modelado. Hoy en dia, existen diversas herramientas que
automatizan este proceso, facilitando la generacion de andlisis iniciales de forma rapida,
sistematica y reproducible. A continuacion, se describen algunas de las soluciones mas
relevantes:

e Pandas Profiling / yData Profiling: Biblioteca de Python ampliamente utilizada
para generar reportes automaticos de conjuntos de datos. Proporciona estadisticas
descriptivas, andlisis de distribuciones, correlaciones, deteccion de valores atipicos,
identificacion de datos faltantes y alertas sobre posibles problemas de calidad. Su
uso requiere conocimientos basicos de programacion y manejo de la libreria Pandas
[12][13][14].

e Sweetviz: Herramienta enfocada a la creacion de informes visuales intuitivos y
comparativos. Permite contrastar diferentes datasets, como conjuntos de
entrenamiento y validacion, facilitando la identificacion de sesgos, desviaciones en
las distribuciones y problemas de representatividad. Destaca por su presentacion
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grafica clara y su enfoque visual, aunque su personalizacion requiere ciertos
conocimientos técnicos [15][16].

Variables &

Select Columns ¥

original Synthetic original Synthetic
Distinct 5097 T597 Minimum 10878 10878
Distinet (%) 5L.0% 10.9% Maximum 23670 23701
Missing 0 0 Zeros o
Missing (%) 0.0% 0.0% Zeros (%)
Infinite [ ] Negative ) |
infinite (%) 00% 0.0% Negative (%) 0.0% LHH ||||| || .I r"I"I II.
Mean 19449,3376 1946133487 Memory size 78.2 KiB S4T.0HIB ‘P 0“ &
R N

Figura 2.1. Ejemplo de uso de YDataProfiling 4.18 (Fuente: YDataProfiling)

Train . HouseAge

HUMERICAL ASSOCIATIONS

214
Gat updates, dovs & ropert fssues here 039

CATEGORICAL ASSOCIATIONS

- e i ! y |
L |
L a6 a £
T Roweher I
3 o ~ LI I MOST FREQUENT VALUES SMALLEST VALUES LARGEST VALUES

2% AveRooms
- | 5 ) I\/ :
n = ol = h
1 AveBedrms T
I\ Population

Figura 2.2. Ejemplo de uso de Sweetviz (Fuente: geeksforgeeks)

e AutoViz: Solucion de codigo abierto que automatiza la generacion de
visualizaciones relevantes en funcion del tipo de variables presentes en el dataset.
Su objetivo es acelerar la comprension global de los datos sin necesidad de
configuraciones complejas, generando graficos y resumenes estadisticos de manera
automatica [17].

e Dtale: Herramienta interactiva que combina analisis exploratorio automatizado con
exploracion visual dindmica a través de una interfaz web. Permite profundizar en
los datos una vez detectados patrones o anomalias, manteniendo un equilibrio entre

automatizacién y control del usuario, ideal para exploraciones mas detalladas
[18][19].
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How AUTOVIZ Works

Three simple steps to transform your raw data into meaningful visualizations

1 2 3

UPLOAD Al ANALYSIS GET
YOUR DATA VISUALIZATIONS

csv

Figura 2.3. Flujo de uso de AutoViz (Fuente: AutoViz)

p—w - Load Data

Load File

[ 1 [ ]
.Csv ll.TSV

Drop data files here to upload, or click to select files

Load From The Web

Data Type CSV | TSV | JSON
URL
Proxy (Optional)

Sample Datasets (Requires access to web)

COVID-19 Seinfeld The Simpsons

Video Games Movies makeTimeDataFrame

Figura 2.4. Carga de datos D-TALE (Fuente: [19])

e DataRobot: Plataforma empresarial orientada a la preparacién y comprension de
datos que integra EDA automatizado con procesos guiados de limpieza y
transformacion. Su enfoque se centra en garantizar la calidad y consistencia de los
datos antes de su uso en procesos de modelado, siendo especialmente util en
entornos corporativos donde se requiere reproducibilidad y escalabilidad [20].

Snowflake_1... v  Close

num_medications
AllFeatures v + Q L4

Variebielty. Summary statistics
Data quality issues Outliers Missing
num_procedures  Numeric Index 12 M
Unique 48 Std dev
num_medications Numeric
Histogram Frequent values Table s

number_outpatient  Numeric
number_emergen... Numeric
number_inpatient  Numeric

diag 1 Numeric

I
diag_2 Numeric .
diag 3 Numeric ik
number_diagnoses  Numeric E .
maxgluserum  Categorical g | [ S
5 10 5 20 25 50 3 2 as 50 55

AlCresuit Categorical

num_medications

Figura 2.5. Ejemplo EDA DataRobot (Fuente: DataRobot)
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2.2.2.- Plataformas de AutoML

Las plataformas de Automated Machine Learning (AutoML) permiten automatizar etapas

avanzadas del flujo de trabajo analitico, incluyendo la seleccion de algoritmos, la

ingenieria de caracteristicas y la optimizacion de hiperparametros, acelerando Ia

construccion de modelos predictivos de manera sistematica y reproducible. Entre las

plataformas mas destacadas se encuentran:

o Google Cloud AutoML: Proporciona herramientas

especializadas

clasificacion de imagenes, texto y datos tabulares. Destaca por sus interfaces

graficas accesibles y por su capacidad para procesar grandes volumenes de datos, lo

que la hace adecuada tanto para usuarios con conocimientos limitados en

programacion como para entornos empresariales de gran escala [21].

L ——

Figura 2.6. Creacion y entrenamiento de modelos Vertex Al (Fuente: Google Cloud)

e H20.ai Driverless Al: Plataforma que automatiza el preprocesamiento, la seleccion

de variables y caracteristicas, y proporciona explicaciones interpretables de los

modelos generados. Es especialmente util en aplicaciones de negocio y salud,

ofreciendo una combinacién de eficiencia, rendimiento y soporte para técnicas

avanzadas como interpretabilidad y scoring de modelos [22].

< H20.ai Experiment Demo Video

TUNED 5/17 PARAMETER & FEATURE TUNING TRAINING SETTINGS EXPERT SETTINGS
MODELS. TUNING [GLN)

Credit Card-train.csv it ( 3\ @ a ( awe

2K 25 - Yes

default payment next --

CPU_ MEMORY

bool 23999 2 00:00:35

ITERATION DATA - VALIDATION VARIABLE IMPORTANCE

" oosroRZ

Figura 2.7. Simulacién funcionamiento H20.ai (Fuente: H20.ai)
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e Microsoft Azure Machine Learning: Integra pipelines de AutoML con notebooks
colaborativos y capacidades de despliegue en entornos corporativos. Su enfoque
facilita la integracion de modelos en sistemas existentes y permite a equipos
multidisciplinarios colaborar en la construccion, validacion y despliegue de
modelos predictivos [23].

Micrasoft Azure

' welcome to Azure! R
: > ‘ &
: z

¢

Wx’
-
Jo)

Figura 2.8. Microsoft Azure. (Fuente: Microsoft)

2.2.3.- Herramientas de generacion de datos sintéticos

La generacion de datos sintéticos se ha consolidado como una estrategia fundamental para
entrenar y validar modelos de inteligencia artificial cuando los datos reales son escasos,
incompletos o presentan restricciones de privacidad. Estas herramientas permiten crear
conjuntos de datos artificiales que preservan relaciones estadisticas, distribuciones y
correlaciones relevantes del dataset original, facilitando la experimentacion y el desarrollo
de modelos de forma segura y reproducible. Entre las soluciones mas destacadas se
encuentran:

e Synthpop: Paquete desarrollado en R para generar datos tabulares sintéticos
preservando relaciones estadisticas entre variables. Es especialmente util en
contextos académicos y de investigacion, permitiendo simular datasets con
estructuras realistas, aunque su uso requiere conocimientos en programacion en R y
estadistica [24].

e Gretel.ai: Plataforma SaaS de NVIDIA que permite generar datos sintéticos

tabulares y de series temporales, asegurando la preservacion de correlaciones y
protegiendo la privacidad de los datos originales. Destaca por su enfoque en la

-19 -



facilidad de uso y la disponibilidad de interfaces graficas, aunque algunas funciones
avanzadas requieren suscripcion empresarial [25].

e CTGAN/ SDV (Synthetic Data Vault): Son Bibliotecas de Python basadas en
modelos generativos (GANs y VAE) que permiten crear datasets sintéticos a partir
de datos tabulares complejos, considerando incluso posibles dependencias no
lineales y correlaciones entre los atributos del conjunto de ejemplo. Estas
herramientas ofrecen gran flexibilidad y capacidad de modelado de estructuras
complejas, pero requieren conocimientos técnicos en Python y aprendizaje
automatico para su configuracion y optimizacion [26].

2.2.4.- Resumen

El andlisis de las herramientas actualmente disponibles nos muestra como el ecosistema de
la ciencia de datos y la inteligencia artificial ha evolucionado hacia soluciones cada vez
mas especializadas y potentes, pero también fragmentadas. Existen herramientas
consolidadas orientadas al andlisis exploratorio de datos, capaces de generar estadisticas
descriptivas y visualizaciones de forma automatica, asi como plataformas de aprendizaje
automatico que permiten entrenar modelos mediante enfoques AutoML.

Sin embargo, la mayoria de estas soluciones requieren conocimientos técnicos en
estadistica, programacion o aprendizaje automatico, y suelen enfocarse en etapas aisladas
del flujo de trabajo. Ademas, priorizan el rendimiento técnico sobre la interpretabilidad,
centrandose en la configuracion de parametros o la interpretacion de métricas sin ofrecer
explicaciones que permitan comprender plenamente el proceso. Esta situacion dificulta que
usuarios no especializados puedan abordar de forma integrada el analisis, la modelizacion
y la simulaciéon de datos, y resalta la necesidad de herramientas que combinen estas
funcionalidades bajo un enfoque accesible y guiado (ver resumen de las caracteristicas de
las herramientas analizadas en la tabla 2.1).

2.3.- VALORACION

Tras el andlisis de las herramientas revisadas, se observa que muchas ofrecen soluciones
especializadas y de alto rendimiento para tareas concretas del flujo de trabajo en ciencia de
datos, como el andlisis exploratorio, el entrenamiento de modelos o la generacion de datos
sintéticos. Algunas incorporan interfaces graficas e interaccion con los datos, facilitando la
exploracion, pero en general requieren conocimientos técnicos en estadistica,
programacion o aprendizaje automatico, y no integran de forma completa todas las fases
del proceso.
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Ninguna de las herramientas estudiadas proporciona, de manera sencilla y accesible, una
guia completa para que usuarios sin conocimientos técnicos puedan realizar un analisis
exploratorio de datos (EDA), entrenar modelos y generar datos sintéticos desde una tnica
interfaz integrada. Esta carencia evidencia una oportunidad clara para el desarrollo de una
solucidon que unifique estas funciones y acompaiie al usuario paso a paso en el anlisis y la
interpretacion de sus datos.

Tabla 2.1: Tabla comparativa de herramientas

. A ibili
. EDA Generacion Datos ccesib |d.ad Principales Principales
Herramienta . de modelos| . ... para usuarios . o
Automatizado sintéticos .. ventajas limitaciones
1A no técnicos
Pandas Informes EDA roRrZ(::;iri?’)n
Profiling x x Baja completos y Prog - y
(yData) automaticos conocimientos
Y estadisticos
Visualizaciones Uso exclusivo
Sweetviz ® ® Baja clarasy ) L
. mediante codigo
comparativas
Generacion rapida Escasa
AutoViz 2 ® Baja . P interpretabilidad y
de graficos .
control limitado
Diale % % Media . Exploramon Ne,ces.lta entorno
interactiva de datos | técnico previo
DataRobot % Media Plataforma AutoML | Coste elevado y.
madura y potente |enfoque empresarial
Google Cloud| . Escalg b|||.d'ad y Dependencia del
® ® Media automatizacion en la .
AutoML ecosistema cloud
nube
H20.ai " Media Alta automatizacién - i:l:\tr?afozzr:?va de
Driverless Al del modelado prop L
aprendizaje
Azure .
Machine Integracién con Requiere
) ® ® Media . conocimientos ML y
Learning servicios Azure dloud
AutoML
Generacion Uso técnico y
h % ® Baj isti
Synthpop Gja |estadistica de dalos | | iz fiexibildad
sintéticos
Plataforma SaaS Menor control
Gretel.ai ® ® Media orientada a datos | .
e interno del proceso
sintéticos
Modelos generativos Alta complejidad
CTGAN/SDV % x Baja g técnicay
avanzados \
computacional
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Para ilustrar esta brecha, se plantea una valoracion practica mediante dos enfoques
complementarios. En primer lugar, se examinard como algunas herramientas existentes
(por ejemplo, Pandas Profiling, Sweetviz o AutoViz) permiten generar analisis
exploratorios automatizados y visualizaciones, sefialando sus ventajas y limitaciones en
términos de accesibilidad, explicabilidad y cobertura funcional. En segundo lugar, se
realizard un ejemplo utilizando modelos de inteligencia artificial generativa, como
ChatGPT, para producir un analisis exploratorio guiado a partir de un dataset de ejemplo.
Esta prueba permite observar como una IA puede generar un flujo de analisis explicativo e
interactivo, acercandose al tipo de experiencia que se pretende ofrecer con la herramienta
propuesta, y sirve para identificar fortalezas y limitaciones que justifican la necesidad de
un sistema propio que integre todas las funcionalidades de manera accesible e intuitiva.

2.3.1.- Analisis exploratorio automatizado con Pandas Profiling

Pandas Profiling es una libreria ampliamente utilizada en el ecosistema Python que permite
generar informes automaticos de andlisis exploratorio de datos a partir de un conjunto de
datos estructurado. Su objetivo es ofrecer una vision rapida de la calidad, distribucion y
relaciones entre variables, mediante estadisticas descriptivas y visualizaciones generadas
de forma automatica.

Para evaluar sus capacidades, se utilizo un dataset de ejemplo y se generd un informe
automatico de EDA empleando la configuracion por defecto de la herramienta. El informe
resultante incluye informacion sobre tipos de variables, valores faltantes, distribuciones
estadisticas, correlaciones y posibles anomalias en los datos.

import pandas as pd
from ydata_profiling import ProfileReport

df = pd.read_csv("/content/healthcare_dataset.csv"”, on_bad_lines="skip', engine="python")

profile = ProfileReport(df, title="Pandas Profiling Report”™, explorative=True)

profile

Summarize dataset 100% [N 2626 [00:10<00:00, 2.92is, Completed]
a%| | @/15 [@@:88<?, ?it/s]
7% | 1/15 [@@:elcee:23, 1.695/it]

13%]|
40% |

| 2/15 [@6:@1<@8:00, 1.32it/s]
| 6/15 [8@:62¢80:01, 4.62it/s]
53%| | 8/15 [@8:03<@0:03, 2.18it/s]
67%| | 18/15 [B@:05<B0:02, 1.82it/s]
| 13/15 [@@:@6<00:08, 2.20it/s]

87%|
:Lee-%|-| 15/15 [0@:06<80:08, 2.33it/s]

Generate report structure: 100% [N /1 [00:07<00:00, 7.69sii]
Render HTML: 100% [N /1 [00:00<00:00, 2.46itis]

Figura 2.9. Ejecucion de ydata_profiling
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Los resultados muestran que la herramienta es capaz de identificar de forma rapida
patrones relevantes, problemas de calidad de los datos y relaciones entre variables,
proporcionando un analisis exhaustivo con un esfuerzo minimo por parte del usuario una
vez configurado el entorno de ejecucion.

Pandas Profiling Report Overview Variables Interactions Correlations Missing values Sample Duplicate rows

Overview

Owerview L\\e-tgo Reproduction

Dataset statistics Variable types

Number of variables 15 Text 6
Number of observations 83284 Numeric 1
Missing cells 14 Categorical 7
Missing cells (%) <0.1% DateTime 1
Duplicate rows 27541

Duplicate rows (%) 33.1%

Total size in memory 65.7 MiB

Average record size in memory 82668

Figura 2.10. Vista previa de los resultados

No obstante, el uso de Pandas Profiling requiere conocimientos previos en programacion y
en el manejo de entornos de andlisis de datos, ya que la generacion del informe depende de
la carga del dataset mediante codigo y de la interpretacion de métricas estadisticas. Por este
motivo, aunque la herramienta resulta muy util para analistas y cientificos de datos, su
accesibilidad para usuarios sin formacion técnica es limitada.

2.3.2.- Analisis exploratorio guiado mediante IA generativa

Con el objetivo de explorar enfoques alternativos al uso de herramientas tradicionales de
analisis exploratorio, se realizd una prueba utilizando un modelo de inteligencia artificial
generativa, concretamente ChatGPT Go, para generar un analisis exploratorio de datos a
partir del mismo conjunto de datos del apartado anterior. Este enfoque permite evaluar
hasta qué punto una IA conversacional puede guiar al usuario en la comprension de los
datos de forma interactiva y explicativa, sin requerir conocimientos técnicos previos ni el
uso de herramientas de programacion.

En la interaccion realizada, se solicito de forma genérica la realizacion de un andlisis
exploratorio de datos, sin especificar de manera explicita la necesidad de generar
visualizaciones. No obstante, el modelo inicié su respuesta presentando directamente
graficos de distribucion y una descripcion visual de las variables, lo que pone de
manifiesto una tendencia a priorizar elementos graficos como parte del andlisis inicial.
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healthcare_dataset.csw
Hoja de calculo

Realiza el andlisis exploratoric de datos del siguiente dataset

Distribucion de Edad

Frecuencia

Edad

Distribucion par Género

H

Gdners

Distribucion de Costos Médicos

o Lanoa D000 30000 50000
Costa

Perfecto, ya realicé &l Andlisis Exploratorio de Datos (EDA) del dataset healthcare dataset.csy .

Agur tienes el resumen claro y estructurado G

Figura 2.11. Solicitud de EDA a ChatGPT Go y el inicio de su respuesta

A continuacion, ofrecid una descripcion general del conjunto de datos, identificando el
numero de registros, las variables disponibles, sus tipos (numéricas, categdricas y

temporales) y la ausencia de valores nulos.

El analisis incluyé una exploracion univariada de variables relevantes como la edad, el
género y los costes médicos, destacando aspectos como la forma de las distribuciones, la
presencia de asimetrias y la posible existencia de valores atipicos. Asimismo, se abordaron
variables categoricas clave, como las condiciones médicas o los resultados de pruebas
clinicas, acompafiadas de interpretaciones en lenguaje natural que contextualizan su

posible uso en tareas de clasificacion, segmentacion o prediccion.
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[ii] Informacién general del dataset

Filas: 55,500 registros
Columnas: 15 variables
Valores nulos: 3 No hay valores nulos (dataset completo)
Tipos de datos:
s Numéricos

* age [edad)

*  hilling_amsunt (COStos médicos)

*  room_nurber
*  (Categéricos:

.

test_results , etc

*  Fecha:

gender , blood type , medical condition , doctor,

hospital ,

*  date of_admission (texto, recomendable convertir a datetime)

[T columnas del dataset

name
age

gender

bBlood type

medical _condition
date_of _admission
doctor

hospital
insurance_provider
Billing_amount
room_pumber
admission_Lype
discharge date
medication

test_results

insurance_provider ,

[ Analisis univariado

£ Edad (age)

* Distribucion amplia

s Rango aproximado: 0-100 afios

*  Distribucion relativamente uniforme
= Dataset balanceado por edades

[ Género ( gender )
» Doz categonas principales:
= Male
= Female
» Distribucién bastante equilibrada

& Costos médicos ( billing_amount )
» Distribucion asimétrica (sesgo positiva)
* Rango amplio de valores
=  Existen costos altos — posibles outliers
* |deal para

s normalizacién

= log-transform

* deteccion de anomalias

D Analisis categdrico

e Condicién médica ( medical_condition )
= Eemplos:

= Cancer

=  Dbesity

= Diabetes

= Hypertension
= \Variable clave para:

= modelos predictivos

*  segmentacion

®  andlisis de costos por enfermedad

& Resultados médicos ( test_results)
= (Categorias:

= Normal

* Abnormal

* Inconclusive

® Balancesdas — buena varizble objetivo (target) para dasificacién

Figura 2.12. Presentacion de los resultados EDA ofrecidos por ChatGPT Go

Uno de los principales puntos fuertes observados en esta prueba es la capacidad del modelo
generativo para estructurar automaticamente el analisis y presentar los resultados de forma
clara y accesible, sin requerir configuracion previa ni intervencion técnica por parte del
usuario. La interaccion conversacional permite ademas profundizar en el analisis mediante
preguntas sucesivas, lo que refuerza su utilidad como herramienta de apoyo y orientacion.

Sin embargo, esta aproximacion presenta limitaciones relevantes. El analisis generado no
se ejecuta directamente sobre los datos reales en un entorno controlado por el usuario, lo
que impide garantizar la reproducibilidad y exactitud de los resultados. Ademas, no existe
una integracion directa con etapas posteriores del flujo de trabajo, como el entrenamiento
de modelos predictivos o la generacion de datos sintéticos, quedando el analisis limitado a
una funcién descriptiva y orientativa.

En conjunto, esta experiencia pone de manifiesto el potencial de la inteligencia artificial
generativa como interfaz accesible para la exploracion inicial de datos y la interpretacion
de resultados, especialmente para usuarios no técnicos. Al mismo tiempo, evidencia la
necesidad de una solucion integrada que combine la ejecucion real del andlisis exploratorio
con una presentacion visual guiada y comprensible, y que permita enlazar de forma natural
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con fases posteriores del proceso de modelado y simulacion de datos, objetivo central del
sistema propuesto en este trabajo.

2.3.3.- Comparativa y conclusiones de la valoracion

La evaluacion practica de las herramientas disponibles muestra un patrén claro: las
soluciones tradicionales de analisis exploratorio de datos, como Pandas Profiling, ofrecen
un alto grado de automatizacion y profundidad técnica, generando estadisticas y
visualizaciones completas de manera eficiente. Sin embargo, su uso requiere
conocimientos en programacion y manejo de entornos de datos, lo que limita su
accesibilidad para usuarios no especializados.

Por otro lado, los modelos de inteligencia artificial generativa, representados en esta
prueba por Chat GPT, facilitan un analisis descriptivo guiado y comprensible, con
explicaciones en lenguaje natural y capacidad de interaccion. Esta aproximacion reduce la
barrera técnica y permite a los usuarios centrarse en la interpretacion de los resultados. No
obstante, carece de ejecucion directa sobre los datos reales, reproducibilidad y vinculacion
con etapas posteriores del flujo de trabajo, como el entrenamiento de modelos o la
generacion de datos sintéticos.

En conjunto, la comparaciéon evidencia que ningin enfoque aislado cubre de manera
integral todas las necesidades de un proceso completo de analisis de datos: desde el EDA
automatizado hasta la integracion de modelos de inteligencia artificial y la generacion de
datos sintéticos en un entorno accesible y guiado. Este analisis refuerza la motivacion del
presente trabajo: desarrollar una aplicacién que combine estas capacidades, ofreciendo una
solucion unificada, interactiva y comprensible, orientada tanto a usuarios técnicos como no
técnicos, y que permita avanzar de manera segura y estructurada desde la exploracion de
los datos hasta la obtencion de conocimiento accionable, que permita tomar decisiones.
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Capitulo 3
Hipotesis de
trabajo

A lo largo de este capitulo se describen las hipotesis de trabajo sobre las que se fundamenta
el desarrollo del presente proyecto, entendiendo por hipotesis de trabajo el conjunto de
tecnologias, herramientas, lenguajes de programacion y librerias, arquitecturas de software,
metodologias y estdndares que condicionan y sustentan la implementacion de la aplicacion
final desarrollada.

El proyecto consiste en el desarrollo de una aplicacion web interactiva basada en una
arquitectura cliente-servidor, en la que se separan claramente las responsabilidades del
frontend y del backend. Para ello, se ha optado por el uso de tecnologias ampliamente
extendidas en el desarrollo web moderno, combinando un backend desarrollado en Python
mediante el framework FastAPI y una vista implementada con la libreria React como
tecnologia de frontend fundamental.

Asimismo, en este capitulo se detalla el grado de relevancia de cada uno de los elementos
tecnologicos utilizados, dedicando una descripcién mas concisa a aquellas tecnologias de
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uso mas comun, y profundizando en mayor medida en aquellas que resultan clave para el
desarrollo del proyecto o presentan un menor grado de familiaridad.

Frontend

Modelos de Aprendizaje Automatico

2 Preprocesamiento
@) puthon i
f@ API REST sklearn.preprocessing | Pipeline
54| D ———
React FastAPI Divisién y Validacién
train_test_split
1SX / HTML / €SS Procesamiento de Datos

Seléccion de Caracteristicas

i?E NumPy lmll Pandas sklearn.feature_selection

Algoritmos y Evaluacién
Random Forest

Linear Regression

I

Joblib

Guardado de Modelos

Figura 3.1. Resumen del sistema y de las tecnologias utilizadas

Meétricas (Accuracy, R} Confusion Matrix)
(]

P
<

3.1.- TECNOLOGIAS Y LENGUAJES DE
DESARROLLO

En este apartado se describen los lenguajes de programacion y las tecnologias principales
utilizadas en el desarrollo de Ila aplicacion web, diferenciando entre la parte
correspondiente al servidor y la correspondiente al cliente.

3.1.1.- Backend: Python y FastAPI

El desarrollo del backend de la aplicacion se ha realizado utilizando el lenguaje de
programacion Python, debido a su simplicidad, legibilidad y amplio uso en el ambito del
desarrollo de servicios web y aplicaciones backend [27].

Para la implementacion de la logica del servidor se ha empleado el framework FastAPI,
orientado al desarrollo de APIs REST de forma eficiente y estructurada. FastAPI se basa
en el estandar ASGI, lo que permite el uso de programacién asincrona y contribuye a
mejorar el rendimiento del sistema, especialmente en aplicaciones que gestionan multiples
peticiones concurrentes [28].

Una de las principales caracteristicas de FastAPI es el uso de tipado estitico mediante
anotaciones de tipo en Python, lo que permite la validacion automatica de los datos de
entrada y salida de los distintos endpoints. Este enfoque reduce la probabilidad de errores,
mejora la robustez del sistema y facilita el mantenimiento del cédigo. Ademas, FastAPI
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genera de forma automatica documentacion interactiva de la API, lo que resulta de gran
utilidad tanto durante el desarrollo como en futuras fases de ampliacion y mejora del
proyecto.

La comunicacion entre el frontend y el backend se realiza mediante el protocolo HTTP,
siguiendo el paradigma REST, y utilizando el formato JSON para el intercambio de
informacion entre ambas capas del sistema [29][30]. Este modelo de comunicacion
favorece el desacoplamiento entre cliente y servidor y permite la integracion de distintos
clientes sin necesidad de modificar la l6gica del backend.

3.1.2.- Frontend: React, JSX, HTML y CSS

La interfaz de usuario de la aplicacion se ha desarrollado utilizando React, una libreria de
JavaScript orientada a la creaciéon de interfaces de usuario dinamicas basadas en
componentes reutilizables. Este enfoque permite dividir la aplicacion en unidades
independientes, favoreciendo una estructura modular del codigo y facilitando tanto el
mantenimiento como la evolucion futura de la aplicacion [31].

React emplea un modelo de renderizado declarativo que permite actualizar de forma
eficiente la interfaz de usuario en funcion de los cambios en el estado de la aplicacion. Esta
caracteristica contribuye a mejorar el rendimiento y la experiencia de usuario,
especialmente en aplicaciones web interactivas.

Para la definicion de los componentes se utiliza JSX, una extension de sintaxis que
combina JavaScript con una estructura similar a HTML, permitiendo describir de manera
clara y declarativa la estructura de la interfaz de usuario. El uso de JSX facilita la
integracion entre la logica de la aplicacion y su representacion visual, mejorando la
legibilidad del codigo [32].

Asimismo, se emplea HTML para la estructuracion del contenido y CSS para la definicion
del estilo y la presentacion visual de la aplicacion. Estas tecnologias permiten disefar una
interfaz coherente y adaptable a distintos dispositivos y tamafios de pantalla, contribuyendo
a una experiencia de usuario consistente [33][34].

3.1.3.- Librerias de analisis de datos y aprendizaje automatico

El sistema desarrollado incorpora un conjunto de librerias especializadas en procesamiento
de datos y aprendizaje automatico con el objetivo de automatizar el anélisis exploratorio de
conjuntos de datos y permitir el entrenamiento de modelos predictivos de forma guiada.
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Estas herramientas constituyen el nucleo logico del backend, ya que permiten transformar
datos sin procesar en informacion estructurada y generar modelos capaces de realizar
predicciones sobre nuevos datos.

3.1.3.1. Procesamiento y manipulacion de datos

Para el tratamiento inicial de los datos se emplean las librerias NumPy y Pandas,
ampliamente utilizadas en el ambito del analisis de datos en Python.

NumPy proporciona estructuras de datos optimizadas para el calculo numérico,
especialmente arrays multidimensionales, asi como operaciones matematicas vectorizadas
de alto rendimiento. Esto permite realizar transformaciones estadisticas y operaciones
sobre grandes volumenes de datos de forma eficiente [35].

Pandas, por su parte, permite trabajar con estructuras tabulares denominadas DataFrame,
que facilitan la manipulacién estructurada de la informacion. Mediante esta libreria se
implementan funcionalidades como la identificacion de tipos de variables, deteccion y
gestion de valores nulos, célculo de estadisticas descriptivas y transformacion de datos
[36].

Ambas librerias son fundamentales para preparar los datos antes de su utilizacion en
algoritmos de aprendizaje automatico.

3.1.3.2. Modelado y algoritmos de aprendizaje automatico

Para el desarrollo de modelos predictivos se emplea la libreria Scikit-learn, que
proporciona implementaciones eficientes de algoritmos supervisados, herramientas de
preprocesamiento y métricas de evaluacion [37].

Dentro de esta libreria se utilizan los siguientes moédulos:

a) Preprocesamiento:

En este modulo encontramos las herramientas necesarias para realizar las
transformaciones que nos garanticen que los datos estén en el formato adecuado antes
del entrenamiento.

e Variables categdricas: por lo general, los algoritmos de IA requieren datos en
formato numérico, por lo que es muy comun este tipo de transformacion. Para
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ello, empleamos OrdinalEncoder, cuando se trata de categorias que siguen un
orden logico y OneHotEncoder, cuando no [38] [39].

e Variables numéricas: los datos numéricos también necesitan ser transformados
para que los modelos puedan aprender mejor. Por tanto, aplicamos técnicas como
StandardScaler, que normaliza los datos restando la media y dividiendo entre la
desviacion estandar, generando valores con media 0 y desviaciéon 1. Y por otro
lado, tenemos MinMaxScaler, que escala los datos a un rango especifico,
generalmente [0,1], preservando las relaciones entre valores [40] [41].

b) Divisién y validacién:

Para evaluar la capacidad predictiva de los modelos se divide el conjunto de datos en
entrenamiento y validacion:

e train_test_split: separa los datos en dos subconjuntos, tipicamente 70-80%
entrenamiento y 20-30% validacién [42].

e cross_val_score: realiza validacion cruzada, entrenando el modelo multiples
veces con distintas particiones del conjunto de datos para obtener una medida
robusta de su desempefio [43].

c) Seleccion de caracteristicas:

Este proceso se emplea para reducir la dimensionalidad del conjunto de datos, eliminar
variables poco relevantes y mejorar tanto la eficiencia computacional como la capacidad
de generalizacion de los modelos.

En este modulo, empleamos principalmente SelectKBest [44] junto con medidas
basadas en informacion mutua. La informacion mutua cuantifica el grado de
dependencia entre cada variable independiente y la variable objetivo, permitiendo
identificar aquellas caracteristicas con mator capacidad predictiva. Las técnicas
utilizadas son mutual_info_classif (clasificacion) y mutual_info_regression
(regresion) [45] [46].

d) Modelos supervisados:

El sistema emplea modelos de aprendizaje supervisado seleccionados en funcion del
tipo de variable objetivo.

Cuando la variable objetivo es categodrica, el problema se aborda como una tarea de
clasificacion, utilizando principalmente RandomForestClassifier, modelo basado en
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ensemble que combina multiples arboles de decision para mejorar la precision y reducir
el sobreajuste [47].

Cuando la variable objetivo es numérica, el problema se trata como una tarea de
regresion, empleando LinearRegression, modelo lineal interpretable adecuado para
relaciones aproximadamente lineales, y RandomForestRegressor, método que
promedia multiples arboles de decision para capturar relaciones no lineales [48] [49].

Adicionalmente, se incorporan técnicas de optimizacién de hiperparametros mediante
GridSearchCV y RandomizedSearchCV, que permiten evaluar distintas
configuraciones del modelo utilizando validacién cruzada, seleccionando aquella que
maximiza métricas como la exactitud o el coeficiente de determinacion (R?) [50] [51].

e) Métricas de evaluacion:

Para medir el rendimiento de los modelos se utilizan las siguientes métricas:

Tabla 3.1. Métricas de evaluacion de los modelos de aprendizaje automatico

Tipo de problema Métricas Descripcion

Proporcién de predicciones correctas sobre

accuracy_score el total [52]

Clasificacion ; —
X ; Matriz que muestra predicciones correctas
confusion matrix ' .
3 vs incorrectas por categoria [53]
Determina qué proporcion de la variabilidad
r2_score de la variable objetivo es explicada por el
modelo [54]
Regresion

Error cuadratico medio de las predicciones
[55]
mean_absolute_error |Promedio de errores absolutos [56]

mean_squared_error

3.1.3.3. Visualizacion de graficos

Para la generacion de representaciones visuales se han empleado las librerias Matplotlib y
Seaborn [57] [58].

Matplotlib constituye la base para la creacion de graficos en Python, permitiendo un
control detallado sobre la configuracion de figuras, ejes y estilos. Por su parte, Seaborn se
apoya en Matplotlib y proporciona una interfaz de alto nivel que simplifica la creacion de
graficos estadisticos mas elaborados, como mapas de calor, distribuciones o graficos de
correlacion, mejorando ademas la estética y claridad visual de las representaciones.
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3.1.3.4. Persistencia de modelos

Para la serializacion y almacenamiento de modelos entrenados se utiliza la libreria Joblib,
que permite guardar y cargar modelos de manera eficiente [59]. De esta manera, podemos
permitir al usuario descargar los modelos entrenados y reutilizarlos dentro del flujo.

3.2.- ARQUITECTURA Y HERRAMIENTAS DE
DESARROLLO

En este apartado se describe la arquitectura general del sistema y las herramientas
utilizadas durante el proceso de desarrollo.

3.2.1.- Arquitectura cliente-servidor

La aplicacion sigue una arquitectura cliente-servidor, en la que se establece una
separacion clara entre la capa de presentacion y la capa de logica de negocio. El frontend
actia como cliente, siendo el responsable de la interaccion con el usuario y de la
representacion de la informacion, mientras que el backend funciona como servidor,
encargandose del procesamiento de las peticiones, la ejecucion de la l6gica de negocio y la
gestion de los datos [60].

La comunicacién entre ambas capas se realiza mediante el protocolo HTTP, a través de una
API REST implementada en el backend, utilizando formatos estandar para el intercambio
de informacion. Este enfoque permite desacoplar el cliente del servidor, facilitando el
mantenimiento del sistema y posibilitando su escalabilidad y evolucion futura.

e

PETICION |3 -
A=K

=y =-
E)— | =
CLIENTE SERVIDOR

Figura 3.2. Representacion de la arquitectura cliente-servidor

3.2.2.- Herramientas y entorno de desarrollo

Para el desarrollo del proyecto se han utilizado diversas herramientas software que han
facilitado la implementacion, ejecucion y depuracion de la aplicacion web.
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Como entorno de desarrollo integrado se ha utilizado Visual Studio Code, un editor de
codigo ampliamente extendido que proporciona soporte para multiples lenguajes de
programacion, extensiones especificas para Python y JavaScript, y herramientas de
depuracion que facilitan el desarrollo tanto del backend como del frontend [61].

En la parte correspondiente al backend, desarrollada con Python y FastAPI, se ha
empleado pip como gestor de dependencias, permitiendo la instalacion y gestion de las
librerias necesarias para el correcto funcionamiento de la aplicacion [62]. La ejecucion del
servidor se ha realizado mediante Uvicorn, un servidor ASGI ligero y de alto rendimiento,
recomendado para aplicaciones desarrolladas con FastAPI [63].

Para el desarrollo del frontend se ha utilizado npm como gestor de paquetes, encargado de
la instalacion y gestion de las dependencias del proyecto React [64]. La creacion y
configuracion inicial del proyecto se ha llevado a cabo mediante Vite, una herramienta
moderna de construccion y desarrollo que permite una puesta en marcha rapida de
aplicaciones web y ofrece un entorno de desarrollo eficiente con recarga automatica de los
cambios realizados [65].

El desarrollo de la aplicaciéon se ha realizado en un entorno basado en el sistema operativo

Windows, que ha proporcionado el soporte necesario para la ejecucion de todas las
herramientas y tecnologias empleadas.
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Capitulo 4
Metodologiay
resultados

El desarrollo del presente proyecto se ha estructurado siguiendo un enfoque
iterativo—incremental, que permite la incorporacion progresiva de mejoras y ajustes a
medida que se avanza en la construccion del sistema. Este enfoque resulta especialmente
adecuado para proyectos de caracter practico y experimental, como el desarrollo de un
asistente para andlisis exploratorio de datos, generacion de modelos de inteligencia
artificial y simulacion de datos, donde los mddulos requieren refinamiento continuo segun
los resultados obtenidos.

El proyecto se ha organizado en distintas fases: planificacion, captura de requisitos, disefio
del sistema, implementacion, pruebas y validacion de resultados. Para ofrecer una vision
clara de la distribucidon temporal de estas etapas, se ha elaborado un diagrama de Gantt,
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que refleja la duracion estimada de cada fase y la superposicion de tareas, permitiendo
visualizar el caracter iterativo del desarrollo.

Semana1 Semana2 Semana3 Semanad4 Semana5 Semanaé
Planificacion

Captura de requisitos

Disefio dl sistema R
Desarrallo del sistema G R D

Pruebas y validacion

Documentacién

Figura 4.1. Diagrama de Gantt

A lo largo de este capitulo se presenta una vision del proceso de desarrollo, integrando de
manera ordenada todas las fases del proyecto.

4.1.- PLANIFICACION DEL PROYECTO

La planificacion del proyecto se ha llevado a cabo siguiendo un modelo de ciclo de vida
iterativo—incremental, coherente con la naturaleza modular del sistema desarrollado y con
la necesidad de integrar progresivamente los distintos componentes funcionales [66].

Este modelo organiza el desarrollo en etapas claramente definidas: planificacion, andlisis
de requisitos, disefio, desarrollo, pruebas y documentacion; permitiendo, al mismo tiempo,
la revision y mejora continua de los modulos implementados. A diferencia de los modelos
estrictamente secuenciales, el enfoque iterativo facilita la adaptacion del sistema a medida
que se validan sus funcionalidades. La Figura 4.2 muestra de forma esquematica el ciclo de
vida adoptado.

Captura

de Requisitos

Enfoque Iterativo-Incremental Disefio

. . del Sistema
Mejora Progresiva del Sistema

M Retroalimentacién

Desarrollo

Pruebas y ' __-"’
Validacién S

Figura 4.2. Modelo de ciclo de vida iterativo-incremental
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4.2.- CAPTURA DE REQUISITOS

En este apartado se identifican y describen los usuarios del sistema, asi como las acciones
que pueden realizar dentro de la aplicacion. La informacion se organiza mediante plantillas
de descripcion de roles y casos de uso que se ofrecen en la asignatura Ingenieria del
Software [67].

4.2.1.- Actor

El sistema esta disefiado actualmente para un tnico tipo de usuario: Usuario estandar, sin
necesidad de autenticacion ni registro previo. Este usuario puede acceder directamente a la
aplicacion web y utilizar todas las funcionalidades disponibles.

Tabla 4.1. Descripcion del actor usuario estandar

Actor Usuario estandar

Descripcion Usuario que accede a la aplicacion web sin necesidad de registro.
Puede subir datasets, preprocesar datos, entrenar modelos, visualizar
graficos, simular datos y descargar resultados. Disenado para
usuarios sin conocimientos técnicos avanzados.

Casos de uso C.U.1,C.U2,CU.3,C.U4,CUS5, CU6, CU.T
relacionados

4.2.2.- Casos de uso

Se presentan a continuacion los siete casos de uso del sistema, mostrando como el usuario
estandar interactiia con las funcionalidades principales de la aplicacion. Cada caso de uso
describe de forma estructurada los pasos necesarios para completar una accién especifica,
sus condiciones de ejecucion y los resultados esperados, ofreciendo una vision del
comportamiento del sistema:
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Tabla 4.2. C.U.1 - Cargar dataset (EDA)

C.U1

Cargar dataset (Modulo EDA)

Actores

Usuario estandar

Descripcion

El usuario carga un archivo en formato CSV para su utilizacion en el
modulo analisis exploratorio de datos (EDA). El sistema valida el
formato del archivo sea CSV y procesa la informacion basica, mostrando
un resumen inicial del dataset.

Dependencias

Ninguna. Este caso de uso independiente

Precondicion

- El usuario se encuentra en la pagina Analisis EDA.
- El modulo de EDA esta activo y listo para recibir un archivo CSV.

Secuencia
normal

1. El usuario pulsa el boton “Seleccionar archivo™ o arrastra un archivo
hacia la seccion correspondiente.

2. El sistema verifica que el archivo tenga formato CSV.

3. El sistema muestra el nombre del archivo y desplaza la vista a la
seccion inferior.

4. El sistema presenta informacion basica del dataset: numero de filas,
columnas, tamafio y tipos de datos.

5. El dataset queda disponible para que el usuario realice analisis
exploratorio, limpieza y visualizacion.

Poscondicion

Dataset cargado y disponible para analisis exploratorio.

Excepciones

- Siel archivo no es CSV — el sistema muestra un mensaje de error y
no permite continuar

- Si el archivo esta vacio — el sistema muestra un aviso y no permite
continuar.

Rendimiento

La carga y validacion debe completarse en tiempo razonable para datasets
de tamafo moderado. Pueden existir limitaciones implicitas debido a la
memoria disponible del sistema.

Frecuencia

Alta. Se espera que el usuario cargue un dataset cada vez que inicia un
analisis en EDA.

Importancia

Alta. Constituye el punto de entrada funcional del médulo de anélisis
exploratorio.

Urgencia

Alta. Es indispensable para el correcto funcionamiento del médulo EDA.

Estado

Implementado

Estabilidad

Media. Depende del tamafio y la calidad del dataset; para datasets muy
grandes o con inconsistencias, el tiempo de procesamiento puede verse
afectado.

Comentarios

Este caso de uso establece el flujo inicial del usuario en el modulo EDA y
condiciona todas las operaciones posteriores de limpieza, exploracion y
visualizacion de los datos. Es critico para garantizar que el andlisis pueda

iniciarse correctamente y de manera flexible.
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Tabla 4.3. C.U.2 - Anélisis Exploratorio de Datos (EDA)

C.U.2 Analisis Exploratorio de Datos (EDA)
Actores Usuario estandar
Descripcion El usuario realiza un andlisis exploratorio del dataset cargado. El sistema
muestra automaticamente un resumen inicial del dataset y permite
navegar sobre el resto de informacion. El usuario puede explorar, limpiar
y visualizar los datos mediante graficos y estadisticas basicas. También
puede decidir eliminar columnas irrelevantes, preparar el dataset y
descargarlo para uso posterior.
Dependencias |C.U.1 — Dataset cargado y disponible en el moédulo EDA.
Precondicion - El usuario se encuentra en el médulo EDA
- Dataset cargado en formato CSV y disponible en el mdédulo EDA.
Secuencia 1. El sistema muestra la informacion relevante para el analisis
normal exploratorio de los datos y ofrece sugerencias de mejora.
2. El usuario explora la informacion disponible mediante botones.
3. El usuario decide aplicar cambios.
4. El sistema actualiza la informacion y visualizaciones de manera
interactiva tras cada accion.
5. El usuario puede repetir el paso 3 para refinar el dataset.
6. El usuario puede descargar el dataset procesado.
7. El sistema ofrece la opcion de ir a “entrenamiento de datos”.
Poscondicién | - Dataset modificado segun las acciones del usuario y disponible para
descarga y uso en el mddulo de entrenamiento de modelos.
- Cambios aplicados se reflejan en el dataset descargado.
Excepciones  |Columnas con valores no procesables — el sistema recomienda
eliminarlas.
Rendimiento |Las operaciones de andlisis y visualizacion deben completarse en tiempo
razonable segun el tamafio del dataset y la memoria disponible.
Frecuencia Alta. Cada vez que el usuario realiza un andlisis de un dataset.
Importancia |Alta. Constituye la funcionalidad principal del médulo de EDA.
Urgencia Alta. Es necesario para que el usuario comprenda y prepare los datos
antes de entrenamiento o simulacion.
Estado Implementado
Estabilidad Media. Depende de la calidad y tamafio del dataset; datasets muy grandes
o con datos inconsistentes pueden afectar tiempos de visualizacion y
analisis.
Comentarios [Este caso de uso refleja un flujo interactivo e iterativo, donde el usuario

puede explorar, limpiar y preparar datos con la asistencia de
recomendaciones del sistema, garantizando que el dataset final sea
comprensible y utilizable en etapas posteriores, como entrenamiento de
modelos de IA.
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Tabla 4.4. C.U.3 - Cargar y evaluar dataset (Entrenamiento)

C.U.3 Cargar y evaluar dataset (Mddulo Entrenamiento)
Actores Usuario estandar
Descripcion El usuario carga un archivo en formato CSV para entrenar un modelo de
IA. El sistema muestra un resumen del dataset y realiza una evaluacion
de calidad. En funcion de dicha evaluacion, el sistema puede habilitar la
continuacion del proceso, recomendar la limpieza con EDA o redirigir al
modulo de simulacion de datos si no es apto para entrenamiento.
Dependencias |[Ninguna.
Precondicion - El usuario se encuentra en el mdédulo de Entrenamiento de modelos.
- El sistema estd listo para recibir un archivo CSV.
Secuencia 1. El usuario selecciona o arrastra un archivo CSV.
normal 2. El sistema verifica el formato y procesa el archivo.
3. El sistema muestra automaticamente informacion basica del archivo
y los resultados de la evaluacion de calidad.
4. En funcion de los resultados obtenidos en la evaluacion, el sistema
habilita las opciones correspondientes: continuar, redirigir a EDA o 3]
simulacion de datos.
Poscondicion - Dataset evaluado
- Boton “Continuar” habilitado si el dataset es apto para
entrenamiento.
- En caso contrario, opcion de redireccion habilitada segtn el
resultado de la evaluacion.
Excepciones - Siel archivo no es CSV — el sistema muestra un mensaje de error
- Si el archivo esta vacio — el sistema muestra un aviso
Rendimiento - La cargay validacion debe completarse en tiempo razonable para
datasets de tamafio moderado.
- Puede existir limitacion implicita por la memoria del sistema.
Frecuencia La carga y validacion deben completarse en tiempo razonable para
datasets de tamafio moderado. Puede existir limitacion implicita por la
memoria disponible del sistema.
Importancia  [Media-alta. Se ejecuta cada vez que el usuario desea entrenar un modelo.
Urgencia Alta. Sin una evaluacion adecuada del dataset no puede garantizarse un
entrenamiento correcto.
Estado Implementado
Estabilidad Media. Puede verse afectada por el tamafio del dataset y por la
complejidad de las validaciones realizadas.
Comentarios |Este caso de uso introduce una validacion mas estricta que la realizada en

el modulo EDA, ya que el entrenamiento requiere una estructura de datos
coherente y adecuada. La evaluacion automatica permite asistir al usuario

en la toma de decisiones antes de iniciar el proceso de modelado.
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Tabla 4.5. C.U.4 - Entrenar modelo de A

C.U4 Entrenar modelo de TA
Actores Usuario estandar
Descripcion El usuario entrena un modelo de TA a partir de un dataset ya validado. El
sistema permite seleccionar la variable objetivo (target), identifica
automaticamente el tipo de problema (clasificacion o regresion) y
muestra modelos compatibles. Se selecciona y ejecuta el modelo, y se
presentan métricas de rendimiento para evaluar la calidad del modelo.
Dependencias |C.U.3 — Dataset validado y botén “Continuar” habilitado.
Precondicion - El dataset ha sido evaluado como apto para entrenamiento.
- El usuario ha pulsado “Continuar”.
Secuencia 1. El sistema muestra la seccion de seleccion de variable objetivo
normal (target) y sugiere una.
2. El usuario selecciona la variable target.
3. El sistema determina automaticamente el tipo de problema
(clasificacion o regresion) en funcion del tipo de la variable objetivo.
4. El sistema muestra modelos compatibles y sugiere.
5. El usuario selecciona el modelo.
6. El sistema inicia el entrenamiento.
7. Se muestran métricas de rendimiento (segun el tipo de problema).
8. El sistema habilita las opciones posteriores: realizar predicciones o
descargar resultados (definidas en casos de uso independientes).
Poscondicion - Modelo entrenado.
- Meétricas de rendimiento disponibles para su consulta.
- Funcionalidades de prediccion y descarga habilitadas.
Excepciones - Target no seleccionado — no se permite continuar.
- Error durante entrenamiento — mensaje de error y reintentar.
Rendimiento |[El tiempo de ejecucion dependera del tamafio del dataset y del modelo
seleccionado (tiempo razonable para datasets de tamafio moderado).
Frecuencia Media. Se ejecuta cuando el usuario dispone de un dataset validado y
desea generar un modelo predictivo.
Importancia |Alta. Constituye el nucleo funcional del médulo de entrenamiento.
Urgencia Alta. Es imprescindible para generar modelos predictivos.
Estado Implementado
Estabilidad Media. Puede verse afectada por el tamafio del dataset, la complejidad
del modelo y la disponibilidad de recursos del sistema.
Comentarios |Este caso de uso se centra exclusivamente en el proceso de

entrenamiento del modelo. Las acciones posteriores, como la realizacion
de predicciones o la descarga del modelo, se definen en casos de uso
independientes para mantener la modularidad y claridad del sistema.
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Tabla 4.6. C.U.5 - Realizar predicciones

C.UsS Realizar predicciones
Actores Usuario estandar
Descripcion El usuario utiliza un modelo de inteligencia artificial previamente
entrenado para generar predicciones a partir de nuevos datos. El sistema
solicita los valores de las variables de entrada correspondientes, procesa
la informacion a través del modelo seleccionado y muestra la prediccion
obtenida. Esta funcionalidad permite validar de manera inmediata la
utilidad del modelo generado y aplicar sus resultados.
Dependencias |C.U.4 — Modelo entrenado disponible para su uso.
Precondicion - El usuario ha entrenado un modelo de IA (C.U.4) y este esta
disponible para realizar predicciones.
- Ya estan cargadas las variables de entrada que requiere el modelo.
Secuencia 1. Elusuario accede a “prediccion” en el mdodulo de entrenamiento.
normal 2. El sistema muestra los campos correspondientes a las variables de
entrada utilizadas durante el entrenamiento del modelo.
3. El usuario introduce los valores deseados en cada campo.
4. El usuario pulsa el boton “Predecir”.
5. El sistema procesa los datos a través del modelo entrenado.
6. El sistema muestra la prediccion obtenida, junto con informacion
relevante sobre la confianza o métricas asociadas, si procede.
Poscondicion - Resultado de la prediccion disponible y mostrado al usuario.
Excepciones
Rendimiento |La prediccion debe completarse en tiempo inmediato o muy corto,
garantizando la interactividad de la herramienta, incluso para datasets de
tamafio moderado.
Frecuencia Media/Alta. Cada vez que el usuario desee probar un modelo entrenado
con nuevos datos.
Importancia |Alta. Permite al usuario validar el modelo y generar resultados practicos
a partir del sistema.
Urgencia Alta. Clave para el flujo completo de andlisis y entrenamiento.
Estado Implementado.
Estabilidad Alta. Depende de que los datos de entrada sean consistentes y el modelo
esté correctamente entrenado.
Comentarios |Este caso de uso se centra inicamente en generar predicciones con

modelos entrenados. No incluye la descarga de modelos ni la

modificacion de los datos de entrenamiento, que se abordan en casos de
uso independientes. La interfaz debe ser sencilla, clara y accesible para
usuarios sin conocimientos técnicos avanzados, mostrando resultados y

advertencias de manera comprensible.
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Tabla 4.7. C.U.6 - Generar/Simular dataset

C.U.6 Generar/Simular dataset
Actores Usuario estandar
Descripcion El usuario crea un dataset simulado personalizado para ser utilizado

en analisis exploratorio o entrenamiento de modelos de IA. El
sistema permite definir las variables, tipos de datos, rangos de valores
y categorias, generando un dataset coherente que puede ser
descargado o usado directamente en el sistema.

Dependencias Ninguna. Este caso de uso es independiente.

Precondicion El usuario se encuentra en el modulo de simulacion de datos.

Secuencia normal | 1. El sistema muestra la interfaz de simulacion con opciones para
definir variables y sus caracteristicas.

2. El usuario define las variables y sus propiedades.

3. El sistema valida la coherencia de las definiciones (sin
duplicados de nombres, rangos correctos, categorias
consistentes).

4. El usuario confirma la generacion del dataset.

5. El sistema genera el dataset simulado seglin los pardmetros

definidos.
Poscondicién Dataset simulado generado.
Excepciones Conflictos en nombres o tipos — el sistema solicita ajustes antes de

generar el dataset.

Rendimiento La generacion del dataset debe completarse en tiempo razonable,
incluso para datasets de tamafio moderado.

Frecuencia Media. Dependera de la necesidad de generar datasets de prueba o
entrenamiento.

Importancia Alta. Constituye el nucleo funcional del médulo de entrenamiento.

Urgencia Alta. Permite al usuario crear datasets personalizados.

Estado Implementado.

Estabilidad Alta. Depende de la coherencia de las definiciones del usuario..

Comentarios Este caso de uso complementa la preparacion de datos, permitiendo

al usuario generar datasets consistentes y adaptados a sus necesidades
sin depender de fuentes externas.
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Tabla 4.8. C.U.7 - Descargar resultados

C.U.7

Descargar resultados

Actores

Usuario estandar

Descripcion

El usuario descarga los resultados generados dentro del modulo
activo del sistema:

- En andlisis EDA: dataset procesado (CSV).

- En entrenamiento: modelo entrenado (archivo PKL).

- En simulacién datos: dataset generado (CSV).
El sistema prepara el archivo en el formato correspondiente y permite
su descarga local.

Dependencias

Resultados disponibles en el modulo activo: EDA, Entrenamiento de
modelos o Simulacion de datos.

Precondicion

El usuario ha completado las acciones necesarias dentro del modulo
activo y existen resultados listos para descargar.

Secuencia normal

1. El usuario activa la opciéon “Descargar archivo” dentro del modulo.
2. El sistema inicia la descarga y notifica al usuario al completarse.

Poscondicion Archivo descargado correctamente y disponible para uso externo.
Excepciones - Error en la descarga — el sistema notifica al usuario y permite
reintentar.

Rendimiento La descarga debe completarse en tiempo razonable seglin el tamano
del archivo y los recursos disponibles.

Frecuencia Media-Alta. Se espera que el usuario descargue resultados tras
finalizar el flujo de cada modulo.

Importancia Alta. Permite al usuario conservar los resultados generados en el
modulo.

Urgencia Media-Alta. Es una accion complementaria que cierra el flujo
operativo dentro de cada modulo.

Estado Implementado.

Estabilidad Alta. Depende del tamaio del archivo y de la conexion del usuario.

Comentarios Este caso de uso representa la funcionalidad de descarga contextual,

disponible en cada modulo una vez que los resultados estén listos.
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4.2.3.- Requisitos funcionales

A continuacion, se detallan los requisitos funcionales del sistema, organizados por modulo.

Estos describen las funcionalidades que el usuario estdndar puede realizar, asi como las

condiciones y restricciones asociadas a cada operacion.

4.2.3.1. Modulo Analisis exploratorio de datos (EDA)

Carga de dataset: El sistema deberd permitir la carga de archivos en formato CSV

para su analisis.
Visualizacién de datos: El sistema mostrara estadisticas descriptivas basicas

(ntimero de filas y columnas, tipos de datos, valores nulos y categorias). Asimismo,
se generaran visualizaciones graficas como histogramas, heatmaps, boxplots,
scatterplots y matrices de correlacion. El usuario podra seleccionar subconjuntos de
filas para su visualizacion.

Limpieza y transformacién: El sistema permitird la eliminacion de columnas, la
imputacién basica de valores nulos (media, mediana o moda) y la conversion de
tipos de datos cuando sea necesario para facilitar analisis posteriores.

Descarga del dataset procesado: El dataset resultante podra descargarse en formato
CSV.

4.2.3.2. Modulo Entrenamiento de modelos de 1A

Carga y evaluacion del dataset: El sistema permitira la carga de archivos CSV y

mostrard un resumen del dataset. Se realizara una evaluacion bésica para
determinar su idoneidad para el entrenamiento. En funcion del resultado, se
permitira continuar con el proceso o se sugerira el uso de otros moédulos.

Seleccion del target: El sistema sugerird una variable objetivo, aunque el usuario

podra seleccionar libremente cualquier variable disponible.

Seleccion y entrenamiento de modelos: El sistema determinara automaticamente si
el problema corresponde a clasificacion o regresion segin la variable objetivo
seleccionada. En funcion de ello, se mostraran los modelos disponibles (Random
Forest Classifier, Random Forest Regressor, XGBoost y Linear Regression). Se
sugerira un modelo por defecto, pero la decision final correspondera al usuario.
Tras el entrenamiento, se presentaran las métricas de rendimiento correspondientes.
Predicciones manuales: El sistema permitird introducir valores manuales para las

variables predictoras con el fin de generar predicciones utilizando el modelo
entrenado en la sesion actual. Esta funcionalidad estard disponible hasta que se
entrene un nuevo modelo o se reinicie la sesion.
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e Descarga del modelo entrenado: El modelo generado podra descargarse para su uso
externo.

4.2.3.3. Médulo Simulacion de datos

e (Creacion del dataset: Fl sistema permitira definir variables numéricas o categoricas,
incluyendo su nombre, rango de valores, probabilidades y parametros de
dispersion. Se podran establecer configuraciones basicas para la generacion de
datos coherentes.

e Descarga del dataset generado: El dataset simulado podra descargarse en formato
CSV.

4.2.3.4. Requisitos generales

e Limitacién de tamafio: Para garantizar un rendimiento adecuado en entornos con
recursos limitados, el sistema estard orientado al procesamiento de datasets de
tamafio moderado (hasta aproximadamente 20.000 filas).

e Interfaz y usabilidad: El sistema proporcionara retroalimentacion visual tras cada

operacion, facilitando la comprension del proceso por parte del usuario.

4.3.- DISENO

En este apartado se describe la arquitectura y estructura interna de la aplicacion, asi como
el disefio de sus componentes y la interaccion entre ellos. Se incluyen los diagramas UML
mas relevantes, como diagramas de clases, secuencia, estados y actividad, que permiten
visualizar la organizacion del sistema y el flujo de datos y operaciones. Ademads, se
presenta la relacion entre interfaces de usuario, servicios y modulos, mostrando como se
gestionan las funcionalidades principales de manera modular, consistente y mantenible.
Los diagramas sirven para explicar tanto la légica de negocio como la interaccion del
usuario con la aplicacion, facilitando la comprension técnica y la planificacion de la
implementacion.

4.3.1.- Diagrama de clases
El diagrama de clases refleja la estructura estatica de la aplicacion, mostrando las clases
principales, sus responsabilidades y relaciones. Permite visualizar como se organiza el

sistema, qué entidades participan en cada médulo y como interactian entre si, ofreciendo
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una perspectiva clara de la arquitectura orientada a objetos y de la separacion de
responsabilidades entre interfaz y servicios.

El sistema se estructura en torno a un punto de entrada central, “MainBackend”, que
gestiona los endpoints y enruta las solicitudes a los servicios correspondientes de cada
moédulo:  “ServicioEDA”, y Cada
moédulo cuenta con su interfaz independiente, encargada de mostrar informacion, permitir

“ServicioEntrenamiento” “ServicioSimulacion”.

la interaccion del usuario y enviar peticiones al backend. La “InterfazPrincipal” actia
como coordinadora, proporcionando navegacion unificada y acceso a todos los médulos

desde un unico punto de entrada.

FRONTEND

1

«interface»
InterfazPrincipal

Clase UML

+ navegarAMedulo(m
String): void

+ mostrarMenu(): void

«interface»
InterfazEDA

«interface»
InterfazEntrenamiento

«interface»
InterfazSimulacién

odulo:

+ mostrarResumen(dataset : Dataset) : void
+ mostrarGraficos(dataset : Dataset) : void
+ mastrarOpcionesLimpiezal() : void

+ descargarDataset() : void

+ mostrarResumenDataset(dataset : Dataset) : void

+ mostrarSeccionTarget(targets : List<String>) : void

+ mostrarModelos(modelos : List<String>) : void

+ mostrarMetricas(metricas : Map<String, Float>) : void
+ realizarPrediccionesManual(entrada : Map<String,
Object>) : void

BACKEND

«clase»

Servici

oEDA

- dataset : Dataset

+ cargarDataset(archivo
+ generarEstadisticas() :

+ generarGraficos() : List<Grafico>
+ eliminarColumna(nombre : String) : void

+ imputarValares{column
String) : void
+ convertirTipo(columna
String) : void
+ exportarDataset() : File

: File) : void
Map<String, Object>

a : String, metodo :

: String, huevoTipo

MODELCS DE DATOS

+ descargarModelo() : void

+ mostrarConfiguracionVariables() : void
+ generarDataset() : void
+ descargarDataset() : void

T
|
I
|
|
|

/

L r

MainBackend

I
\
\
‘ —_
\
\
\

+ recibirRequest()

+ inicializarServicios()

+ ejecutarAccion(modulo, accion, datos)
+ enrutarPeticion(module, accion, datos)

} -
'

«clase»
ServicioEntrenamiento

«clase»
ServicioSimulacion

- datasetGenerado : Dataset

+ definirVariableNumerica(nombre : String,
rangoMin : Float, rangoMax : Float) : void

+ definirVariableCategorica{nombre : String,
categorias : List<String>) : void

+ generarDataset(numFilas : Integer) : Dataset
+ exportarDataset() : File

Dataset
- dataset: Dataset
- modelo: ModelolA
- target: String
- datos - tipoProblema: String
- columnas
- tipos + cargarDataset(archivo; File); void ModelolA
- valoresNulos H + evaluarDataset(): Boolean
*********************** + generarGraficos()
+ obtenerResumen() + seleccionarTarget (target: String): void .
+ modificarDatos() + entrenarModelo{nombreModelo: String); void - tipoMedelo

+ exportarCSV() + calcularMetricas(): Map<String, Float>
+ predecir(entrada: Map<String, Object>):
Object

+ exportarModelo(): File

Figura 4.3. Diagrama de clases

- metricas
- modeloEntrenado

+ entrenar(dataset, target)
+ predecir(entrada)
+ obtenerMetricas()

El modulo de EDA permite explorar, limpiar y visualizar datasets mediante estadisticas y
graficos interactivos, asi como aplicar transformaciones bdasicas y descargar el dataset
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procesado. El modulo de Entrenamiento facilita la seleccion de la variable objetivo, sugiere
modelos segin el tipo de problema (clasificacion o regresion), entrena los modelos
disponibles y permite realizar predicciones manuales con los modelos generados. El
modulo de Simulacion ofrece herramientas para definir variables numéricas o categoricas,
establecer rangos, probabilidades y correlaciones, generar datasets personalizados y
descargarlos en formato CSV.

Los servicios procesan los datos y modelos en memoria durante la sesion, manteniendo la
independencia entre modulos y evitando el intercambio automatico de informacion, lo que
garantiza consistencia y evita conflictos. Esta arquitectura centralizada simplifica la
gestion del flujo de datos y la logica de negocio, manteniendo un sistema modular,
escalable y facil de mantener, donde cada componente cumple funciones claramente
definidas dentro del flujo operativo del usuario, y la “InterfazPrincipal” asegura la
coordinacion y coherencia en la experiencia de uso.

4.3.2.- Diagrama de secuencia

En este apartado se presentan los diagramas de secuencia que ilustran el flujo de
interaccion entre el usuario, las interfaces y los servicios del sistema durante las
operaciones mas relevantes. Los diagramas muestran paso a paso cdmo se manejan la
carga de archivos CSV, el analisis exploratorio de datos, el entrenamiento de modelos de
IA y la generacion de datasets simulados. Cada diagrama refleja la comunicacion entre los
actores y los componentes internos, permitiendo visualizar cémo se procesan las
solicitudes, se realizan validaciones y se actualiza la informacién, garantizando la
consistencia y el correcto funcionamiento del sistema.

4.3.2.1. Carga y validacion de archivo CSV

El usuario inicia su interaccion desde la Interfaz Principal (landing page), que funciona
como punto de entrada a los distintos méddulos: Andlisis Exploratorio de Datos (EDA),
entrenamiento de modelos A y simulacion de datasets. Desde esta interfaz, el usuario
selecciona el médulo que desea utilizar.

Al acceder, por ejemplo, al médulo EDA, el usuario selecciona o arrastra un archivo CSV,
el sistema valida su formato, y si es correcto, presenta el nombre del archivo cargado como
respuesta y habilita la seccion que muestra informacion del dataset. En caso opuesto,
aparece un mensaje de error y no se muestra mas informacion. En la figura 4.4. se puede
observar el diagrama de secuencia que representa esta interaccion.
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Usuario InterfazPrincipal InterfazModulo ServicioModulo Dataset

|
Ir a médulo EDA 1
1
|

Arrastrar/Sefeccionar archivo

A\

|

I

| Cargar vista del médulo
I

|

I

Alternative I
[Arthivo no valido (no CSV)] |

resulladoVaIidacién(ERROR)

' I I
-1
' I I
1

| 1 validarArchivo(archivo) |
1 1 I

Mostrar mensaje delerrer "Archivo no valido"

<

[ArF\iva valido (CSV)] T I . " I_ |_

resultadoValidacién(OK)
1

procesarDataset(archivo)

Opt

Reemplazar dataset anterior

A/

Crear/Actualizar Dataset

A

I
[Existe dataset previol |
!
|
1

Desplazar a seccion Dataset

| Mostrar nomhre del archnvo_'
MoTrar resumenlesladlsncas del diTsel

I .
| | dataset _|
| enviarResumen(dataset) _| |
' I I
1

| | |

Usuario InterfazPrincipal InterfazModulo ServicioModulo Dataset

Figura 4.4. Diagrama de secuencia - Carga y validacion de archivo CSV

4.3.2.2. Méodulo EDA

En la Figura 4.5 se representa el flujo de interaccion en el modulo Analisis exploratorio
EDA. El usuario puede navegar a través de los distintos botones que le permiten acceder a
distinta informacién relevante del dataset.

Al mismo tiempo, puede realizar acciones sobre los datos, como eliminar columnas,
imputar valores o aplicar transformaciones bdasicas. Este ciclo de exploracion y
modificacion se repite de forma iterativa hasta que el usuario considera que el dataset esta
preparado. Finalmente, el sistema permite descargar el dataset procesado en formato CSV,
conservando los cambios aplicados.
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Usuario InterfazEDA ServicioEDA Dataset

! 1

| 1
Loo, I I I
Altjmative l ISTECTI]
[Adcién requiere solo lectura] | | |
seleccionarAccion(accion) I | |
| | solicitarAnalisis(accion) ;l |
>
| | | procesar(dataset, accion) |
| I | datos/estadisticas _I
| | resultadosAnalisis J |
Joster ) | |
- — — —
[ALén modifica] I | -l
seleccionarAccion(accion)
solicitarAnalisis(accion) | |
| | | procesar(dataset, accion) |
| I datos/estadisticas |
| | resultadosAnalisis
IimpiarOModificar(camhio)—I | |
aplicarCambio(cambio) | |
| I actualizar(dataset, cambio) |
| | confirmacionActualizacion
| | confirmacion _I
| actualizarVisualizacion _l
1 1

descargarCSVFinal()

I
solicitarCSVFinal() L|

| exportarCSV() |

| | csv J
| enviarCSV(csv) |
|

iniciarDescarga(csv) J |
1 | |

Usuario InterfazEDA ServicioEDA Dataset

Figura 4.5. Diagrama de secuencia - Modulo EDA

4.3.2.3. Entrenamiento de modelo de IA

El siguiente diagrama (Figura 4.6) muestra la interaccion que se produce en el modulo de
Entrenamiento de Modelos de IA entre el actor principal (usuario) y los componentes del
sistema implicados.

El flujo comienza cuando el usuario carga un archivo en el sistema. Este es evaluado para
determinar si cumple los requisitos necesarios para el entrenamiento (estructura valida,

-50 -



presencia de variables adecuadas, formato correcto, etc.). Si el dataset no es apto, el
sistema informa al usuario y no permite continuar con el proceso, pudiendo redirigirlo a
otros modulos para su revision o preparacion.

Usuario InterfazPrincipal InterfazEntrenamiento MainBackend ServicioEntrenamiento Dataset ModelolA

T T T

iT=ccionarMéduloI"En!ren:mienq")

cargarBataset(archivo)
I

cargarVista()

T
I
I
I

request cargarDataset(archivo)

f
Alternative |
[Ddtaset invalido]

| srarror

[Ddtaset vélido] T

cargarDataset(archivo)

evror("DataJet invalido") I

T
I
I
I
I
|
I
I
I

crear/actualizar en memoria

seleccionarVafiableObjetivo(variable)
T

| request seleccionarTarget(variable)

| |
T T
| | seleccionarTarget(variable) |

seleccionarTiboModelo(tipoModelo) | | |

request entrenarModelo(tipoModelo) |

|__entrenarModelo(tipoModelo) |

| entrenar(datasét, target)

| metrical
envvavMe«nch(me«neas)

| tquosl gln'rarPrediccion(dalosEn(radj | |

mostrarNfetricas(metricas)

rnIixnPradicc*mManual(dnmzmnu)

generarPrediccion(datosEntrada)

Alternative | |

[MTdelu no entrenado]

error("Modelo ho entrenado”)

mostrarError

I
I I
I I
I I
t---------- === === I
I I I
I I
i |
| 1

[Modelo entrenado]
predecir(datosEptrada)
T

| | | resultadoPredigcion I ]
T T
| | devolverResultado(fesultadoPrediccion) | |
1 mostrarPrediccjon(resultadoPrediccion) | | |
L T
| | | | |
Usuario InterfazPrincipal InterfazEntrenamiento MainBackend ServicioEntrenamiento Dataset ModelolA

Figura 4.6. Diagrama de secuencia del entrenamiento del modelo de 1A

En caso de validacion satisfactoria, el usuario accede a la fase de seleccion de la variable
objetivo (target). Una vez tomada esta decision, el sistema habilita la seleccion del modelo
de aprendizaje automatico. Tras elegir el modelo, el usuario inicia el proceso de
entrenamiento.

Si durante el entrenamiento se produce algin error, el sistema devuelve un mensaje
informativo indicando la causa. Si el proceso finaliza correctamente, se muestran las
métricas de rendimiento del modelo y se habilitan las opciones para descargarlo o realizar
predicciones manuales directamente desde la interfaz.
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4.3.2.4. Simulacion de dataset

El proceso comienza cuando el usuario accede al modulo de simulacion y el sistema carga

la vista correspondiente. A partir de ese momento, se inicia un flujo iterativo en el que el

usuario puede definir distintas variables, indicando su nombre, tipo (numérica o

categdrica) y los parametros necesarios para su generacion.

Usuario InterfazPrincipal

InterfazSimulacion MainBackend ServicioSimulacion

Dataset

VariableSimulada

| accederModulo("Simulacién”) |

I 1 cargarVista()

Loop

[Por cada variable a definir]

definirVar tipo,

request definirVariable(datos)

definir

crearlnstancia(datos)

confiracion

| - — e

con'irmarvari*bln(creﬂda) | I

generarD4asel(nRegistrns) | | I | I

| | request generarDataset(nRegistros) | l | I

| | l generarDataset(nRegistros) I | I

Alternative I I I I ] I

[N1 hay variables definidas] | | I | I

error("No hay variables definidas")
mostrarError

[Variables definidas] _+ | *- " . | I

| | | | datasetCreado _I I

I | :anfirmalﬁenercion(usumen) _| | I

| mostrarCun{rmacion(msumen) _| | | | I

| descalgarnaiasel() | | | | I

| | | request exportarDataset() | | | I

I | | I exportarDataset() I | I

| | | sevovercsliarchive | | [

-— — — el —
I iniciarDeLcarga(archivo) | | | | I
'— — — L e — A

1 l ] ] 1 | 1

Usuario InterfazPrincipal InterfazSimulacion MainBackend ServicioSimulacion Dataset VariableSimulada

Figura 4.7. Diagrama de secuencia del médulo simulacion de dataset

Cada vez que se crea una variable, el sistema valida los datos introducidos y la afiade a la

configuracion del dataset. Este proceso se repite hasta que el usuario decide finalizar la

definicidn de variables.

Cuando el usuario solicita la generacion del dataset, la vista envia la peticion al controlador

principal, que delega la operacion en el servicio de simulacion. Si no existen variables

definidas, el sistema bloquea la operacion y muestra un mensaje de advertencia. En caso
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contrario, el servicio genera el dataset conforme a los parametros establecidos. Finalmente,
el dataset generado se devuelve a la vista y el usuario puede descargarlo en formato CSV.

4.3.3.- Diagrama de estados

Los diagramas de estados permiten representar el comportamiento dindmico del sistema
mediante la definicion de los distintos estados en los que puede encontrarse una interfaz o
modulo, asi como las transiciones que se producen entre ellos en funcion de las acciones
del usuario o eventos internos. A diferencia de los diagramas de secuencia o de actividad,
este tipo de diagrama se centra en la evolucion del estado interno del sistema, mostrando
como responde ante diferentes situaciones.

4.3.3.1. Diagrama de estados para interfaz EDA

El modulo EDA comienza en un estado inicial en el que no existe ningun dataset cargado.
Cuando el usuario sube un archivo valido, el sistema transita al estado "DatasetCargado".
Desde este estado, el usuario puede realizar visualizaciones o aplicar operaciones de
limpieza y transformacion, lo que provoca transiciones a estados intermedios donde el
dataset es modificado. Una vez procesado, el sistema permite la descarga del dataset,
manteniéndose en un estado operativo hasta que se cargue un nuevo archivo o se reinicie la
sesion.

MostrandoAnalisis. |

Figura 4.8. Diagrama de estados interfaz EDA
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4.3.3.2. Diagrama de estados para la interfaz entrenamiento de modelos

El médulo de entrenamiento de modelos comienza en el estado “SinDataset”, en el que el
sistema aun no cuenta con ningun dataset cargado. Desde este estado, el usuario carga un
archivo, lo que provoca la transicion al estado “ValidandoDataset”, donde el sistema
comprueba que los datos son aptos para el entrenamiento. Validado el dataset, se pasa al
estado “DatasetValido”, donde el usuario puede seleccionar la variable objetivo, pasando
el sistema al estado “SeleccionandoTarget”. A continuacion, se elige un modelo de IA,
generando la transicion al estado “SeleccionandoModelo”.

Se inicia el entrenamiento, en el estado “EntrenandoMaodelo”, si finaliza correctamente,
se muestran las métricas de rendimiento en el estado “MostrandoMétricas”. Desde este
punto, el usuario puede realizar predicciones manuales y descargar el modelo entrenado,
alcanzando el estado “PrediccionManual”. Finalmente, se habilita el estado
“ModeloDescargable” para que el usuario pueda realizar la descarga del modelo.

Diagrama de estados para InterfazEntrenamiento

Figura 4.9. Diagrama de estado entrenamiento de modelos

4.3.4.- Diagrama de actividad

Los diagramas de actividad representan el flujo de acciones y decisiones dentro de un
sistema o modulo, mostrando como se desarrolla un proceso paso a paso. Permiten
visualizar las acciones del usuario y del sistema, los puntos de decision, las bifurcaciones y
los posibles caminos alternativos, incluyendo errores o rutas de correccion. A diferencia de
los diagramas de estados, que muestran los estados internos del sistema, los diagramas de
actividad reflejan la secuencia de operaciones y la logica del flujo de trabajo.

4.3.4.1. Diagrama de actividad para el entrenamiento del modelo

El flujo comienza cuando el usuario carga un dataset en el sistema. El archivo se valida
para comprobar que sea un CSV y que la calidad de los datos sea suficiente. Si el dataset
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no cumple los requisitos, se muestra un mensaje de error y se ofrece la posibilidad de
corregir los datos en el modulo EDA o, si no es posible, redirigir al modulo de simulacion
y finalizar el proceso. Si la validacion es exitosa, se habilita el boton para continuar.

A continuacion, el sistema sugiere un target por defecto, aunque el usuario puede
seleccionar cualquier variable como objetivo. Luego se muestran los modelos disponibles
segun el tipo de problema, recomendando uno por defecto, pero la eleccion final queda en
manos del usuario. Al pulsar “entrenar”, el sistema inicia el entrenamiento del modelo. Si
se produce algun error durante esta fase, se muestra un mensaje de error y el flujo termina;
si el entrenamiento es exitoso, se presentan las métricas de rendimiento.

Finalmente, el usuario puede realizar predicciones manuales y/o descargar el modelo
entrenado, pudiendo realizar ambas acciones en el orden que desee antes de finalizar. Este
flujo asegura un entrenamiento guiado, seguro y controlado, integrando validaciones,
recomendaciones y rutas alternativas para errores o datos insuficientes.

Figura 4.10. Diagrama de actividad entrenamiento de modelos
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4.3.5.- Diseino de la interfaz grafica

Antes de la implementacion, se realizaron esbozos y croquis de las pantallas de la
aplicacion con el objetivo de planificar la disposicion de los elementos, la organizacion de
la informacion y el flujo de navegacion. Estos disefios preliminares permitieron definir
como se presentarian los distintos moédulos y funcionalidades, asegurando que la
experiencia de usuario fuera intuitiva y coherente desde el inicio.

A continuacidn, se presentan los principales elementos de disefio y los flujos visuales de
las interfaces de los modulos de Andlisis Exploratorio de Datos (EDA) y de Entrenamiento
de Modelos de IA que se desarrollaron al inicio previo al desarrollo.

4.3.5.1 Esbozos de la interfaz grafica

El disefio inicial del médulo de Andlisis Exploratorio de Datos se planteé con una
estructura organizada en secciones navegables. La idea principal era que, una vez cargado
el dataset, el usuario fuera redirigido a una interfaz estructurada como un mend con
diferentes apartados, accesibles mediante botones o pestanas. Este enfoque permitia dividir
las funcionalidades en bloques claros y evitar la sobrecarga de informacion en una Unica
pantalla.

La primera seccion visible tras la carga del dataset seria la seccién de informacion general,
donde se mostrarian los datos bésicos del archivo, como el nimero de filas y columnas, el
tamafio del archivo y un resumen de los tipos de variables. Esta vista inicial tenia como
objetivo ofrecer al usuario una comprension rapida del contenido y la estructura del dataset
antes de realizar cualquier analisis mas profundo.

Numenca S

@ N° columnas

2 Tamatc ~ Vedia ~ N° categont

@ N° vaotes duphcades
a Total nuloes

Il — Cateqonag
~ DeSViReIGN
- Mo [ Max
Pescentites
N Gmeos
Acimetna
Figura 4.11. Esbozo interfaz secciones Vista general y Estadisticas (Modulo EDA)
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4.3.5.2 Diseiio del flujo

Ademas de la realizacion de esbozos de la interfaz, también se elaboraron esbozos para
plantear el flujo que debia seguir el proceso en cada médulo.Este esquema inicial permitid
definir de forma conceptual las distintas etapas del entrenamiento antes de su
implementacion, organizando la secuencia de acciones y decisiones que estructurarian el
modulo.

El diagrama presentado refleja esta primera vision del flujo de entrenamiento, que

posteriormente fue refinada durante el desarrollo, pero que sirvid como base para
estructurar la logica interna y la experiencia de usuario del sistema.

E, i énam\en’ro modelos TA

9 Trde@ccion
USUARIO

B SISTEMA

OBIETIVO

Figura 4.12. Esbozo del flujo del modulo Entrenamiento

4.4.- IMPLEMENTACION

En este apartado se presenta la implementacion final de la aplicacion, mostrando las
principales pantallas desarrolladas y explicando brevemente las funcionalidades mas
relevantes de cada moddulo. A través de capturas de pantalla comentadas se pretende
ilustrar como se materializaron los disefios y flujos previamente definidos, asi como la
estructura final de la interfaz.

Asimismo, se destacan aquellos elementos que resultan especialmente relevantes desde el

punto de vista funcional, centrandose en la experiencia de usuario y en la integracion de los
distintos modulos del sistema.
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4.4.1. Mo6dulo de Analisis Exploratorio de Datos (EDA)

La primera funcionalidad que encuentra el usuario es la pantalla de carga del dataset. En
esta vista se permite subir archivos en formato CSV, iniciando asi el proceso de analisis. La
interfaz ha sido disefada de forma sencilla y clara, facilitando la comprension del paso
inicial del flujo.

Inicio Anlisis EDA Modelos 1A Generador

Carga el archivo que deseas analizar

Arrastra aquf tu archivo CSV o haz clic para seleccionarlo.

Archivo seleccionado: healthcare_dataset.csv

Figura 4.13. Pantalla principal Andlisis Exploratorio de Datos

Una vez cargado el dataset, el usuario accede al ment principal del médulo EDA, donde se
muestran distintas secciones navegables. Estas permiten consultar informacion general del
dataset, estadisticas descriptivas y diferentes visualizaciones gréficas.

Vista general

NP° de registros (filas): 25493
Ne dé caracteristicas (columnas): 7
Tamano: 2.74 MB

NP° valores duplicados: 16

Total valores nulos (%): 0.16

Ocultar columnas
HR (BPM) RESP (BPM) spoz2 ) Ml Teme o Jll outeut

Ocultar primeras filas

Ver desde fila: M ostrando filas 1 - 5

Unnamed:
[

Time (s) HR (BPM) RESP (BPM) SpO2 (%) TEMP (*C) outpuT
0 0 94 21 97 362 Normal
1 1 94 25 97 36.2 Normal

2 2 101 25 93 38 Abnormal

3 3 55 n 100 35 Abnormal

a 4 93 26 95 37 Normal

Figura 4.14. Vista general Analisis exploratorio de datos EDA
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La primera seccion que se muestra es la “Vista general”, que tiene como objetivo situar al
usuario en contexto con el dataset cargado. En esta pantalla inicial se proporciona un
resumen rapido de la informacion bésica: numero de filas y columnas, tipos de datos y
tamafio del archivo. Ademas, se incluyen botones que permiten visualizar los nombres de
las columnas o explorar las filas de la base de datos, ofreciendo un acceso rapido a los
elementos esenciales del dataset.

A continuacion, el usuario puede navegar hacia otras secciones del modulo, como la de
“Estadisticas descriptivas” o la de “Visualizaciones”. Por ejemplo, en la seccion de
“Correlaciones” se presenta una matriz que permite identificar relaciones entre variables
num¢éricas, ofreciendo una vision clara de la estructura interna de los datos.

Correlaciones

Matriz de Correlaciones

Variable Unnamed: 0 Time (s) HR (BPM) RESP (BPM) Sp02 (%) TEMP (*C)

Unnamed:
0

Time (s) 1.00 1.00 0.00 -0.00 0.01 -0.03

e (PR 000 000 “ b o 00

RESP
(&PM) -0.00 -0.00 0.15 -0.30 0.02

spoz (%) o =4 24 2 “ 0

TEMP
-0.03 -0.03 -0.03 0.02 -0.04
(ge)

[l Interpretacion de la Matriz:
® Rojo oscuro (|r] > 0.8): Correlacion muy fuerte. Las variables estan altamente relacionadas.
® Naranja (0.6 < |r| = 0.8): Correlacién fuerte. Existe una relacion significativa.
: Correlacién moderada. Hay cierta relacién entre variables.

o Pérpura (|r| = 0.3): Correlacién débil o inexistente. Las variables varfan de forma independiente.

Figura 4.15. Seccidn correlaciones Analisis Exploratorio EDA

Este modulo también incluye herramientas basicas de limpieza y transformacion de datos,
asi como la posibilidad de descargar el dataset procesado, completando asi el ciclo de
analisis exploratorio.

4.4.2. Moédulo de entrenamiento de modelos de IA

El flujo inicial de este modulo también comienza con la carga del dataset, siguiendo un
procedimiento similar al médulo EDA. Una vez cargado, el sistema valida que el archivo
sea CSV y evalua la calidad de los datos. En funcion de esta evaluacion, se presenta al
usuario un resumen breve de la informacion del dataset y de los resultados de la evaluacion
de calidad.
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A continuacion, el flujo continia con la seleccion de la variable objetivo (target). El
sistema sugiere automdticamente un target, pero la decision final recae siempre en el
usuario. Seguidamente, se muestran los modelos disponibles, recomendando uno por
defecto en funcion del tipo de problema detectado (clasificacion o regresion). Una vez
seleccionado el modelo, el usuario inicia el entrenamiento.

(@ Variable objetivo

Selecciona la columna que deseas predecir o deja que la IA te recomiende una.

Recomendacion: Unnamed: 0

TEMP (*C) v Confirmar variable objetivo

Q Eleccion del modelo de 1A

Variable objetivo: TEMP (*C)

Tipo de problema: regression (Variable numérica)

Selecciona un algoritmo:JERNSETRSS v

[l Entrenamiento de los datos

Entrenar modelo

Modelo entrenado ¥

Modelo: Human_vital_signs_R_RandomForestClassifier.pk1

Descargar modelo

Figura 4.16. Seleccion de variable objetivo, modelo de IA y entrenamiento de los datos

Si durante el entrenamiento se produce algun error, el sistema muestra un mensaje de alerta
y el flujo termina. En caso contrario, al finalizar, se presentan las métricas de rendimiento
del modelo y se habilitan las acciones finales: realizar predicciones manuales y descargar
el modelo entrenado, que constituyen los resultados mas relevantes para el usuario.

Modelo entrenado ¥

Modelo: Human_vital_signs_R_RandomForestClassifier.pk1

Descargar modelo

[] Métricas del modelo

99.12%

& Probar prediccién

HR (BPM) RE

| [ 239.9811320754747 \ [ 80.12794256120527 | \ 17.640495541702833

; | [ 37.50012277880203 \

Resultado de la prediccion: Abnormal

Figura 4.17. Rendimiento y prediccion del modelo generado
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4.4.3. Modulo de simulacion de datos

El médulo de simulacion permite generar datasets desde cero mediante la definicion de
variables personalizadas. Inicialmente, se presenta una pantalla donde el usuario puede
comenzar a configurar las variables que compondran el dataset.

Inicio Andlisis EDA Modelos 1A Generador

Nombre del dataset:

Configurar nimero de filas

£ Agregar columnas al dataset

Nombre de columna:

Tipo de dato:

[H Numérico (decimal)

Valor minimo

Valor méximo

Figura 4.18. Interfaz simulador de datasets

A medida que se afiaden variables, el sistema muestra las variables que se han afiadido
dando la posibilidad de eliminarlas.

edad numerico

¥ Dataset Generado
Filas: 1000
Columnas: 1
Variables: edad

- D

M Evaluacién del Dataset Generado

1000

M Filas generadas

B Columnas totales

Figura 4.19. Adicién de variables y generacion del dataset

Cuando el usuario esté satisfecho con las variables, el sistema genera el dataset simulado y
permite su descarga en formato CSV, cerrando asi el flujo de creacion de datos.
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Capitulo 5
Conclusionesy
trabajo futuro

5.1.- CONCLUSIONES

El proyecto desarrollado ha logrado cumplir con su objetivo principal de proporcionar una
aplicacion que permite a profesionales de distintos ambitos explorar, interpretar y
aprovechar datos mediante técnicas de inteligencia artificial, sin requerir conocimientos
especializados en la materia. La aplicacion ofrece un flujo guiado que acompana al usuario
desde la carga y andlisis de los datos hasta la obtencién de resultados y predicciones,
asegurando accesibilidad y facilidad de uso.

En cuanto a los objetivos especificos planteados:

e La interfaz de usuario se ha disefiado de manera intuitiva, centrada en la
experiencia del usuario, y facilita la navegacion por los distintos mddulos.
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e El flujo guiado permite realizar analisis exploratorios de datos (EDA), entrenar
modelos de IA y generar datasets simulados, cumpliendo con las funcionalidades
basicas necesarias para un andlisis inicial y la obtencion de resultados
interpretables.

A nivel personal, el desarrollo de este proyecto ha permitido adquirir competencias
practicas en:

e Desarrollo de aplicaciones que integran técnicas de inteligencia artificial,
incluyendo la carga, limpieza y visualizacion de datos.

e Diseio e integracion de APIs y uso de frameworks de desarrollo web como
FastAPI, asi como de bibliotecas de aprendizaje automatico en Python.

e Pensamiento orientado al usuario, enfocandose en accesibilidad, simplicidad y
utilidad de la herramienta para profesionales no técnicos.

Si bien el sistema cumple los objetivos esenciales, se identifican areas de mejora:

e La capacidad de analisis puede ampliarse para permitir estudios mas detallados y
avanzados de los datasets.

e Seria recomendable realizar pruebas de usabilidad con usuarios reales para evaluar
la experiencia de uso y la comprension del flujo guiado.

e [a limitacion de memoria al entrenar modelos en entornos con recursos limitados
representa un desafio, especialmente al trabajar con datasets grandes o técnicas mas
complejas.

En general, el proyecto ha demostrado ser funcional y util como herramienta basica de
andlisis y simulacion de datos mediante IA. Ademas, se han implementado mecanismos
que previenen errores durante el entrenamiento, asegurando que el sistema no ofrezca
modelos inadecuados. Esto constituye un avance significativo en la combinacion de
analisis de datos, simulacion y prediccion accesible para usuarios no expertos.

5.2.- POSIBLES DESARROLLOS FUTUROS

El sistema desarrollado ofrece una base funcional solida, pero existen multiples
posibilidades de ampliacion que podrian dotar a la aplicacion de nuevas funcionalidades y
mejorar la experiencia del usuario:
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1. Analisis de datos mas especializados: Se podria incorporar andlisis avanzados,
como clustering, reduccion de dimensionalidad, analisis de series temporales o
técnicas estadisticas mas complejas, para permitir estudios mas detallados y
profundos de los datasets.

2. Ampliacion de modelos de IA: Seria posible incluir nuevos modelos de
aprendizaje automatico y técnicas de deep learning, lo que ampliaria la capacidad
predictiva y permitiria abordar problemas mas variados o complejos.

3. Escalabilidad y almacenamiento: Integrar servicios en la nube permitiria manejar
datasets mas grandes y persistir informacion de manera segura. Ademas, en un
futuro se podrian implementar sesiones de usuario, de manera que los modelos
entrenados y los datasets procesados se puedan guardar y recuperar directamente
dentro del sistema.

4. Asistencia guiada y herramientas de soporte: Se podria desarrollar un flujo de
ayuda mas completo, con sugerencias automaticas, alertas y explicaciones de cada
paso, para acompafiar al usuario durante todo el proceso de andlisis y
entrenamiento de modelos.

5. Mejoras en la interfaz y visualizacién: Afadir paneles interactivos, reportes
automaticos y visualizaciones mas avanzadas ayudaria a que el usuario comprenda
mejor los resultados y tome decisiones mas informadas. Ademads, se podria
incorporar la generacion de informes listos para descargar.

Estas posibles mejoras representan un camino natural de evolucion del proyecto,

potenciando tanto la funcionalidad como la accesibilidad de la aplicacion y su utilidad para
profesionales sin experiencia en inteligencia artificial.
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