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Resumen

Este Trabajo de Fin de Grado se centra en la aplicacion de técnicas de machine learning
para el analisis y la prediccion del rendimiento de pilotos y monoplazas en la Formula 1,
un ambito caracterizado por el uso intensivo de datos y estrategias avanzadas de
ingenieria. El proyecto aborda la construccion y evaluacion de cuatro modelos predictivos
orientados a diferentes aspectos clave del rendimiento: la prediccion de posiciones finales
segun el circuito, la influencia de las condiciones climaticas, la relacion entre las
posiciones de clasificacion y carrera, y el impacto de las estrategias de neumaticos. Para
ello, se han utilizado datos de telemetria, historicos y contextuales obtenidos mediante

herramientas especificas.

El desarrollo de este trabajo se fundamenta en el uso de tecnologias avanzadas como
Python, junto con bibliotecas y frameworks como PyTorch, Scikit-Learn, y FastAPI, que
permitieron la extraccion, procesamiento y modelado de datos. Ademas, se emplearon
plataformas como Google Colab y Visual Studio Code para garantizar un flujo de trabajo
eficiente. Los modelos desarrollados incluyen enfoques basados en redes neuronales
artificiales, desde Perceptrones Multicapa (MLP) hasta arquitecturas avanzadas como
LSTM y Transformers, que resultaron ser particularmente Utiles en tareas de prediccion

y andlisis de secuencias.
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1.1 Motivacion del proyecto

La Formula 1 representa la élite del automovilismo mundial y destaca no solo por el
desempefio en la pista, sino también por el uso avanzado de la ingenieria de datos. Los
equipos de Formula 1 empelan sofisticados sistemas de adquisicion de datos y
herramientas de analisis para recopilar y examinar grandes cantidades de informacion en
tiempo real y postcarrera, haciendo de este deporte un entorno sumamente intensivo en

datos.

En particular, los datos de telemetria juegan un papel fundamental, permitiendo a los
equipos monitorear el rendimiento del coche, anticipar su comportamiento bajo diversas
condiciones, ajustar estrategias de carrera y optimizar configuraciones vehiculares para
mejorar tanto la fiabilidad como el rendimiento. Ademas, estos datos ayudan a
perfeccionar el desempefio de los pilotos durante las sesiones de competencia. Esta
capacidad para capturar y analizar datos hace que la Férmula 1 sea un campo con un
enorme potencial para la aplicacion de la inteligencia artificial y el machine learning,
aunque, sorprendentemente, hay relativamente pocas investigaciones académicas que

exploren este ambito.

Este trabajo de fin de grado se centra en la aplicacién de modelos de machine learning
para analizar y predecir diversos aspectos del rendimiento en la Formula 1. Se representan
y discuten cuatro modelos, cada uno orientado a un aspecto particular del rendimiento de
los coches y los pilotos, desde la prediccién de posiciones en carrera hasta el impacto de
las estrategias de neumaticos. El objetivo principal de este proyecto es aprovechar las
técnicas de machine learning para transformas los datos de telemetria en conocimientos

gue contribuyan a la mejora continua de los resultados de carrera.
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1.2 Estructura y explicacion de la competicion de
la Formula 1

1.2.1 Férmula 1

La Formula 1 (F1) es la categoria mas alta del automovilismo mundial reconocida por la
Federacion Internacional del Automdvil (FIA), caracterizada por ser una competicion de
élite que combina la excelencia en ingenieria automotriz, estrategia de equipo Yy

habilidades excepcionales de conduccion.

Aqui se proporcionaré una vision general de los componentes clave que definen como

funciona la Férmula 1.

llustracion 1: Logo oficial de la Formula 1[1]

1.2.2 Equipos y Escuderias

Actualmente, la Formula 1 esta compuesta por 10 equipos, también conocidos como
escuderias. Cada equipo, que puede ser una constructora de automdviles o un equipo
independiente, fabrica su propio coche de acuerdo con un estricto conjunto de reglas
técnicas establecidas por la FIA. Cada escuderia compite con dos coches, lo que significa
que hay 20 pilotos en total en cada Gran Premio. Algunas de las escuderias mas iconicas
incluyen Ferrari, Mercedes-AMG Petronas, Red Bull Racing y McLaren, que son
reconocidas no solo por su excelencia en la pista sino también por su innovacion
tecnoldgica y su capacidad para desarrollar soluciones innovadoras dentro de los limites

de los reglamentos.

Cada equipo tiene su propia filosofia de disefio y estrategias de carrera que influyen en la

configuracion de sus coches y en la forma en la que los pilotos abordan cada Gran Premio.
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La competencia entre los equipos no se limita a los pilotos, sino también a los ingenieros,
que buscan constantemente optimizar cada componente del coche para obtener la mejor

ventaja competitiva.

llustracion 2: Logo oficial de Scuderia Ferrari [2]

1.2.3 Calificacion y Carrera

Los pilotos y los equipos compiten siguiendo un sistema de puntuacién a lo largo de la
temporada, con el objetivo de ganar tanto el campeonato de pilotos como el campeonato

de constructores.

Durante la temporada de Férmula 1 se celebran en diversas partes del mundo carreras
conocidas como Grandes Premios, que se llevan a cabo en autédromos y circuitos
callejeros. Cada circuito presenta desafios Unicos, desde las estrechas calles de Mdnaco
hasta las altas velocidades de Monza en Italia, lo que obliga a los equipos a adaptar sus

estrategias y configuraciones del coche para cada carrera.

Cada Gran Premio incluye varias etapas: sesiones de practica, una sesion de clasificacion
y la carrera principal. Las sesiones de préctica generalmente se realizan los viernes y
sabados antes de la carrera, y se llevan a cabo tres sesiones de practica por cada Gran
Premio. Estas sesiones permiten a los equipos probar diferentes configuraciones,
adaptarse a las condiciones especificas del circuito y recopilar datos importantes para la

carrera.
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La sesién de clasificacion, que se celebra el sabado, determina el orden de salida en la
carrera principal mediante varias rondas en las que los pilotos intentan marcar el mejor
tiempo de vuelta posible. La clasificacién es muy importante para el rendimiento en la
carrera, ya que la posicion de salida puede influir significativamente en las oportunidades

de adelantar y la estrategia de carrera.

La carrera principal, que se realiza generalmente los domingos, es el evento culminante
del fin de semana, donde los pilotos compiten por posiciones, puntos y un lugar en el
podio. Las estrategias de carrera, como la eleccion de neumadticos, la gestion del
combustible y los momentos para realizar las paradas en boxes, son determinantes para
el éxito en la Formula 1. Los equipos deben considerar factores como el desgaste de los
neumaticos, las condiciones climéticas y el estado del circuito para tomar decisiones

Optima.

Los puntos tras cada carrera principal se otorgan a los primeros 10 pilotos en cruzar la
linea de meta, y se otorga 1 adicional al piloto que consiga la vuelta mas répida, siempre

y cuando termine dentro del top 10. La distribucion de puntos es la siguiente:

e lero lugar: 25 puntos
e 2do lugar: 18 puntos
e 3er lugar: 15 puntos
e 4to lugar: 12 puntos
e 5to lugar: 10 puntos
e 6to lugar: 8 puntos

e 7mo lugar: 6 puntos
e 8vo lugar: 4 puntos

e 9no lugar: 2 puntos

e 10mo lugar: 1 punto

16



1.2.4 Formato Sprint

Desde 2021, la Formula 1 ha introducido un nuevo formato de competicion conocido
como carreras de sprint, que afiade una dimension adicional a algunos fines de semana de
Grandes Premios. Este formato incluye una sesion de clasificacion especifica para la
sprint y una carrera de sprint que se llevan a cabo el viernes y el sabado, respectivamente,

por lo que las sesiones de practica se reducen a s6lo una los viernes.

La clasificacion de sprint, realizada los viernes, determina el orden de salida para la
carrera de sprint del sabado. A diferencia de la carrera que se lleva a cabo el domingo que
tiene una duracion de 300 kilémetros [3], la carrera de sprint es una competicion mas
corta, de aproximadamente 100 kildbmetros o 60 minutos, en la que los pilotos no estan
obligados a realizar paradas en boxes. Esta carrera proporciona puntos adicionales al
campeonato, que se otorgan a los ocho primeros clasificados, siguiendo la siguiente

distribucién:

e ler puesto: 8 puntos
e 2do puesto: 7 puntos
e 3er puesto: 6 puntos
e 4to puesto: 5 puntos
e 510 puesto: 4 puntos
e 6to puesto: 3 puntos
e 7mo puesto: 2 puntos

e 8vo puesto: 1 punto
Este formato de carrera adicional solo se utiliza en ciertos circuito durante la temporada,

y su objetivo es brindar mas accién a los aficionados y ofrecer a los equipos una

oportunidad extra para sumar puntos.
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1.2.5 Reglamentos de la Formula 1

La Formula 1 no es solo una prueba de velocidad, sino también de cumplimiento de

normas estrictas establecidas por la FIA. Estos reglamentos aseguran tanto la seguridad

de los pilotos como la igualdad de oportunidades entre los equipos en términos de

tecnologia y capacidades del coche. Los reglamentos técnicos y deportivos se actualizan

frecuentemente para asegurar que el deporte se mantenga competitivo y seguro, lo que

obliga a los equipos a innovar constantemente dentro de los limites establecidos.

1.2.5.1 Reglamentos Técnicos

Aerodindmica y Estructura del Vehiculo: La FIA implementa pruebas
rigurosas para asegurar que las alas delanteras y traseras no excedan los limites de
flexibilidad permitidos, evitando ventajas aerodindmicas indebidas. Ademas, el
peso minimo del monoplaza, incluyendo al piloto y el equipo de grabacion de
datos, se ha establecido en 798 kg para la temporada 2024 [4].

Unidad de Potencia: Cada piloto puede utilizar hasta cuatro unidades de potencia
completas por temporada sin incurrir en penalizaciones. Esto incluye elementos
como el motor de combustion interna, el turbo y el MGU-K, que es el componente
encargado de recuperar la energia cinética generada durante el frenado y
convertirla en energia eléctrica, la cual puede ser utilizada para impulsar el

vehiculo y mejorar su rendimiento en aceleracion.

Ademés, se ha incrementado el uso de biocombustibles en la mezcla de

combustibles, avanzando hacia una Férmula 1 mas sostenible [4].

Neumaticos: Se ha propuesto la prohibicion de las mantas térmicas para
neumaticos, permitiendo su uso durante la temporada 2024. Los equipos reciben
13 juegos de neumaticos por fin de semana de carrera, con una asignacion para

sesiones de préctica, clasificacion y carrera [4].
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1.2.5.2 Reglamentos Deportivos

Penalizaciones: Las infracciones menores, como exceder el limite de velocidad
en el pit lane, resultan en penalizaciones de tiempo o multas econdémicas. Por otro
lado, conductas peligrosas o antideportivas pueden llevar a descalificaciones o

suspensiones, dependiendo de la gravedad de la infraccion [5]

Restricciones de Parc Fermé: Parc Fermé (o Parque Cerrado) es una zona
especifica dentro del paddock a la cual los equipos deben llevar sus monoplazas
en momentos determinados del fin de semana de carreras. En este lugar [6],
comisarios designados por la FIA supervisan los vehiculos para asegurarse de que

no se realicen modificaciones técnicas con el fin de mejorar el rendimiento.

llustracién 3: Parc Fermé en la F1

Este tipo de restriccion comienzan al inicio de la clasificacion y se mantienen
hasta el inicio de la carrera, limitando las modificaciones que los equipos pueden
realizar en los monoplazas. Estas restricciones tienen como objetivo garantizar
que los coches mantengan configuraciones similares desde la clasificacion hasta
la carrera, preservando la igualdad de condiciones y evitando ajustes

significativos que podrian otorgar una ventaja injusta.
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e Procedimientos de Carrera: El sistema de reduccién de arrastre (DRS) puede
activarse una vuelta después de una salida en carrera, reinicio tras coche de

seguridad o bandera roja, lo cual es una vuelta antes que en temporadas anteriores.

El DRS (Drag Reduction System en inglés) permite a los pilotos reducir la
resistencia aerodinamica al abrir una seccion del alerén trasero, lo que incrementa
la velocidad en recta y facilita los adelantamientos, contribuyendo a una mayor
emocion en la carrera. En la ilustracion 4 podemos ver un ejemplo de cuando el
DRS se activa/desactiva [7].

DRS ACTIVATED
F-DUCT

M

S\

llustracién 4: DRS abierto vs cerrado

1.2.6 Telemetria dentro de la Formula 1

La telemetria es un sistema automatizado que recopila datos de diversos sensores
distribuidos en un coche de Formula 1 y los transmite en tiempo real a los ingenieros del
equipo. Este proceso de recopilacion y transmision de datos permite monitorizar de forma
continua el estado y el comportamiento del coche durante las carreras y las sesiones de

practica.

Este sistema abarca una amplia gama de parametros, que incluyen las condiciones
mecanicas y el rendimiento del coche, asi como decisiones tacticas y la seguridad del
piloto. Estos parametros permiten a los equipos analizar multiples aspectos del coche,
como la temperatura del motor, la presion de los frenos, la velocidad, la aceleracion, y el
desgaste de los neumaticos, entre otros. Gracias a estos datos, los ingenieros pueden tomar
decisiones rapidas y optimizar las configuraciones del coche, lo cual es esencial para

maximizar el rendimiento y garantizar la seguridad del piloto.
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Durante las sesiones de clasificacion, la telemetria juega un papel muy importante, ya que
cada vuelta cuenta para definir la posicion de salida. Durante una vuelta rapida, los
sensores del coche recopilan informacion sobre la velocidad en las rectas, el angulo de
direccion en las curvas, la presion ejercida sobre los frenos y el nivel de agarre de los
neumaticos. Esta informacion es transmitida instantdneamente al equipo, lo que permite
ajustar la configuracién del vehiculo en tiempo real para mejorar el rendimiento en las

siguientes vueltas.

Leclerc is

Time

lHustracion 5: Telemetria asociada a un piloto durante una vuelta en una clasificacion

Ademas, este sistema es vital para la seguridad, ya que permite a los equipos detectar
problemas mecénicos o fallas criticas antes de que puedan causar accidentes o dafios
mayores. Los sensores pueden alertar sobre temperaturas excesivas, fallos de presion de
los neumaticos o anomalias en el sistema de frenos, lo que permite tomar medidas

preventivas para evitar incidentes.

En resumen, la telemetria permite a los equipos de Férmula 1 hacer uso de la ciencia de
datos para tomar decisiones informadas y estratégicas, las cuales pueden marcar la
diferencia entre ganar o perder en el circuito. Su evolucion continua promete seguir
revolucionando la manera en que los equipos abordan cada aspecto del automovilismo,

permitiendo una mejora contante en el rendimiento, la eficiencia y la seguridad.

21



CAPITULO 2:
ESTADO DE LA CUESTION
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2.1 Inteligencia Artificial

2.1.1 Introducciodn a la Inteligencia Artificial

La inteligencia artificial (1A) es una rama de la informatica que se dedica al desarrollo
de sistemas capaces de realizar tareas que normalmente requieren inteligencia humana,
tales como el razonamiento, el aprendizaje, la percepcion y la toma de decisiones. La idea
de crear maquina que puedan simular procesos cognitivos humanos no es nueva, y sus

primeras manifestaciones se remontan a mediados del siglo XX.

La IA como disciplina formal tuvo sus origenes en la década de 1959, cuando Alan
Turing planteo la pregunta fundamental: “¢Pueden las maquina pensar?” [8]. En 1956,
la conferencia de Darthmouth, liderada por John McCarthy, marco el inicio oficial de
la investigacion en IA, sentando las bases para lo que seria un campo en constante

evolucion.

A lo largo de su desarrollo, la IA ha atravesado diferentes ciclos de auge y declive,
conocidos como los “veranos” e “inviernos” de la IA. Estos ciclos reflejan momentos de
grandes avances tecnoldgicos y expectativas no cumplidas, que dieron lugar a periodos
de escepticismo y falta de inversién [8]. Actualmente, la 1A vive uno de sus momentos
de mayor auge, debido al avance en capacidad de procesamiento, la disponibilidad de

grandes volumenes de datos y las mejoras en los algoritmos.

La IA moderna se ha convertido en una tecnologia clave en multiples sectores,
proporcionando capacidades para la automatizacion de procesos, analisis de grandes
volimenes de datos, y mejora en la toma de decisiones en &mbitos como la medicina,

la industria, el comercio y mas.
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2.1.2 Aplicaciones de la Inteligencia Artificial

La IA esta presente en muchos aspectos de la vida cotidiana y ha tenido un impacto
significativo en diversas industrias y sectores. A continuacion, se describen algunas de

las aplicaciones mas relevantes:

e Salud: En el &mbito de la salud, la IA se utiliza para diagnosticar enfermedades
mediante el andlisis de imagenes médicas y para desarrollar nuevos tratamientos.
Sistemas como Watson Health de IBM son capaces de analizar diagnosticos
precisos, ayudando a los médicos a tomar decisiones informadas [9]. Ademas, se
estan desarrollando robots quirdrgicos asistidos por IA que permiten realizar

cirugias con una mayor precision.

e Finanzas: En el sector financiero, la IA juega un papel importante en la deteccion
de fraudes, el analisis de riesgos y la automatizacidn de servicios financieros. Los
algoritmos de aprendizaje automatico se empelan para identificar patrones inusuales
en transacciones y prevenir actividades fraudulentas. También se utilizan para

proporcionar asesoramientos financiero personalizado a los clientes.

e Automatizacion y Robdtica: En la manufactura y la robdtica, la 1A se utiliza para
automatizar procesos de produccién y mejorar la eficiencia. Robots inteligentes
pueden realizar tareas repetitivas con gran precision, y los algoritmos de la 1A
permiten optimizar la planificacion de la produccion y el mantenimiento preventivo

de las maquinas.

e Transporte: La IA es esencial en el desarrollo de los vehiculos auténomos.
Empresas como Tesla y Waymo han desarrollado sistemas que permiten que los
automoviles se conduzcan sin intervencion humana. Estos vehiculos utilizan una
combinacion de vision por computadora, sensores y redes neuronales para

analizar el entorno, tomar decisiones y navegar de manera segura [9].

e Atencion al Cliente: Los chatbots y asistentes virtuales, como Siri o Alexa,

utilizan 1A para interactuar con los usuarios de una forma mas natural y resolver sus
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consultas. Estas tecnologias han mejorado significativamente la experiencia del

usuario, ofreciendo respuestas inmediatas y soporte en cualquier momento.

e Comercio Electrénico: En el ambito del comercio, la IA se utiliza para
proporcionar recomendaciones de productos basadas en el comportamiento de
compra de los usuarios. Plataformas como Amazon emplean algoritmos de
aprendizaje automatico para garantizar el historial de busqueda y compras de los
clientes, y asi ofrecer sugerencias personalizadas, mejorando la experiencia del

cliente y aumentando ventas.

e Educacién: En el sector educativo, la 1A esta revolucionando el aprendizaje
mediante tutorias inteligentes, personalizacién de contenidos y evaluacion
automatizada. Los sistemas de aprendizaje adaptativo permiten a los estudiantes
aprender a su propio ritmo, ajustando los materiales segin sus necesidades y

progresos.

2.1.3 Ramas de la Inteligencia Artificial

La inteligencia artificial se divide en varias subramas, cada una de las cuales abordan
aspectos especificos de la construccion de sistemas inteligentes. Las principales ramas de

la IA son las siguientes:

1. Machine Learning (Aprendizaje Automatico): EI Machine Learning (ML) es
una de las ramas mas importantes de la inteligencia artificial. Se basa en la capacidad
de los algoritmos para aprender a partir de datos y mejorar su rendimiento sin
necesidad de ser programados explicitamente para cada terea [10].

2. Deep Learning (Aprendizaje Profundo): EIl Deep Learning (DL) es una subrama
del aprendizaje automatico que utiliza redes neuronales profundas para modelar
relaciones complejas en los datos. Estas redes estan inspiradas en la estructura del
cerebro humano y permiten realizar tareas como el reconocimiento de voz, el

procesamiento del lenguaje natural y el analisis de imagenes.
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Una de las aplicaciones mas destacadas del aprendizaje profundo es el
reconocimiento facial, que se utiliza tanto en dispositivos mdviles como en
sistemas de seguridad [11]. Ademas, las redes neuronales convolucionales
(CNN) se emplean para la clasificacion de iméagenes, mientras que las redes
neuronales recurrentes (RNN) son Utiles para el anlisis de secuencias de datos,

como el texto o las series temporales

3. Natural Language Processing (Procesamiento del Lenguaje Natural): El
natural language processing (NLP) permite a las méaquinas comprender e
interactuar con el lenguaje humano de una manera significativa. ChatGPT es un
ejemplo de como el NLP se puede utilizar para generar respuestas coherentes y
resolver problemas planteados por los usuarios. La capacidad de comprender y
generar texto natural tiene aplicaciones en la traduccion automética, la

clasificacion de sentimientos y los asistentes virtuales [11].

4. Vision por Computadora: La visién por computadora es la rama de la 1A que se
ocupa de dotar a las maquinas de la capacidad de “ver” y entender el conocimiento
de las imagenes y videos. Se utiliza en aplicaciones que van desde el
reconocimiento facial hasta la inspeccion de calidad en la produccién industrial. Este
campo combina técnicas de analisis de imagen con algoritmos de aprendizaje

profundo para extraer informacién significativa a partir de entradas visuales.

5. Robética: La robética es otro subcampo de la A que combina hardware y software
para desarrollar maquinas capaces de realizar tareas fisicas. Los robots
industriales, los drones y los vehiculos autbnomos son ejemplos de cémo la roboética
y la 1A pueden trabajar en conjunto para automatizar tareas complejas. La robdtica
emplea técnicas de control, vision por computadora y aprendizaje automatico para

mejorar la interaccion de los robots con su entorno [11].
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2.2 Machine Learning

El Aprendizaje Automatico (Machine Learning, ML) es una subdisciplina de la IA que
permite a los sistemas aprender de los datos y mejorar su desempefio sin ser programados
explicitamente. Se centra en el desarrollo de algoritmos que identifican patrones en los
datos y utilizan estos patrones para realizar predicciones o decisiones automatizadas [12].
El ML ha revolucionado diferentes campos, incluyendo la medicina, las finanzas, el

comercio, y la industria, ya que permite desarrollar soluciones adaptativas y méas precisas.

2.2.1 Tipos de Machine Learning

El aprendizaje automatico se clasifica principalmente en tres categorias: aprendizaje
supervisado, aprendizaje no supervisado, y aprendizaje por refuerzo. Cada tipo tiene
enfoques especificos y algoritmos que se utilizan para diferentes propdsitos, como la
clasificacion, agrupamiento y reduccion de dimensionalidad.

2.2.1.1 Aprendizaje supervisado

En el aprendizaje supervisado, los algoritmos se entrenan con datos etiquetados, donde
el conjunto de datos incluye entradas y salidas conocidas. El objetivo es encontrar una
funcién que pueda mapear las entradas a las salidas correctas para nuevos datos. Los

algoritmos se dividen principalmente en dos tipos: clasificacion y regresion.

e Clasificacion: En problemas de clasificacion, los algoritmos aprenden a asignar

etiquetas a diferentes clases. Ejemplos de algoritmos incluyen:

- Maquinas de Vectores de Soporte (SVM): Eficaz para clasificacion binaria
y multiclase, busca el hiperplano que mejor separa las clases [13].

- Arboles de Decision: Algoritmo basado en reglas que divide los datos en
subconjuntos basados en decisiones ldgicas, facilmente interpretable.

- Redes Neuronales Artificiales (ANN): Modelos inspirados en el cerebro
humano, que son capaces de capturar relaciones complejas en los datos
mediante capas de neuronas interconectadas y que se utilizan en una variedad
de aplicaciones, como reconocimiento de patrones e imagen [13]. Dentro de

este tipo se incluyen las Redes Neuronales Perceptron Multicapa (MLP),
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gue son capaces de aprender patrones no lineales gracias a la presencia de
capas ocultas, y las Redes Transformer, que son especialmente efectivos
para procesar secuencias de datos, ya que permiten el aprendizaje contextual

con mecanismos de atencién.

e Regresion: En problemas de regresion, los algoritmos intentan predecir un valor
continuo.

- Regresion Lineal: Se utiliza para predecir valores continuos basados en la
relacion entre variables independientes y dependientes.

- Regresion Logistica: Aungue su nombre sugiere regresion, se utiliza
principalmente para problemas de clasificacion binaria, prediciendo la
probabilidad de pertenecer a una clase.

- Regresion con Redes Neuronales: ANN también se puede usar para

problemas de regresion cuando los datos son complejos y no lineales.

2.2.1.2 Aprendizaje no supervisado

En el aprendizaje no supervisado, los algoritmos trabajan con datos no etiquetados y
buscan patrones o estructuras ocultas sin conocer la salida correcta de antemano. Esto
permite descubrir caracteristicas comunes en los datos, y se utilizan técnicas de

agrupamiento, reduccion de dimensionalidad y deteccion de anomalias.

e Agrupamiento (Clustering): Algoritmos que dividen los datos en grupos segun
sus similitudes. Algunos ejemplos son:

- K-means: Algoritmo de agrupamiento que clasifica los datos en “K” grupos

basandose en sus caracteristicas [14]. Es util para la segmentacion de clientes

y otros tipos de andlisis exploratorios.

Before K-Means After K-Means
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lHustracion 6: Ejemplo de clustering con K-Means
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- Algoritmo de Agrupamiento Jeradrquico: Agrupa los datos en una
jerarquia de clusteres que se visualiza a través de un dendrograma,

permitiendo identificar relaciones entre los grupos de manera jerarquica.

abcdef

lustracién 7: Diagrama de agrupacion jerarquica [15]

- DBSCAN: Algoritmo basado en la densidad que identifica clusteres de

diferentes formas y es Util para detectar datos atipicos.

¢ Redes Neuronales Autoorganizadas (SOM): Redes que agrupan los datos en
mapas visuales de dos dimensiones, facilitando la comprension de patrones

complejos.

2.2.1.3 Aprendizaje por refuerzo

El aprendizaje por refuerzo involucra a un agente que aprende interactuando con un
entorno. La idea principal es maximizar una recompensa acumulada a lo largo del

tiempo mediante la experimentacion y el ajuste de las acciones del agente.

e Q-learning: Algoritmo que busca aprender una politica éptima para maximizar
la recompensa futura acumulada. Se usa ampliamente en juegos y optimizacion
de sistemas.

¢ Rede Neuronales Actor-Critico: Un enfoque hibrido que combina redes para la
seleccion de acciones (actor) y redes para evaluar el valor de dichas acciones

(critico).

29



Redes Neuronales Recurrentes (RNN): Especialmente Utiles en aprendizaje por
refuerzo para tareas que implican secuencias temporales, ya que pueden mantener
informacion sobre estados previos y, por lo tanto, tomar decisiones basadas en la
experiencia pasada.

Redes LSTM (Long Short-Term Memory): Un tipo especifico de RNN (Red
Neuronal Recurrente) que maneja mejor la dependencia a largo plazo, evitando
problemas de desvanecimiento del gradiente y siendo muy util en aplicaciones
como la prediccion de series temporales y el analisis secuencial en entornos

dindmicos.

2.2.2 Técnicas de Aprendizaje

Existen diversas técnicas que complementan los diferentes tipos de aprendizaje

automatico para mejorar la calidad y eficiencia de los modelos. Algunas de las técnicas

mas comunes son:

Arboles de Decision: Utilizados tanto para clasificacion como una regresion, los
arboles de decision dividen los datos en subconjuntos con base en reglas l6gicas
y permiten crear modelos simples y explicables. Estos se pueden combinar para

formas modelos méas complejos como los bosques aleatorios.

Redes Bayesianas: Modelos graficos probabilisticos que representan un conjunto
de variables y sus relaciones de dependencia condicional mediante un grafo
dirigido. Las redes bayesianas son particularmente Gtiles en el analisis de riesgos

y la toma de decisiones bajo incertidumbre.

Alarma

Llamada de Watson

llustracion 8: Red Bayesiana del ejemplo robo o terremoto
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El diagrama la ilustracion 8 [16] muestra una Red Bayesiana que modela la
activacion de una alarma ante un robo o un terremoto, donde ambos eventos
pueden influir en la alarma. Si la alarma suena, puede hacer que Watson llame,
mientras que un terremoto también puede generar alertas en la radio. Las flechas
indican relaciones de dependencia condicional, permitiendo calcular
probabilidades, como la posibilidad de que haya ocurrido un robo si la alarma se

activa.

e Ensamblado (Ensemble Learning): Combina multiples modelos individuales

para mejorar el rendimiento. Algunos ejemplos incluyen

- Bosques Aleatorios (Random Forest): Combinacion de varios arboles de
decision, donde cada arbol contribuye con un voto para determinar la

prediccion final [17].

- Boosting: Como AdaBoost y Gradient Boosting, son técnicas que ajustan
secuencialmente modelos débiles, mejorando iterativamente la calidad de la

prediccion.

e Reduccién de Dimensionalidad: Técnicas como PCA y el Andlisis
Discriminante Lineal (LDA) se usan para reducir la cantidad de variables en el
modelo, lo cual facilita el calculo, mejora la interpretabilidad y elimina ruido

innecesario.
Estas técnicas y algoritmos permiten desarrollar modelos de aprendizaje automatico mas

precisos, robustas y eficientes, facilitando asi la implementacion de soluciones

inteligentes en una amplia variedad de aplicaciones.
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2.3 Deep Learning

Como se ha mencionado anteriormente, el Deep Learning es una subrama del
aprendizaje automatico que se centra en el uso de redes neuronales profundas para
modelar patrones complejos y aprender representaciones de alto nivel de los datos. A
diferencia de otros enfoques del aprendizaje automatico, que pueden requerir una
elaboracion exhaustiva de las caracteristicas, el deep learning tiene la capacidad de
aprender directamente de los datos sin intervencién humana significativa, gracias a la

estructura jerarquica de sus redes neuronales.

Este tipo de aprendizaje ha cobrado gran relevancia en los Gltimos afios debido a su
eficacia en tareas donde se requiere una comprension detallada y compleja, como el
reconocimiento de imagenes, el procesamiento del lenguaje natural y la generacion
automatica de contenido. Las redes profundas utilizan multiples capas de neuronas para
extraer caracteristicas a distintos niveles de abstraccion, lo que les permite descubrir

patrones ocultos que antes eran dificiles de identificar con otros métodos.

Artificial Neural Network Deep Neural Network

A" \\ m) \
X
X

Hustracion 9: Comparacion ANN con una DNN [18]

El Deep Learning se basa en redes neuronales que pueden tener decenas o incluso miles
de capas, denominadas “profundas” debido a su capacidad para profundizar en el

entendimiento de los datos y sus relaciones.
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2.4 Redes Neuronales Artificiales

Las Redes Neuronales Artificiales (RNA)/Artificial Neural Networks (ANN) son
modelos computacionales que se inspiran en el funcionamiento del cerebro humano para
resolver problemas complejos de prediccion, clasificacion y reconocimiento de patrones.
Estas redes simulan la forma en que las neuronas bioldgicas procesan la informacion
mediante la conexion de multiples unidades o nodos, denominadas neuronas artificiales,

que trabajan en conjunto para identificar patrones ocultos y relaciones en los datos.

Las RNAs son particularmente utiles en contextos donde las relaciones entre los datos
son dificiles de modelar mediante enfoques tradicionales, como la regresion lineal. Las
redes pueden aprender a partir de ejemplos, lo que significa que se entrenan utilizando
grandes conjuntos de datos para ajustar sus pardmetros internos, conocidos como pesos,

de modo que se minimicen los errores en las predicciones.

Una de las principales ventajas de las RNASs es su capacidad para generalizar, es decir,
aprender reglas a partir de datos de entrenamiento y aplicarlas a nuevas situaciones. Esta
capacidad las hace muy utiles en una variedad de aplicaciones que incluyen el
reconocimiento de voz, la vision por computadora, la deteccion de fraudes y la prediccion

de tendencias en el mercado financiero.

Este tipo de redes no requieren una elaboracion exhaustiva de caracteristicas como
algunos otros modelos, ya que pueden aprender representaciones diferente de los datos

en bruto.

2.4.1 Estructura de una Red Neuronal Artificial

La estructura de una Red Neuronal Artificial estd compuesta por una serie de neuronas
agrupadas en capas que trabajan de manera colaborativa para procesar y transformas los
datos de entrada en resultados tiles. Las RNASs suelen estar organizadas en las siguientes

capas principales:

1. Capade Entrada (Input Layer): La capa de entrada es la primera capa de la red

y tiene la funcion de recibir los datos de entrada. Cada nodo en esta capa
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representa una caracteristica o variable del conjunto de datos. No realiza ningun
tipo de procesamiento; simplemente transmite la informacion a las capas

siguientes.

Capas Ocultas (Hidden Layers): Las capas ocultas son las encargadas de
realizar la mayor parte del procesamiento de los datos. Estas capas estan formadas
por neuronas artificiales que aplican funciones de activacion no lineales para
aprender caracteristicas complejas y patrones ocultos en los datos. Las redes
profundas pueden contener maltiples capas ocultas, lo que les permite aprender

representaciones jerarquicas y captar relaciones de alta complejidad.

Capa de Salida (Output Layer): La capa de salida es la ultima capa de la red y
proporciona el resultado final del procesamiento. El nimero de nodos en la capa
de salida depende del tipo de problema que se esté resolviendo. Por ejemplo, para
un problema de clasificacion binaria, habra un uUnico nodo que indique la
probabilidad de pertenecer a una de las dos clases, mientras que para una

clasificacion multiclase, habra tantos nodos como clases posibles.

Pesos y Biases: Las conexiones entre las neuronas de una RNA estan ponderadas
con valores conocidos como pesos. Estos pesos determinan la importancia de la
sefial que se transmite entre dos neuronas. Ademas, cada neurona tiene un valor
adicional llamado bias que ayuda a ajustar la salida de la neurona. Durante el

entrenamiento, los pesos y biases se ajustan para minimizar el error del modelo.

Funciones de Activacion: Las funciones de activacion introducen no linealidad
en la red, lo cual es fundamental para que la RNA pueda aprender patrones
complejos. Algunas de las funciones de activacion mas comunes son la ReLU
(Rectified Linear Unit), la sigmoide, y la tangente hiperbdlica (tanh). Estas
funciones determinan si una neurona debe activarse o no en funcién de la entrada

recibida.
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La ilustracion siguiente [19] representa una red neuronal artificial con tres capas:

entrada, oculta y salida.

Capa de entrada Capas ocultas Capa de salida

Salida de la
/ red neuronal

Datos de entrada

lustracion 10: Arquitectura de una RNA

Las RNAs aprenden ajustando los pesos y biases mediante un proceso iterativo llamado
entrenamiento, que se basa en minimizar una funcion de pérdida que mide como de lejos
esta la prediccion del modelo respecto al valor real. Este proceso es clave para garantizar

que la red pueda generalizar adecuadamente a nuevos datos.

2.4.2 Tipos de Red Neuronales

Existen diferentes tipos de redes neuronales, cada una adaptada a resolver distintos
problemas y con estructuras especificas. Aungque hay muchas variantes, en este trabajo
nos centraremos en tres tipos de redes neuronales que fueron empleadas en este trabajo:
el Perceptron Multicapa (MLP), la Red Neuronal Recurrente (RNN), la Red LSTM,

y las Redes Transformer.

2.4.2.1 Perceptron Multicapa (MLP)

El MLP es una extension del perceptron simple y constituye una de las arquitecturas mas
bésicas en el aprendizaje profundo. Un MLP estd compuesto por una capa de entrada, una
0 mas capas ocultas, y una capa de salida. Las capas ocultas permiten al MLP aprender
patrones no lineales complejos, lo que lo hace apto para tareas como la clasificacion y la

regresion.
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Arquitectura del MLP:

- Capa de entrada: Esta recibe los datos de entrada y cada neurona representara una

caracteristica del conjunto de datos.

- Capas ocultas: Tienen como funcion procesar la informacion aplicando funciones de
activacion no lineales. Las capas ocultas suelen estar conectadas del todo, es decir, cada

neurona de una capa estd conectada con todas las neuronas de la siguiente capa.

- Capa de salida: Proporciona la prediccion final, cuyo nimero de neuronas depende del

tipo de problema (regresion, clasificacion binaria, multiclase).

- Las funciones de activacion comunes en las capas ocultas son ReLU y sigmoide,
mientras que la capa de salida podria usar una funcion softmax en problemas de

clasificacion [20].

2.4.2.2 Red Neuronal Recurrente

Las RNN son un tipo de red neuronal disefiada concretamente para trabajar con datos
secuenciales, como son las series temporales o el lenguaje natural. A diferencia de los
MLP, las RNN tiene conexiones recurrentes que permiten que la informacion persista y
se transmita de una iteracion a la siguiente, proporcionando a la red un tipo de “memoria”

que facilita el modelado de relaciones temporales [21].

Arquitectura de la RNN:

La arquitectura de una RNN se caracteriza por tener celdas recurrentes que permiten la
retroalimentacion de la informacidn. Esto quiere decir que la salida de una neurona en
una capa es capaz de convertirse en la entrada para la misma capa en la siguiente iteracion

de tiempo.
Las RNN estandar tienen dificultades para aprender dependencias a largo debido al

problema del gradiente que se desvanece, que afecta a la capacidad de la red para

actualizar adecuadamente los pesos en capas profundas.
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En las funciones de activacién comunes nos encontramos tales como tanh y sigmoide,
que permiten regular la activacion de las neuronas a lo largo del tiempo, aunque estas

funciones tambien contribuyen al problema del gradiente [22].

2.4.2.3 Red LSTM (Long Short-Term Memory)

La Red LSTM es una version mejorada de las RNN disefiada para resolver el problema
del gradiente que se desvanece. Las LST tienen una arquitectura mas compleja la cual
incluye celdas de memoria, ademas de puertas de entrada, salida y olvido, que controlan
el flujo de informacion y permiten que la red mantenga y actualice la informacion durante

largos periodos de tiempo [23].

Arquitectura de la LSTM:
La arquitectura de una LSTM consiste en celdas de memoria que almacenan informacion
relevante durante varios intervalos de tiempo. Estas celdas estan equipadas con tres tipos

de puertas:

e Puerta de Olvida (Forget Gate): Decide cuéanta informacién de la celda de
memoria debe olvidarse.

e Puerta de Entrada (Input Gate): Determina cuanta informacion nueva debe
almacenarse en la celda de memoria.

e Puerta de Salida (Output Gate): Decide qué parte de la informacion en la celda

de memoria se empelara como salida en la iteracion actual.
Las LSTM son capaces de aprender dependencias tanto a corto como a largo plazo, lo

que las hace especialmente aptas para tareas de secuencias largas y complejas, como

prediccion de series temporales y traduccion automatica [24].
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2.4.2.4 Redes Transformer

Las redes Transformer son un tipo de arquitectura de redes neuronales artificiales que han
cambiado radicalmente el campo del procesamiento del lenguaje natural (NLP) y otras
aplicaciones que trabajan con secuencias de datos. Fueron presentadas por primera vez
en 2017 por Vaswani y su equipo, y rapidamente superaron muchas de las limitaciones
de arquitecturas anteriores, como las Redes Neuronales Recurrentes (RNN) y las Long
Short-Term Memory (LSTM). Esto permitié procesar secuencias de una forma mucho
mas eficiente y efectiva. Desde entonces, los Transformers se han convertido en la
arquitectura preferida para tareas que van desde la traduccion automatica hasta la
generacion de texto, la clasificacion de secuencias, e incluso aplicaciones en vision por

computadora y modelado de proteinas.

El componente clave que hace a los Transformers tan Gnicos es el uso del mecanismo de
atencion. Este mecanismo le permite al modelo enfocarse de manera selectiva en
diferentes partes de la entrada, algo muy Gtil cuando se trabaja con secuencias largas. A
diferencia de las RNN, que procesan la informacion de manera secuencial (es decir,
palabra por palabra o elemento por elemento), los Transformers son capaces de analizar
toda la secuencia simultaneamente. Esto se logra gracias a la atencion auto-regresiva
(self-attention), que asigna distintos pesos a cada palabra o elemento de la secuencia, para
determinar cuales partes son mas importantes al generar la salida. Este enfoque no solo
acelera considerablemente el procesamiento, sino que también permite captar mejor las

relaciones a largo plazo dentro de las secuencias.

Arquitectura de un Transformer:

La arquitectura basica de un Transformer tiene dos partes principales: el codificador
(encoder) y el decodificador (decoder). En tareas como la traduccion de texto, el
codificador se encarga de convertir la secuencia de entrada (por ejemplo, una oracién en
inglés) en una representacion interna, mientras que el decodificador usa esa
representacion para generar la salida correspondiente (la traduccion en otro idioma). Cada
uno de estos componentes esta formado por varias capas que contienen dos subcapas: una
capa de atencion y una capa de red neuronal feedforward. Ademas, cada subcapa esta
acompariada de mecanismos de normalizacidn y residual, que ayudan a estabilizar el

aprendizaje y mejorar la eficiencia.
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llustracion 11: Diagrama de bloques general de una Red Transformer [25]

En el codificador, se utiliza la atencion auto-regresiva para analizar la secuencia de
entrada y determinar qué partes de esa secuencia son mas importantes. Este proceso se
realiza en paralelo, lo que permite al modelo entender simultdneamente las relaciones
entre todas las palabras, sin necesidad de pasar secuencialmente por cada una de ellas,
como ocurriria en las RNN. Por otro lado, el decodificador utiliza una combinacién de
atencion sobre la secuencia generada hasta el momento y atencién sobre la representacion
obtenida por el codificador, lo cual permite generar la secuencia de salida de forma

coherente y contextual.

Una de las principales razones por las que los Transformers han tenido tanto éxito es la
capacidad de paralelizar el procesamiento de secuencias. Esto hace posible entrenar
modelos mucho méas grandes y con muchos mas datos, lo que ha llevado al desarrollo de
modelos como GPT-3 y BERT, que son capaces de generar y comprender texto a un
nivel casi humano. Ademéas de su uso en NLP, los Transformers han empezado a
aplicarse en otros campos, como la vision por computadora (Vision Transformers o ViT),
donde también estan demostrando ser muy efectivos al procesar imagenes de manera

similar a como procesan el texto.
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Estas cuatro arquitecturas han sido fundamentales en la construccién de los modelos de

prediccion de carrera desarrollados en este proyecto, cada una aportando ventajas

concretas dependiendo del tipo de datos y el problema a resolver.

2.4.3 Entrenamiento de una Red Neuronal

El entrenamiento de una Red Neuronal Artificial (RNA) es un proceso imprescindible

que permite a la red aprender patrones a partir de datos, ajustando sus parametros internos

(pesos y biases) para mejorar su capacidad predictiva. Este proceso se realiza mediante

una serie de pasos iterativos, desde la preparacion de los datos hasta la evaluacion del

rendimiento final del modelo. A continuacion, se detallan las etapas clave del

entrenamiento de una RNA:

1. Preparacion de los Datos

Antes de iniciar el entrenamiento, es importante preparar adecuadamente los datos

para garantizar que la red aprenda de forma efectiva:

Recoleccion y Limpieza de Datos: Es fundamental contar con un conjunto
de datos representativo y de alta calidad. Esto implica la eliminacion de
valores atipicos, el manejo de datos faltantes y la correccién de errores para
evitar que la red aprenda patrones incorrecto o sesgados [26].

Division del Conjunto de Datos: El conjunto de datos se divide generalmente
en tres subconjuntos: entrenamiento, validacion, y prueba. El conjunto de
entrenamiento se utiliza para ajustar los parametros de la red, el de validacion
para ajustar hiperpardmetros y prevenir el sobreajuste, y el conjunto de prueba

para evaluar el rendimiento del modelo en datos no vistos.

Normalizacion y Escalado: La normalizacion transforma las caracteristicas
numéricas para que tengan una escala similar, facilitando la convergencia
durante el entrenamiento y evitando que algunas variables dominen a otras

debido a su magnitud.
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2. Inicializacion de Pesos y Biases
La iniciacion de los pesos y biases es un paso critico que afecta directamente la

velocidad y eficacia del entrenamiento:

e Inicializacion Aleatoria: Los pesos se inicializan con valores aleatorios
pequefios para romper la simetria y permitir que las neuronas aprendan

diferentes caracteristicas.

e Técnicas de Inicializacion Avanzadas: Método como la inicializacion de
He o Xavier ajustan los valores iniciales en funcion del nimero de neuronas

en las capas, mejorando la estabilidad y la velocidad de convergencia.

3. Propagacion Hacia Adelante (Forward Propagation)

Durante la propagacion hacia adelante, los datos se transmiten a través de la red

para generar una salida:

e Calculo de Salidas: Cada neurona procesa la entrada aplicando una funcién
de activacién a la suma ponderada de sus entradas, generando una salida que
se propaga a la siguiente capa.

e Funciones de Activacion: Las funciones de activacion, como RelLU,
sigmoide y tangente hiperbdlica (tanh), introducen no linealidad, lo cual
es esencial para que la red pueda aprender relaciones complejas entre las

entradas y salidas [27].

4. Célculo de la Funcién de Pérdida
La funcién de pérdida cuantifica la diferencia entre las predicciones de la red y
los valores reales esperados. Minimizar esta pérdida es el objetico principal del
entrenamiento:
e Funciones de Pérdida Comunes: En problemas de regresion se suele
utilizar el Error Cuadratico Medio (MSE), mientras que en problemas de

clasificacion se emplea la Entropia Cruzada.
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5. Propagacion Hacia Atrés (Backpropagation)

La propagacion hacia atrés es el proceso mediante el cual se ajustan los pesos y

biases para minimizar la pérdida:

Calculo de Gradientes: Se utiliza el algoritmo de backpropagation para
calcular los gradientes de la funcién de pérdida con respecto a cada peso,

utilizando el célculo de derivadas parciales.

Actualizacion de Pesos: Los pesos se actualizan en la direccion opuesta al
gradiente (descenso de gradiente) para reducir la pérdida, ajustando los

parametros de la red en cada iteracion.

6. Optimizacion

Los optimizadores son algoritmos que controlan como se actualizan los pesos y

biases durante el entrenamiento:

Descenso de Gradiente Estocastico (SGD): Este algoritmo actualiza los
parametros utilizando un subconjunto aleatorio de datos en cada iteracion,
lo cual puede acelerar el entrenamiento al reducir la carga computacional
[28].

Optimizadores Avanzados: Algoritmos como Adam y RMSprop
adaptan dindmicamente las tasas de aprendizaje para cada parametro,

mejorando la eficiencia y la velocidad de convergencia.

7. Regularizacion

Para evitar el sobreajuste y garantizar que el modelo generalice bien a nuevos

datos, se utilizan técnicas de regularizacion:

L1y L2: Estas técnicas agregan una penalizacion a la funcién de pérdida
proporcional a la magnitud de los pesos, incentivando modelos mas

simples.
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e Dropout: Durante el entrenamiento, dropout desactiva aleatoriamente
algunas neuronas, lo cual evita que la red dependa demasiado de ciertas

neuronas y mejora la robustes del modelo.

8. Validacion y Ajuste de Hiperparametros

e Ajuste de Hiperparametros: Los hiperparametros, como la tasa de
aprendizaje, el nimero de capas y neuronas, y las funciones de activacion,

se ajustan para optimizar el rendimiento del modelo.

e Estrategias de Busqueda: Se emplean método como la busqueda en
cuadricula o la busqueda aleatoria para encontrar combinaciones

Optimas de hiperparametros.

9. Evaluacién Final
Una vez completado el entrenamiento, se evalGa el modelo en el conjunto de

prueba para medir su rendimiento real:

e Meétricas de Rendimiento: Dependiendo del tipo de problema, se utilizan
métricas como precision, recall, F1-score, o error cuadratico medio

para evaluar la eficacia del modelo.

e Analisis de Resultados: Se interpretan las métricas obtenidas para

identificar posibles mejoras y entender las limitaciones del modelo.

10. Implementacion y Monitoreo
Tras la evaluacion, el modelo se despliega en un entorno de produccion donde se

supervisa su rendimiento:

e Monitoreo Continuo: Es esencial monitorear el rendimiento del modelo
en datos reales para detectar posibles degradaciones debido a cambios en

los datos subyacentes.
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e Actualizaciones y Reentrenamiento: A medida que cambian los datos,
puede ser necesario actualizar o reentrenar el modelo para mantener su

relevancia y precision.

2.1 Trabajos Anteriores

Anteriormente, se han realizado varios estudios relacionados con el andlisis de datos en
la Formula 1, enfocados en la prediccion de resultados y optimizacion de estrategias de
carrera. Algunos de estos trabajos, como los de David Moran Montero (2022) [29] y
Ana Urquidi Castro (2022) [30], han utilizado técnicas avanzadas de Machine Learning

para abordar estos desafios.

1. David Moréan [29] se centr6 en el uso de algoritmos de machine learning para
agrupar circuitos y predecir los resultados de las carreras, basandose en
caracteristicas como el rendimiento de los pilotos y las condiciones del circuito.
Tambien desarrolla una plataforma web que facilita la visualizacion interactiva y
dindmica de los datos de telemetria y estadisticas generales de la Férmula 1,
permitiendo que cualquier aficionado, incluso sin experiencia previa en ingenieria

de datos, pueda comprender y explorar esta informacion.

2. Por su parte, Urquidi Castro [30] aplicé mapas autoorganizados (SOM) para
identificar patrones en el desempefio de los pilotos en diferentes circuitos, e
identificar en qué circuitos destaca mas un piloto y en cudles tendera a obtener
peores posiciones, con el objetivo de que las escuderias analicen sus puntos

fuertes y débiles para plantear mejor la estrategia de cara a futuras temporadas.

Estos estudios previos proporcionan una base solida sobre la que construir y expandir el
analisis de datos en la Formula 1. Al igual que estos trabajos, mi investigacion busca
avanzar en la aplicacion de herramientas de aprendizaje automatico para mejorar la
precision en la prediccion de posiciones y la comprension de las dindmicas de las carreras,
abordando nuevas variables y enfoques para enriquecer el anélisis de los datos de

telemetria.
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CAPITULO 3:
OBJETIVOS
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Este trabajo de fin de grado tiene como objetivo aplicar técnicas de machine learning para
analizar y predecir el rendimiento en la Férmula 1. Se aprovecharan datos de telemetria
y otras fuentes para lograrlo. Los resultados obtenidos podrian ser Gtiles para los equipos
de Férmula 1, ayudandoles a optimizar sus estrategias y mejorar el rendimiento de sus
vehiculos, lo que tendria un impacto significativo en el &mbito deportivo. A partir de este
objetivo general, los objetivos especificos son:

1. Desarrollar modelos de machine learning para el andlisis del rendimiento de
pilotos y coches de Formula 1. Se busca comprender los factores que afectan el
rendimiento durante una carrera, como el tipo de los neumaéticos, la velocidad en
sectores clave, etc., asi como identificar patrones unicos presentes en los datos de

telemetria.

2. Predecir la posicion final de los pilotos en carrera, teniendo en cuenta factores
como la clasificacion previa, estrategias de paradas en boxes y condiciones
climaticas. Estos modelos tienen como fin proporcionar una vision predictiva del
rendimiento de los pilotos, utilizando datos historicos y técnicas avanzadas de

aprendizaje automatico.

3. Explorar el impacto de las estrategias de carreray condiciones climaticas en
el rendimiento de los pilotos. Con el analisis de variables como los cambios de
neumaticos y la meteorologia, se pretende comprender como éstos afectan las

posiciones finales en carrera y optimizar las decisiones durante la carrera.

4. Optimizar los modelos de prediccién desarrollados mediante metodologias
iterativas e incrementales. A lo largo del proyecto, se aplicaran diferentes
enfoques de modelado (como MLP, LSTM vy redes Transformer), ademas de
técnicas de ajuste, como el balanceo de clases y el aumento del conjunto de datos,
para mejorar la precision de las predicciones. La mejora en la precision se evaluara
mediante métricas especificas, como el error medio absoluto (MAE) y la raiz del
error cuadratico medio (RMSE).
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5. Convertir los datos de telemetria en informacion util, que pueda ayudar a
optimizar la configuracién vehicular y las estrategias de carrera, como la seleccion
Optima de cuando cambiar los neumaticos segun la telemetria. Esto implica
analizar los datos recolectados en tiempo real y postcarrera para identificar

oportunidades de mejora continua en el rendimiento de los pilotos y los coches.

6. Evaluar la capacidad de generalizacion de los modelos predictivos
desarrollados. Probar su aplicabilidad en diferentes contextos, como temporadas
de carreras distintas o escenarios no previstos, para garantizar la robustez de las
soluciones propuestas y evitar el sobreajuste, asegurando que el modelo funcione

bien con datos nuevos.

En definitiva, el proyecto pretende no solo crear modelos predictivos para el analisis del
rendimiento en la Férmula 1, sino también contribuir al avance de la aplicacion de

técnicas de machine learning en el contexto de la ingenieria de datos aplicada al deporte.
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CAPITULO 4:

TECNOLOGIAY
HERRAMIENTAS
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Para llevar a cabo este proyecto, se ha empleado una seria de tecnologias y herramientas
que han resultado esenciales en cada una de las etapas. Algunas de ellas facilitaron el
proceso de programacion y desarrollo de la solucion, mientras que otras fueron necesarias
para el analisis de resultados y para garantizar el correcto funcionamiento del sistema. En
este apartado se explicard brevemente cuéles son estas herramientas y las razones de su
eleccion. Cada una desempefia un papel importante y contribuye al desarrollo del

proyecto de manera especifica, por lo que resulta relevante conocerlas en mayor detalle.

4.1 Lenguajes de Programacion

4.1.1 Python

Se ha utilizado Unicamente Python para la extraccion y analisis de datos relaciones con
Férmula 1, asi como para la implementacion de los modelos desarrollados en este trabajo

de fin de grado.

Python [31] es un lenguaje de programacién de alto nivel popular en analisis de datos e
inteligencia artificial por su simplicidad y versatilidad. Su sintaxis clara facilita el
desarrollo rapido, y sus bibliotecas como Pandas, NumPy y Scikit-Learn permiten
manipular datos y crear modelos predictivos de forma eficiente, lo cual lo hace ideal para

este proyecto.

lHustracion 12: Logo oficial de Python [32]

Actualmente, Python es uno de los lenguajes mas utilizados en analisis de datos,
aprendizaje automatico e IA. Su adopcion generalizada en la industria se debe a su
capacidad de adaptarse a una amplia variedad de aplicaciones, desde proyectos pequefios
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hasta grandes sistemas en produccion, consolidandose como una herramienta esencial

para la ciencia de datos.

Projections of future traffic for major programming languages
Future traffic is predicted with an STL model, along with an 80% prediction interval.

% of overall question views each month

2012 2014 2016 2018 2020
Time

lustracion 13: Comparacion del uso de Python con respecto a otros lenguajes

En lailustracion 14 [33] se observa que Python ha tenido un crecimiento constante desde

2012 y se proyecta como el lenguaje mas popular en el futuro.

La decision de usar Python también fue debida a que los datos de Formula 1 se obtuvieron
a través de una API que esta implementada en Python. Para acceder a estos datos y
extraerlos de forma efectiva, es necesario hacerlo utilizando este lenguaje, lo cual facilita

la integracion y el procesamiento de la informacion en el proyecto.

4.2 Entorno de Desarrollo

Para la extraccion de los datos de Formula 1, se utilizé Visual Studio Code, mientras que
para el andlisis de los datos y el desarrollo de los modelos implementados se usé Google
Colab.

4.2.1 Google Colab

Google Colab, o Google Colaboratory [34], es un entorno basado en Jupyter Notebook
[35] que permite escribir y ejecutar cddigo en Python directamente en el navegador, sin

necesidad de configurar un entorno local. Es una plataforma gratuita proporcionada por
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Google, muy popular en la comunidad de ciencia de datos y aprendizaje automatico.
Colab ofrece acceso gratuito a recursos de computacion en la nube, como GPU y TPU,

lo cual facilita el desarrollo y entrenamiento de modelos de machine learning de manera
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lustracion 14: Ejemplo de la interfaz de usuario de Google Colab

Esta plataforma también permite colaborar en tiempo real, compartir cuadernos
facilmente, y trabajar con bibliotecas populares como TensorFlow, Keras, Pandas, entre

otras, haciendo que sea accesible tanto para desarrolladores como para estudiantes.

4.2.2 Visual Studio Code

Debido a problemas de compatibilidad y conectividad al tratar de acceder a la API desde
Google Colab, se decidié usar Visual Studio [36] Code para realizar la extraccion de
datos, ya que era una opcion mas adecuada para manejar las dependencias y el entorno

local.

Visual Studio Code (VS Code) es un editor de cddigo fuente gratuito y multiplataforma
desarrollado por Microsoft. Esta disefiado para ser ligero pero potente, ofreciendo soporte

para multiples lenguajes de programacion como Python, JavaScript, C++, entre otros.
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Es una herramienta muy popular para escribir, probar y depurar codigo, gracias a su
interfaz amigable y la facilidad para instalar complementos que amplian sus

funcionalidades.

lHustracion 15: Logo oficial de Visual Studio Code [37]

4.3 Tecnologias Externas

A continuacién, se presentaran las tecnologias externas, herramientas, paquetes y

bibliotecas empleadas en el proyecto.

4.3.1 FastF1

FastF1 [38] es una API construida en Python no oficial disefiada para facilitar el acceso
y andlisis de datos historicos y de telemetria de Formula 1. Esta construida sobre Pandas
[39], y proporciona informacion detallada como tiempos de vuelta, telemetria de los
vehiculos, posiciones, datos meteoroldgicos y resultados de las sesiones. ESs una
herramienta ideal para quienes desean analizar el rendimiento en carreras y profundizar

en los datos que ofrece cada evento.

4.3.2 Pandas

Pandas [39] es un paquete de cddigo abierto desarrollado en Python utilizado para la
manipulacion y andlisis de datos. Ofrece estructuras como DataFrames y Series que
facilitan el manejo eficiente de grandes volimenes de datos, permitiendo realizar

operaciones como filtrado, agregacion y transformacion de forma sencilla.

!l pandas

lHustracion 16: Logo oficial de "Pandas" [40]
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En este trabajo, Pandas se ha usado para cargar el dataset, convertir variables categoricas
con One-Hot Encoding, dividir datos en X e Y, calcular métricas (MAE y MSE) por piloto

y circuito, y crear tablas de resultados con predicciones y posiciones reales.

4.3.3 Matplotlib

Matplotlib [41] es una herramienta de visualizacion desarrollada en Python para crear
gréaficos y visualizaciones de datos. Permite generar una amplia variedad de gréficos,
como lineas, barras y dispersion, de manera sencilla. Se utiliza principalmente para

representar visualmente datos y resultados, facilitando la compresion y el analisis.

Error Medio Absoluto (MAE) segun la Posicion de Clasificacion
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llustracion 17: Ejemplo de visualizacion de la biblioteca Matplotlib

La grafica de la ilustracién 18 muestra un ejemplo del uso de esta biblioteca para
visualizar como varia el Error Medio Absoluto (MAE) segin la posicion de
clasificacion de los pilotos.

4.3.4 NumPy

Numpy [42] es una biblioteca de Python que proporciona soporte para el céalculo
numérico, especialmente con matrices y arreglos multidimensionales. Ofrece funciones
matematicas rapidas y eficientes, lo que la hace especialmente Util para el procesamiento

de datos y el soporte a otras bibliotecas como Pandas y SciPy.
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En este trabajo Numpy se utilizo principalmente para manipular datos eficientemente,
realizar operaciones vectorizadas y copiar secuencias de vueltas sin afectar los datos

originales.

4.3.5 PyTorch

Pytorch [43] es una biblioteca de aprendizaje automatico desarrollada por Meta, utilizada
principalmente para construir y entrenar redes neuronales. Es popular por su facilidad de
uso y su naturaleza dindmica, lo que permite un desarrollo rapido y flexible de modelos
de Deep learning. En esta biblioteca nos hemos basado para desarrollar las diferentes

redes neuronales del proyecto.

O PyTorch

lustracion 18: Logo oficial de "Pytorch" [44]

4.3.6 FastAPI

FastAPI [45] es un framework web de Python que permite crear APIs de manera rapida
y eficiente. Es conocido por su rendimiento, simplicidad y por ofrecer validacién
automatica de datos. Se ha utilizado para obtener los datos necesario de Formula 1

mediante Python.

4.3.7 Scikit-Learn

Scikit-learn [46] es un paquete de codigo abierto desarrollado en Python disefiada para el
aprendizaje automatico y analisis predictivo. Proporciona herramientas para la

clasificacion, regresion, y agrupamiento, ademas de facilitar el preprocesamiento de datos
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y la validacion de modelos. Es ideal para construir y evaluar modelos de machine learning
de manera rapida y eficiente.

lustracion 19: Logo oficial de "Scikit-Learn™ [47]
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CAPITULO5:
METODOLOGIA
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En este capitulo se presenta la metodologia utilizada y la planificacion general del

proyecto, describiendo como se han organizado las tareas y los recursos para asegurar un

desarrollo eficiente y estructurado. Se describen las etapas principales del proceso y como

se han llevado a cabo las tareas clave para alcanzar los objetivos establecidos.

5.1 Metodologia implementada

Para la realizacion de este trabajo se ha empleado una metodologia basada en un enfoque

iterativo e incremental, con caracteristicas propias de un proceso de desarrollo agil. El

objetivo de esta metodologia ha sido evolucionar los modelos de prediccion de manera

progresiva, mediante el andlisis y la mejora constante de los resultados obtenidos en cada

iteracion. Esta metodologia se caracteriza por:

Desarrollo Iterativo de Modelos: Se plantearon y desarrollaron varios modelos,
cada uno con un enfoque orientado a mejorar aspectos concretos del proceso de
prediccion. Cada modelo se construyo sobre la base del conocimiento adquirido
en las etapas anteriores, permitiendo realizar ajustes y mejoras de manera

continua.

Revision y Mejora Continua: Cada iteracion de desarrollo se basé en los
resultados y aprendizajes de los modelos previos. Esto permitié adaptar tanto los
datos utilizados como la arquitectura del modelo en funcién de los resultados
obtenidos y los desafios encontrados. Esta forma de trabajo es caracteristica del
enfoque &gil, favoreciendo la adaptacion rapida a los hallazgos durante el

desarrollo.

Optimizacion y Experimentacion: Se llevaron a cabo diversas técnicas de ajuste
para mejorar la precision de los modelos, tales como el aumento del tamario del
conjunto de datos, técnicas de balanceo de clases, y la introduccién de nuevos
enfoques arquitectonicos (como redes LSTM o GRU). Esta fase fue clave para

alcanzar un modelo robusto y confiable.
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5.2 Planificacion del trabajo

Para llevar a cabo este proyecto, se realizd una planificacion general del trabajo,

dividiéndolo en varias tareas especificas que aseguraran un avance progresivo Yy

ordenado. La planificacion se estructurd de la siguiente manera:

1.

Investigacion y Ampliacion de Conocimientos: Estudio de redes neuronales,
incluyendo conceptos tedricos y técnicas avanzadas, con el fin de obtener una base

solida para trabajar con modelos predictivos.

Analisis y Recoleccion de Datos: Revision de las fuentes de datos y seleccion de
las caracteristicas mas relevantes. Se recogen datos histéricos de carreras de F1

para su anélisis posterior.

Definicién del Problema y Enfoque del Proyecto: Evaluacion de los datos
recolectados y planteamiento del problema a resolver, estableciendo los objetivos

especificos del proyecto en funcién de los datos disponibles.

Definicion de Modelos y Metodologia: Planteamiento de los diferentes enfoques
de modelado y eleccion de las técnicas mas apropiadas. Se definen de las etapas

de desarrollo y las herramientas a utilizar.

Implementacion de Modelos: Desarrollo de los modelos de prediccion,
trabajando en etapas para implementar las versiones iniciales y luego ajustarlas y
mejorarlas. Esta fase se dividié en la construccion de cada modelo y la

implementacién de diferentes técnicas de optimizacion y ajuste.

Experimentacion y Evaluacion: Realizacion de mdltiples pruebas con cada
modelo y andlisis de resultados, con el fin de identificar mejoras y optimizar la

precision de las predicciones.

Documentacion: Preparacion de la documentacion del proyecto, incluyendo la
memoria técnica, la descripcion detallada de los modelos desarrollados, y la
elaboracion de graficos y resultados.
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En la siguiente tabla se presenta un desglose detallado de la duracion estimada en horas

para la realizacion de cada tarea, asi como las fechas de inicio y finalizacion

correspondientes.

Tareas Tiempo Inicio Fin
estimado (h)

Investigacion y Ampliacion 10 05/02/2024 16/02/2024

de Conocimientos

Anadlisis y Recoleccion de 15 24/02/2024 28/02/2024

Datos

Definicion del Problema 'y 40 15/03/2024 19/04/2024

Enfoque del Proyecto

Definicion de Modelos y 60 10/05/2024 23/06/2024

Metodologia

Implementacion de Modelos | 120 02/07/2024 11/11/2024

Experimentacion y 70 8/10/2024 24/11/2024

Evaluacion

Documentacion 50 01/10/2024 30/11/2024

N.° total de horas 365

Tabla 1: Duracidn y periodo de cada tarea

5.3 Diagrama de Gantt

Para representar el avance del proyecto y las tareas realizadas en cada etapa, se ha

utilizado un diagrama de Gantt. Este diagrama muestra la planificacion temporal de las

distintas actividades y su relacién entre si, permitiendo visualizar de manera clara las

dependencias y los plazos establecidos para cada fase del proyecto.

El enfoque iterativo de la planificacion permitié ajustar los tiempos y adaptarse a los

imprevistos que surgieron durante el desarrollo, asegurando asi una correcta gestion del

proyecto y el cumplimiento de los objetivos establecidos.
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Feb Mar Abr May Jun Jul Ago Sep QOct Nov Dic Ene Feb
| ——
Diagrama Gantt F1 1 2024/02/05 - 2024/11/29

. Investigacion
- Analisi y Recoleccion Datos
- Definicion y Enfoque del Proyecto
_ Definicion Modelos y Metodologia
_ Implementacion Modelos

Experimentacion y Modelos

llustracion 20: Diagrama de Gantt

La tarea 5 “Implementacion de Modelos” se desarrollo entre julio y noviembre de 2024.
Aunque inicialmente estaba planificada para llevarse a cabo de forma continua, hubo un
par6n de dos meses en agosto y septiembre, durante el cual el trabajo se detuvo por
completo. Debido a esta interrupcion, la duracién total de la fase de experimentacion se
extendio mas de lo previsto, lo que implicé retomar las actividades en octubre para poder
completar las pruebas y ajustes necesarios antes de finalizar el plazo previsto. A pesar de
la pausa, se logrd reanudar el trabajo con éxito y avanzar en la optimizaciéon de los

modelos.
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CAPITULO 6:

DESARROLLO DEL
PROYECTO Y RESULTADOS
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En este capitulo se describe el conjunto de datos que se utilizd, especificando las
columnas seleccionadas. También se explica el desarrollo del proyecto, abarcando en
detalle cada uno de los modelos que se implementaron, asi como los problemas
encontrados durante su desarrollo y como estos fueron enfrentados, reflejando los
desafios y soluciones aplicadas durante el proceso. Por Gltimo, se presentan los resultados
obtenidos durante los analisis, evaluando el rendimiento de los modelos y discutiendo los

hallazgos méas importantes del proyecto.

6.1 Obtencion y procesamiento de los datos

Para la extraccion y el andlisis de los datos, se decidi¢ utilizar unicamente los datos de las
sesiones de clasificacion y de la carrera de las temporadas 2019-2023, excluyendo el afio
2020. Esto se debe a que, debido a la pandemia de COVID-19, varias carreras fueron

canceladas, lo cual gener6 inconsistencias en los datos de esa temporada de Férmula 1.

La obtencion y el procesamiento de los datos de Formula 1 se realizo a través de la
biblioteca FastF1[46], que permitié acceder a datos detallados de telemetria, tiempos de

vuelta, y otras estadisticas relevantes.

Mediante codigo en Python, se descargaron los datasets necesarios para el desarrollo de
los distintos modelos de prediccion. Estos datasets fueron enriquecidos afiadiendo
columnas y caracteristicas adicionales segln las necesidades de cada modelo, para
mejorar la capacidad de analisis y prediccion. Aunque se partié del mismo conjunto de
datos basico, se realizaron modificaciones especificas para adaptarlo a los requerimientos

de cada fase del proyecto.

A modo de ejemplo, lailustracién 21 muestra como se emplea la funcion get_session() de
la biblioteca FastF1[38] para obtener los datos especificos de una sesion de carrera de
Férmula 1. Esta funcion permite acceder a informacion detallada de cada sesion, como la

clasificacion, practicas o carreras, facilitando el analisis posterior de los datos.
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FastF1 343

Q Search

~ Back to Github &

General Functions - APl Reference
Event and Session API

fastfl.get_session(year, gp, identifier=None, *, backend=None, force_ergast=False) [source]

Create a session object based on year, event name and session identifier.

CONTENTS:

. 7' Note
Getting Started v
This function will return a session object, but it will not load any session specific data like lap timing, telemetry, ... yet.
Examples Gallery v . - .
For this, you will need to call 1cad() on the returned object.

General Functions - fastf1

To get a testing session, use get_testing session().

Timing and Telemetry Data -
fastfl.core EXAMPLES

API Reference Get the second free practice of the first race of 2021 by its session name abbreviation:

Event Schedule - fastf1.events

>>> get_session(2021, 1, 'FP2°)

F1 APl - fastfl.api

Ergast APl Interface Get the qualifying of the 2020 Austrian Grand Prix by full session name:

Circuit Information

>>> get_session(2020, 'Austria’, 'Qualifying')

Utils module - fastf1.utils

Plotting - fastf1.plotting Get the 3rd session of the 5th Grand Prix in 2021:

lHustracion 21: Ejemplo del uso de la API FastF1 para acceder a datos de sesiones de carreras de Férmula 1

6.1.1 Descripcion del dataset utilizado

Los datos contenidos en los datasets estdn organizados de manera que cada fila representa

la informacion de una vuelta individual realizada durante la carrera. Tener la

informacidn organizada por vueltas nos ayuda a entender mejor como fue el rendimiento

de cada piloto a lo largo de la carrera y a identificar patrones o cambios importantes entre

una vuelta y otra.

Concretamente, se trabajé con dos datasets principales:

Dataset 1: Este dataset contiene informacidn general de cada carrera, incluyendo
datos como tiempos de vuelta, nimero de vueltas, informacion sobre los sectores,
y detalles del piloto y equipo. Este conjunto de datos fue la base inicial para el

desarrollo de los modelos.

Dataset 2: Este dataset se generd a partir del primero, afiadiendo caracteristicas
climaticas adicionales, tales como la cantidad de lluvia, la temperatura del aire y
la humedad. Estas nuevas variables se consideraron para analizar el impacto del

clima en el rendimiento de los pilotos y optimizar las predicciones.
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A continuacion, se describen las columnas presentes en el primer dataset y su tipo de

datos:

clasificacion (posicion en la parrilla al inicio de la
carrera)

Caracteristica Descripcion Tipo

Driver Identificador del piloto que participa en la carrera. | object

LapTime Tiempo registrado por el piloto para completar object
una vuelta en el circuito.

LapNumber Numero de vuelta correspondiente al piloto en la | float64
carrera.

SectorlTime, Tiempos registrados en los tres sectores que object

Sector2Time, dividen cada vuelta

Sector3Time

Stint N.° de vueltas en los que un piloto continGaen la | float64
pista con el mismo juego de neumaticos

PitInTime, Momentos exactos en los que un piloto entra y sale | object

PitOutTime de los pits durante una parada

Speedl1, Speedl2, Velocidades registradas en diferentes puntos del | float64

SpeedFL, SpeedST | circuito (intermedios y linea de meta)

IsPersonalBest Indica si la vuelta es la mejor vuelta personal de object
cada piloto

Compound Tipo de neumatico utilizado (blando, medio, duro) | object

TyreLife Vida util del neumatico, es decir, cuéntas vueltas | float64
lleva el compuesto utilizado

FreshTyre Neumatico nuevo o no (usado) bool

Team El equipo de F1 al que pertenece el piloto object

TrackStatus Estado de la pista (pista despejada, bandera float64
amarilla, etc.)

Position Posicion en la que termine un piloto después de float64
una carrera

Deleted Vuelta eliminada bool

Circuit Circuito en el que se celebrd la carrera object

Year Afio en el que se celebro la carrera int64

SessionType Tipo de sesién (Clasificacion o Carrera) object

Qualiposition Posicion en la que termina un piloto en la sesion de | float64

Tabla 2: Descripcion de las caracteristicas del primer dataset
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En la siguiente tabla se muestran Unicamente las columnas del segundo dataset que no

estuvieron presentes en el primero. Estas variables son pardmetros meteoroldgicos que se

miden durante las carreras de F1 para evaluar condiciones ambientales que pueden influir

en el rendimiento y la seguridad.

Caracteristica Descripcion Tipo
AirTemp Temperatura del aire en el circuito float64
Humidity Porcentaje de humedad del aire float64
Pressure Presion atmosférica float64
Rainfall Cantidad de lluvia caida, indicando si llueve | object
durante la sesion (medida en mm)

TrackTemp Temperatura de la pista float64
WindDirecction Direccion del viento float64
WindSpeed Velocidad del viento float64

Tabla 3: Descripcion de las caracteristicas del segundo dataset

El uso de dos datasets permitio una mayor flexibilidad a la hora de disefiar los modelos,

ya que se pudo realizar un andlisis inicial con el conjunto de caracteristicas basicas, y

luego profundizar agregando informacién climatica que podria influir en los resultados

de las carreras.

65



6.2 Implementacion y Resultados de los Modelos

En este apartado se presentan los modelos que hemos implementado y los resultados que
hemos obtenido con cada uno de ellos. Cada modelo se enfoca en un aspecto concreto,
como la prediccion de la posicién final de los pilotos segun el circuito, las condiciones
climaticas o el impacto de estrategias como la clasificacion y el uso de neumaticos. A lo
largo de este capitulo, analizamos estos resultados para valorar el desempefio de cada

modelo y su capacidad para cumplir con los objetivos planteados.

6.2.1 MODELO 1: Prediccion de la posicion final de un piloto
en funcion del circuito

El Modelo 1 tiene como objetivo predecir la posicion final de un piloto en carreras de
Férmula 1 en funcion del circuito. Para lograr esto, se emplearon datos histéricos que
abarcan caracteristicas del piloto, del circuito y de las condiciones de la carrera. Este
modelo busca ofrecer una estimacion razonable de las posiciones finales, destacando

patrones y diferencias entre pilotos y circuitos.

En la siguiente tabla se muestra un breve resumen de las caracteristicas de este modelo,

las cuales se detallaran mas adelante.

INPUT ARQUITECTURA DEL OUTPUT
MODELO
Tiempos de vuelta (LapTime), tiempos MLP con 3 capas ocultas Posicion final de
de sectores (Sector1Time, Sector2Time, | con 512, 256 y 128 neuronas un piloto en la
Sector3Time), tiempos acumulados de carrera.

sesion (SectorlSessionTime, etc.),
tiempos de boxes (PitInTime,
PitOutTime), velocidades (Speedli1,
Speedl2, SpeedFL, SpeedST), vida util y
estado de los neumaticos (TyreLife,
IsPersonalBest), nimero de vuelta
(LapNumber), y caracteristicas
categoricas (Driver, Team, Compound,
Circuit)

Tabla 4: Caracteristicas del Modelo 1
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6.2.1.1 DESARROLLO DEL MODELO

Para el desarrollo del modelo, se adopté una metodologia estructurada que incluyd

varias etapas importantes:

e Preprocesamiento: Las columnas categoricas (como piloto, equipo y compuesto de
neumaticos) fueron codificadas usando One-Hot Encoding. Los valores numericos,
como los tiempos de vuelta, se normalizaron para garantizar una escala uniforme.
Ademas, los valores faltantes e infinitos se reemplazaron por ceros para evitar

problemas durante el entrenamiento.

o Division de Datos: Los datos se dividieron en un 80% para entrenamiento y un 20%

para validacion, asegurando una evaluacion objetiva del modelo.

o Entrenamiento: EI modelo se entrend durante 100 épocas con la funcién de pérdida
MSE vy el optimizador Adam, ajustando los gradientes con recorte para evitar

explosiones.

6.2.1.2 ARQUITECTURA DEL MODELO

En cuanto a la arquitectura del modelo, se utilizé una red neuronal profunda (MLP),

configurada de la siguiente manera:

e Capas Ocultas: 3 capas ocultas (cada una con 512, 256 y 128 neuronas

respectivamente) con activaciones ReL.U para capturar patrones complejos.

o Capa de Salida: Disefiada para predecir la posicion final de un piloto como un

valor continuo.

o Optimizador y Pérdida: Se utilizo6 el optimizador Adam y la funcién de pérdida
fue el Error Cuadratico Medio (MSE).

o Hiperparametros: Learning rate de 0.0001, dropout del 50% y recorte de

gradiente para evitar explosiones.
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6.2.1.3 PROBLEMAS ENCONTRADOS
Durante el desarrollo, enfrentamos varios desafios, algunos de ellos fueron los siguientes:

o Valores Faltantes e Infinitos: Algunos datos contenian valores problematicos que

afectaban el entrenamiento. Se soluciond reemplazando estos valores por ceros.

« Nan en la Pérdida: Esto ocurrié debido a problemas de estabilidad numérica. Se
resolvié normalizando los datos y aplicando recorte de gradiente.

o Tiempos Prolongados de Entrenamiento: Debido a la complejidad del modelo
y al volumen de datos, el entrenamiento era lento. Optamos por ajustar el batch

size y trabajar inicialmente con subconjuntos de datos.

6.2.1.4 RESULTADOS DEL MODELO

Se han generado diversas visualizaciones para analizar el rendimiento del modelo.

POSICIONES REALES VS. PREDICHAS

En primer lugar, se han graficado las posiciones reales contra las predichas por el modelo
para ver como se distribuyen los errores y si hay patrones evidentes.

Posiciones Reales vs. Predichas
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llustracion 22: Grafica de posiciones reales vs predichas
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Este grafico es un analisis basico de las predicciones del modelo comparadas con las
posiciones reales de los pilotos en las carreras de F1. En el eje horizontal, tenemos las
posiciones reales de los pilotos, que van del 1 al 20 (siendo 1 la mejor posicion). En el

eje vertical, se muestran las posiciones predichas por el modelo.

La linea roja discontinua muestra el comportamiento ideal del modelo. Si las posiciones
predichas fueran exactamente iguales a las reales, todos los puntos caerian sobre esta
linea. Cada uno de los puntos azules representa un piloto en una carrera especifica,

mostrando la diferencia entre su posicion real y la prediccién del modelo.
A partir de esta grafica podemos concluir varias cosas:

1. Existe una tendencia visible que muestra que, a medida que la posicion real
aumenta, la diferencia entre la posicion real y la predicha también lo hace. Esto
puede indicar que el modelo tiene méas dificultades para predecir correctamente
las posiciones mas altas (méas cerca del primer lugar) y tiene mayor precision en

las posiciones mas bajas (mas cerca del 20).

2. Ladispersion de los puntos alrededor de la linea roja sugiere que el modelo tiene
errores de prediccion, pero no de manera uniforme. Los errores parecen ser mas
grandes en algunas posiciones y mas pequefios en otras, lo que puede reflejar la
influencia de factores complejos, como las condiciones del circuito o la estrategia

del piloto, que no estan completamente capturados por el modelo.

DISTRIBUCION DE PREDICCIONES Y VALORES REALES POR CIRCUITO

Tambien se ha hecho un analisis especifico por circuito, mostrando como el modelo se
comporta en diferentes condiciones, ya que las caracteristicas del circuito pueden influir
en el rendimiento de los pilotos.

El siguiente grafico muestra la distribucion de las predicciones versus las posiciones
reales por circuito, es similar al anterior, pero ahora se incluye la distincion por circuito.
Cada punto sigue representando una prediccion del modelo, pero los puntos estan

coloreados segun el circuito en el que ocurri6 la carrera.
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o Eje X (Posiciones Reales): Representa la posicion real del piloto, desde la mejor
(1) hasta la peor (20).

e Eje Y (Posiciones Predichas): Muestra la posicion que el modelo predijo para

cada piloto.

e Linea roja discontinua: Al igual que en el grafico anterior, esta linea indica el
comportamiento ideal. Si las predicciones fueran perfectas, todos los puntos

deberian caer sobre esta linea.

Distribucién de Predicciones y Valores Reales por Circuito
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llustracion 23: Grafica de Distribucion de Predicciones y Valores Reales por Circuito

Como podemos observar en la gréfica, los puntos estan coloreados segun el circuito, lo
que nos permite ver si el modelo tiene un desempefio diferente en distintos circuitos. Esto
también indica si el modelo tiene méas dificultades para predecir posiciones de ciertos

circuitos, o bien, que los circuitos tienen caracteristicas que afectan mas a la prediccion.

Tambien se aprecia como a medida que las posiciones reales aumentan (de la posicion 1
a la 20), tambien lo hacen las posiciones predichas. Esto indica que el modelo tiene cierta
tendencia a predecir més errores en las posiciones mas altas (cerca del primer lugar) y

que las predicciones son mas cercanas a las reales en las posiciones mas bajas.
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Ademas, algunas categorias de circuito parecen tener mas dispersion en las predicciones,
lo que podria significar que el modelo no esta tan afinado para esos circuitos especificos.
Este es el caso de Hungria (amarillo) y Qatar (celeste), en ellos vemos como hay puntos
alejados de la linea ideal, lo que indica predicciones menos precisas. Tambien es el caso
de Brasil (verde oscuro) y México (azul), donde se observa una mayor dispersion en
posiciones intermedias (10-15). Esto podria deberse a factores no capturados
completamente por las caracteristicas actuales, como las condiciones especificas del

circuito o la estrategia de neumaticos en ese circuito.

Del mismo modo, también se ven posiciones bien predichas. En algunos circuitos como
Austria (azul claro), Abu Dhabi (rojo oscuro) e Italy (Monza) (gris) el modelo parece
tener una mejor precisién, con los puntos mucho mas cerca de la linea discontinua roja.
Esto sugiere que, en esos circuitos, las caracteristicas del piloto y del circuito estdn méas

alineadas con el modelo.

En resumen, este grafico ayuda a mostrar si el modelo tiene un sesgo hacia ciertos
circuitos y permite identificar qué circuitos pueden necesitar ajustes adicionales para

mejorar la precision del modelo.

ERROR CUADRATICO MEDIO (MSE)

Asi mismo, se ha calculado el error cuadratico medio (MSE) para cada piloto y
circuito, lo cual me ha permitido observar qué pilotos tienen un mayor error de prediccién
y si existen circuitos donde el modelo funciona mejor o peor. EI MSE se calcula como la
media de los cuadrados de las diferencias entre las posiciones reales y las predicciones
del modelo. Cuanto mayor sea el MSE, mayor es el error en la prediccion para ese piloto

y circuito.

A continuacion, se procede a explicar algunas de las graficas del MSE obtenidas, para
ello se han seleccionado aquellas que muestran tendencias relevantes o casos interesantes
de comportamiento del modelo. Esta seleccion se realiza para evitar la repeticion

innecesaria y centrarse en los ejemplos mas representativos y analiticamente valiosos.
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Es necesario saber previamente que en la gréfica:
o Eje X (Piloto): Los pilotos se muestran en el eje horizontal

o Eje Y (MSE): En el eje vertical, se muestra el valor del MSE para cada piloto en
ese circuito.

Este gréafico es util para ver cdmo el modelo se comporta con respecto a cada piloto en
diferentes circuitos.

En primer lugar, nos encontramos con el circuito de Austria. La grafica para este circuito
destaca por tener errores bajos y consistentes, y por lo tanto una buena precision.
Muestra un MSE bastante bajo y homogéneo entre los pilotos. No hay picos significativos
ni variaciones extremas, lo que sugiere que el modelo realiza predicciones consistentes y

precisas en este circuito.

Error Medio Cuadratico (MSE) para el Circuito Austria
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lHustracion 24: MSE para el Circuito de Austria

Se puede concluir que el modelo muestra un buen desempefio en el circuito de Austria,
lo que sugiere que las caracteristicas seleccionadas para entrenar la red MLP permiten
capturar patrones que generalizan bien en este caso. Esto indica que el modelo puede
identificar relaciones relevantes entre las caracteristicas y las posiciones predichas en este
circuito, reflejando un ajuste adecuado para estas condiciones especificas.
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En segundo lugar, tenemos el circuito de Hungria, donde se observa una dispersion
mucho mayor en el MSE, ya que vemos en pilotos como Grosjean con un error
extremadamente alto, que indica que el modelo no logra capturar patrones relevantes para

este caso.

Error Medio Cuadratico (MSE) para el Circuito Hungary
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lHustracion 25: MSE para el Circuito de Hungria

Mientras tanto, otros pilotos tienen errores mas moderados. Este pico significativo
destaca un fallo evidente del modelo en este caso.

Por lo tanto, podemos concluir que la alta dispersion y el error elevado en Grosjean
sugieren que las caracteristicas seleccionadas para el modelo no logran capturar patrones
relevantes que expliquen el rendimiento de este piloto en este circuito, Esto podria
deberse a datos insuficientes, valores atipicos o una relacion mas compleja entre las

variables y el resultado que no ha sido bien aprendida.

En tercer lugar, tenemos el circuito de México, la grafica para este circuito es muy
relevante porque muestra un error desproporcionado en Norris (outlier extremo),

siendo un ejemplo claro de un caso particular en el que el modelo falla de forma drastica
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Error Medio Cuadratico (MSE) para el Circuito Mexico
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Hustracion 26: MSE para el Circuito de México

En contraste, los errores para otros pilotos son mas consistentes y dentro de un rango
razonable. Este caso resalta como el modelo puede fallar drasticamente en situaciones
especificas, posiblemente debido a datos insuficientes o caracteristicas que no reflejan
adecuadamente el rendimiento de Norris. Esto evidencia la importancia de identificar y

tratar outliers en los datos para reducir su impacto en la calidad global del modelo.

Por altimo, pasamos al circuito de Arabia Saudi. Aqui vemos un error inusual en un
piloto, pues se muestra un pico claro en Hulkenberg, un error significativamente mas alto

que el resto, mientras que el MSE para otros pilotos se mantiene dentro de un rango

aceptable.
Error Medio Cuadratico (MSE) para el Circuito Saudi Arabia
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lHustracion 27: MSE para el circuito de Arabia Saudi
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De nuevo, esto es debido a caracteristicas del piloto o de la carrera que no estan bien
representadas en los datos. Identificar y tratar estos casos ayudaria a mejorar la capacidad

del modelo para generalizar.

COMPARACION DE PREDICCIONES Y VALORES REALES PARA CADA
PILOTO

Para finalizar con este modelo, se ha generado tambien una visualizacion para cada
circuito donde se compara las posiciones finales reales predichas por piloto, lo que da una

vision mas detallada sobre qué pilotos el modelo predice con mayor precision.

Las graficas mostradas a continuacion reflejan claramente que los resultados obtenidos
no fueron satisfactorios, ya que el modelo tiende a predecir posiciones finales cercanas al
20 para la mayoria de los pilotos, mostrando una falta de precision significativa. Esto se
debe a varios factores: La seleccion de caracteristicas pudo haber sido uno de los puntos
débiles del modelo, ya que las variables utilizadas no lograron capturar las dindmicas
complejas de las carreras, lo que dificultd que el modelo pudiera diferenciar
correctamente el rendimiento de los pilotos. Ademas, es probable que el disefio de la
arquitectura del modelo o su implementacion técnica no estuvieran bien ajustados para
este problema. Aspectos como el numero de neuronas, capas o incluso las funciones de
activacion podrian no haber sido los mas adecuados, lo que afectd directamente la

capacidad del modelo para aprender.

Aparte de los problemas en la seleccion de caracteristicas y la arquitectura, el modelo
tampoco logroé capturar adecuadamente las posiciones reales de cada piloto, una variable
que formaba parte de las entradas del modelo. Esto indica que, aunque esta informacion
estaba presente en los datos, el modelo no pudo establecer relaciones claras entre esta
variable y las posiciones finales que intentaba predecir. Por altimo, al ser un modelo
inicial y en una fase mas experimental, no se llevaron a cabo pruebas exhaustivas, lo

que limit6 aln méas su desempefio.

Se analizan las graficas seleccionadas que ilustran estas limitaciones, donde las
comparaciones de las posiciones reales se muestran en azul, y las posiciones predichas en

verde. Ademas, el eje X (eje horizontal) representa los pilotos, y cada barra representa la
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comparacion entre su posicion real y la predicha por el modelo, y el eje Y (eje vertical)

representa la posicion final del piloto en la carrera.

En primer lugar, tenemos el circuito de México, donde vemos errores generales con un

patron.

Posicién Final

Comparacién de Posiciones Finales Reales vs Predichas en el Circuito Mexico
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lHustracion 28: comparacion de posiciones en el Circuito de México

Aqui podemos ver como las posiciones predichas como he mencionado anteriormente

estan mayormente cerca de la posicion 20, pero lo interesante aqui es que el patron se

repite para casi todos los pilotos, reflejando que el modelo tenia una tendencia fuerte a

otorgar posiciones bajas.

En segundo lugar, tenemos el circuito de Hungria:
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Posicién Final

Comparacion de Posiciones Finales Reales vs Predichas en el Circuito Hungary
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llustracion 29: Comparacion de posiciones finales en el circuito de Hungria

Aunque tambien hay muchas predicciones cercanas al 20, esta grafica muestra una mayor

variabilidad en los resultados predichos para diferentes pilotos. Esto indica que el modelo

intentaba capturar diferencias, aungue sin éxito significativo.

Por Gltimo, el circuito de Estados Unidos nos muestra diferencias marcadas en algunos

pilotos.

Posicidn Final

Comparacion de Posiciones Finales Reales vs Predichas en el Circuito United States
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llustracion 30: Comparacion de posiciones en el circuito de EE. UU.

Aunque los resultados siguen siendo en su mayoria cercanos al 20, hay pilotos como

Vettel donde la diferencia entre la posicion real y predicha es mas marcada. Esto destaca

como un caso particular de error.
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Esta grafica muestra que el modelo no solo tendia a predecir mal para la mayoria, sino

que también cometia errores méas evidentes en ciertos pilotos.

6.2.1.5 CONCLUSION DEL MODELO

En conclusion, el Modelo 1 no logré alcanzar los resultados esperados en cuanto a
precision, pero resulto clave para identificar las limitaciones y las areas que necesitaban
mejoras en futuros desarrollos. Fue una base importante para experimentar y tomar
decisiones méas fundamentadas en la construccién de los modelos siguientes, los cuales,
gracias a los aprendizajes obtenidos, lograron resultados mucho mas acertados y cercanos
a larealdad. Este primer intento no debe verse como un fallo, sino como un paso necesario

dentro del proceso de aprendizaje, optimizacion y mejora continua.

6.2.2 MODELO 2: Prediccion de la posicion final del piloto en
base a las condiciones climaticas.

El objetivo de este modelo fue predecir las posiciones finales de los pilotos, considerando
las condiciones climaticas durante las carreras. Para ello, se utilizé una red neuronal MLP,
al igual que en el primer modelo, ya que este modelo esta construido a partir del anterior.
Se integraron variables relacionadas con el clima, como la temperatura del aire, la
humedad, la presidn atmosférica, la direccidn y velocidad del viento, y la temperatura de
la pista. No obstante, durante el desarrollo del modelo, nos encontramos con un desafio
importante: los datos climaticos disponibles resultaron ser insuficientes, ya que una gran
parte de los campos del dataset estaban vacios. A pesar de esto, se intentaron dos
versiones del modelo con el fin de evaluar su capacidad para predecir las posiciones en
funcién de diversas combinaciones de factores climaticos, con especial énfasis en como
estos influyen en el rendimiento de los pilotos. Sin embargo, ambos enfoques resultaron

ser fallidos y los resultados obtenidos no fueron validos.
A continuacion, se presenta una tabla resumen de las caracteristicas y la arquitectura del

modelo, que incluye tanto las variables de entrada como la estructura utilizada en ambas

versiones.
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Esta tabla refleja los aspectos comunes de las dos versiones y la diferencia en sus

configuraciones:

INPUT

ARQUITECTURA DEL
MODELO

OUTPUT

LapTime, LapNumber,
PitOutTime, PitInTime,
SectorlTime, Sector2Time,
Sector3Time, SpeedI1,
Speedl2, SpeedFL, SpeedST,
Stint, TrackStatus, TyreL.ife,
FreshTyre, IsPersonalBest,
Position, Compound, Driver,
Team, Circuito, Year,
AirTemp (Temperatura del
aire), Humidity (Humedad),
Pressure (Presion
atmosférica), Rainfall (Pista
mojada), TrackTemp
(Temperatura de la pista),
WindDirection (Direccion
del viento), WindSpeed
(Velocidad del viento)

Version 1. MLP con 3
capas ocultas con 256, 256
y 128 neuronas. Utiliza
Batch Normalization,
Dropout y activacion
RelLU para evitar
sobreajuste. Optimizacion
con Adam (tasa de
aprendizaje 0.001).

Version 2: MLP con 256,
256 y 128 neuronas. Uso
de Batch Normalization,
Dropout y activacion
ReLU. Optimizacion con
Adam (tasa de aprendizaje
0.0005).

Posicion final de un piloto en

la carrera.

Tabla 5: Caracteristicas del Modelo 2 (Version 1y 2)

6.2.2.1 PROBLEMAS ENCONTRADOS

Como mencioné anteriormente, durante el desarrollo de este modelo surgieron varios
desafios que impidieron obtener los resultados deseados. En este apartado se detallan los
problemas principales que se presentaron durante el proceso de implementacion y que

afectaron el rendimiento del modelo.

1. Insuficiencia de datos climaticos: Los datos climaticos disponibles resultaron
ser insuficientes para poder hacer una prediccion precisa. La mayoria de los

campos relacionados con las condiciones climaticas estaban vacios en el dataset,
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lo que afecto a la capacidad del modelo para aprender correctamente las

relaciones entre las variables climaticas y las posiciones de los pilotos.

2. Datos incompletos y nulos: A pesar de los esfuerzos por limpiar los datos, los
valores faltantes en algunas variables clave redujeron la calidad de los datos de
entrada, y el manejo de estos valores nulos no fue suficiente para mejorar el

rendimiento del modelo en ambas versiones.

3. Resultados no vélidos: Debido a los problemas con los datos, los modelos no
produjeron los resultados esperados. A pesar de los esfuerzos por ajustar la
arquitectura y los pardmetros de las redes neuronales, el modelo no mostraba
resultados coherentes, lo que me llevé a dar por fallido el Modelo 2.

4. Problemas con el preprocesamiento: También se realiz6 una limpieza
exhaustiva de los datos y se implementaron técnicas como la normalizacion y
codificacion de las caracteristicas, pero los resultados seguian sin ser

satisfactorios.

6.2.2.2 RESULTADOS DEL MODELO 2 - VERSION 1

En esta seccion se presentan los resultados del modelo para su primera version, los cuales
han sido evaluados bajo diferentes condiciones climaticas para analizar la precision de
las predicciones de las posiciones finales de los pilotos. A través de las gréficas que
siguen, se pretendia comparar las posiciones reales con las predichas, considerando
variables como la temperatura del aire, la humedad, y la direccién y velocidad del viento.
Aunque se esperaba que el modelo lograra un mejor ajuste, los resultados obtenidos
indican una notable diferencia entre las predicciones y los valores reales. A continuacion,

se explica con més detalle cada uno de los agrupamientos y sus implicaciones.
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DISPERSION ENTRE LA POSICION REAL VS PREDICHA

Esta grafica muestra la comparacion entre las posiciones reales y las predicciones del
modelo para cada carrera. En ella, cada punto representa una prediccion, con el eje X
indicando la posicion real de los pilotos y el eje Y mostrando la posicion que predijo el
modelo.

Posiciones Reales vs. Predichas

T T T T T T
0.0 2.5 5.0 75 10.0 12.5 15.0 17.5 20.0
Posiciones Reales

Posiciones Predichas

lustracion 31: Comparacion entre las posiciones reales y predichas por el Modelo 2

La linea roja discontinua es la linea de regresion, que nos muestra como deberian alinearse
las dos variables. Cuanto mas cerca estén los puntos de esta linea, mas precisas seran las
predicciones. Sin embargo, en este caso, se puede ver que las predicciones se alejan
bastante de la linea, lo que afirma que el modelo tiene dificultades para predecir con

exactitud las posiciones de los pilotos.

ANALISIS DE POSICIONES PREDICHAS EN BASE A LAS CONDICIONES
CLIMATICAS COMBINADAS

Para este andlisis se ha generado la siguiente grafica que muestra como las predicciones
del modelo varian segun diferentes combinaciones de condiciones climaticas. Los puntos
estdn coloreados de acuerdo con las condiciones combinadas (AirTemp_Humidity,
WindSpeed_WindDirection, etc.).

Se puede observar que, a pesar de las variaciones en las condiciones climaticas, la

distribucion de las posiciones predichas no parece tener una correlacion clara con estas
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combinaciones, lo que confirma una vez més que el modelo no ha logrado captar

correctamente la influencia del clima en las posiciones de los pilotos.

Analisis de Posiciones Predichas en base a las Condiciones Climaticas Combinadas
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lustracion 32: Impacto de las Condiciones Climaticas Combinadas en las Posiciones Predichas

Este tipo de analisis es Util para identificar si hay variables que el modelo podria estar
ignorando o si su capacidad para generalizar bajo diferentes condiciones no esta
optimizada. La distribucion dispersa de los puntos también indica que las predicciones
del modelo varian de manera impredecible, lo que reforzo la idea de que el modelo podria

necesitar ajustes adicionales 0 mas caracteristicas para mejorar su rendimiento.

DISTRIBUCION DE PERDICCIONES Y VALORES REALES EN FUNCION
DE CADA COMBINACION

En este estudio se han generado graficos para analizar como se distribuyen las posiciones
reales y las predicciones del modelo cuando se agrupan segln los rangos de cada
combinacidn de factores climaticos vista antes. Para evitar redundancia, aqui explicare
Unicamente uno de estos grafico, el grafico correspondiente a la combinacion

AirTemp_Humidity.
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Distribucion de Predicciones y Valores Reales en funcion de AirTemp_Humidity (agrupado)
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llustracion 33: Distribucion de Posiciones Reales y Predichas en funcion de la Combinacion de AirTemp_Humidity

El grafico muestra la relacion entre las posiciones reales y las predicciones del modelo,
con los datos agrupados segun la combinacién de temperatura del aire y humedad. En el
eje X se representan los rangos agrupados de AirTemp_Humidity, mientras que el eje Y
muestra las posiciones finales de los pilotos. Los puntos azules corresponden a las
posiciones reales y los puntos verdes a las predicciones del modelo. A pesar de las
variaciones en las condiciones climaticas, la dispersion de los puntos indica que el modelo
no ha sido capaz de capturar correctamente la influencia del clima sobre las posiciones
de los pilotos. Esto indica que las predicciones no siguen un patron claro, lo que refleja

las limitaciones del modelo.

COMPARACION DE POSOICIONES REALES VS PREDICHAS BAJO CADA
COMBINACION CLIMATICA

En este analisis he generado graficas para todas las combinaciones climaticas y
segmentadas en rangos especificos de valores para cada una de las condiciones climaticas

involucradas. Esto permite observar como varian las predicciones en funcion de las
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diferentes condiciones climaticas dentro de rangos determinados, lo que ofrece una
perspectiva mas detallada de la influencia de cada factor climatico, pero con el fin de
evitar repeticiones innecesarias y hacer la explicacion méas concisa, solo se procedera a

explicar una grafica por combinacion climatica.
Combinacion AirTemp_Humidity: nan
En esta gréafica, se muestra la comparacion entre las posiciones reales y las predichas por

el modelo para cada piloto, agrupadas segun las condiciones de 'AirTemp_Humidity".

Comparacion de Posiciones Finales Reales vs Predichas bajo AirTemp_Humidity (agrupado): nan
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lustracion 34: Comparacion de Posiciones Finales Reales vs Predicciones bajo la variable AirTemp_Humidity

Aunque las barras estan alineadas, lo que podria indicar una aparente correspondencia
entre las posiciones reales y las predichas, esto no refleja correctamente el
comportamiento real de las posiciones de los pilotos, ya que el modelo no esta captando
correctamente las posiciones reales, y es que, en la todos los casos, todas las posiciones
reales estan muy cercanas a la peor posicion (20), y en la vida real, los pilotos no ocupan
todos valores tan altos, lo que demuestra que el modelo esta teniendo dificultades para

predecir correctamente las posiciones en estas condiciones climaticas.

Ademas, el valor "nan" en el eje X indica que hay datos faltantes o no disponibles para
ciertas combinaciones especificas de 'AirTemp_Humidity'. Esto es debido a la falta de
datos para esas condiciones como se ha explicado anteriormente. Los valores "nan"
reflejan una deficiencia en los datos utilizados, lo que afecta negativamente la precision

del modelo en esas combinaciones especificas de condiciones climaticas.
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Combinacion WindSpeed_WindDirection: [-1.01, 101.05]

Aqui se muestra la comparacion de las posiciones finales reales y predichas de los pilotos
Pierre Gasly (GAS), Sergio Pérez (PER), Charles Leclerc (LEC), Lewis Hamilton
(HAM), Sebastian Vettel (VET), y Max Verstappen (VER), bajo la combinacion

climatica "WindSpeed_WindDirection" con un rango de valores entre -1.01 y 101.05.

Como se observa, la mayoria de los pilotos tienen una posicion final real cercana a la mas
alta (alrededor de 17-18), lo cual, de nuevo, no refleja correctamente el rendimiento de

estos pilotos en la realidad.

Comparacion de Posiciones Finales Reales vs Predichas bajo WindSpeed_WindDirection (agrupado): (-1.01, 101.05]
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lHustracion 35: Comparacion de Posiciones Finales Reales vs Predicciones bajo la variable
WindSpeed_WindDirection

Al igual que en las otras graficas, las posiciones predichas no coinciden de manera precisa
con las reales, ya que las barras verdes (predicciones) no se alinean bien con las barras
azules (reales). A pesar de que las predicciones para algunos pilotos, como Gasly o
Hamilton, parecen estar méas cerca de las posiciones reales, todavia hay una diferencia

significativa en las predicciones.
Ademas, el modelo parece estar dando resultados consistentes para ciertos pilotos (como

Verstappen y Leclerc), pero no de forma precisa, ya que las diferencias en las barras

también son notables.

85



Combinacion Pressure_WindSpeed: [2152.58, 2583.096]

Esta grafica muestra una comparacion entre las posiciones finales reales y las predichas
por el modelo para algunos pilotos basandose en el analisis bajo las condiciones
combinadas de presion y velocidad del viento (agrupadas en el rango de [2152.58,
2583.096]). A diferencia de las graficas previas, esta parece mostrar resultados mas
realistas, ya que, por ejemplo, Verstappen, quien es conocido por obtener las mejores
posiciones en la vida real, tiene valores muy bajos en la prediccion. Esto es un indicio de
que el modelo ha logrado captar de manera mas precisa las dindmicas del rendimiento de
los pilotos en relacion con las condiciones climaticas asociadas a la presion y la velocidad

del viento.

Comparacion de Posiciones Finales Reales vs Predichas bajo Pressure_WindSpeed (agrupado): (2152.58, 2583.096]
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lHustracion 36: Comparacion de Posiciones Finales Reales vs Predicciones bajo la variable Pressure_WindSpeed

Sin embargo, aunque el modelo ha mostrado una mejor alineacién con la realidad para
algunos pilotos, como Verstappen, se siguen observando algunas discrepancias para
otros. Esto indica que, aunque el modelo ha mejorado en esta categoria, aln es necesario
realizar ajustes adicionales para optimizar su capacidad de prediccion para todos los

pilotos y condiciones posibles.
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Combinacion Humidity_TrackTemp: [1927.875., 2179.5]

Por ultimo, aqui vemos la comparacion entre las posiciones reales y las posiciones
predichas para los pilotos bajo las condiciones de humedad y temperatura de la pista
(agrupadas en el rango de Humidity TrackTemp: (1927.875, 2179.5)).

Comparacion de Posiciones Finales Reales vs Predichas bajo Humidity TrackTemp (agrupado): (1927.875, 2179.5]
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lHustracion 37: Comparacion de Posiciones Finales Reales vs Predicciones bajo la variable Humidity_TrackTemp

En primer lugar, se puede observar que las posiciones predichas para los pilotos como
Hamilton (HAM) y Verstappen (VER) estan alineadas con las posiciones reales, pero
siguen siendo bastante altas en comparacion con lo que se esperaria de estos pilotos en la
vida real, quienes suelen estar en las primeras posiciones. Esto indica que el modelo no
esta capturando de manera efectiva las dindmicas de rendimiento de los pilotos mas

competitivos bajo estas condiciones.

Ademas, para pilotos como Leclerc (LEC) y Vettel (VET), las posiciones predichas estan
desviadas, con predicciones que colocan a los pilotos en posiciones mucho mas altas de

lo que seria realista.
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6.2.2.3 RESULTADOS DEL MODELO 2 - VERSION 2

Como mencioné anteriormente, en un intento por mejorar los resultados, se implemento
una segunda version del modelo. Sin embargo, a pesar de los esfuerzos por afinar los

parametros y las caracteristicas, no se logré una mejora significativa en las predicciones.

ANALISIS DE PREDICCIONES EN FUNCION DE LAS CONDICIONES
CLIMATICAS

El primer andlisis que se obtuvo genero los resultados que se muestran a continuacion en
las gréficas, las cuales reflejan las comparaciones entre las posiciones reales y las
predichas en funcién de una combinacion climatica concreta (se han generado graficas
para todas las combinaciones, pero solo se explicardn algunas de las para evitar

redundancias).

Posiciones Reales vs Predichas en funcién de Pressure_WindSpeed (agrupado)
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llustracion 38: Comparacion de Posiciones Reales vs Predichas en funcion de Pressure_WindSpeed

Posicién Promedio
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Se puede observar que el modelo tiende a predecir posiciones que se agrupan
principalmente entre las posiciones 10y 12, sin cubrir un rango més amplio de posiciones.
Esta limitacion podrias deberse a que el modelo no esta capturando adecuadamente la
variabilidad necesaria para predecir posiciones extremas.
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Posiciones Reales vs Predichas en funcidn de WindSpeed WindDirection (agrupado)
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lustracion 39: Comparacion de Posiciones Reales vs Predichas en funcion de WindSpeed_WindDirection

Este comportamiento podria ser el resultado de un ajuste incorrecto de los parametros del
modelo o de una insuficiencia en los datos de entrenamiento, que no reflejan
adecuadamente todos los posibles escenarios de las posiciones de los pilotos. Ademas,

las predicciones de los pilotos mas alejados al podio parecen ser menos precisas.

Los rangos en el eje X de las graficas representan las agrupaciones de las variables
climaticas utilizadas para generar las predicciones. Cada bin o intervalo en el eje X
muestra un rango especifico de valores para cada factor climético (por ejemplo, AirTemp,
WindSpeed, etc.). Por ejemplo, un rango como "(-1.01, 202.1)" indica que el modelo ha
agrupado todas las observaciones que tienen valores dentro de este intervalo para una
determinada variable climatica. Este agrupamiento es Util para reducir la complejidad del
andlisis y facilitar la visualizacion de los resultados, pero también puede limitar la
capacidad del modelo para hacer predicciones precisas en intervalos especificos que no

estén bien representados en los datos de entrenamiento.
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ERROR MEDIO CUADRATICO (MSE) EN FUNCION DE CADA
COMBINACION CLIMATICA

Los graficos que se muestran reflejan el error medio cuadratico (MSE) calculado para
distintas combinaciones climéticas, lo que proporciona una visiéon de la precision del

modelo segun las condiciones atmosféricas. Estos resultados sugieren lo siguiente:

1. Para AirTemp_Humidity: EI MSE varia entre los diferentes rangos de la
combinacion de temperatura y humedad del aire, pero no muestra grandes
diferencias. Los valores mas bajos de MSE se encuentran en los rangos
intermedios, como el rango de (753.592, 1013.944), lo que indica que el modelo
podria estar funcionando mejor en estas condiciones, pero sin una mejora

destacada.

Error Medio Cuadratico (MSE) en funcién de AirTfemp_Humidity (agrupado)
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lustracién 40: MSE en funcién de la combinacién climética AirTemo_Humidity

2. Para WindSpeed_WindDirection: El error aumenta considerablemente para los
rangos de vientos mas fuertes, como en el intervalo (606.3, 808.4), lo que sugiere
que el modelo tiene mas dificultades para predecir las posiciones bajo estas
condiciones. Este aumento en el MSE indica que el modelo no esta capturando
adecuadamente los efectos de las direcciones del viento y las velocidades elevadas

en el desemperio de los pilotos.
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Error Medio Cuadratico (MSE)

Error Medio Cuadratico (MSE) en funcién de WindSpeed_WindDirection (agrupado)
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lHustracion 41:MSE en funcién de la combinacién climatica WindSpeed_WindDirection

3. Para Pressure_WindSpeed: Similar a los resultados anteriores, los valores del

MSE muestran una mayor variabilidad en los intervalos més extremos, como el

rango (3444.128, 4305.16), donde el error es mayor. Esto es porque el modelo

también tiene dificultades para manejar condiciones con altas variaciones en la

presion y velocidad del viento.

Error Medio Cuadratico (MSE)

Error Medio Cuadratico (MSE) en funcion de Pressure_WindSpeed (agrupado)

Pressure_WindSpeed (agrupado)

llustracion 42: MSE en funcion de la combinacion climatica Pressure_WindSpeed

En resumen, los resultados sugieren que el modelo tiende a ser menos preciso bajo
ciertas combinaciones extremas de condiciones climaticas, especialmente con vientos
mas fuertes y presiones inusuales. Aunque no se observa una mejora significativa con
respecto al primer analisis, estos graficos ayudan a entender mejor que factores

climaticos afectan la precision de las predicciones.
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6.2.3 MODELO 3: Evaluacion de la influencia de la posicion
de clasificacion en la posicion final en carrera

Este modelo se desarroll6 con el objetivo de predecir las posiciones finales de los pilotos
de Formula 1 en carrera basandose principalmente en sus posiciones de clasificacion y
otras variables relacionadas, como tiempos de vuelta, sectores, velocidad y condiciones
de los neumaticos. Durante el proceso, se construy6 un modelo de red neuronal multicapa
(MLP) que fue entrenado y evaluado utilizando datos historicos de multiples temporadas.
El objetivo principal fue analizar como la posicion de clasificacion influye en el resultado
final y qué factores adicionales podrian aportar al rendimiento en carrera.

En la siguiente tabla podemos ver un breve resumen de las caracteristicas de este modelo:

INPUT ARQUITECTURA DEL OUTPUT
MODELO
Posicion de clasificacion MLP con 3 capas ocultas Posicion final de un
(QualiPosition), tiempos de vuelta con 64, 32 'y 1 neuronas. piloto en la carrera.
(LapTime), tiempos de sectores Activacion ReLU y
(SectorlTime, Sector2Time, optimizacién con Adam

Sector3Time), tiempos acumulados de
sesion (SectorlSessionTime,
Sector2SessionTime,
Sector3SessionTime), velocidades
(Speedl1, Speedl2, SpeedFL, SpeedST),
vida (til y estado de los neumaticos
(TyreLife, FreshTyre, IsPersonalBest),
caracteristicas categéricas como el
piloto (Driver), el equipo (Team), el
compuesto del neumaético (Compound) y
el circuito (Circuit).

Tabla 6: Caracteristicas del Modelo 3

Este modelo representa una mejora directa del Modelo 1, por lo que su desarrollo mantuvo
unaestructura similar, pero incorporo elementos adicionales que enriquecieron el analisis.
El preprocesamiento incluyd las mismas técnicas utilizadas anteriormente, como la
codificacion One-Hot para variables categdricas y la normalizacion de caracteristicas

numeéricas, pero se afiadieron nuevas variables relacionadas con el rendimiento en carrera,
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como el estado de los neumaticos. Estas incorporaciones ampliaron la cantidad de
informacion disponible para el modelo y, en consecuencia, su capacidad predictiva.

La arquitectura del modelo también mantuvo la estructura de tres capas ocultas, pero se
adapto el numero de neuronas para manejar las nuevas caracteristicas de entrada. Al igual
que en el modelo anterior, se utilizaron la funcion de pérdida MSE y el optimizador
Adam, manteniendo préacticas como el recorte de gradientes para asegurar la estabilidad
del entrenamiento. Esta evolucidon permitié que el modelo ofreciera predicciones mas

detalladas y precisas, facilitando un analisis mas profundo del rendimiento de pilotos.

6.2.3.1 PROBLEMAS ENCONTRADOS

Durante el desarrollo del modelo, surgieron varios problemas que se tuvieron que resolver
para que todo funcionara correctamente. Estos desafios ayudaron a mejorar el modelo y
ajustar tanto los datos como el proceso de entrenamiento. A continuacion, se describen

los principales problemas que encontramos y como se abordaron:

e Problemas con los datos: Algunas columnas presentaban valores faltantes o
inconsistencias, como tiempos registrados como cadenas en lugar de valores
numeéricos. Esto requirid convertir formatos, imputar valores faltantes y eliminar

valores infinitos para garantizar la integridad de los datos.

e Incremento de dimensionalidad: La integracion de nuevas caracteristicas, como
tiempos de vuelta, velocidades y estado de los neumaticos, aumentd
significativamente la dimensionalidad, provocando inicialmente que el modelo
devolviera valores NaN. Esto se solucion6 ajustando la normalizacion y escalado de

los datos.

o Errores técnicos: Hubo problemas relacionados con indices en arrays y estructuras
de datos que causaron fallos durante el entrenamiento y la evaluacion. Estos se

resolvieron revisando el flujo de datos y ajustando el codigo correspondiente.

e Ajustes durante el entrenamiento: La aparicion de valores NaN en las primeras
iteraciones del modelo hizo necesario revisar las técnicas de preprocesamiento y el

manejo de caracteristicas para garantizar estabilidad durante el entrenamiento.
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A pesar de su complejidad, cada uno de estos problemas se resolvié de forma efectiva,
contribuyendo a un modelo mas preciso y robusto.

6.2.3.2 RESULTADOS DEL MODELO 3

Los resultados obtenidos en este modelo se presentan a través de diversas gréficas y
métricas que permiten analizar su desempefio. Se han generado visualizaciones como
diagramas de dispersion que comparan las posiciones reales con las predichas, graficos
de caja para observar la distribucion de las predicciones por posicién de clasificacion y
barras que muestran errores medios y probabilidades de mantener una buena posicién en
carrera. Estas representaciones graficas ofrecen una vision clara de la precision del

modelo y destacan tanto sus fortalezas como las areas en las que puede mejorar

DISTRIBUCION DE POSICIONES FINALES PREDICHAS POR POSICION DE
CLASIFICACION

A continuacién, se muestra una gréafica de caja que muestra la distribucién de las
posiciones finales predichas por el modelo para cada posicion de clasificacion inicial. En
el eje horizontal se representan las posiciones de clasificacion (del 1 al 20), mientras que
en el eje vertical se reflejan las posiciones finales predichas en la carrera. Cada caja ilustra
la mediana, el rango intercuartilico (entre el primer y tercer cuartil) y los valores atipicos

de las predicciones para cada posicion de clasificacion.
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llustracion 43: Distribucion de Predicciones de Posiciones Finales Segun la Posicion de Clasificacion Inicial
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El objetivo de esta grafica es evaluar la dispersion y la tendencia central de las
predicciones segln la posicion inicial en la clasificacion. Las cajas mas compactas
reflejan una menor variabilidad en las predicciones, mientras que las méas extendidas

indican una mayor dispersion.

Se observa que los pilotos que clasifican en posiciones mas altas (cercanas a 1) tienden a
tener predicciones de posiciones finales también altas, con una variabilidad reducida. Sin
embargo, a medida que la posicion de clasificacion empeora (hacia 20), la variabilidad en
las posiciones finales predichas aumenta significativamente. Esto sugiere que el modelo
tiene mayor dificultad para predecir con precision las posiciones finales de pilotos que

comienzan en posiciones mas bajas.

DESVIACION MEDIA DE LA POSICION REAL VS PREDICHA

La siguiente grafica muestra la desviacion media entre las posiciones reales finales y las
posiciones predichas por el modelo, agrupadas segin la posicion inicial en la
clasificacion. Indica cémo de lejos, en promedio, estan las predicciones del modelo

respecto a las posiciones reales finales para cada posicion de clasificacion.

Desviacion Media de la Posicion Final Real vs. Predicha Segln Posicion de Clasificacion
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lustracion 44: Relacion entre la Desviacién Media de Posiciones Predichas y la Posicion de Clasificacion

Este analisis refuerza las conclusiones obtenidas en la gréfica de dispersion anterior.
Ambas muestran que el modelo es mas preciso y consistente al predecir las posiciones

finales de los pilotos que parten desde posiciones de clasificacion altas, ya que presentan
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menor variabilidad en las predicciones. Esto podria explicarse por el hecho de que los
pilotos en estas posiciones suelen beneficiarse de condiciones mas favorables, como

estrategias mas estables o una menor exposicion a incidentes en carrera.

En cambio, a medida que las posiciones de clasificacion empeoran, tanto la dispersion
como la desviacion media aumentan, evidenciando que al modelo le resulta mas dificil
capturar con exactitud el desempefio de estos pilotos en carrera. Este aumento de la
desviacion refleja que las condiciones y estrategias de los pilotos con peores
clasificaciones son mas variables y complejas de modelar. Ademas, podria estar
relacionado con una mayor influencia de factores externos, como cambios en el clima,
estrategias de adelantamiento o incluso incidentes inesperados. Esto deja en claro una

tendencia recurrente en los resultados obtenidos.

PROBABILIDAD DE TERMINAR EN UNA BUENA POSICION (1-10)

Esta grafica muestra la probabilidad de que los pilotos mantengan una buena posicién
en carrera (definida como una posicion final entre 1 y 10) en funcion de su posicién de
clasificacion. De nuevo, se observa una tendencia clara: los pilotos que comienzan desde
posiciones altas en la clasificacion (mas cercanas a 1) tienen una alta probabilidad de
terminar en una buena posicion en carrera, con valores cercanos al 100%. Sin embargo,
esta probabilidad disminuye significativamente a medida que las posiciones de

clasificacion empeoran.
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llustracion 45: Probabilidad de mantener una buena posicion en carrera
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A partir de la posicion 10 en clasificacion, la probabilidad de mantener una buena
posicion en carrera cae de manera significativa, llegando a valores minimos en posiciones
finales de clasificacion como la 19 o 20. Esto evidencia que el desempefio en carrera esta
altamente influenciado por la posicion de salida, lo que sugiere que los pilotos con
posiciones de clasificacion bajas enfrentan mayores desafios para lograr buenos
resultados.

Estos resultados coinciden con las conclusiones obtenidas en las gréficas anteriores,
reforzando la idea de que el modelo es mas preciso al predecir para pilotos que
comienzan en posiciones altas de clasificacion. La tendencia observada, junto con la
disminucion de la probabilidad de mantener buenas posiciones en carrera desde
posiciones mas bajas, confirma que las condiciones de carrera para estos pilotos son mas
dificiles de modelar debido a factores como estrategias mas arriesgadas o limitaciones

inherentes al rendimiento.

DIAGRAMA DE DISPERSION DE POSICIONES REALES VS PREDICHAS EN
CARRERA

Este estudio se gener6 como parte de un analisis complementario para explorar la relacion
entre las posiciones reales en carrera y las predicciones del modelo. Su propoésito es
visualizar como se ajustan las predicciones a los resultados reales, tomando como
referencia la linea diagonal roja que indica una prediccién perfecta. En esta gréfica, cada
punto representa una prediccion realizada por el modelo, con el eje X mostrando la
posicion real del piloto al final de la carreray el eje Y mostrando la posicion predicha. La
linea roja punteada, denominada "Linea Ideal", refleja las predicciones perfectas, donde

la posicion real y la predicha coinciden.
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Posiciones Reales vs. Predichas en Carrera
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llustracion 46: Relacion entre Posiciones Reales y Predichas en Carrera

Los resultados reflejan una tendencia que coincide con los andlisis anteriores: el modelo
realiza predicciones méas precisas para los pilotos que terminan en mejores posiciones
finales, mientras que el error y la dispersion aumentan notablemente en las posiciones
mas bajas. Aunque la mayoria de los puntos estan cercanos a la linea ideal, lo que indica
un buen desemperfio general del modelo, se observa cierta dispersion, especialmente en
posiciones reales mas altas (es decir, para pilotos que terminaron en peores posiciones).
Esto sugiere que el modelo enfrenta mas dificultades para predecir con precision las
posiciones finales de estos pilotos. Esto refuerza la confianza en las conclusiones previas,
demostrando que las tendencias observadas no dependen de una Unica forma de
visualizacion, sino que son consistentes y generales tanto en el modelo como en los datos

analizados.
En definitiva, esta grafica confirma que el modelo funciona de manera mas solida para

predecir el desempefio de pilotos con buenas posiciones finales, pero encuentra mayores
desafios al intentar capturar el rendimiento de pilotos en los Gltimos puestos.
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ERROR MEDIO ABSOLUTO (MAE) SEGUN LA POSICION DE
CLASIFICACION DE LOS PILOTOS

Tambien decidi calcular el MAE porque es una métrica facil de interpretar que mide la
desviacion promedio entre las posiciones reales y las predichas. A diferencia del MSE,
no amplifica errores grandes, lo que la hace mas adecuada para evaluar un rango limitado
de valores como las posiciones en carrera. Este calculo me permitio identificar en qué
rangos el modelo es més preciso y donde enfrenta mayores dificultades, proporcionando

una vision clara de su desempefio y de las areas que podrian mejorarse

Error Medio Absoluto (MAE) segun la Posicién de Clasificacion
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llustracion 47: MAE segin la posicion de la clasificacion

La gréfica de la ilustracion 47 muestra el Error Medio Absoluto (MAE) del modelo en
relacion con la posicién de clasificacion de los pilotos. Cada punto en la linea representa
el promedio de la diferencia absoluta entre las posiciones reales y las predichas para un

grupo determinado de posiciones de clasificacion.

Se puede observar que el error es notablemente menor para los pilotos que parten desde
posiciones altas (cercanas a la 1), alcanzando su punto mas bajo entre las posiciones 3y
5, lo que indica una mayor precision del modelo en estos casos. Sin embargo, a medida
que las posiciones de clasificacion empeoran, especialmente a partir de la posicion 15, el

MAE incrementa de forma considerable, alcanzando su valor mas alto en la posicion 20.

Al igual que las graficas anteriores, esta visualizacion del MAE refuerza la conclusion de

que el modelo tiene un mejor desempefio para predecir las posiciones finales de los pilotos
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que clasifican en los primeros lugares. Aunque llegamos a la misma conclusion que con
los resultados anteriores, este analisis era importante para evaluar el desempefio del
modelo desde una perspectiva cuantitativa y no solo visual. Al calcular el MAE, hemos
podido medir de forma concreta como varia la precision del modelo en funcion de la
posicion de clasificacion, lo que fortalece la confianza en los hallazgos observados en las

graficas previas.

PREDICCION DE POSICION EN CARRERA SEGUN POSICION DE
CLASIFICACION

La siguiente grafica, junto con la tabla de resultados presentada més adelante, forma parte
de un analisis que busca evaluar la precision del modelo al predecir las posiciones finales

de los pilotos en carrera en funcion de su posicion de clasificacion y otras caracteristicas.
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lustracion 48: Relacion entre Posicion Real y Predicha en Carrera segln la Posicion de Clasificacion

En la gréfica se representan las posiciones reales en el eje X y las predicciones del
modelo en el eje Y, acompafiadas de una linea roja que marca las predicciones perfectas,
pudiendo asi comparar ambos resultados. Cada punto corresponde a un piloto y su color
refleja su posicion de clasificacion inicial. Los puntos cercanos a la linea roja indican
predicciones precisas, algo que es especialmente evidente en las mejores posiciones

finales. Sin embargo, a medida que las posiciones reales aumentan (es decir, los
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resultados son peores), se observa una mayor dispersion, reflejando que al modelo le

cuesta mas predecir con precision estos casos.

Por otro lado, la tabla muestra ejemplos especificos, incluyendo el nombre del piloto, el
circuito, la posicion de clasificacion, la posicion real y la posicion predicha por el modelo.
Estos ejemplos muestran una comparacion entre las posiciones reales y las predichas para
un determinado piloto en un circuito especifico. Esto permite observar casos concretos,

identificando situaciones en las que el modelo tiene un mejor o peor desempefio.

Driver Circuit QualiPosition Real Position Predicted Position
e PER Mexico 11.8 7.0 9.545418
1 STR Abu Dhabi 13.0 13.9 12.562973
2 NOR Turkey 8.8 7.0 8.516489
3 NOR Qatar 6.8 8.8 6.724189
4 GRO Brazil 8.8 9.8 11.423935
5 LAT Austria 16.0 19.9 16.840387
6 GAS Azerbaijan 4.9 5.0 7.825212
7 STR Spain 18.0 17.9 13.839619
8 MAG Mexico 17.0 17.9 15.648249
9 HAM Mexico 6.8 5.0 4.879415

Tabla 7: Predicciones del Modelo por Piloto y Circuito

Las columnas incluyen el nombre del piloto ("Driver"), el circuito en el que compitid
("Circuit™), su posicion de clasificacion ("QualiPosition™), la posicion real en carrera

("Real Position™) y la posicién predicha en carrera por el modelo ("Predicted Position").

Ademas, cabe destacar que esta tabla de resultados se gener6 automéaticamente a partir de
un script en Python, que combina las predicciones del modelo con datos del conjunto de
prueba, como el piloto, el circuito y la posicién de clasificacion. Los pilotos y circuitos
que aparecen en la tabla fueron seleccionados aleatoriamente del conjunto de prueba, lo
que permite analizar como se comporta el modelo en diferentes situaciones de manera

representativa.

La tabla complementa este andlisis al proporcionar detalles concretos de pilotos y
circuitos, lo que permite explorar de manera mas especifica donde el modelo logra
predicciones mas acertadas o encuentra mayores dificultades. Ambas herramientas
coinciden en confirmar que el modelo es mas fiable para pilotos con buenas posiciones
iniciales y finales, mientras que presenta desafios significativos al tratar los ultimos

puestos. Este analisis no solo refuerza las conclusiones obtenidas en visualizaciones
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previas, sino que también valida que estas tendencias son consistentes y no dependen de

una sola forma de evaluacion.

En conjunto, las diferentes visualizaciones generadas no solo confirman las conclusiones
ya obtenidas, sino que también resaltan la importancia de utilizar diversas perspectivas
graficas para validar el rendimiento del modelo. Aunque todas las gréficas muestran
esencialmente el mismo patron (mejor precision en las predicciones para pilotos con
buenas posiciones finales y mayores dificultades en las posiciones mas bajas), analizarlas
en conjunto permite entender mejor tanto las fortalezas como las limitaciones del modelo,

ademas de los factores externos que podrian estar afectando su desempefio.

6.2.3.3 CONCLUSION DEL MODELO 3

Este modelo demuestra un desempefio solido al predecir las posiciones finales en carrera,
particularmente para los pilotos que clasifican en posiciones altas. Esto indica que el
modelo es capaz de identificar y capturar patrones claros en los datos para este grupo,
ofreciendo predicciones consistentes y precisas. Sin embargo, su precision disminuye de
forma notable al tratar de predecir las posiciones finales de pilotos con clasificaciones
iniciales bajas, lo cual puede atribuirse a una mayor incertidumbre y variabilidad en las

estrategias de carrera y factores externos que afectan a estos pilotos.

En general, el modelo cumple adecuadamente con su objetivo en escenarios donde las
condiciones son mas predecibles, pero encuentra limitaciones al abordar las dificultades
de los pilotos con peores posiciones de salida. Esto sugiere que, aunque el modelo
proporciona informacion valiosa, existen areas que podrian optimizarse para mejorar su

capacidad de generalizacion en contextos mas diversos.
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6.2.4 MODELO 4: Impacto de la Estrategia de Neumaticos en

el Rendimiento por Piloto

El objetivo principal del Modelo 4 es evaluar como distintas estrategias de carrera
impactan en el rendimiento de los pilotos de Formula 1. Esto incluye analizar estrategias
de paradas en boxes, el uso de diferentes compuestos de neumaticos, el impacto del
desgaste de estos y la influencia de las condiciones de la pista. EI enfoque es simular
diversos escenarios para determinar como estas decisiones afectan la posicion final de los
pilotos, proporcionando una comprension integral de los factores clave que pueden influir

en el resultado de una carrera.

A lo largo del desarrollo del modelo, se realizaron multiples simulaciones y
visualizaciones para entender el comportamiento del rendimiento del piloto bajo
diferentes condiciones. En la presente documentacion se detallan todas las pruebas,
calculos y visualizaciones realizados, incluyendo las conclusiones obtenidas, tanto de los

resultados exitosos como de aquellos que no mostraron variabilidad significativa.

6.2.4.1 OBJETIVOS ESPECIFICOS DEL MODELO 4

1. Evaluar el Impacto de las Estrategias de Paradas en Boxes: Determinar cuando
es el mejor momento para realizar una parada en boxes para minimizar la pérdida

de posicion y mejorar el rendimiento global de la carrera.

2. Simular Estrategias de Paradas Multiples: Evaluar el impacto de realizar mas de
una parada en boxes durante la carrera’y cdmo se compara con estrategias de paradas

Unicas.

3. Impacto del Desgaste de Neumaticos en el Rendimiento del Piloto: Estudiar
como el desgaste de los neumaticos afecta el rendimiento del piloto a lo largo de la

carrera.

4. Impacto de las Condiciones de la Pista en el Rendimiento del Piloto: Analizar
como diferentes estados de la pista (bandera amarilla, coche de seguridad, etc.)

influyen en la posicion final del piloto.
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6.2.4.2 ARQUITECTURA DEL MODELO - VERSION INCIAL:
LSTM

En el desarrollo del Modelo 4, se exploraron dos versiones utilizando arquitecturas
diferentes para abordar este modelo. En este apartado se describe en detalle la primera
implementacion realizada y se exponen las razones por las cuales se opt6é por un cambio

en la arquitectura.

En la primera versién del modelo, se implementd una arquitectura basada en redes
neuronales LSTM (Long Short-Term Memory). Esta eleccién inicial se justifico por la
capacidad de las LSTM para capturar dependencias temporales en datos secuenciales,

como los de las vueltas en una carrera. La arquitectura disefiada incluia:

1. Capa de Entrada: Procesaba las caracteristicas de las vueltas, incluyendo

tiempos de vuelta, desgaste de neumaticos, compuestos y estados de la pista.
2. Capa LSTM: Con 50 unidades para modelar relaciones temporales.
3. Capa de Dropout: Con una tasa del 20% para prevenir sobreajuste.

4. Capa Densa: Una Unica unidad de salida con activacion lineal para predecir

posiciones.

5. Funcion de Pérdida y Optimizacion: Se utilizé el MSE como métrica de error y
el optimizador Adam.

Aunque los resultados iniciales mostraron cierto grado de coherencia con las dinamicas
temporales del problema, se detectaron errores en las predicciones. Las graficas
generadas reflejaron inconsistencias en los patrones esperados, como una falta de
sensibilidad a ciertos cambios en las estrategias de neumaticos. Esto llevo a la decision

de explorar una arquitectura diferente, la cual se explicard y detallara mas adelante.

104



6.2.4.3 PROBLEMAS ENCONTRADOS EN EL DESARROLLO CON
LSTM

Durante el desarrollo de la primera version del Modelo 4, basada en una arquitectura
LSTM, surgieron varios desafios que afectaron a los resultados y llevaron a reconsiderar
la arquitectura empleada. A continuacién, se detallan los principales problemas

encontrados:

1. Inconsistencia en las Predicciones
Las graficas generadas a partir de las predicciones del modelo mostraban

comportamientos inesperados, como:

e Falta de sensibilidad a cambios estratégicos significativos, como el impacto

de las paradas en boxes o el desgaste de neumaticos.

e Patrones irregulares en las posiciones predichas que no reflejaban
adecuadamente las dinamicas esperadas en las carreras, como la pérdida de

posiciones tras una parada en boxes y la posterior recuperacion.

2. Tiempos de Entrenamiento Prolongados
El entrenamiento del modelo fue considerablemente lento debido a la naturaleza
secuencial de las LSTM. Esto dificulté la experimentacion rapida con diferentes
configuraciones y la basqueda de mejores hiperparametros.

3. Limitaciones en la Captura de Relaciones Globales
Aunque las LSTM lograron capturar ciertas relaciones temporales locales, no
pudieron modelar con precision relaciones globales entre las vueltas, como el impacto

acumulativo del desgaste de neumaticos o las dinamicas generales de la carrera.

4. Falta de Interpretabilidad en las Predicciones
La naturaleza de "caja negra" de las LSTM dificulté entender como las variables
de entrada estaban influyendo en las predicciones. Esto complico el anélisis de qué

factores estratégicos tenian un mayor impacto en el rendimiento del piloto.
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Estos problemas hicieron que el modelo LSTM no pudiera cumplir bien con los objetivos,
como analizar las estrategias de neumaticos y las condiciones de la pista con precision.
Aunque al principio las LSTM parecian una buena opcion, los inconvenientes que
surgieron llevaron a probar un modelo Transformer, que resulto ser mucho mas adecuado

para este caso.

6.2.4.5 RESULTADOS DEL MODELO CON LSTM

EVOLUCION DE LA PERDIDA DE ENTRENAMIENTO Y EVALUACION

Durante el entrenamiento del modelo, se realizd un seguimiento de las pérdidas de
entrenamiento y validacion, tal como se muestra en la ilustracion 49. Las curvas indican
una reduccidn progresiva de la pérdida, con una convergencia entre ambas hacia el final
del entrenamiento. Esto demuestra que el modelo fue capaz de aprender de manera

efectiva, evitando problemas como el sobreajuste.

Evolucién de la Pérdida de Entrenamiento y Validacion
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lHustracion 49: Curva de Pérdida durante el Entrenamiento y Validacion del Modelo con LSTM
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COMPARACION ENTRE POSICIONES PREDICHAS Y REALES

En este andlisis hemos comparado las posiciones reales (representadas en azul) con las
predichas por el modelo (en naranja) para diferentes secuencias. En general, ambas lineas

se mantienen bastante cercanas, lo que indica que el modelo ha sido capaz de capturar de

manera adecuada el comportamiento observado en la realidad.
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llustracion 50: Comparacion entre Posiciones Reales y Predichas por el Modelo con LSTM

Aunque existen algunos puntos en los que las predicciones presentan desviaciones
respecto a las posiciones reales, esto es comprensible debido a la dificultad de modelar
carreras de Formula 1, donde intervienen numerosos factores. A pesar de estas diferencias
puntuales, el modelo sigue correctamente las tendenciales generales: cuando las
posiciones reales aumentan o disminuyen, las predicciones reflejan cambios similares.

Esto evidencia que el modelo ha logrado comprender la dinamica general de la

competicion.
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SIMULACION DE CARRERA CON Y SIN PARADA EN BOXES

Tambien se ha analizado el desempefio de un piloto bajo dos estrategias distintas: una sin

paradas en boxes (linea azul) y otra con una parada estratégica en la vuelta 10 (linea roja
punteada).
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llustracion 51: Impacto de las Paradas en Boxes - LSTM
Sin Parada:

La linea azul muestra el desempefio del piloto durante la carrera sin realizar ninguna
parada en boxes empezando desde la posicion 10, donde se observa que la posicion
predicha varia a lo largo de las vueltas debido a los factores de cambio que se introdujeron
para simular condiciones como el trafico en pista y el rendimiento del vehiculo. Este

comportamiento refleja la competencia entre los pilotos en un escenario donde no se
realizan ajustes estratégicos importantes

Parada en la vuelta 10

La linea roja punteada representa lo que sucede al realizar una parada estratégica en la
vuelta 10. A diferencia de lo esperado, el grafico muestra que la posicion mejora
inmediatamente después de la parada, acercandose al valor 1 (habiendo entrado a boxes
mientras el piloto se encontraba en la posicion 9), lo que no corresponde con la realidad
de una carrera. En situaciones reales, la parada deberia causar una pérdida inicial de
posiciones, mostrando valores més altos, para después recuperarlas con el paso de las
vueltas gracias al uso de neumaticos nuevos. Este resultado erroneo fue una de las razones

que llevo a probar una version mejorada del modelo usando un Transformer Encoder, que
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permitié captar mejor las relaciones entre las vueltas y representar de forma mas real lo

que ocurre en una carrera.

IMPACTO DEL DESGASTE DE NEUMATICOS EN EL RENDIMIENTO

Para el siguiente estudio, se analizé el desgaste de los neumaticos en detalle para entender

como afecta el desgaste de los neumaticos a las posiciones predichas.

Impacto del Desgaste de Neumaticos en el Rendimiento
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lHustracion 52: Evolucion de la Posicion Final Predicha en Funcion del Desgaste de Neumaticos - LSTM

Podemos observar en la grafica un incremento evidente en la posicion predicha, lo que
representa una caida en el rendimiento del piloto a medida que avanza la carrera, algo
I6gico debido al desgaste progresivo de los neumaticos. No obstante, si la pendiente del
incremento es demasiado pronunciada, podria indicar que el efecto del desgaste ha sido

sobrerrepresentado 0 no esta correctamente ajustado en el modelo.
Un detalle interesante es que alrededor de la vuelta 20 se detecta un "punto critico", donde

el deterioro en la posicion se acelera notablemente. Este fendmeno podria ser investigado

mas a fondo para identificar estrategias 6ptimas de cambio de neumaticos.
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IMPACTO DE LAS CONDICIONES DE LA PISTA EN EL RENDIMIENTO DEL
PILOTO

En este apartado se examinan las diferentes condiciones de la pista y su impacto en la
posicion final predicha de los pilotos. Cada barra de la gréfica representa una condicion

especifica:

e Condicidn 1: Pista despejada. No hay incidentes, banderas ni limitaciones. Los
pilotos pueden competir sin restricciones.

e Condicién 2: Bandera amarilla. Se ha producido un incidente y los pilotos deben
reducir la velocidad en una parte de la pista, sin adelantamiento permitidos en la
zona afectada.

e Condicién 4: Coche de seguridad. Un coche de seguridad esta en pista, y todos
los pilotos deben reducir la velocidad y alinearse detras del coche. Esta prohibido
adelantar.

e Condicién 5: Bandera roja. La carrera se suspende temporalmente debido a un
incidente grave o condiciones peligrosas. Todos los pilotos deben detenerse y la
carrera se pausa hasta que sea seguro reanudarla.

e Condicién 6: Coche de seguridad virtual (VSC) desplegado. Todos los pilotos
deben reducir la velocidad a un delta de tiempo especifico para mantener una
velocidad segura, sin adelantamientos.

e Condicién 7: Fin del coche de seguridad virtual (VSC). Esta condicion indica
el momento en el que el coche de seguridad virtual se retiray se reanuda la carrera

con normalidad.

Sin embargo, no se incluye la Condicion 3, ya que, segun la documentacién de FastF1,
esta no tiene una definicién clara o un significado especifico. Dado que desconozco su
naturaleza, he optado por omitirla en el analisis principal para evitar posibles alteraciones

en los datos o interpretaciones erroneas.
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Impacto de las Condiciones de la Pista en el Rendimiento del Piloto

Posicion Final Predicha

Condicion 1 Condicion 2 Condicion 4 Condicion 5 Condicion 6 Condicion 7
Condicion de la Pista

llustracion 53: Efecto de las Condiciones de la Pista en las Posiciones Finales Predichas - LSTM

Podemos observar como la Condicion 1 (Pista Despejada) muestra el mejor rendimiento
con posiciones finales predichas mas cercana a la parte superior de la clasificacion
(valores més bajos en la grafica). Esto es esperado, ya que una pista despejada permite a
los pilotos mantener un ritmo constante y sin interrupciones. En cambio, con la presencia
de una bandera amarilla (Condicién 2) se observa un deterioro en el rendimiento en
comparacion con la condicién 1. Como he mencionado anteriormente, las banderas
amarrillas suelen reducir la velocidad en ciertos sectores, lo que afecta el tiempo por
vuelta, y por tanto la posicidn final. Similar a la condicién 2, pero con un impacto

ligeramente mayor tenemos la Condicion 4 (Coche de Seguridad).

En el caso de una Bandera Roja (Condicion 5), esta muestra un impacto algo
comparable al del coche de seguridad. Como las banderas rojas suelen detener la carrera,

la estrategia y el ritmo se pueden ver afectados, especialmente si ocurre cerca del final.

La Condicién 6 (Coche de Seguridad Virtual) aunque tiene un impacto menor que el
coche de seguridad completo (situacion de bandera roja), aun se refleja una pérdida en el
rendimiento debido a la limitacion de velocidad en ciertas zonas.

Por ltimo, la Condicién 7 (Fin del Coche de Seguridad Virtual) tiene el peor impacto,

con las posiciones finales mas desfavorables. Esto podria estar relacionado con una
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estrategia mal ajustada después de la reanudacion, donde los pilotos intentan recuperar
tiempo perdido per enfrentan mayor competencia.

6.2.4.6 ARQUITECTURA DEL MODELO - VERSION FINAL:
TRANSFORMER

Como mencioné anteriormente, tras analizar las limitaciones del modelo basado en
LSTM, decidi implementar una version mejorada utilizando un Transformer Encoder.
Esta arquitectura es conocida por su capacidad para capturar relaciones complejas entre
los elementos de una secuencia, gracias a su mecanismo de autoatencion, lo que la hace

adecuada para este tipo de problemas.

El modelo implementado cuenta con los siguientes componentes principales:

1. Capa de Entrada: Esta capa transforma las caracteristicas de las vueltas (como
tiempos de sectores, desgaste y compuestos de neumaticos, velocidades y estados
de pista) en un espacio de representacion de mayor dimension mediante una capa

densa. Este paso es fundamental para preparar los datos para las capas posteriores.

2. Capa de Transformer Encoder: Aqui implemente dos capas
“TransformerEncoderLayer”, cada una con:

e Autoatencién Multi-Cabezal: Utilicé cuatro cabezas de atencion, lo que
permite al modelo identificar relaciones importantes entre diferentes
vueltas dentro de la secuencia, como la influencia de una parada en boxes
en vueltas posteriores.

e Capa Feed-Forward: Incluye una red densa que refuerza las
representaciones aprendidas después del médulo de autoatencion.

e Dropout y Normalizacion: Para evitar sobreajustes y estabilizar el
entrenamiento, apliqué una tasa de dropout del 30% y normalizacion en

cada subcapa.

3. Capa de Prediccion: La salida correspondiente al dltimo paso temporal de la
secuencia (Gltima vuelta analizada) se extrae y pasa por una capa densa que genera

una prediccion escalar, representando la posicion estimada del piloto.
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4. Funcion de Pérdida y Optimizacién: Elegi la funcion de pérdida MSE para

medir el error en las predicciones, al tratarse de un problema de regresion.

Ademas, utilicé el optimizador Adam con regulacion L2 para mejorar la

estabilidad del entrenamiento.

Hiperparametros del Modelo

En la siguiente tabla se presenta un resumen de los hiperparametros utilizados en esta

version son los siguientes:

Hiperparametros Valor Descripcion

Dimension oculta 32 Espacio interno de representacién en cada
capa del Transformer

NUmero de cabezas 4 NUmero de cabezas de atencion en cada
capa del Transformer Encoder

Numero de capas 2 Numero de capas
TransformerEncoderLayer utilizadas

Dropout 0.3 Tasa de dropout aplicada para prevenir el
sobreajuste

Funcion de pérdida MSE Meétrica utilizada para evaluar el error en la
tarea de regresion

Optimizacion Adam Optimizador empleado con regularizacion

L2
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6.2.4.7 PROBLEMAS ENCONTRADOS EN EL DESARROLLO CON
TRANSFORMER

Durante la implementacion de esta version del modelo tambien tuve que enfrentarme a
varios problemas importantes que requirieron ajustes en la configuracion y el disefio del
modelo. A pesar de estas dificultades, cada reto fue una oportunidad para refinar la
arquitectura y mejorar su rendimiento. A continuacion, se explican los principales

problemas y las soluciones aplicadas:

1. Altos Tiempos de Entrenamiento: Uno de los problemas mas comun fue el
tiempo que tomaba entrenar el modelo, ya que, la naturaleza compleja del
Transformer, combinada con el volumen de los datos procesados, ralentizaba las

iteraciones necesarias para ajustar los hiperpardmetros y evaluar los resultados.

Para resolver este problema lo que hice fue reducir la dimensién oculta, el nimero
de capas y el numero de cabezas de atencion. Estos ajustes mejoraron
significativamente la velocidad de entrenamiento sin comprometer la capacidad

predictiva del modelo.

2. Problemas con la Configuracion del Dispositivo: Durante las primeras pruebas,
encontré dificultades para asignar correctamente el modelo y los datos al
dispositivo adecuado (CPU o GPU), lo que gener6 errores que interrumpieron el

entrenamiento y requirieron ajustes en la configuracion inicial.

Solucioné este problema implementando una configuracion explicita para detectar
automaticamente el dispositivo disponible (cuda o cpu) y asegurar que tanto los
datos como el modelo se asignaran correctamente, resolviendo el problema de

manera efectiva.

3. Manejo de Secuencias de Diferente Longitud: Al procesar las vueltas de
carreras como secuencias, me di cuenta de que no todas las entradas tenian la
misma longitud, y esto generaba inconsistencias al procesar las secuencias al

Transformer, que requiere que las entradas sean uniformes.
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Para solucionar este problema implemente un esquema para truncar las secuencias
mas largas y rellenar las mas cortas con valores neutros (padding). Esto garantizé
que todas las secuencias tuvieran la misma longitud permitiendo que el modelo

las procesara correctamente.

6.2.4.8 RESULTADOS DEL MODELO CON TRANSFORMER
ENCONDER

En este apartado se explicaran los resultados obtenidos con la version del modelo
desarrollada con Transformer Encoder, y se destacaran las diferencias méas relevantes
respecto a la version anterior basada en LSTM, resaltando las ventajas del Transformer

en este contexto.

EVOLUCION DE LA PERDIDA DE ENTRENAMIENTO Y EVALUACION

En esta grafica podemos ver como a diferencia de la LSTM, el Transformer alcanza una
convergencia mas rapida, lo cual era esperable dada su capacidad para procesar las
relaciones dentro de una secuencia de forma simultanea en lugar de hacerlo de manera

secuencial.

Evolucion de la Pérdida de Entrenamiento y Validacion
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lustracion 54: Curva de Pérdida durante el Entrenamiento y Validacion del Modelo con Transformer

El Transformer presenta una disminucién significativa de la pérdida tanto en

entrenamiento como en validacion durante las primeras 10 épocas, estabilizandose entre
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las épocas 15 y 20. Este comportamiento refleja su capacidad para captar relaciones

globales en las secuencias de manera eficiente, sin necesidad de tantas iteraciones como

la LSTM.

Podemos apreciar como igual que con la LSTM, la pérdida de validacién se mantiene

cercana a la de entrenamiento a lo largo del proceso, lo que indica una buena

generalizacion del modelo. Esto sugiere que el Transformer no solo aprende patrones

relevantes, sino que ademas evita sobre ajustarse a los datos. En cuanto a la estabilizacion

de la pérdida, esta ocurre de forma temprana, con valores bajos y consistentes a partir de

la época 20. Esto contrasta con la LSTM, que mostrd una disminucion mas progresiva y

requirié mas épocas para estabilizarse.

La siguiente tabla muestra un resumen de las diferencias mas importantes:

Criterio

Transformer

LSTM

Velocidad de
Convergencia

Se estabiliza bastante antes, sobre la

época 15.

Necesita entre 30 y 40
épocas para alcanzar un

comportamiento estable.

Relaciones
Capturadas

Captura relaciones globales en toda la

secuencia de manera simultanea.

Procesa las relaciones paso
a paso, lo que aumenta el

tiempo de entrenamiento.

Consistencia
entre
Pérdidas

La pérdida de validacion sigue de cerca
a la de entrenamiento con menos

iteraciones.

La pérdida de validacion
tambien sigue de cerca a la
de entrenamiento, pero

requiere mas iteraciones

para lograrlo.

Tabla 8: Comparacion entre Transformer y LSTM
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COMPARACION ENTRE POSICIONES PREDICHAS Y REALES

En este caso, aunque el Transformer presenta un buen rendimiento, la gréfica de laLSTM
[ilustracion 50] parece mostrar un ajuste mas preciso en términos globales, con
predicciones que se alinean mas estrechamente con las posiciones reales en la mayoria de
los casos, pues las desviaciones entre las posiciones predichas y reales son mas notorias
en algunos puntos en el Transformer, especialmente en secuencias de alta variabilidad.
En este aspecto, la LSTM parece ofrecer predicciones mas consistentes.
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llustracion 55: Comparacion entre Posiciones Reales y Predichas por el Modelo con Transformer

SIMULACION DE CARRERA CON Y SIN PARADA EN BOXES

A diferencia de los resultados obtenidos con la LSTM, los cuales no eran coherentes, he

podido sacar conclusiones mucho mas precisas y realistas con esta version del modelo
desarrollada con Transformer Encoder.

Se observa que, tras realizar la parada en la vuelta 10 (linea roja punteada), hay una
pérdida inmediata de posiciones, lo cual es coherente con la dindmica real de una carrera.
Posteriormente, el piloto deberia comenzar a recuperar posiciones debido al beneficio de
los neumaticos nuevos, demostrando un mejor rendimiento en las vueltas posteriores. En
cambio, la linea azul (sin paradas) se mantiene estable, reflejando que el rendimiento sin

intervencion estratégica (como las paradas) sigue un comportamiento predecible.
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Comparacién de Posiciones con y sin Paradas en Boxes
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llustracion 56: Impacto de las Paradas en Boxes - TRANSFORMER

Las tendencias observadas son Idgicas y alineadas con lo que sucede en un contexto real
de carrera. Esto demuestra que el Transformer capta mejor las relaciones globales y
locales en los datos, proporcionando una representacion mas precisa. Esta fue una de las

razones principales por la que se opt6 probar esta version mejorada del modelo.

IMPACTO DEL DESGASTE DE NEUMATICOS EN EL RENDIMIENTO

La siguiente grafica muestra como el desgaste de los neumaticos afecta a la posicién final

predicha de un piloto a lo largo de 50 vueltas.
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lHustracion 57: Evolucion de la Posicion Final Predicha en Funcion del Desgaste de Neumaticos - Transformer
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Al inicio de la carrera, el modelo predice una posicién relativamente estable alrededor de
la posicion 12. Sin embargo, conforme avanza el nimero de vueltas, el desgaste de los
neumaticos comienza a tener un impacto progresivo en el rendimiento. Vemos también
como en torno a la vuelta 20, la posicidn predicha mejora considerablemente,
alcanzando un punto éptimo alrededor de la posicion 9. Este descenso en el valor de la
posicion (aumento de posicién en la F1) podria estar relacionado con una simulacion de
condiciones favorables, como un breve periodo de mejor gestion del desgaste o

circunstancias en pista que benefician al piloto.

A partir de la vuelta 25, el modelo muestra un aumento pronunciado en la posicién
predicha, lo que indica un claro deterioro en el rendimiento del piloto debido al desgaste
acumulativo de los neumaticos. Este comportamiento resalta como la degradacion afecta

considerablemente a la capacidad de mantener un buen ritmo.

Finalmente, en las Gltimas vueltas, la posicion predicha se estabiliza alrededor de la
posicion 14. Esto sugiere que, aunque el deterioro es severo, el modelo identifica un punto

en el que las condiciones no empeoran significativamente més alla de un cierto limite.

Las diferencias clave con respecto al modelo basado en LSTM es que el modelo basado
en Transformer muestra cambios méas dindmicos en el rendimiento a lo largo de la carrera,
mientras que el LSTM genera un resultado mas plano y uniforme, sin reflejar tantas
variaciones. Por otro lado, el Transformer demuestra una mayor sensibilidad a los efectos
acumulativos del desgaste de los neumaticos, identificando claramente momentos clave

de mejora y deterioro, algo que el LSTM no logré captar de manera tan evidente.
La grafica obtenida con esta version del modelo captura mejor las fluctuaciones y los

puntos de inflexion que se esperan en un entorno tan competitivo como una carrera de

Férmula 1.
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IMPACTO DE LAS CONDICIONES DE LAPISTA EN EL RENDIMIENTO DEL
PILOTO

Por ultimo, voy a comparar esta grafica que al igual que la vista en la version LSTM de
este modelo, muestra el impacto de las distintas condiciones de la pista en la prediccion

de la posicién final del piloto.

Impacto de las Condiciones de la Pista en el Rendimiento del Piloto
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llustracion 58: Efecto de las Condiciones de la Pista en las Posiciones Finales Predichas - Transformer

Lo primero que vemos es que, en este modelo la condicion 1 (pista despejada) presenta
un valor bajo en la prediccién de la posicién final, mientras que la condicién 7 (fin del
coche de seguridad virtual) muestra un valor significativamente alto. Este patron es
similar al observado con LSTM, aunque la magnitud de la prediccion para la condicion 7
parece ser mas pronunciada en el Transformer, lo que podria indicar una mayor
sensibilidad del modelo a esta condicion especifica. En el caso de la condicion 2 (bandera
amarilla), la posicion predicha alcanza un pico mas alto que con LSTM, mientras que las
condiciones intermedias (4, 5 y 6) muestran una distribucion de predicciones mas

uniforme, con barras relativamente cercanas entre si.

En conclusién, el modelo Transformer demuestra ser mas adecuado para este analisis, ya
que refleja de manera mas detallada y realista como las distintas condiciones de la pista
afectan al rendimiento del piloto. Mientras que el LSTM ofrece un panorama mas general,
el Transformer es capaz de capturar las variaciones clave y proporcionar informacién mas

atil para la interpretacion y toma de decisiones estratégicas.
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6.2.4.9 CONCLUSION DEL MODELO 4

A partir de los resultados y comparaciones expuestos, se puede concluir que la
arquitectura basada en el Transformer Encoder proporciona ventajas significativas frente
ala LSTM en la prediccion de posiciones durante una carrera de Formula 1. En primer
lugar, el Transformer converge de manera mas rapida, tal como lo demuestra la
estabilizacion temprana de la pérdida en entrenamiento y validacion. Ademas, su
capacidad de procesar simultdneamente las relaciones en la secuencia le permite capturar
con mayor precision los cambios y fluctuaciones en factores importantes, como el

desgaste de los neumaticos, las paradas en boxes y las condiciones de la pista.

Aunque la LSTM logra un ajuste puntual mas preciso en ciertos tramos, la vision global
y la eficiencia del Transformer lo convierten en una opcién mas soélida para la toma de
decisiones estratégicas en escenarios complejos. En definitiva, el modelo basado en
Transformer Encoder ofrece un comportamiento mas realista y coherente, lo que hace que
sea una alternativa superior para el analisis y la optimizacion del rendimiento en carreras

de Férmula 1.
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CAPITULO 7:

CONCLUSIONES Y TRABAJOS
FUTUROS
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7.1 Conclusiones

Este trabajo de fin de grado ha sido una experiencia enriquecedora que combind
conceptos tedricos avanzados con aplicaciones practicas en el &mbito de la Férmula 1, un
deporte que representa la maxima expresion de la ingenieria y el analisis de datos. Durante
el desarrollo, se enfrentaron diversos retos relacionados con la implementacion de
modelos de machine learning, destacando la importancia de los datos de telemetria como

base para predecir el rendimiento de pilotos y coches.

A lo largo del proyecto, se desarrollaron cuatro modelos predictivos enfocados en
aspectos clave del rendimiento en carrera, como la prediccion de posiciones finales, el
impacto de las condiciones climaticas, la influencia de la posicion de clasificacion y el
papel estratégico de las paradas en boxes. Cada modelo presentd desafios especificos,
desde la falta de datos en ciertas areas hasta problemas con el ajuste de hiperparametros
y la eleccion de arquitecturas adecuadas, que incluyeron desde redes MLP hasta redes
Transformer. Afrontar estos retos requirié no solo un analisis técnico detallado, sino

también adaptabilidad y un enfoque iterativo en la metodologia de trabajo.

El proyecto también permitid aplicar diversas herramientas tecnoldgicas, como Python,
Google Colab, Visual Studio Code y bibliotecas especializadas como FastF1, Pandas,
NumPy, Matplotlib, PyTorch y Scikit-learn. Estas herramientas facilitaron tanto la

extraccion y procesamiento de los datos para la creacion y evaluacion de modelos solidos.

Asi mismo, el aprendizaje adquirido en la implementacién de machine learning en un
caso real ha sido invaluable. Permitié desarrollar habilidades para identificar datos
relevantes, manejar grandes volimenes de informacidn y optimizar modelos con técnicas
como el balanceo de clases y el ajuste de hiperparametros. Mas alla de los nimeros, este
proyecto demostré como el machine learning puede convertir datos complejos en

herramientas predictivas con aplicaciones practicas en la toma de decisiones estratégicas.
Desde una perspectiva personal y profesional, este trabajo marcé un importante

crecimiento en el desarrollo de habilidades técnicas, el manejo de herramientas avanzadas

y la capacidad para resolver problemas complejos. También resalté la relevancia de una
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planificacion detallada, como quedo reflejado en el diagrama de Gantt, y la importancia

de mantener una vision clara de los objetivos incluso frente a imprevistos.

En conclusién, este proyecto no solo cumplié los objetivos planteados, sino que dejo una
base sélida para futuras investigaciones. La experiencia adquirida confirma el poder
transformador del machine learning y la importancia de la innovacion en la ingenieria de

datos en contextos tan competitivos y dinamicos como el de la Férmula 1.

7.2 Futuros trabajos

En futuros trabajos, seria importante centrarse en mejorar el Modelo 1, ya que sus
resultados no fueron satisfactorios. EI modelo tuvo problemas para capturar la relacion
entre las posiciones pasadas de los pilotos y sus posiciones finales en carrera, lo que indica
que no aprovechd bien esta variable como elemento clave para las predicciones. Una
posible mejora seria explorar nuevas arquitecturas, como modelos que integren
mecanismos de atencion o enfoques especificos para datos secuenciales. Ademas, incluir
variables adicionales que aporten mas contexto, como estrategias de equipo o condiciones

especificas de cada carrera, podria ayudar a mejorar el rendimiento del modelo.

Por otro lado, el Modelo 2 tuvo una principal limitacion que fue la falta de datos
meteoroldgicos disponibles, lo que dificult6 analizar el impacto real de las condiciones
climaticas en el rendimiento de los pilotos. Una linea de trabajo futura seria recopilar un
conjunto de datos mas completo, incluyendo informacion como temperatura de la pista,
humedad o velocidad del viento. Esto permitiria desarrollar un modelo mas robusto y

preciso en este &mbito.

Finalmente, todos los modelos presentados podrian beneficiarse de una revision general
para mejorar tanto su precision como su eficiencia computacional. Esto incluiria ajustes
en las arquitecturas existentes, pruebas con diferentes técnicas de preprocesamiento y la
experimentacion con optimizadores avanzados para reducir los tiempos de entrenamiento.
Ademas, validar los modelos con conjuntos de datos mas variados o de temporadas
adicionales de Formula 1 seria clave para garantizar una mejor generalizacién y utilidad

préactica.
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