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ha ajudat en moments puntuals o al llarg de la meua vida, sempre han aportat, han sumat. A
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Ara śı que puc passar al terrenal, el més sincer agräıment al Director d’aquesta tesi, el Dr. D.
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aportacions, sinceritat i contribució a aquesta tesi. I com no, a l’estudiant incansable, Agust́ın
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Gràcies a Javier Toledo, per la seua ajuda matemàtica.
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Als meus companys de l’Àrea d’Economia Financera i Comptabilitat per l’ajuda prestada al

llarg d’aquests anys. Molt especialment al Catedràtic Dr. D. José Francisco González Carbonell,
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Prólogo

Introducción

El crédito bancario es una pieza clave de la economı́a moderna y necesario para el desarrollo

económico de cualquier páıs. Las entidades financieras son las encargadas de hacer llegar los

flujos de efectivo a los agentes económicos mediante la concesión de préstamos. El objetivo de

cualquier entidad financiera es maximizar su beneficio derivado de la concesión de un volumen

máximo de crédito, pero al mismo tiempo están sujetas a normas emitidas por los Bancos

Centrales y recomendaciones de organismos internacionales.

La concesión de un préstamo implica un riesgo para la entidad financiera, el riesgo viene

dado por la posibilidad de que el prestatario no cumpla con la devolución del mismo, es decir

la posibilidad de que exista morosidad. Las entidades financieras se enfrentan a un problema

de decisión, conceder o no conceder el préstamo al cliente, que implica una valoración de la

probabilidad que tiene cada solicitante de presentar problemas de morosidad. Por tanto, trata

de calcular un suceso incierto con datos del pasado; es decir, es un problema de estimación o

predicción denominado credit scoring.

El credit scoring trata de estimar las probabilidades de incumplimiento por parte del cliente

con el préstamo en base a las caracteŕısticas personales del individuo y del crédito que solicita,

utilizando como información inicial el comportamiento de otros individuos que han recibido

previamente un crédito en condiciones similares y del propio historial crediticio del cliente.

El crédito está vinculado al crecimiento económico, pero las poĺıticas monetarias de los páıses

o de la Unión Europea limitan y controlan la cantidad de dinero inyectada en el sistema. Por

tanto, existen limitaciones legales en cuanto al dinero en circulación. Al mismo tiempo, todo

préstamo conlleva un riesgo de incumplimiento. Las entidades financieras necesitan disponer de

un buen historial de crédito y métodos para medir el riesgo. Cuanto más eficientes y eficaces sean

los métodos de predicción mejor asignación de los recursos, menores costes y mayor facilidad de

acceso a los créditos por parte del consumidor.

Desde comienzos de los años 60 la demanda de créditos bancarios ha venido experimentando

un crecimiento exponencial, tanto en número como en cuant́ıa. En sus inicios el método utilizado

por las entidades financieras se basó en el juicio personal del analista. Conforme aumentaban

las solicitudes de crédito para las entidades financieras era inviable analizar todas y cada una

de ellas de forma personal. Se necesitaba disponer de un método estad́ıstico para conocer la

exposición al riesgo de insolvencia, un sistema experto. Se comenzó a aplicar técnicas de puntaje
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de crédito, pero hasta los años 80 las técnicas de calificación crediticia no se extendieron a los

préstamos. Su uso se generalizó en los 90, debido tanto a la mejora de los recursos informáticos

como estad́ısticos. Algunas entidades financieras utilizaron ténicas estad́ısticas para optimizar

la diferenciación entre préstamos con probabilidad de éxito o fracaso (default). Estas técnicas

de evaluación se denominan técnicas de credit scoring e incluyen todo sistema de evaluación

crediticia que permita valorar de forma automática el riesgo asociado a cada solicitud de crédito.

El riesgo está en función de la solvencia del deudor, del tipo de crédito, de los plazos y de otras

caracteŕısticas propias del cliente y de la operación. Se trata de sistemas objetivos en el que la

aprobación del crédito solicitado no depende de la discrecionalidad del analista y, además al ser

un sistema automático va a permitir reducir costes y tiempo de tramitación. En este punto cabe

destacar 2 tipos, por un lado los sistemas expertos, que se encargan automáticamente de tomar

la decisión sobre el crédito, y por otro lado los sistemas de apoyo a la decisión, que después

de valorar la operación dejan la decisión final en manos de la persona que la entidad financiera

disponga para la concesión.

Las entidades crediticias están sometidas a lo que se llama “poĺıtica prudencial”, que se

entiende por el número de recursos propios que estas deben mantener para asegurar su buen

funcionamiento y cubrir los diferentes riesgos a los que están expuestos, entre ellos el riesgo de

crédito. A finales de los años 80, el Comité de Basilea adoptó una serie de recomendaciones para

la supervisión de las entidades de crédito con actividad internacional agrupadas en el documen-

to conocido como “Basel Core Principles” que desarrolla los principios básicos de supervisión

bancaria. Más tarde, en 1988, aparecen nuevas recomendaciones del Comité de Basilea, conocido

como Basilea I que se centraban en la supervisión del riesgo de crédito.

En el año 2004 aparecieron las recomendaciones del Comité de Basilea (llamado Basilea II)

sobre la supervisión bancaria. Desde entonces, el uso de métodos avanzados de puntuación de

crédito se ha convertido en un requisito regulatorio para los bancos y las instituciones financieras

con el fin de mejorar la eficiencia en la asignación de capital. Con la crisis financiera global,

aparece un nuevo documento, Basilea III. Este documento pretende dotar al sistema financiero de

una mayor estabilidad introduciendo cambios más exigentes en el control del capital prestado. La

dificultad está en distinguir los solicitantes solventes y los que entrarán en mora, convirtiéndose

en un problema de predicción. En consecuencia, la mejora en la precisión de la evaluación del

riesgo de crédito, aunque sea pequeña, supone un potencial beneficio para las instituciones

financieras.

Aunque los acuerdos de Basilea III no sean vinculantes para los páıses, los Bancos Centrales

śı que han procedido a regular y endurecer significativamente los requerimientos de capital,

aumentando las reservas en relación con la exposición al riesgo y gestión del mismo. Como

consecuencia de dicha regulación, las técnicas de clasificación que se utilizan para desarrollar

modelos precisos en la evaluación del credit scoring toman una gran importancia. Por tanto, la

exactitud en la evaluación del riesgo de crédito además de ser un beneficio potencial para las

instituciones financieras, se convierte en una exigencia por parte de las autoridades monetarias

de los páıses.
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Cabe añadir un problema no abordado hasta el momento, que tiene que ver con el volumen de

las bases de datos de las entidades financieras. En los últimos años se ha producido un incremento

de las operaciones financieras y por tanto también ha aumentado de modo exponencial el volumen

de las bases de datos que las entidades manejan, no sólo para la gestión propia del negocio

bancario, sino también de la que se nutren para el cálculo de probabilidades de riesgo en base a su

experiencia. De este tipo de aumentos en el volumen de los datos nace el “BigData”. “BigData”

es el término que se utiliza para acuñar este nuevo problema al que se enfrentan actualmente todo

tipo de empresas, y como no pod́ıa ser menos también en las entidades financieras. BigData viene

a ayudar en cómo analizar todo ese volumen de datos para extraer su valor y tomar aśı mejores

decisiones, sin que la componente tiempo de ejecución suponga un coste tan elevado que haga

inabordable el problema. Por tanto, el coste computacional que requiere el procesamiento de los

datos es un factor clave a tener en cuenta. Diferentes estudios revelan que grandes conjuntos de

datos necesitan técnicas y algoritmos BigData, mediante computación en la nube, que produzcan

no sólo estimadores precisos, si no que también sean eficientes computacionalmente, es decir,

que sean capaces de dar resultados en tiempos razonables.

Si las entidades financieras son capaces de disponer de un método eficiente y eficaz para

predecir el éxito o fracaso del pago en la concesión de un préstamo hipotecario, obtendrán

mayores beneficios y más agentes tendrán acceso a los mismos. Si se aplica un método eficiente,

se reducirá el tiempo de ejecución y, en consecuencia, el cliente tendrá la respuesta más rápida

y, se podrán analizar mayor número de posibles clientes en menos tiempo.

La investigación presentada en esta memoria de tesis se centra en calcular las probabilidades

de incumplimiento en los préstamos. En primer lugar, se realiza con experimentos computacio-

nales de simulación Monte Carlo con distintos algoritmos y técnicas. El objetivo es medir la

eficacia y eficiencia de cada uno de los métodos estad́ısticos y de mineŕıa de datos. Una vez com-

probado en muestras sintéticas se realiza los mismos experimentos con una muestra semi-real y

se comparan los resultados obtenidos. Por último se comparan los resultados con dos muestras

reales.

Objetivos

En esta subsección se procede a enumerar los objetivos espećıficos que se pretenden alcanzar

que posteriormente serán objeto de comprobación en cada uno de los diferentes caṕıtulos.

Como principal objetivo, se pretende introducir la estimación del riesgo de crédito mediante

modelos lineales mixtos (LMM), que hasta la fecha nunca se hab́ıan empleado en esta rama de

las finanzas, y que en otras áreas cient́ıficas han dado muy buenos resultados. Posteriormente a la

introducción se realizará una comparación con otros métodos y técnicas comúnmente empleados

en la estimación del riesgo de crédito.

De manera más detallada se plantean los objetivos espećıficos siguientes:

1. Explorar en la literatura del tema cuales son los métodos comúnmente aceptados tanto
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por entidades financieras, como en el ámbito académico.

2. Estudiar la robustez de los modelos lineales generalizados para la estimación del riesgo de

crédito, aśı como el método de ajuste más adecuado dentro de estos.

3. Estudiar diferentes métodos de estimación del riesgo de crédito para su mutua compara-

ción, atendiendo tanto a eficacia en la estimación como a eficiencia computacional, y que

sirva para poder discriminar entre ellos bajo el efecto de presencia de grandes volúmenes

de datos, tanto en datos sintéticos como la comprobación en su aplicación a casos reales.

4. Comprobar si los métodos de selección de variables consiguen una reducción en la dimen-

sión de los ficheros de datos masivos y por tanto en la eficiencia computacional, sin que se

produzca un significativo retroceso en la eficacia.

Contenido de la memoria

A lo largo de esta memoria de tesis doctoral, se realiza un estudio comparativo de diversos

modelos estad́ısticos para la estimación de la probabilidad de éxito o fracaso en atender los pagos

de un préstamo. Una vez comprobado el modelo a utilizar se estudian distintos métodos para la

predicción del posible impago de un cliente de un préstamo.

La investigación pretende aportar conocimiento sobre el método o métodos más eficaces y

eficientes para la predicción del impago del préstamo, mediante la comparación bajo distin-

tas condiciones de estos, todo ello bajo la presencia del inconveniente de disponer de grandes

volúmenes de datos. El objetivo de una entidad financiera es conseguir una mejor redistribución

de los recursos. Si se reducen los impagos se puede disponer de más recursos, por tanto se pue-

de aumentar el volumen de préstamos. Al mismo tiempo disminuyen los costes y se obtienen

mayores beneficios.

La presente memoria consta de siete caṕıtulos y un apéndice distribuidos del siguiente modo:

El Caṕıtulo 1. Antecedentes y estado actual del tema. Se realiza un estudio de la evolución

y estado actual de los distintos métodos que se han aplicado para la predicción del riesgo de

crédito.

El Caṕıtulo 2. Métodos estad́ısticos para la estimación del riesgo de crédito. Se analizan

cinco métodos estad́ısticos para su aplicación. Los métodos analizados son paramétricos y no

paramétricos como, el análisis discriminante, árboles de decisión y clasificiación CART; métodos

estad́ısticos como, modelo lineal mixto y modelo lineal generalizado; y técnicas de inteligencia

artificial como máquina de vectores soporte.

El Caṕıtulo 3. Evaluación de la robustez en modelos lineales. Se compara el modelo lineal

con efectos fijos y el modelo mixto, con efectos fijos y aleatorios, ajustados por máxima vero-

similitud y máxima verosimilitud residual. También se comprueba el efecto que tienen en los

distintos modelos la homocedasticidad y heterocedasticidad. Se comparan los mismos modelos
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bajo los supuestos de normalidad de los errores, con errores distribuidos Weibull y Gamma. Se

realizan 3 experimentos de simulación Monte Carlo para ver las bondades de cada uno de ellos.

El Caṕıtulo 4. Evaluación de métodos estad́ısticos para la estimación del riesgo de crédito.

Con bases de datos simuladas y bajo el modelo que resulta óptimo en los experimentos anteriores

se aplican 5 métodos distintos de predicción para calcular el método más eficaz y eficiente. Se

analizará la eficacia a través de la tasa de acierto y el error cuadrático medio. Los métodos que

se analizan son los estudiados en el caṕıtulo 2.

El Caṕıtulo 5. Aplicación a datos semi-reales y reales. En este caṕıtulo se aplica la misma

metodoloǵıa anterior a una base de datos semi-real y dos bases de datos reales, German Credit y

Australian Credit. El objetivo es comprobar si las conclusiones obtenidas con las bases de datos

sintéticas son trasladables a una base de datos semi-real y real para su aplicación en entidades

financieras.

El Caṕıtulo 6. Selección de variables. Una vez obtenidos los métodos más eficientes y eficaces

se realizan pruebas para seleccionar variables con el objetivo de conseguir minimizar el número

de variables que intervienen en el modelo sin perder eficacia en el método y ganar eficiencia

computacional.

El Caṕıtulo 7. Algunas conclusiones de carácter general y planteamiento de futuras ĺıneas

de investigación.

El Apéndice A. Se presentan tablas con valores numéricos correspondientes a la realización

de los experimentos realizados a lo largo de la tesis.





1
Antecedentes y estado actual del tema

1.1. Introducción

En un mundo globalizado que se cimienta en el comercio, existen millones de transacciones

entre actores económicos. En las economı́as desarrolladas, la actividad de las empresas, la in-

versión y el consumo de las familias se sustentan sobre la base del crédito, siendo muy relevante

el papel de las entidades de crédito en este proceso. El crédito surge de forma natural como

consecuencia de la actividad económica y se consolida como una condición necesaria para el

crecimiento de la misma.

Aunque seŕıa deseable que el resultado de la actividad económica se conociera con certeza, la

incertidumbre está siempre presente y, más aún, en el negocio financiero. Por tanto la actividad

bancaria se ve afectada muy seriamente por esa componente de incertidumbre: el riesgo.

Existen diversos tipos de riesgos asociados a la actividad bancaria (Crédito, Mercado, Li-

quidez, Operacional, Páıs, Reputacional, de Cambio, Regulatorio, Comercial . . . ). Sin duda el

Riesgo de Crédito es uno de los riesgos financieros soportados más elevados (más de la mitad

del total de riesgos asumidos por cualquier entidad financiera) y ello es debido principalmente a

la esencia de la industria bancaria.

El Riesgo de Crédito está especialmente vinculado a la operativa de los intermediarios fi-

nancieros y presente en la mayor parte de sus operaciones de activo. El Riesgo de Crédito surge

cuando sobreviene, de la actividad crediticia, la posibilidad de sufrir una pérdida, como conse-

cuencia del incumplimiento de la otra parte de no asumir el pago o pagos acordados, bien por

incapacidad o por falta de disposición. La existencia del riesgo crediticio depende pues de la

solvencia y compromiso del deudor, pero a la vez la magnitud de esta pérdida está asociada al

volumen de la operación.

15
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El uso de métodos que permitan calcular todo esto es de vital importancia en la industria

financiera y claramente afecta a la economı́a global, tal y como se demostró en los años 2007 y

2008 con la cáıda de los grandes bancos en Estados Unidos. Ello llevó a una reacción en cadena

que afectó a la economı́a del páıs, y a los páıses desarrollados del mundo, llegando incluso algunos

a la quiebra o siendo rescatados por ayudas de otros (Unión Europea). La titulización de activos

inmobiliarios de dudoso origen y por tanto de dudosa calidad crediticia, cuyo subyacente eran

préstamos con garant́ıa hipotecaria de la que no se sab́ıa su riesgo de crédito, llevó a aquellos

en primer lugar perdiesen su valor, para después caer en impago por quiebra de la entidad

emisora. Todo esto pese a que la industria financiera ha estado sometida a una poĺıtica prudencial

materializada en regulación por cada páıs que asumiese las recomendaciones de Basilea I, II y

III.

Debido a este efecto en la economı́a de los páıses, su influencia en las personas y que la

regulación del sistema no ha sido suficiente, determinados organismos a nivel nacional y su-

pranacional han tenido que emitir nuevas normas que garanticen estabilidad a las cuentas de

la industria bancaria. Entre ellos la IASB (International Accounting Standards Board) con los

estándares contables internacionales, y más concretamente la NIIF 9, IFRS 9, (DOUE, 2016),

cuya aplicación en la UE será obligatoria a partir del 1 de enero de 2018, y que dejará sin efecto

la actual NIC 39. O la actual Circular 4/2016 de 4 de abril del Banco de España (BOE, 2016)

por la que se modifican la Circular 4/2004, de 22 de diciembre, a entidades de crédito, sobre

normas de información financiera pública y reservada y modelos de estados financieros (BOE,

2004) y la Circular 1/2013, de 24 de mayo, sobre la Central de Información de Riesgos (BOE,

2013).

La medición del riesgo de crédito por una entidad bancaria es una tarea que presenta gran

dificultad, pero a pesar de ello, en los últimos años han sido numerosos los bancos, cajas de ahorro

y cooperativas de crédito que se han interesado por herramientas de medición para establecer

controles que minimicen el daño que este tipo de riesgo ocasiona a la cuenta de resultados. Es

más, determinados requisitos regulatorios de solvencia (acuerdos del Comité de Basilea, normas

internacionales como la NIIF 9 y las anteriores Circulares del Banco de España) hacen necesario

pasar por el uso de herramientas que permitan dimensionar este riesgo.

Las entidades financieras necesitan dotarse de herramientas que les permitan la medición

y el diagnóstico posterior de futuras operaciones. A todo sistema de evaluación crediticia que

permite valorar de forma automática el riesgo asociado a cada solicitud de crédito se le denomina

credit scoring. El riesgo estará en función de la solvencia del deudor, del tipo de crédito, de los

plazos y de otras caracteŕısticas propias del cliente, de la operación, de otras muchas magnitudes

inherentes a la operación financiera, y todo ello contextualizado en el momento en el que se

produce.

En los últimos años, se ha producido un incremento de las operaciones financieras y por

tanto también ha aumentado de modo exponencial el volumen de las bases de datos que las

entidades financieras manejan, no sólo para la gestión propia del negocio bancario, sino también

de la que se nutren para el cálculo de probabilidades de riesgo en base a su experiencia. De
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este tipo de aumentos en el volumen de los datos nace el “BigData”. “BigData”, “Grandes

datos”, o “datos masivos”, es el término que se utiliza para acuñar este nuevo problema al

que se enfrentan actualmente todo tipo de empresas, y como no pod́ıa ser menos también las

entidades financieras. BigData viene a ayudar en cómo analizar todo ese volumen de datos que

se dispone para extraer su valor y tomar aśı mejores decisiones, sin que la componente tiempo de

ejecución suponga un coste tan elevado que haga inabordable el problema. Tal cantidad de datos

suelen ser computacionalmente dif́ıciles de tratar, por tanto, la computación en la nube (cloud

computing), con este tipo de técnicas BigData, se hace imprescindible, a la par que permite

acceder a cualquier interesado en la organización a los resultados que de este proceso se deriven.

Pese a su corta historia, son muy numerosas las aportaciones que se han hecho al riesgo de
crédito. Desde los cercanos años 40 que se introdujo por primera vez, hasta la actualidad.
Además como se podrá ver a lo largo de esta memoria, y más concretamente en este
caṕıtulo, no es un tema cerrado en cuanto a investigación cient́ıfica y tampoco en cuanto
a su aplicabilidad en el sector financiero, a tenor de lo sucedido en el sector inmobiliario,
en la titulización de activos procedentes de este sector, y en la economı́a en general como
consecuencia de la cáıda de éstos.
Los primeros sistemas para la decisión de concesión de crédito eran completamente ru-
dimentarios y para nada apoyados cient́ıficamente. Por poner un ejemplo JP Morgan
comenzó a conceder créditos a las personas que ya dispońıan de una tarjeta de crédi-
to, pues entend́ıan que ya hab́ıan sido evaluadas crediticiamente para la concesión de la
tarjeta.
En este caṕıtulo se enumeran, ubican y contextualizan las aportaciones cient́ıficas que se
han producido en la ĺınea de investigación.

1.2. Antecedentes

El riesgo de crédito ha ido tomando importancia desde mediados del siglo XX (principio de

los años 40) hasta nuestros d́ıas. En sus comienzos era un simple método que se realizaba en

la misma oficina bancaria a juicio personal del analista. Según señalan Abrahams and Zhang

(2008), en los comienzos del análisis del riesgo de crédito, las decisiones se tomaban en función

de las 3 Cs, 4 Cs o 5 Cs (carácter, capital, garant́ıa, capacidad y condición). Pero este método

se descartó porque supuso altos costes de capacitación, decisiones incorrectas e inconsistentes.

El primer método estad́ıstico que se empezó a utilizar fue el análisis discriminante, basado

en las aportaciones de Fisher (1936) por Durand (1941), que diferenció entre buenos y malos

créditos. Fisher (1936) fue el primero en diferenciar estad́ısticamente dos grupos de población

para realizar estudios taxonómicos, el objetivo del autor no era analizar el riesgo de crédito.

Con el boom económico de los años 60 en EEUU se produce una demanda masiva de tarjetas

de crédito. Según Thomas (2000) y Myers and Forgy (1963) es el inicio de la aplicación de técnicas

de credit scoring.
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En la década de los 80 coinciden varios factores que influyen en el avance de las técnicas

de credit scoring. Se produce un gran avance computacional, el aumento del capital prestado

por las entidades financieras y que ya se hab́ıan probado las técnicas de credit scoring en la

concesión de tarjetas de crédito con éxito. Según Marqués et al. (2013), el primero en aplicar

credit scoring para los préstamos (tanto hipotecarios, como de consumo y a pequeñas empresas)

fue Altman (1968).

A finales de los 90, en la economı́a mundial se produjo un gran aumento de la demanda del

crédito y con ello la necesidad de aplicar técnicas de detección del riesgo de crédito más precisas.

Al mismo tiempo, se produce una crisis del Sistema Monetario Europeo en 1992, junto con una

crisis bancaria en México que tiene repercusión en el resto de páıses. Como consecuencia de los

acontecimientos negativos en la economı́a bancaria aparece el primer documento de recomen-

daciones de supervisión de riesgo de crédito emitido por el Comité de Basilea de Supervisión

Bancaria denominado Basilea I.

A partir del año 2004, y como continuación a la supervisión iniciada a nivel europeo, se

ampĺıan las recomendaciones emitidas por el Comité de Basilea de Supervisión Bancaria en

el documento Basilea II. Se sugiere la utilización de métodos avanzados de credit scoring, se

convierte en un requisito regulatorio para los bancos y entidades financieras con el fin de mejorar

la eficiencia en la asignación de capital.

Poco más tarde, debido a la crisis financiera a nivel mundial del año 2007, la evaluación

del riesgo de crédito se convierte en una cuestión sumamente importante en la gestión de las

entidades financieras. Aparece una nueva regulación del Comité de Basilea de Supervisión Ban-

caria, Basilea III, que introduce nuevos cambios y mayores exigencias de control sobre el capital

prestado por las entidades financieras y su consiguiente aumento de reservas en función de sus

riesgos. Basilea III cumple el objetivo de dotar al sistema financiero de una mayor estabilidad. La

dificultad está en distinguir los solicitantes solventes y los que entrarán en mora, convirtiéndose

en un problema de predicción. En consecuencia, la mejora en la precisión de la evaluación del

riesgo de crédito, aunque sea pequeña, supone un potencial beneficio para las instituciones finan-

cieras. Aunque los acuerdos de Basilea I, II y III no sean vinculantes para los páıses, los Bancos

Centrales entre otras medidas aplicadas śı han procedido a regular y endurecer significativamen-

te los requerimientos de capital y gestión del riesgo. Como consecuencia de dicha regulación,

del incremento de las operaciones financieras y por tanto el aumento de sus bases de datos, las

técnicas de clasificación que se utilizan para desarrollar modelos precisos en la evaluación del

credit scoring toman mucha importancia. Al mismo tiempo, las entidades financieras se ven en

la necesidad de aplicar métodos más precisos y eficaces.

Las aportaciones cient́ıficas a esta ĺınea de investigación son muy numerosas, tal y como se

puede observar en el caṕıtulo de referencias bibliográficas. Es por este motivo, por el que en este

caṕıtulo de antecedentes y estado actual del tema, se ha optado por agrupar las investigaciones

previas por la metodoloǵıa empleada para el cálculo del riesgo de crédito o como en la mayoŕıa

de los casos, la probabilidad de mora o también llamada probabilidad de default.
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Con este fin, a continuación se detallan dos art́ıculos que realizan una exhaustiva revisión

metodológica englobando técnicas y métodos en grandes grupos.

Thomas (2000) engloba la metodoloǵıa existente hasta la fecha en dos grupos:

1. Métodos paramétricos, de investigación estad́ıstica u operacional.

1.1. Análisis discriminante (Myers and Forgy, 1963).

1.2. Regresión lineal (Orgler, 1971).

1.3. Regresión loǵıstica (Grablowsky and Talley, 1981; Wiginton, 1980).

1.4. Árboles de decisión o algoritmos de particionamiento recursivo (Breiman et al., 1984).

2. Métodos no paramétricos, de inteligencia artificial.

2.1. Redes neuronales (Tam and Kiang, 1992).

2.2. Sistemas expertos (Leonard, 1993).

2.3. Algoritmos genéticos (Davis et al., 1992).

2.4. Método de los K vecinos más cercanos (Henley and Hand, 1996).

Lean Yu et al. (2008) clasifican las técnicas de credit scoring en cuatro grupos:

1. Estad́ısticas:

1.1. Análisis discriminante (Altman, 1968; Fisher, 1936).

1.2. Regresión loǵıstica (Steenackers and Goovaerts, 1989; Wiginton, 1980).

1.3. Regresión probit (Grablowsky and Talley, 1981).

1.4. K vecinos más cercanos (Henley and Hand, 1996; Hand and Henley, 1997).

1.5. Árboles de decisión (Carter and Catlett, 1987; Coffman, 1986; Makowski, 1985).

2. Investigación operativa

2.1. Programación lineal (Hand, 1981).

2.2. Programación entera (Kolesar and Showers, 1985; Showers and Chakrin, 1981).

3. Inteligencia Artificial

3.1. Redes neuronales (Baesens et al., 2003a; Desai et al., 1996; Khashman, 2009; Malhotra

and Malhotra, 2002; West, 2000; Yobas and Ross, 2000).

3.2. Máquinas de vectores soporte (Baesens et al., 2003b; Schebesch and Stecking, 2005;

Van Gestel et al., 2003; Yu et al., 2009a; Zhou et al., 2009).

3.3. Algoritmo genético (Chen and Huang, 2003; Ong et al., 2005; Varetto, 1998).

3.4. Conjunto aproximado (Beynon, 2001).
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3.5. Razonamiento basado en casos (Li and Sun, 2008; Li and Sun, 2009b; Li and Sun,

2009c; Li and Sun, 2010; Li et al., 2009).

4. Hı́brido, combinado y enfoque de conjunto.

4.1. Sistema difuso y la red neuronal artificial (Malhotra and Malhotra, 2002; Piramuthu,

1999).

4.2. Conjunto aproximado y red neuronal artificial (Ahn et al., 2000).

4.3. Conjunto aproximado y máquinas de vectores (Yu et al., 2008).

4.4. Sistema difuso y máquinas de vectores (Wang et al., 2005).

4.5. Casos basados en razonamiento y máquinas de vectores (Li and Sun, 2009a).

4.6. Conjunto de redes neuronales (Yu and Lai, 2008).

4.7. Conjunto de máquinas de vectores (Yu et al., 2010; Zhou et al., 2010).

4.8. Grupo de apoyo en toma de decisiones (Sun and Li, 2009; Yu et al., 2009b).

Tal y como se indica en Galindo and Tamayo (2000), la aplicación de la construcción de

modelos para el cálculo del riesgo de crédito se ve obstaculizada por la disponibilidad y la calidad

de los datos. En muchos casos, el proceso de recopilación de los datos no es exacto o completo

y los datos a menudo contienen inconsistencias y valores perdidos o datos anómalos. Al mismo

tiempo, las relaciones existentes entre las variables utilizadas pueden ser complejas, no lineales y

no reflejan los cambios estructurales, como por ejemplo las tendencias demográficas o de mercado.

Los autores argumentan que hasta cierto punto, cada conjunto de datos es idiosincrásico y único

en el espacio y el tiempo. Al mismo tiempo, los datos financieros son dinámicos, por tanto en el

proceso de construcción del modelo se tiene que tener en cuenta el modelado continuo.

Motivados por este hecho y comprobando la ampĺıa variedad de técnicas y métodos empleados

en la literatura de la materia, nace el interés por la investigación llevada a cabo en esta memoria,

evaluar estos métodos bajo diferentes condiciones de carga, tanto en la vertiente de eficacia como

de la eficiencia, esta última apenas evaluada hasta la fecha.

Tal y como señalan autores como Abdou and El Masry (2008), Bailey (2004) y Sullivan

(1981), a pesar de las cŕıticas que puedan tener las técnicas de credit scoring, estas han sido una

de las principales herramientas en la evaluación del riesgo de crédito para los préstamos y por

tanto pueden considerarse las de más éxito en el campo de los negocios y las finanzas.

A continuación se pasan a detallar en las siguientes secciones, las contribuciones cient́ıficas

de los principales métodos que luego serán de profundo estudio en esta memoria.

1.3. Analisis Discriminante

El primer trabajo vinculado con riesgo crediticio que utilizó análisis discriminante fue pro-

puesto por Durand (1941). El autor afirma que es un buen método para analizar las predicciones
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de devolución de crédito. Los primeros trabajos en el ámbito corporativo fueron los estudios de

Altman (1968), Orgler (1970), Deakin (1972) y Blum (1974). Otros autores más recientes que

emplean el análisis discriminante son Reichert et al. (1983), Art́ıs et al. (1994), Boj et al. (2009b),

Bonilla et al. (2003), Trias et al. (2005) y Trias et al. (2008). También existen detractores del

análisis discriminante aplicado a las finanzas y economı́a en general. Puede señalarse como cŕıti-

cos a Eisenbeis (1977), Eisenbeis (1978) y Rosenberg and Gleit (1994).

Hasta ahora se ha utilizado esta técnica como un punto de referencia para comparar la

precisión de las predicciones con otras técnicas alternativas, Coats and Fant (1992), Back et al.

(1996) y Laitinen and Kankaanpää (1999). Otros autores realizan estudios comparativos de

análisis discriminante con otros métodos como los autores Myers and Forgy (1963), Lane (1972),

Apilado et al. (1974) y Moses and Liao (1987) que comparan el análisis discriminante con análisis

de regresión. Otro estudio es el de los autores Grablowsky and Talley (1981) que comparan el

análisis discriminante lineal y el análisis probit mediante el uso de datos de una gran cadena de

tiendas en el medio oeste de EE.UU.

En el trabajo de Altman et al. (1994) se realiza un estudio comparativo aplicando análisis

discriminante lineal y redes neuronales (MLP). Concluyen que la red neuronal no es una técnica

claramente dominante.

En otro sentido, está el trabajo de Coats and Fant (1993), en el que se compara la redes neu-

ronal (MLP) con el análisis discriminante lineal, obteniendo que para la base de datos analizada,

la red neuronal obtiene mejores predicciones que el análisis discriminante lineal.

En el trabajo de Lacher et al. (1995) y utlizando los mismos datos que Coats and Fant

(1993), y una medida proporcionada por Altman (1968), concluyen que la red neuronal predice

con mayor precisión.

El estudio de Boj et al. (2009a) aplica el análisis discriminante basado en distancias (ADBD)

en dos conjuntos de datos reales de créditos de instituciones financieras (German Credit y Aus-

tralian Credit) con distintos métodos. Realiza el estudio comparativo con los métodos siguientes:

1. Métodos no paramétricos

1.1. Redes neuronales MOE (Mixture of experts)

1.2. Redes neuronales RDF (Radial basis function)

1.3. Redes neuronales MLP (Multi-layer perceptron)

1.4. Redes neuronales LVQ (Learning vector quantization)

1.5. Redes neuronales FAR (Fuzzy adaptive resonance)

1.6. K vecinos más próximos

1.7. Estimación núcleo de densidad

1.8. Árbol de decisión CART

2. Métodos paramétricos
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2.1. Análisis discriminante lineal

2.2. Regresión loǵıstica

El criterio de selección elegido se realiza en base a dos criterios:

1. Probabilidad de mala clasificación (falso negativo junto con falsos positivos). Para ello se

calcula la matriz de confusión.

2. Coste del error, que es el coste de conceder un crédito a un candidato con mal riesgo (falso

positivo) junto con el coste de denegar un crédito a un buen candidato (falso negativo).

Las conclusiones de los autores son las siguientes:

1. Para los datos de German Credit,

1.1. Según el criterio de probabilidad de mala clasificación la metodoloǵıa que obtiene una

menor probabilidad de clasificar malos riesgos es el análisis discriminante basado en

distancias, seguido del análisis discriminante lineal. Si el criterio es la probabilidad

global de la mala clasificación, el método con el que se obtiene un menor error de

clasificación es la regresión loǵıstica, seguido de la red neuronal MOE. Los autores

destacan que se tiene que tener en cuenta que las técnicas con las que se obtiene una

menor probabilidad global de mala clasificación coincide con las que se obtiene mayor

probabilidad de clasificar mal los malos riesgos, es decir, disminuye la probabilidad

global de clasificar mal, a costa de clasificar de modo incorrecto los buenos riesgos.

1.2. Según el criterio de costes estimados. Se analiza los costes estimados con dos probabi-

lidades a priori de estimar malos riesgos. Los autores consideran una buena estimación

de estos la propuesta por West (2000), que propone la estimación a priori de los malos

riesgos entre dos cotas [0,144; 0,249]. Con un escenario en el que la probabilidad a

priori de los malos riesgos es 0,144 , la metodoloǵıa con menor coste es la regresión

loǵıstica. Cambiando el escenario de la probabilidad a priori de los malos riesgos a

0,249 la metodoloǵıa con menor coste es el análisis discriminante lineal, seguida del

análisis discriminante basado en distancias. Los autores destacan que los costes en el

análisis discriminante basado en distancias ofrecen una variación menor en general al

cambiar la probabilidad a priori.

2. Para los datos de Australian Credit ,

2.1. Según el criterio de probabilidad de mala clasificación, la metodoloǵıa que obtiene

una menor probabilidad de clasificar malos riesgos es el árbol de decisión CART,

seguido de la red neuronal MOE. Si el criterio es la probabilidad global de la mala

clasificación, el método con el que se obtiene un menor error de clasificación es la

regresión loǵıstica, seguido del análisis discriminante basado en distancias.



1.4. Árboles de decisión 23

2.2. Según el criterio de costes estimados. Con un escenario en el que la probabilidad a

priori de los malos riesgos es 0,144 , la metodoloǵıa con menor coste es la red neuronal

MOE igualada con la regresión loǵıstica. Cambiando el escenario de la probabilidad a

priori de los malos riesgos a 0,249 la metodoloǵıa con menor coste es la red neuronal

MLP. Al igual que con los datos German Credit, los autores destacan que los costes en

el análisis discriminante basado en distancias ofrecen una variación menor en general

al cambiar la probabilidad a priori.

Los autores concluyen que no existe un método óptimo, cada metodoloǵıa tiene sus ventajas e

inconvenientes. Al mismo tiempo, se puede comprobar con los resultados obtenidos en el estudio,

que dependiendo de los datos objeto de estudio, el método óptimo difiere.

En el caṕıtulo 5.3 de esta memoria se procede a evaluar los dos conjuntos de datos estudiados

por Boj et al. (2009a).

1.4. Árboles de decisión

Los árboles de decisión son métodos de particionamiento recursivo. Los referentes más im-

portantes son los trabajos de Breiman et al. (1984) y Safavian and Landgrebe (1991). Distintos

autores como Makowski (1985), Carter and Catlett (1987) y Mehta (1968), describen las aplica-

ciones de los métodos recursivos en el credit scoring. En el trabajo de Coffman (1986) se compara

los árboles de decisión con el análisis discriminante, llegando a la conclusión que los árboles de

decisión son mejores cuando hay una interacción entre las variables y el análisis discriminante

es mejor cuando las variables están correlacionadas.

Distintos autores estudian la aplicación al credit scoring de árboles de decisión comparándolos

con otros métodos. El autor Frydman et al. (1985) aplicó un particionamiento recursivo para

clasificar y predecir compañ́ıas en quiebra, comparándolo con análisis discriminante. Llega a la

conclusión que la aplicación del árbol de decisión es más precisa. En el trabajo de Boyle et al.

(1992) se compara el particionamiento recursivo con el análisis discriminante. Concluyen que el

mejor método aplicado al credit scoring son los modelos lineales, como es el caso del análisis

discriminante.

Los autores Davis et al. (1992), compararon un método basado en redes neuronales (MLP)

con árboles de decisión. Sus resultados se basan en una sola partición de datos y un único ensayo

de red neuronal. Concluyen que la red neuronal (MLP) y el modelo del árbol de decisión tienen

un nivel comparable de precisión.

El trabajo de los autores Galindo and Tamayo (2000) basan su investigación en la aplicación

de cuatro algoritmos o métodos en una base de datos de 4 000 préstamos hipotecarios de un

Banco Mexicano entre 1995 y 1996. Los autores realizan el estudio aplicando a cada una de

las bases de datos la distribución siguiente: 1
2 conjunto de datos se clasifica como datos de

entrenamiento, 1
4 datos para testear y 1

4 datos para evaluar. Los métodos aplicados son el árbol

de decisión CART, los k vecinos más cercanos, redes neuronales y probit. En la regresión probit
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se establece como mejor valor de probabilidad a priori π = 0,7. El árbol de decisión se prueba

con distintos nodos, siendo el óptimo 120. La red neuronal se prueba con distintos nodos e

iteraciones, resultando óptimo 16 nodos con 80 iteraciones. Los k vecinos más cercanos se prueba

con distintos k, resultando el óptimo 24 vecinos. Se concluye que el mejor modelo general es el

árbol de decisión CART con 120 nodos, se obtiene una tasa de error menor, aunque para alcanzar

un modelo predictivo óptimo se necesitaŕıa una muestra de 21 675 registros. El siguiente método

con mejores resultados es la red neuronal con 16 nodos y 80 iteraciones. En este caso para

alcanzar el modelo predictivo óptimo se necesitaŕıa 18 165 registros. En tercer lugar estaŕıa los

k vecinos más cercanos con k = 24, en este caso indican los autores que con un número mayor

de registros disponibles se obtendŕıan mejores resultados. En último lugar estaŕıa el modelo

probit, aunque indican que a pesar de obtener mayor tasa de error en el caso de tener pequeñas

muestras seŕıa competitivo porque el tamaño óptimo de muestra se sitúa en 1 804, mucho menor

a los anteriores. En todos los modelos estudiados, coincide que los errores son más altos para el

caso del grupo moroso (no cumple).

Contrariamente a estos resultados, los trabajos de Laitinen and Kankaanpää (1999), West

(2000) y Shin and Han (2001) indican que las técnicas de árboles de decisión obtuvieron peores

resultados que las restantes técnicas utilizadas.

El autor Wang and Ma (2011) concluye que para una de las bases de datos de empresas

chinas, la técnica que obtiene mejores resultados es la de árboles de decisión, aunque tan sólo

levemente por encima. Sin embargo para la otra base de datos, esta misma técnica obtiene los

peores resultados.

Otras investigaciones más recientes proponen un enfoque de mineŕıa de datos h́ıbrido. En

esta ĺınea podemos señalar a Hsieh (2005) que propone un sistema h́ıbrido basado en la agru-

pación junto a técnicas de redes neuronales. Los autores Lee and Chen (2005) proponen un

procedimiento h́ıbrido de dos etapas con redes neuronales y splines de regresión multivariante

de adaptación. En el estudio de Lee et al. (2002) se integran backpropagation de redes neuronales

con un enfoque tradicional de análisis discriminante. En el art́ıculo de Chen and Huang (2003)

se aplican redes neuronales y técnicas de algoritmos genéticos.

1.5. Modelos lineales

Autores como Lachenbruch (1975), Orgler (1970), Orgler (1971), Lucas (1992) y Henley

(1995) utilizaron métodos lineales con el fin de predecir distintos comportamientos. Orgler (1970)

emplea en su estudio el método lineal multivariable para compararlo con el método tradicional

empleado hasta ese momento de revisión por parte del personal de la oficina bancaria. Las

conclusiones a la que llega es que es un sistema sencillo y aplicable a cualquier entidad financiera,

con ahorro de tiempo considerable y simplicidad. Indicando que los modelos a desarrollar deben

de ir en la ĺınea de predecir el futuro comportamiento de un cliente.

Las primeras aplicaciones de logit (o regresión loǵıstica) en el ámbito del riesgo de crédito se

encuentran en Mart́ın (1977), Orgler (1980) y Hammer (1983). El trabajo de Mart́ın (1977), es-
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tudia la posibilidad de predicción del default bancario aplicando el método de regresión loǵıstica,

análisis discriminante lineal y cuadrático. Concluye que si los modelos se comparan en términos

de clasificación en lugar de estimación de probabilidad, tanto el método logit como discriminan-

te son similares, situándose el análisis discriminante lineal un poco mejor ya que minimiza los

cálculos requeridos. Sin embargo, si los resultados de interés son en términos de probabilidad

es preferible el método de análisis de regresión loǵıstica. Por tanto dependerá del objetivo del

estudio.

Orgler (1980) aplica la regresión loǵıstica en su estudio argumentando que comparativamente

con el análisis discriminante tiene ventajas como que no es necesario conocer las probabilidades

a priori, no es necesario conocer la distribución de los predictores y el resultado obtenido en

el análisis discriminante es simplemente una puntuación poco interpretable. Al mismo tiempo,

aplicando la regresión loǵıstica la significación estad́ıstica de los diferentes predictores se obtiene

mediante la teoŕıa asintótica (con una muestra grande). Las conclusiones que alcanza son dos: en

primer lugar, el poder de predicción de cualquier modelo depende de la información disponible.

Y en segundo lugar, existe un poder predictivo en las transformaciones lineales de un vector de

relaciones robusto, a través de la estimación de los procedimientos, siempre y cuando se tenga

una muestra grande, por tanto se mejoraŕıa significativamente la predicción con predictores

adicionales.

El estudio de Hammer (1983), es descriptivo y compara los modelos logit, análisis discri-

minante lineal y cuadrático. Concluye que en general tanto los modelos logit como análisis

discriminante lineal predicen al menos tan bien como el cuadrático, para los primeros tres años

de estudio, sin embargo para el cuarto año la predicción no es buena en ningún método.

El estudio realizado por los autores Tam and Kiang (1992), utilizan variantes de los k vecinos

1-NN y 3-NN y lo comparan con el análisis discriminante, regresión loǵıstica, árbol de decisión

ID3 y dos redes neuronales (MLP). El objetivo del estudio realizado es predecir la quiebra

bancaria a uno y dos años antes del suceso de incumplimiento de un Banco de Texas. Sugieren

que la red neuronal (MLP) es más precisa, seguida del análisis discriminante lineal, regresión

loǵıstica, árbol de decisión y k vecinos más cercanos.

En el art́ıculo de Salchenberger and Lash (1992) se compara la red neuronal (MLP) con el

modelo de regresión loǵıstica. Concluyen que ambos son igual de buenos para los datos utilizados

en el estudio.

En el art́ıculo de Henley (1995), se realiza un estudio comparativo de la regresión loǵıstica

frente a la regresión lineal. El autor concluye que la regresión loǵıstica no es mejor debido a la

existencia, en la muestra utilizada para el estudio, de muchos solicitantes con puntajes asociados

a probabilidades estimadas de ser buenos riesgos que oscilaban entre 0,2 y 0,8 , y esto produce

que la curva loǵıstica se aproxime a la recta.

Otros autores como Masters (1995), Zekic-Susac et al. (2004) han realizado investigaciones en

modelos de credit scoring utilizando el método de redes neuronales probabiĺısticas comparándo-

lo con regresión loǵıstica y árboles de decisión CART, llegando a la conclusión que las redes

neuronales son mejores en cuanto a representación de datos se refiere.



26 Caṕıtulo 1. Antecedentes y estado actual del tema

En el art́ıculo de Desai et al. (1996) se realiza una comparación de técnicas estad́ısticas

convencionales o métodos paramétricos y no paramétricos, fundamentalmente redes neuronales:

1. Métodos no paramétricos

1.1. Redes neuronales perceptrón multicapa (MLP)

1.2. Redes neuronales modulares (MNN)

2. Métodos paramétricos

2.1. Análisis discriminante lineal (LDA)

2.3. Regresión loǵıstica (LR)

Los autores realizan el estudio con la base de datos utilizada por Overstreet et al. (1992) y

Overstreet and Bradley (1994). La base de datos ha sido construida a partir de los archivos de

préstamos de tres cooperativas de crédito del sudeste de Estados Unidos para el peŕıodo de 1988-

91. Las cooperativas de crédito son de tres colectivos distintos, la cooperativa de crédito “L” está

compuesta principalmente por profesores, la cooperativa de crédito “M” predominantemente son

empleados de una compañ́ıa telefónica y la cooperativa de crédito “N” representa una muestra

diversa. Los datos recogidos para el estudio, después de eliminar datos incompletos, son: 505

observaciones para la cooperativa “L”, 762 para la cooperativa “M” y 695 observaciones para

la cooperativa “N”. Se seleccionan 18 variables explicativas de la base de datos, y la variable

objetivo es dicotómica, se establece como “malo” si en los últimos 48 meses no se atiende el

pago y “bueno” el caso contrario. Se realiza el estudio con 0,50 como punto de corte. La base

de datos la particionan en 2/3 corresponde a la muestra de entrenamiento y 1/3 a la muestra

de test. Las observaciones se asignan de forma aleatoria a la formación de los subconjuntos de

datos y se crean diez pares de subconjuntos. Se realizan dos modelos, el personalizado para cada

una de las cooperativas de crédito y el genérico, un modelo para el conjunto de todos los datos

de las cooperativas.

Los autores Desai et al. (1996) llegan a las conclusiones siguientes:

1. Según el criterio de los préstamos correctamente clasificados:

1.1 Modelos personalizados. Los modelos de redes neuronales superan al análisis discri-

minante lineal, pero son apenas un poco mejor que los modelos de regresión loǵıstica.

1.2. Modelos genéricos, la regresión loǵıstica predice mejor que el análisis discriminante y

en último lugar las redes neuronales.

2. Según el criterio de identificación de préstamos incobrables:

2.1. Modelos personalizados. Los modelos de redes neuronales clasifican con mayor preci-

sión que el análisis discriminante lineal o regresión loǵıstica
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2.2. Modelos genéricos. Las redes neuronales son las que mejor clasifican, seguidas de

regresión loǵıstica y por último análisis discriminante.

En general, los autores concluyen que las redes neuronales son un buen modelo predictivo, siendo

la regresión loǵıstica también buena medida.

El trabajo de Wiginton (1980) fue uno de los primeros estudios en el que se aplicó la regresión

loǵıstica en credit scoring comparando con el análisis discriminante. Concluyó que el enfoque

loǵıstico clasifica mejor, pero que ninguno de los dos métodos es suficientemente bueno desde el

punto de vista del coste efectivo.

Según la investigación realizada por West (2000), teniendo en cuenta la investigación dispo-

nible sobre la predicción de dificultades financieras, sugiere que los modelos de redes neuronales

muestran buen potencial pero carecen de las ventajas de las técnicas estad́ısticas clásicas. El

autor sugiere emplear mayor número de repeticiones para la formación de redes neuronales pa-

ra obtener mayor predicción, dada la naturaleza estocástica del proceso. El autor realiza una

comparación de métodos no paramétricos, fundamentalmente redes neuronales, y métodos pa-

ramétricos :

1. Métodos no paramétricos

1.1. Redes neuronales MOE (Mixture of experts)

1.2. Redes neuronales RDF (Radial basis function)

1.3. Redes neuronales MLP (Multi-layer perceptron)

1.4. Redes neuronales LVQ (Learning vector quantization)

1.5. Redes neuronales FAR (Fuzzy adaptive resonance)

1.6. K vecinos más próximos

1.7. Estimación núcleo de densidad o densidad de kernel.

1.8. Árbol de decisión CART

2. Métodos paramétricos

2.1. Análisis discriminante lineal

2.2. Regresión loǵıstica

En la investigación se utilizan dos conjuntos de datos reales con particiones en datos de en-

trenamiento y de prueba, con 10 veces la validación cruzada. Se realizan diez repeticiones de

cada ensayo de redes neuronales y por último aplica a los modelos el test de McNemar Chi

Square, que según Dietterich (1998) ha demostrado ser el test más eficiente para los algoritmos

de aprendizaje supervisado.

Analizando los resultados obtenidos, West (2000) llega a la conclusión que se obtienen resul-

tados muy similares en ambas bases de datos:
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1. Según el criterio de probabilidad de mala clasificación:

1.1 El método que menor error global obtiene es la regresión loǵıstica, seguida de la red

neuronal MOE y la red neuronal RBF.

1.2. El análisis discriminante lineal obtiene un error global aceptable, pero su fortaleza

radica en que obtiene el error más pequeño en la clasificación de los falsos positivos.

1.3. El método menos preciso es la red neuronal FAR y la red neuronal LVQ, seguido de

los K vecinos más cercanos, árbol de decisión CART y densidad del núcleo Kernel.

Siguiendo a Dietterich, West refuerza las conclusiones anteriores aplicando la prueba

de McNemar, prueba todos los modelos de credit scoring con el modelo más preci-

so. Aquel modelo que no es significativamente diferente con el modelo más preciso

se etiqueta como superior. Obtiene que los modelos de redes neuronales MOE, RBF

y MLP son los más precisos para ambos conjuntos de datos junto con la regresión

loǵıstica. Para el conjunto de datos Australian Credit, el modelo de análisis discrimi-

nante lineal y k vecinos más cercanos son superiores. Los modelos de redes neuronales

LVQ y FAR, nucleo de densidad de Kernel y árbol de decisión CART son modelos

inferiores para ambos conjuntos de datos.

2. Según el criterio de coste estimado de los errores: Se analiza los costes estimados con

dos probabilidades a priori de estimar malos riesgos (π2). West (2000) propone como

probabilidad a priori de malos riesgos entre dos cotas (π2[0,144, 0,249]), calculadas a partir

de las tasas de incumplimiento. Para los datos German Credit, en ambos escenarios de

probabilidad a priori, la metodoloǵıa con menor coste es el análisis discriminante lineal,

seguido de la red neuronal MOE, RBF y la regresión loǵıstica. Para los datos Australian

Credit los costes de los modelos de red neuronal MOE, RBF y MLP son casi idénticos

en ambos niveles de probabilidad. Los costes de análisis discriminante lineal y regresión

loǵıstica son comparables a los modelos de redes neuronales pero se vuelven menos eficientes

cuando el valor de la probabilidad a priori aumenta.

En el estudio de Abdou and El Masry (2008) se realiza una comparación de métodos no

paramétricos (fundamentalmente redes neuronales) y métodos paramétricos:

1. Métodos no paramétricos

1.1. Redes neuronales probabiĺısticas (PNN)

1.2. Redes neuronales multicapa feed forward (MLFN)

1.3. La mejor red neuronal (BNS)

2. Métodos paramétricos

2.1. Análisis discriminante lineal

2.2. Análisis probit
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2.3. Regresión loǵıstica

un total de 581 datos. De las 20 variables explicativas de la base de datos, seleccionan 12 para

el estudio. Realizan el estudio con dos puntos de corte, 0,50 y 0,60, finalmente eligen para las

conclusiones como punto de corte 0,50. La base de datos la particionan en 80 % muestra de

entrenamiento y 20 % muestra de test. Tanto en el análisis discriminante, el análisis probit como

en la regresión loǵıstica realizan dos estudios en cada uno de ellos, con todas las variables (las

12 seleccionadas) y el estudio por etapas, añadiendo las variables 1 a 1 que minimice lambda

Willks’ global (9 variables). En cuanto a las redes neuronales, el experimento se repite 20 veces

para diferentes muestras de entrenamiento y test aleatorias. Una vez obtenidos los resultados

seleccionan las 20 mejores redes neuronales. El caso de la mejor red neuronal, plantean las redes

neuronales multicapa feed forward desde 2 nodos a 6 nodos y la red neuronal probabiĺıstica

obtendrá seis modelos. Con todos los resultados anteriores selecciona de las redes neuronales las

5 mejores de cada experimento para compararlas con las dos obtenidas en análisis discriminante,

análisis probit y regresión loǵıstica. Los autores concluyen que existen resultados muy similares

en ambas bases de datos:

1. Según el criterio de probabilidad de mala clasificación:

1.1 La regresión loǵıstica es la mejor técnica convencional.

1.2. Todos los modelos predicen mejor el crédito bueno que el malo, a excepción del análisis

discriminante.

1.3. En general, las técnicas de redes neuronales son mejores que las técnicas convencio-

nales.

2. Según el criterio de coste estimado de los errores, siguiendo a West (2000) en su definición

del coste estimado, error tipo I, créditos buenos clasificados como malos o falsos negativos

(FN), y error tipo II, créditos malos clasificados como buenos o falsos positivos (FP), y

coste total estimado:

2.1. En general los errores de clasificación tipo II son más altos que los errores de clasifi-

cación tipo I.

2.2. Se cumple la generalidad anterior para las técnicas convencionales excepto para el

análisis discriminante. Se predicen mejor los malos créditos.

2.3. Para los modelos de redes neuronales, el error tipo II es más alto que el error tipo I.

Las conclusiones del trabajo de investigación plantean que si el criterio de elección es la

tasa de clasificación correcta el mejor modelo será el de redes neuronales probabiĺısticas. Si el

criterio es el coste estimado de errores de clasificación el mejor modelo será el de redes neuronales

multicapa feedforward (MLFN).

Los autores realizan el estudio con una base de datos de una banca comercial egipcia, con
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Actualmente, logit es considerado un buen modelo de predicción y clasificación en el ámbito

crediticio, y suele utilizarse para comparaciones frente a técnicas alternativas. Existen diversos

estudios que concluyen la efectividad de los modelos logit frente a otras técnicas como, entre

otros, Srinivasan and Kim (1987a), Leonard (1993), Back et al. (1996), Laitinen and Kankaanpää

(1999), Huang et al. (2004), Baesens et al. (2003b).

Otras investigaciones más recientes proponen un enfoque de mineŕıa de datos h́ıbrido. En

esta ĺınea podemos señalar a Hsieh (2005) que propuso un sistema h́ıbrido basado en la agru-

pación junto a técnicas de redes neuronales. Los autores Lee and Chen (2005) proponen un

procedimiento h́ıbrido de dos etapas con redes neuronales y splines de regresión multivariante

de adaptación. En el estudio de Lee et al. (2002) se integran backpropagation de redes neuronales

con un enfoque tradicional de análisis discriminante. En el art́ıculo de Chen and Huang (2003)

se aplican redes neuronales y técnicas de algoritmos genéticos.

1.6. Máquina de vectores soporte (SVM)

Las máquinas de vectores soporte fueron sugeridas por primera vez por Vapnik (1995). En

el ámbito financiero se empiezan a utilizar sobre el año 2000, fundamentalmente en dos áreas de

conocimiento financiero:

1. Para la predicción de precios y volatilidad bursátil (Van Gestel et al., 2001; Tay and Cao,

2002; Cao, 2002; Huang et al., 2005).

2. En aplicaciones de riesgo crediticio y detección de fraude (Fan and Palaniswami, 2000;

Baesens et al., 2003b).

En el trabajo de Fan and Palaniswami (2000) se predicen situaciones de incumplimiento en

compañ́ıas. Los autores utilizan una muestra de 174 empresas australianas (86 con incumpli-

miento), y aplican modelos predictivos utilizados por los autores Altman (1968), Orgler (1980),

Lincoln (1982) y uno propio (en el que utilizan las variables de los trabajos de estos tres autores

más otras 5 adicionales). Los autores realizan la investigación comparando cuatro técnicas para

la predicción: SVM, análisis discriminante, redes neuronales multiperceptrón y aprendizaje de

cuantificación vectorial. Concluyen que la mejor técnica predictiva es SVM.

En los trabajos de Härdle et al. (2004) y Härdle et al. (2005) se utiliza la técnica SVM

comparándola con análisis discriminante para predecir la quiebra de 84 compañ́ıas. Llegan a la

conclusión que las diferencias obtenidas aplicando las dos técnicas no es estad́ısticamente signifi-

cativa, por tanto no pueden concluir que SVM es mejor clasificador que el análisis discriminante.

En el art́ıculo Baesens et al. (2003b) se desarrolla un estudio comparativo de diferentes

técnicas de clasificación en ocho conjuntos de datos reales de créditos de instituciones finan-

cieras (Benelux1, Benelux2, UK1, UK2, UK3, UK4, Alemania y Australia). Realiza el estudio

comparativo con los métodos siguientes:

1. Regresión loǵıstica (LR).
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2. Análisis Discriminante lineal (LDA).

3. Análisis Discriminante cuadrático (QDA).

4. Programación lineal (LP).

5. Máquina de vectores con núcleo de base lineal (Lin SVM).

6. Máquina de vectores con núcleo de base radial (RBF SVM).

7. Máquina de vectores rectificada con núcleo de base lineal (Lin LS-SVM).

8. Máquina de vectores rectificada con núcleo de base radial (RBF LS-SVM).

9. Redes neuronales (NN).

10. Árbol clasificador de Bayes (NB).

11. Árbol clasificador de Bayes aumentado (TAN).

12. Árbol de decisión (C4.5).

13. Árbol de decisión y reglas (C4.5rules).

14. Árbol de decisión (C4.5dis).

15. Árbol de decisión y reglas (C4.5rules dis).

16. K vecinos más cercanos (KNN10).

17. K vecinos más cercanos (KNN100).

El criterio elegido de selección es por:

1. Porcentaje de los correctamente clasificados. Para ello calculan la matriz de confusión.

2. Curva ROC o área AUC que medirá la sensibilidad como la proporción de positivos que se

prevé sean positivos y la especificidad que medirá la proporción de negativos que se espera

sean negativos.

Los autores llegan a la conclusión que, tanto con el criterio del porcentaje de los correctamente

clasificados como en términos de la curva AUC, los métodos que obtienen mejor resultados son

los de máquinas de vectores y redes neuronales, seguidas de los métodos lineales de regresión

loǵıstica y análisis discriminante lineal. La mayoŕıa de técnicas obtuvieron buenos resultados,

tan sólo obtuvieron un peor desempeño el análisis discriminante cuadrático, clasificador de Bayes

y los árboles de decisión y reglas (C4.5rules).

Los autores Huang and Wang (2007) desarrollan un estudio comparativo de diferentes técni-

cas de clasificación en dos conjuntos de datos reales de créditos de instituciones financieras

(German Credit y Australian Credit). Primero realizan el estudio comparativo con los métodos

siguientes:
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1. Máquina de vectores soporte + Grid search (SVM + Grid search).

2. Máquina de vectores soporte + Grid search + F-score (SVM + Grid search + F-score).

3. Máquina de vectores soporte + GA (SVM + GA).

4. Redes neuronales (NN).

5. Programación genética.

6. Árbol de decisión C4.5.

Los autores realizan el estudio aplicando los tres métodos indicados de máquinas de vectores

soporte a los mismos conjunto de datos de entrenamiento y testeo. Eligen como punto de corte

para realizar el estudio 0,5, mayor a ese punto es buen cliente, menor mal cliente. Al mismo

tiempo que calculan el porcentaje de correctamente clasificados, para cada uno de los métodos

y bases de datos, calculan la precisión en la clasificación a través del test de Friedman. Para

las dos bases de datos coinciden los resultados obtenidos, tanto el porcentaje de correctamente

clasificados como la precisión de la clasificación. Señalan como mejor método la máquina de

vectores soporte + GA (SVM + GA). En cuanto a la comparación del método anteriormente

seleccionado con redes neuronales, programación genética y árbol de decisión C4.5, para la base

de datos Australian Credit no hay diferencias significativas entre ellos, pero en la base de datos

German Credit, el modelo C4.5 fue significativamente inferior.

Los autores Yu et al. (2011) desarrollan un estudio comparativo de diferentes técnicas de

clasificación en dos conjuntos de datos reales de créditos de instituciones financieras (German

Credit y Australian Credit). El objetivo del trabajo es estudiar el método de máquina de vectores

soporte ponderado con la función Kernel RBF por mı́nimos cuadrados con un algoritmo DOE

(Zhou et al., 2009), LSSVMDOE, comparándolo con distintos métodos de evaluación de riesgo.

Para el estudio comparativo utilizan los 17 métodos empleados por Baesens et al. (2003b) en su

estudio y las 5 redes neuronales empleadas por West (2000) en su estudio. Por tanto el estudio

comparativo se realiza en primer lugar con los métodos siguientes:

1. Regresión loǵıstica (LR)

2. Análisis Discriminante lineal (LDA)

3. Análisis Discriminante cuadrático (QDA)

4. Programación lineal (LP)

5. Máquina de vectores con núcleo de base lineal (Lin SVM)

6. Máquina de vectores con núcleo de base radial (RBF SVM)

7. Máquina de vectores rectificada con núcleo de base lineal (Lin LS-SVM)
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8. Máquina de vectores rectificada con núcleo de base radial (RBF LS-SVM)

9. Red neuronal (NN)

10. Árbol clasificador de Bayes (NB)

11. Árbol clasificador de Bayes aumentado (TAN)

12. Árbol de decisión (C4.5)

13. Árbol de decisión y reglas (C4.5rules)

14. Árbol de decisión (C4.5dis)

15. Árbol de decisión y reglas (C4.5rules dis)

16. K vecinos más cercanos (KNN10)

17. K vecinos más cercanos (KNN100)

18. Redes neuronales MOE( Mixture of experts)

19. Redes neuronales RDF (Radial basis function)

20. Redes neuronales MLP (Multi-layer perceptron)

21. Redes neuronales LVQ (Learning vector quantization)

22. Redes neuronales FAR (Fuzzy adaptive resonance)

23. Máquina de vectores soporte ponderado con la función Kernel RBF por mı́nimos cuadrados

con un algoritmo DOE (LSSVMDOE)

Los autores utilizan tres criterios de evaluación:

1 Precisión tipo I o especificidad. Definido como la proporción del total de observaciones

malas las que son realmente malas.

2 Precisión tipo II o sensibilidad. Definido como la proporción del total de observaciones

buenas las que son realmente buenas.

3 Precisión total. Definido como la proporción del total de observaciones de la muestra las

que están correctamente clasificadas.

Los autores realizan el estudio aplicando a cada una de las bases de datos la distribución

de 2
3 conjunto de entrenamiento y 1

3 datos para comprobación. Yu et al. llegan a la conclusión

que en cuanto a precisión total el mejor método es máquina de vectores soporte ponderado con

la función Kernel RBF por mı́nimos cuadrados con un algoritmo DOE, seguido de las técnicas
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más simples como regresión loǵıstia y análisis discriminante lineal para ambas bases de datos.

En cuanto a la precisión tipo I los mejores resultados para ambas bases de datos se obtienen

con máquina de vectores soporte ponderado con la función Kernel RBF por mı́nimos cuadrados

con un algoritmo DOE. Los peores resultados se obtienen para los k vecinos más cercanos y el

clasificador de Bayes. En cuanto a la precisión tipo II los mejores resultados se obtienen en la

base de datos German Credit la técnica de clasificación de Bayes y en la base de datos Australian

Credit la técnica de los k vecinos más cercanos. Una posible explicación es que las bases de datos

estén sesgadas, por tanto predicen mejor la opción mayoritaria. Los autores concluyen en esta

primera fase que el clasificador óptimo es máquina de vectores soporte ponderado con la función

Kernel RBF por mı́nimos cuadrados con un algoritmo DOE ya que obtiene los mejores resultados

en cuanto a precisión total y precisión tipo I, considerando que es más dif́ıcil de clasificar los

malos clientes que los buenos.

Una vez realizado el estudio anterior los autores concluyen como mejor método la máquina de

vectores soporte. Pero además de comprobar que es el mejor método de clasificación comprueban

que el algoritmo utilizado en el estudio (DOE) es el que mejor selecciona los parámetros. Para

realizarlo comparan diversos algortimos de máquinas de vectores. Los algoritmos utilizados son

los siguientes:

1. Máquina de vectores soporte ponderado con la función Kernel RBF por mı́nimos cuadrados

con un algoritmo DOE (LSSVMDOE).

2. Máquina de vectores soporte ponderado con la función Kernel RBF por mı́nimos cuadrados

con un algoritmo genético (LSSVMGA).

3. Máquina de vectores soporte ponderado con la función Kernel RBF por mı́nimos cuadrados

con un algoritmo ”grid search”(LSSVMGS).

4. Máquina de vectores soporte ponderado con la función Kernel RBF por mı́nimos cuadrados

con un algoritmo ”direct search”(LSSVMDS).

En cuanto a la comparación del método máquina de vectores soporte ponderado con la

función Kernel RBF por mı́nimos cuadrados con diversos algoritmos, los autores concluyen para

ambos conjuntos de datos, que el algoritmo DOE obtiene mejores resultados en precisión tipo I.

El algoritmo GS obtiene mejores resultados en términos de precisión tipo II y en precisión total

se obtienen mejores resultados con el algoritmo DS, pero desde el punto de vista de eficiencia

computacional se obtienen mejores resultados para el algoritmo DOE. Por tanto, concluyen que

el mejor método para resolver el credit scoring es máquina de vectores soporte ponderado con

la función Kernel RBF por mı́nimos cuadrados con un algoritmo DOE por ser el más preciso a

la vez que el más eficiente computacionalmente (a tener en cuenta que las empresas financieras

necesitan decisiones rápidas).
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1.7. ¿Existe un método mejor?

En general, y como se puede comprobar a lo largo de las investigaciones realizadas por los

distintos autores, no se puede concluir que exista un método mejor para medir el credit scoring.

Dependiendo de la estructura de los datos, las caracteŕısticas utilizadas, la posibilidad de separar

las clases mediante el uso de esas caracteŕısticas y el objetivo de la clasificación de la estructura

de datos, será más apropiado la utilización de un método u otro (Hand and Henley, 1997; Yu

and Lai, 2008).

En la investigación realizada por Henley and Hand (1996) se señala como método superior

el de k vecinos más cercanos con adaptación métrica, pero al mismo tiempo advierten que

la investigación se ha realizado con un conjunto de datos pequeño (5 000) y con una tasa de

aceptación del 70 %. Los mismos autores conluyen que los métodos de clasificación más fáciles

de entender como la regresión, k vecinos más cercanos y árboles de decisión son mucho más

atractivos tanto para los usuarios como para los clientes que las redes neuronales que son cajas

negras, dif́ıciles de entender e interpretar.

Galindo and Tamayo (2000) señalan que ningún método o algoritmo es perfecto, por lo que

el investigador debe de ser consciente de las limitaciones y fortalezas de cada uno.

Thomas (2000) realiza un estudio de las diferentes técnicas de clasificación de credit scoring

utilizadas por diversos autores en distintos trabajos de investigación: Henley (1995), Boyle et al.

(1992), Srinivasan and Kim (1987a), Srinivasan and Kim (1987b), Yobas et al. (1997), Desai et al.

(1997). Se analizan tanto los distintos métodos de credit scoring aplicados como los resultados

obtenidos en cuanto al método o métodos óptimos. El primer problema que destaca es que la

información, en cuanto a la disposición de las bases de datos reales de préstamos, es limitada

para los investigadores. Los estudios existentes coinciden en no señalar ningún método como

óptimo, concluyen que dependiendo qué métodos se comparen, qué variables se utilicen, de qué

páıs se extraen los datos, . . . cada trabajo llega a unas conclusiones diferentes. Pero, en lo que śı

coinciden todos los autores es que es mejor utilizar un método de credit scoring que no utilizar

ninguno. Cada método muestra unas ventajas y unos inconvenientes. Thomas (2000), señala

la importancia de incluir dentro del credit scoring el comportamiento del scoring (información

conocida del prestatario de un peŕıodo anterior), las condiciones macroeconómicas existentes en

cada momento y el beneficio del scoring.

En el trabajo de Baesens et al. (2003b) se señala que las técnicas de clasificación más simples,

como el análisis discriminante lineal y la regresión loǵıstica obtienen unos buenos resultados.

Huang et al. (2004) señalan que las técnicas de inteligencia artificial son superiores a las

técnicas estad́ısticas para medir el credit scoring, pero indican que dentro de las técnicas de

inteligencia artificial no se puede afirmar una como mejor. Otros autores como Huang and Wang

(2007) señalan que las técnicas de mineŕıa de datos o inteligencia artificial, desarrolladas más

recientemente como las redes neuronales, programación genética y máquinas de vectores soporte,

pueden realizar la tarea de clasificación sin la limitación de las técnicas convencionales sobre la

precisión del credit scoring. Al mismo tiempo estos métodos logran un mejor rendimiento.
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En la misma ĺınea que el estudio de Thomas (2000), Crook et al. (2007) realizan un estudio

comparativo de los distintos métodos aplicados en las investigaciones de distintos autores como:

Srinivasan and Kim (1987b), Boyle et al. (1992), Henley (1995), Yobas and Ross (2000) , West

(2000), Lee et al. (2002), Malhotra and Malhotra (2003), Baesens et al. (2003b) y Ong et al.

(2005). Analizan el porcentaje de los créditos correctamente clasificados comprobando que ob-

tienen resultados distintos cada uno de los autores, por tanto no hay un método óptimo. En el

art́ıculo de Crook et al. (2007) llegan a la conclusión que el método más utilizado en el credit

scoring es la regresión loǵıstica, aunque en los últimos años se han desarrollado más métodos

y la evidencia sugiere que el más exacto probablemente sea el método de máquina de vectores

soporte, aunque falta investigación sobre el mismo para poder concluir esta afirmación.

Otros autores como Abdou and El Masry (2008) señalan que en la mayoŕıa de casos es-

tudiados, en cuanto a comparación de métodos de credit scoring, las técnicas estad́ısticas más

avanzadas como redes neuronales y algoritmos difusos son mejores que las tradicionales. Pero al

mismo tiempo, no hay ninguna diferencia entre las diferentes técnicas estad́ısticas en términos

de porcentaje de tasa media de clasificación correcta. Tal y como indican Desai et al. (1996),

Blochlinger and Leippold (2006), Hoffmann et al. (2007), en algunos casos dependerá del grupo

original que se utiliza para calcular la clasificación correcta de buenos y malos créditos.

En los trabajos de Huang et al. (2009), Lean Yu et al. (2008) se introduce en las técnicas

de inteligencia artificial la posibilidad de estudiar métodos de aprendizaje conjuntos obteniendo

mejores resultados que las técnicas individuales de inteligencia artificial. En esta ĺınea el trabajo

de Wang and Ma (2011) introducen tres métodos de aprendizaje conjunto (bagging, boosting

y stacking) para distintos métodos de clasificación comparándolo con el método clásico de una

muestra única, los resultados revelan que la aplicación del aprendizaje conjunto puede aportar

una mejora sustancial para todos los métodos de clasificación, sin definirse por ningún método

de clasificación como el mejor.

En cualquier caso, tal y como señalan Marqués et al. (2013) comparando los métodos subje-

tivos de credit scoring con cualquiera de los métodos automáticos de computación, estos últimos

presentan una serie de ventajas interesantes (Rosenberg and Gleit, 1994; Thomas and Edelman,

2002; Blochlinger and Leippold, 2006):

1. La reducción en el coste del proceso de evaluación de crédito y el riesgo esperado de ser

un mal préstamo

2. El ahorro de tiempo y esfuerzo

3. Recomendaciones coherentes basadas en información objetiva, lo que elimina los prejuicios

humanos

4. Facilidad para incorporar cambios en el sistema

5. El proceso puede ser supervisado, rastreado y ajustado en cualquier momento.
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Marqués et al. (2013) realizan una revisión de la literatura sobre la aplicación de la compu-

tación evolutiva para el credit scoring limitado a los art́ıculos publicados en el peŕıodo 2000-2012.

Los autores, coincidiendo con Lucas (2001), destacan que la aplicación de las técnicas de compu-

tación evolutiva en el credit scoring son buenas para la predicción, la selección de variables y

optimización de parámetros, pero sus resultados dif́ıcilmente interpretables por los analistas. Se

admite que los algoritmos genéticos y programación genética son métodos eficientes y flexibles

para encontrar soluciones óptimas. Pero no es posible concluir que los algoritmos genéticos y la

programación genética son mejores o peores que otros modelos, simplemente es una alternati-

va a los métodos convencionales. Señalan como solución óptima la combinación de métodos de

computación evolutiva con convencionales. Al mismo tiempo, en el estudio realizado, ponen de

manifiesto debilidades y limitaciones de las investigaciones realizadas hasta el peŕıodo de análisis

a tener en cuenta en investigaciones futuras:

1. Falta de bases de datos de crédito disponibles públicamente y las pocas existentes no

tienen un número suficientemente grande de datos. Este hecho limita tanto para generalizar

conclusiones como para la realización de comparaciones de métodos y experimentos.

2. En los art́ıculos referidos existen variedad de criterios de evaluación del desempeño, pero

algunos no son los más adecuados debido a los diferentes costes de clasificación erróneo y/o

distribuciones de clase desequilibradas. Menos del 20 % de los art́ıculos utilizan los errores

de tipo I y tipo II, siendo un dato a tener en cuenta en las aplicaciones reales ya que existe

bastante consenso en las entidades financieras que los costes asociados a los errores de tipo

II, malos clientes clasificados como buenos, son mucho mayores que los errores de tipo I,

buenos clientes clasificados como malos (West, 2000; Baesens et al., 2003b).

3. Las conclusiones de la mayoŕıa de los autores no han sido apoyadas por pruebas estad́ısti-

cas para demostrar la importancia de los resultados experimentales y, en otros casos la

estad́ıstica aplicada es inadecuada debido a las suposiciones incorrectas que han realizado.

4. En cuanto al pre-procesamiento de datos se refiere, los autores observan que en general, los

conjuntos de datos de crédito son muy desequilibrados (número de casos por defecto bajo,

datos solo de los que se les concedió en el pasado el crédito, datos incompletos). Los autores

han observado que la selección de variables es el único problema de pre-procesamiento de

datos que, en gran medida, ha sido abordado con técnicas evolutivas, pero no en todos los

estudios.

A lo largo del caṕıtulo se han enumerado distintos métodos utilizados para analizar el riesgo

de crédito en las entidades financieras. Se realiza una revisión de los métodos utilizados desde

mediados del siglo XX (principio de los años 40), hasta nuestros d́ıas. Las aportaciones cient́ıficas

al análisis del riesgo de crédito, a lo largo de estos años, han sido importantes debido, en gran
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ogicos. Las técnicas de credit scoring incluyen tanto métodos estad́ısti-

cos, como econométricos, de inteligencia artificial, de investigacin operativa e h́ıbridas. Con este

caṕıtulo se ha dado respuesta al objetivo número 1 de la sección “Objetivos” del “Prólogo”.

parte, a los avances tecnol´



2
Métodos estad́ısticos para el estimación del riesgo de

crédito

Tal y como se ha indicado en el caṕıtulo 1, si se cuestiona qué método es el mejor para

predecir la probabilidad de éxito o por el contrario, la probabilidad de incumplimiento en un

préstamo, no se puede concluir que exista ninguno mejor o peor, pues en primer lugar habrá que

definir qué es mejor, y en segundo lugar, en la literatura de la materia no existe un consenso.

Dependiendo de la estructura de los datos, las caracteŕısticas utilizadas, la posibilidad de separar

las clases mediante el uso de esas caracteŕısticas y el objetivo de la clasificación de la estructura

de datos, será más apropiado la utilización de un método u otro (Hand and Henley, 1997; Yu

and Lai, 2008).

En el presente caṕıtulo, se exponen los cinco métodos que por su habitual uso, se han
considerado en esta tesis para su estudio y aplicación. Entre todas la técnicas aplicadas
y contrastadas en la literatura de credit scoring, se han seleccionado aquellas que han
obtenido buenos y contrastados resultados dentro de las técnicas paramétricas, técnicas
no paramétricas, técnicas estad́ısticas y de inteligencia artificial. Dentro de las técnicas
paramétricas y no paramétricas, se han seleccionado el análisis discriminante y árboles de
decisión y clasificación CART; como técnicas estad́ısticas, se han seleccionado el modelo
lineal mixto y modelo lineal generalizado para datos binarios; como técnicas de inteligencia
artificial, se ha seleccionado las máquinas de vectores soporte. En este caṕıtulo se va a
plantear brevemente la metodoloǵıa de cada una de las técnicas utilizadas.

En ningún momento se va a entrar a desarrollar la obtención de los estimadores, pues es un

hecho que se puede encontrar en la literatura.

39
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2.1. Método de Análisis Discriminante

El análisis discriminante es una técnica paramétrica enumerada por Fisher (1936). La finali-

dad de esta técnica es ver si existen diferencias entre los dos grupos de la variable objetivo para

las que se miden p variables explicativas o también llamadas discriminantes. Se asume que las

variables independientes X de la muestra provienen de una distribución normal multivariada.

La función de densidad condicional, fk(x), utilizada en análisis discriminante es una estimación

de la probabilidad a posteriori P(G = Gk|X = x). La función fk(x) es la siguiente:

fk(x) =
1

(2π)p/2|Σk|1/2
exp

{
−1

2
(x− µk)TΣ−1k (x− µk)

}
, para x ∈ Rp

Para el uso de esta técnica se ha de definir una función discriminante, por ejemplo la distancia

de Mahalanobis (Mahalanobis, 1936). Esta compara la distancia entre x y el centro de la clase

kth y viene expresada por:

δ(x, µk) = [(x− µk)TΣ−1k (x− µk)]1/2

Suponiendo que se clasifica en dos clases 0 y 1, se compara la razón de ambas probabilidades

a posteriori. La expresión matemática (Hastie et al., 2008) seŕıa:

log
P(G = G0|X = x)

P(G = G1|X = x)
= log

f0(x)

f1(x)
+ log

π(0)

π(1)
= (2.1)

log
π(0)

π(1)
+ log

|Σ0|
|Σ1|

− 1

2
(µT0 Σ−10 µ0 − µT1 Σ−11 µ1) +

xT (Σ−10 µ0 − Σ−11 µ1)−
1

2
xT (Σ−10 − Σ−11 )x

Si la matriz de varianzas Σk es igual para todas las clases k, el método discriminante es el

análisis discriminante lineal (homocedasticidad) y si, por el contrario, no son iguales (heteroce-

dasticidad), es análisis discriminante cuadrático.

Análisis discriminante lineal

El análisis discriminante hace referencia al problema de clasificar en distintos grupos un

conjunto de observaciones vectoriales. A partir de una muestra conocida (training o muestra de

entrenamiento) en la que se conocen las caracteŕısticas (variables exógenas x) de cada individuo,

se clasifica su respuesta (variable endógena y) en función de esas caracteŕısticas. Se obtendrá

una relación que separe, atendiendo a sus caracteŕısticas, cada observación en uno de los dos

grupos respuesta. Al mismo tiempo, para cada nueva observación se podrá predecir a qué grupo

pertenecerá.

Se considera análisis discriminante lineal si la función de separación aplicada de las variables

es lineal, y se emplea esa función para predecir la pertenencia de una nueva observación a
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alguno de los grupos. El análisis discriminante lineal resulta adecuado cuando las variables

provienen de una distribución normal multivariada con igual varianza dentro de cada grupo

(homocedasticidad), esto requiere que las variables independientes tienen que ser cuantitativas,

pero sus resultados pueden no ser válidos ante la presencia de pocos valores extremos (Khattree

and Naik, 2000).

Existe una serie de supuestos que se deben de cumplir para la aplicación del análisis discri-

minante lineal:

1. Se ha de tener una variable categórica como variable respuesta y un conjunto de variables

explicativas, independientes que pueden ser continuas o discretas (x). La variable respuesta

ha de cumplir que, Y k = 1 si Gk = k, Y k = 0 si Gk 6= k

2. Es necesario que como mı́nimo existan dos clases (k y m), y para cada una de ellas como

mı́nimo dos o más observaciones.

3. El número de variables discriminantes (las que se utilizarán como caracteŕısticas en el

modelo para poder discriminar por clases) debe ser menor que el número de variables

totales (p) menos dos.

4. Ninguna variable discriminante puede ser combinación lineal de otras variables discrimi-

nantes.

5. El número máximo de funciones discriminantes (δk) es igual al mı́nimo entre el número de

variables (p) y el número de grupos (K) menos 1.

6. La matriz de covarianzas dentro de cada clase debe ser aproximadamente igual. (Σ =

Σk ∀ ∈ 1, . . . ,K).

7. Las variables continuas deben seguir una distribución normal multivariante.

Suponiendo que se clasifica en dos clases k y m, se compara la razón de ambas probabilidades

a posteriori. La probabilidad a priori de la clase k es conocida y su valor se expresa como π(k),

cumpliéndose que
∑K

k=1 π(k) = 1, al mismo tiempo se cumple que la matriz de varianzas Σk es

igual para todas las clases k, por tanto, Σ = Σk. La expresión matemática (Hastie et al., 2008)

de la comparación de las probabilidades a posteriori es la siguiente:

La función discriminante lineal viene dada por la siguiente expresión:

δk(x) = xTΣ−1µk −
1

2
µTk Σ−1µk + logπk

donde el número de funciones discriminantes k será,

k = min(p, k − 1) y corr(δi, δj) = 0 ∀i 6= j

.
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En el caso de una variable respuesta dicotómica la regla de decisión será igual a 1. La regla

de decisión es ˆG(x) = argmaxkP(G = Gk|X = x). El ĺımite de decisión entre las clases k y m

será cuando se cumpla que x : δk(x) = δm(x) lo que equivale a que la expresión matemática 2.1

se iguale a cero.

Las funciones δ1, δ2, . . . , δk denominadas funciones discriminantes canónicas, se construyen

de modo que:

1. δ1 sea la combinación lineal de x1,x2, . . . ,xp que mejor diferencia las k clases.

2. δ2 sea la combinación lineal de x1,x2, . . . ,xp que mejor diferencia las k clases después de

δ1 tal que corr(δ2, δ1) = 0.

En general, δi es la combinación lineal de x1,x2, . . . ,xp que proporciona la mayor discrimi-

nación posible entre las clases después de δi−1 y tal que corr(δi, δj) = 0 para j = 1, . . . , (i− 1).

Por tanto, conociendo las p variables x1,x2, . . . ,xp sobre un nuevo individuo, es posible

clasificarlo en uno de las K clases a partir de las funciones discriminantes δ1, δ2, . . . , δk .

En la práctica, los parámetros de la distribución gaussiana multivariable se estiman a partir

de las observaciones (xi, gi) dentro del conjunto de entrenamiento, donde:

ˆπ(k) =
Nk

N
;

µ̂k =
∑
gi=k

xi
Nk

,

Σ̂ =
K∑
k=1

∑
gi=k

(xi − µ̂k)T
N −K ,

Donde, Nk =
∑N

i=1 1(gi = Gk) es el número de observaciones de la clase k, N es el número de

observaciones totales. Por tanto, se va a necesitar la diferencia entre las funciones discriminantes

δk(x)−δK(x), cada una requiere (p+1) parámetros, por tanto tendremos (k−1)(p+1) parámetros

en el ajuste con análisis discriminante lineal.

Se calculan los valores para esas k funciones en el registro nuevo y luego la distancia a cada

uno de los vectores de las k funciones valorizadas en los promedios de K clases. El nuevo registro

se le asigna a la clase cuyo promedio se encuentra a menor distancia. Si además se conoce la

probabilidad a priori que un registro pertenezca a cada una de las K clases, puede usarse para

mejorar la clasificación.

Para el cálculo del riesgo de crédito o la clasificación de riesgos mediante análisis discrimi-

nante se utilizará el paquete MASS de R, desarrollado por Venables and Ripley (2002).
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2.2. Árboles de decisión

Los árboles de decisión se basan en la aplicación de un conjunto de reglas, del tipo If-Then.

Utilizan funciones lógicas que llevan a tomar decisiones en un sentido u otro. Las funciones If-

Then toman valores discretos. Los árboles de decisión permiten analizar un mapa de posibilidades

y cuantificar cada una de ellas en términos de probabilidad. Cuanta mayor información se tenga

más eficiente será el cálculo.

Para la elaboración del árbol se parte de un nodo inicial denominado ráız. Las distintas

alternativas If-Then existentes son los nodos, es decir, se parte la base de datos en conjuntos

disjuntos por cada nodo. Este corte vendrá dado por una condición en una de las variables

explicativas. El particionamiento será recursivo y se detiene en los nodos terminales cuando no

exista discriminación posible de la variable respuesta para cada una de las explicativas. A cada

nodo final se le asignará uno de los estados de la variable respuesta, a estos se les denominará

hojas.

Para cada nueva observación, el estado de la variable respuesta se predice por el estado del

nodo terminal al que dicha observación pertenece.

El criterio que determina el corte en cada nodo, el mecanismo de segmentación y el criterio de

parada (que permite decidir si un nodo es terminal o no) ha dado lugar a distintos algoritmos de

segmentación: CHAID, desarrollado por Kass (1980)); CART, desarrollado por Breiman et al.

(1984); ID3, desarrollado por Quinlan (1983); C4.5, version superior al ID3 desarrollada por

Quinlan (1993).

Algoritmo CART

Breiman et al. (1984), desarrolló el algoritmo Classification and Regression Trees (CART) que

es un tipo espećıfico de árbol de decisión en el que las ramas representan conjuntos de decisiones

y cada decisión genera reglas sucesivas para continuar la clasificación (partición) formando aśı

grupos homogéneos respecto a la variable que se desea discriminar. CART es un método no

paramétrico de segmentación binaria.

CART trabaja con variables tanto discretas como continuas. El corte con cada nodo viene

dado por reglas de tipo binario. Es un algoritmo de partición recursiva. Se parte de una muestra

original y se divide en submuestras utilizando unas reglas univariantes If-Then que buscarán

aquella variable independiente que permita discriminar mejor la decisión. El proceso finaliza

cuando resulte imposible realizar una nueva división que mejore la homogeneidad existente. El

riesgo total del árbol se calcula sumando los riesgos correspondientes a cada uno de los nodos

terminales.

El criterio para seleccionar la mejor división de cada nodo es el de reducción de la impureza

del nodo, definida mediante la siguiente expresión.

i(t) = −
∑
j

p(j/t) log[p(j/t)]
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Siendo p(j/t) la proporción de la clase j en el nodo t.

Como medida de la homogeneidad o impureza se utiliza una extensión del ı́ndice de Gini

para respuestas categóricas. El algoritmo optará por aquella división que mejore la impureza,

mejora que se mide comparando la que presenta el nodo de procedencia con la correspondiente

a las dos regiones obtenidas en la partición.

Este procedimiento, tal y como señala Friedman (1977) presenta el problema del sobreapren-

dizaje. Para evitar este problema una vez construido el árbol saturado, se inicia el proceso de

poda, es decir, eliminar las divisiones que supongan un mayor coste de complejidad (Death and

Fabricius, 2000) hasta encontrar el tamaño óptimo que será aquel que minimice ese coste. La

calidad de un árbol viene determinada por la calidad de sus nodos terminales, que tienen que

ser homogéneos.

Entre otras, las ventajas del método CART son su robustez a outliers, su firme estructura a

transformaciones de las variables independientes, y su interpretabilidad, es un método de fácil

comprensión de los resultados obtenidos.

Para la clasificación de riesgos mediante el algoritmo CART se utilizará el paquete rpart de

R, desarrollado por Therneau et al. (2014).

2.3. Modelo lineal mixto

Los modelos lineales mixtos (LMM) tienen una estructura jerárquica y multinivel más com-

pleja que los modelos lineales (LM). Las observaciones de distintos niveles o clusters son indepen-

dientes, pero las observaciones dentro de un mismo cluster son dependientes ya que comparten

un efecto aleatorio asociado a la subpoblación. En el contexto de los modelos mixtos se suele

hablar de dos tipos de variabilidad: entre e intra clusters. La modelización de estos tipos de

variabilidad es lo que da aplicabilidad a los LMM. Los LMM manejan conjuntos de datos en los

que las observaciones no son independientes. Estos modelos permiten modelizar correlaciones

entre efectos aleatorios, lo cual los hace muy aptos para el tratamiento estad́ıstico de datos. Los

LMM le dan un carácter aleatorio a determinadas variables categóricas, estimando su varianza

y prediciendo su valor. Mediante los efectos aleatorios, el investigador puede hacer inferencias

sobre poblaciones con una estructura más compleja que en el caso de usar LM. Razón por la cual

uno de los objetivos del análisis de los modelos mixtos es el de estimar las varianzas de cada uno

de los efectos aleatorios, aśı como sus covarianzas. Se pueden citar los siguientes textos: Jiang

(2007), Demidenko (2004), Pérez-Mart́ın (2008).

2.3.1. Modelos lineales mixtos con un factor aleatorio

La expresión matricial de un modelo lineal mixto es:

y = Xβ +Zu+ e, (2.2)
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donde yn×1 es el vector de observaciones, βp×1 es el vector de efectos fijos, um×1 es el vector

de efectos aleatorios, Xn×p y Zn×m son las matrices de incidencia correspondientes y en×1 es el

vector de perturbaciones aleatorias. Se supone que el vector de efectos aleatorios u y el vector

de perturbaciones e son independientes, se distribuyen como una normal, sus medias nulas y sus

matrices de varianzas-covarianzas conocidas,

e ∼ Nn(0,V 0),

u ∼ Nn(0,V 1),

V [e] = E[eet] = V 0, siendo V 0 = σ20In

V [u] = E[uut] = V 1, siendo V 1 = σ2uIm

que dependen de unos parámetros θ llamados componentes de la varianza. De (2.2) se obtiene:

V = V [y] = V [Xβ +Zu+ e] = V [Zu+ e] = ZV 1Z
t + V 0 = Zσ2uImZ

t + σ20In = V ,

siendo V = σ2uZZ
t + σ20In.

Se supone que V es no singular.

El estimador de máxima verosimilitud (ml) de β es,

β̂ = argmaxβ

(
−1

2
(y −Xβ)tV −1(y −Xβ)

)
.

El uso de un modelo lineal mixto (LMM) cuando la distribución condicionada de la variable

respuesta es binomial,

y ∼ Bin(n, p)

está plenamente justificada gracias al teorema de Moivre-Laplace (de Moivre, 1756) en el que

se aproxima una distribución binomial a una normal bajo ciertas condiciones. Estas condiciones

se cumplen sobradamente bajo un escenario BigData. La elección de este modelo, en lugar de

un modelo lineal mixto generalizado para respuesta binaria, es que la expresión de verosimilitud

de un modelo mixto es una integral sobre el espacio de efectos aleatorios y puede ser evaluada

exactamente por máxima verosimilitud restringida, mientras que para un modelo mixto genera-

lizado esta debe ser aproximada.

Para el cálculo del riesgo de crédito mediante un modelo lineal mixto y con método de ajuste

reml se usará el paquete lme4 de R descrito por Bates et al. (2015b) y Bates et al. (2015a).
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2.4. Modelo Lineal Generalizado para datos binarios

El Modelo lineal generalizado (GLM) tuvo mucha difusión a partir del libro de McCullagh

and Nelder (1989).

En el GLM tenemos variables respuesta asociadas a covariables, pero a diferencia del modelo

lineal, no se tiene por qué cumplir principios fundamentales que se cumplen en el modelo lineal

como:

1. Aditividad de los efectos de las covariables.

2. Normalidad de la respuesta.

3. Homocedasticidad.

Se supone que tenemos Y 1,Y 2, . . . ,Y n variables objetivo aleatorias univariantes e indepen-

dientes, relacionadas con las covariables o variables explicativas xji, desde j = 1, . . . , p en el

i-ésimo elemento muestral, y β1, . . . ,βp son parámetros desconocidos. Se supone que las distri-

buciones de las variables Y i, desde i = 1, . . . , n coinciden en la forma (perteneciente a la familia

exponencial) pero no necesariamente en los parámetros. Es decir supongamos que la función de

densidad de Y i es:

f(yi,θi, φ) = exp
yiθi − b(θi)

ai(φ)
+ c(yi, φ) (2.3)

Al plantear un modelo lineal generalizado se considera un conjunto de parámetros reducido

β1, . . . ,βp, siendo p < n, de modo que una transformación de ηi = E[Y i] es una combinación

lineal de ellos

g(E[Y i]) = ηi =

p∑
j=1

xijβj = xtiβ, i = 1, . . . , n.

donde,

1. g es una función monótona y diferenciable llamada nexo o link.

2. xti = xi1,xi2, . . . ,xip son los valores que toman las variables explicativas (covariables),

X1, . . . ,Xp, en el individuo i. Si la variable explicativa es continua, se utiliza una única

variable X. Si la variable explicativa es discreta (factor), se utilizan tantas variables X

como niveles tenga el factor menos uno. Las variables artificiales toman los valores 1 y

0, es decir, que si el individuo i-ésimo pertenece al nivel k del factor, entonces la k-ésima

variable artificial toma el valor 1 y las restantes el valor 0.

3. El vector de parámetros, β1, . . . ,βp es de dimensión p x 1. Las covariables tienen un único

parámetro asociado, mientras que los factores tienen tantos parámetros asociados como

niveles.



2.4. Modelo Lineal Generalizado para datos binarios 47

Por tanto, las componentes del modelo son:

1. Componente aleatoria. La variable respuesta Y tiene distribución exponencial donde θ

es el parámetro canónico, φ es el parámetro de ruido y las funciones a(), b() y c() son

conocidas. Además se cumple que:

a. µ = E(y) = b′(θ)

b. V (Y ) = a(φ)b′′(θ)

2. Componente sistemática. El vector de covaribles x̃ = (xj , . . . ,xp) que da origen al predictor

lineal

g(E[Y i]) = η =

p∑
i=1

βjXji, i = 1, . . . , n,

y β1, . . . ,βp son parámetros deconocidos a estimar. Se va a tener, por tanto, un predictor

lineal basado en una combinación lineal de variables explicativas. Las variables pueden ser

continuas, categóricas o una mezcla de las dos.

3. Función nexo o link. Relaciona las dos componentes, la esperanza de la respuesta µ y el

predictor lineal η. La función g(µ) es continua y diferenciable, tal que ηi = g(µi) = xtiβ,

con µi = E[Y i].

Los links para los GLM se muestran en la tabla 2.1.

Familia Normal Poisson Binomial Gamma Inversa

Link o nexo η = µ η = log(µ) η = log(µ/(1− µ) η = µ−1 η = µ−2

Función de varianza 1 µ µ(1− µ) µ2 µ3

Tabla 2.1: Links posibles en un GLM

Los parámetros β se estiman utilizando el método de máxima verosimilitud. Dada las obser-

vaciones independientes Y 1 = y1, . . . ,Y n = yn, con funciones de densidad f(yi,θi, φ) (2.3), la

función de verosimilitud es:

L(y,θ, φ) =

n∏
i=1

f(yi,θi, φ) = exp

[
n∑
i=1

yiθi − b(θi)
ai(φ)

+

n∑
i=1

c(yi, φ)

]

Donde y = (y1, . . . ,yn), y θ = (θ1, . . . ,θn), es el parámetro canónico. La función de log-

verosimilitud es:

l(y,θ, φ) =
n∑
i=1

yiθi − b(θi)
ai(φ)

+
n∑
i=1

c(yi, φ)
.
=

n∑
i=1

l(yi,θi, φ)
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Suponiendo que el parámetro de escala, φ, es conocido. Se desea estimar β = (β1, . . . ,βp)

por máxima verosimilitud. El estimador máximo verosimil es,

β̂ = argmaxβ l((y,θ, φ),

que se obtiene resolviendo las ecuaciones de verosimilitud:

Uj =
∂l(y,θ, φ)

∂βj
= 0, j = 1, . . . , p

Pero no siempre las ecuaciones de verosimilitud proporcionan soluciones expĺıcitas para

βj , j = 1, . . . , p. Es por ello que se debe de recurrir a métodos numéricos para la resolución,

como:

1. El método de Newton-Raphson utiliza la ecuación recurrente:

β̂
(r)

= β̂
(r−1) −H−1(β̂(r−1)

)U(β̂
(r−1)

),

Donde U =

(
∂l
∂β1

, . . . , ∂l
∂βp

)T
, β̂

(r)
=
(
β̂1

(r)
, . . . , β̂p

(r)
)T

, H =

(
∂2l

∂βj∂βk

)
j,k=1,...,p

2. El método de las puntuaciones de Fisher (método de scoring) utiliza la ecuación recurrente:

β̂
(r)

= β̂
(r−1)

+ I−1(β̂
(r−1)

)U(β̂
(r−1)

), (2.4)

donde,

I = −E[H] =
n∑
i=1

(
E

[
− ∂2li
∂βj∂βk

])
j,k=1,...,p

Nótese que este método consiste en tomar esperanzas en el método Newton-Raphson pero

cambiadas de signo.

3. Mı́nimos cuadrados ponderados iterados. Se considera el modelo lineal, con e ∼ Nn(0, σ2V ).

Suponiendo que V n×n es una matriz conocida, definida positiva y simétrica, entonces exis-

te una matriz invertible Kn×n tal que V = KKT . Para obtener el estimador de máxima

verosimilitud de β es suficiente con transformar el modelo de la siguiente forma:

ε = K−1Y
M = K−1X
ε = K−1e

 =⇒ ε = Mβ + ε,

Donde, e ∼ Nn(0, σ2I).

El estimador de máxima verosimilitud, β̂ = (MTM−1)MT ε, coincide con el estimador

por mı́nimos cuadrados ponderados, es decir,

β̂ = argminβ(ε−Mβ)T (ε−Mβ).

Además,

β̂ = (XTV −1X)−1XTV −1Y .
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La función glm del software en R utiliza el ajuste por mı́nimos cuadrados ponderados iterados.

Para el cálculo del riesgo de crédito mediante un modelo lineal generalizado se usará el paquete

stats de R. Como función link se usará el nexo logit, R Core Team (2015).

2.5. Método de Máquinas de vectores soporte

La teoŕıa de las máquinas de vectores soporte (SVM) fue desarrollada inicialmente por Vapnik

(1995). El SVM es un método de clasificación y regresión basado en el principio de minimizacion

de riesgo estructural. Se basa en la búsqueda de un hiperplano óptimo que separe las clases.

Es una técnica robusta para la clasificación y regresión aplicada a grandes conjuntos de datos

complejos con ruido. Se puede utilizar para resolver tanto problemas lineales como no lineales.

Tal y como indica Gonz´

on que permita llevar a

cabo una buena generalización que sea resultado de una adecuada relación entre la precisión al-

canzada con un particular conjunto de entrenamiento y la capacidad del modelo. La metodoloǵıa

de SVM tiene dos vertientes:

1. Si se trata de clasificar un conjunto de datos (representados en un plano n-dimensional)

no separable linealmente, se toma el conjunto de datos y se mapea a un espacio de mayor

dimensión donde se pueda separar linealmente (esto se realizará mediante las funciones

Kernel). En el nuevo plano se busca el hiperplano que sea capaz de separar en 2 clases

los datos de entrada, cumpliendo que el hiperplano de separación sea de máxima distan-

cia posible a los puntos de ambas clases (los puntos más cercanos a este hiperplano de

separación son los vectores de soporte).

2. Si se trata de hacer una regresión se toma el conjunto de datos y se transforma a un

espacio de mayor dimensión (en el que śı se pueda hacer una regresión lineal). En la nueva

dimensión se realiza la regresión lineal pero sin penalizar errores pequeños.

2.5.1. Separador lineal

Se considera para todos los casos que las variables independientes (o espacio de entrada) son

de dimensión n, es decir, X ∈ Rn la variable dependiente (o espacio de salida) es Y = [−1,+1],

según el grupo de clasificación. Dentro de todos los hiperplanos de separación que pueden existir,

tan sólo uno de ellos es óptimo. El hiperplano óptimo será aquel que cumpla que la distancia

entre el hiperplano óptimo y el valor de entrada más cercano sea máxima (maximización del

margen), véase el gráfico 2.1. Aquellos puntos sobre los cuales se apoya el margen máximo son

los denominados vectores soporte.

Matemáticamente se expresa de la siguiente forma:

Dentro del conjunto de vectores de datos se elige un conjunto de vectores de entrenamiento

{(x1, y1), . . . , (xn, yn)}, donde xi ∈ Rn e yi ∈ {−1,+1}, para i = 1, . . . , n se dice

alez-Abril (2003b) el problema consiste en buscar, para una tarea de

aprendizaje dada con, una cantidad finita de datos, una adecuada funci´
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separable si existe algún hiperplano en Rn de dimensión n − 1 que separa los vectores X =

{x1, . . . ,xn} con etiqueta yi = 1 de aquellos con etiqueta yi = −1. Dado un conjunto separable

existe, al menos, un hiperplano

πi : wx+ b = 0

que separa los vectores xi, i = 1, . . . , n. Siendo w el vector de pesos y b un umbral dado.

Dentro de los hiperplanos que cumplan la condición de separar los vectores por su clasifi-

cación, se buscará el hiperplano separador que maximice la distancia de separación entre los

conjuntos (xi, 1) y (xi,−1).

Por tanto, el problema de optimización será:

xiw + b ≥ 1, para yi = +1 (regionA)

xiw + b ≤ −1, para yi = −1 (regionB)

Aśı pues, se obtienen dos hiperplanos:

π1 : xiw + b = 1

π2 : xiw + b = −1,

y el hiperplano de margen máximo:

H : xiw + b = 0

Los vectores soporte son aquellos que definen los hiperplanos de separación π1 y π2.

De esta forma la mı́nima separación entre los vectores y el hiperplano separador es la unidad,

por tanto las dos desigualdades se pueden expresar como:

yi(xiw + b)− 1 ≥ 0,

siendo i = 1, . . . , n

Esta será la restricción que deberá cumplir el hiperplano objetivo H. En el gráfico 2.1 se

puede observar.

La distancia entre el hiperplano objetivo H y cada hiperplano separador π1 y π2 es 1
‖w‖ , por

tanto el margen es 2
‖w‖ .

El objetivo será buscar los valores w y b que permitan maximizar el margen, la distancia

entre π1 y π2, siendo 2
‖w‖ o lo que es lo mismo matemáticamente, minimizar 1

2(‖w‖)2.
Por tanto se tendrá que resolver:

mı́nw∈Rn 1
2(‖w‖)2

sujeto a yi(xiw + b)− 1 ≥ 0, i = 1, . . . , n

}
Para resolver este problema de optimización con restricciones se utilizan los multiplicadores

de Lagrange.
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b

w

Vector Soporte

Vector Soporte

Margen =
2√

wt∗w

wtX+b = −1

wtX + b = 0 wtX+b = +1

Gráfico 2.1: SVM lineal

2.5.2. Separador lineal para datos no separables

En la práctica lo habitual es que existan vectores de una clase dentro de la región correspon-

diente a los vectores de otra clase, por tanto no es posible separar por medio de hiperplanos. La

solución para convertir en separable el conjunto de vectores no separable es la introducción de

una variable de holgura ξi en las restricciones:

xiw + b ≥ 1 + ξi, para yi = +1

xiw + b ≥ −1 + ξi, para yi = −1

ξi ≥ 0 ∀i = 1, . . . , n

En este caso, se admite que necesariamente se van a cometer errores de clasificación, por

tanto se reflejará en la función objetivo un parámetro C que denotará una cota máxima de

errores. Por tanto el problema de optimización se planteará con la siguiente función:
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mı́n
w∈Rn

1

2
(‖w‖)2 + C

n∑
i=1

ξi

sujeto a: yi(xiw + b)− 1 + ξi ≥ 0, i = 1, . . . , n

ξi ≥ 0 ∀i


Para resolver este problema de optimización con restricciones se utilizará igualmente multi-

plicadores de Lagrange obteniéndose las condiciones Karush-Kuhn-Tucker (KKT).

2.5.3. Separador no lineal

Los datos no pueden ser separados linealmente a través de un hiperplano óptimo en el espacio

de entrada. Se realiza una transformación no lineal del espacio de entradas mediante una función

llamada Kernel, en la que śı que será posible la separación lineal, véase gráficamente en 2.2.

La función Kernel o núcleo (K) es un producto interno en el espacio caracteŕıstico de dimen-

sión superior que tiene su equivalente en el espacio de entrada (Gunn, 1997). La función Kernel

tiene que ser una función simétrica y definida positiva. Kernel será una función de transforma-

ción no lineal provista de un producto escalar en un espacio de mayor dimensionalidad. Siendo

ϕ(x) la transformación no lineal, la función Kernel será:

K(xi,xj) = ϕ(xi)
Tϕ(xj)

Las distintas funciones Kernel más empleadas son las siguientes:

1 Lineal K(xi,xj) = xTi xj

2 Gausiano K(xi,xj) = exp
(
‖xi−xj‖2

2σ2

)
3 Polinómica K(xi,xj) = (xTi xj + 1)n

k(x,x
′
) = θ(x)θ(x

′
) = {θ(x), θ(x

′
)}H

Para la clasificación del riesgo de crédito mediante SVM se utilizará el paquete e1071 (Meyer

et al., 2014) de R.
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~w

Margen = 2
||~w||

~w ∗ φ(~x) + b = 1
~w ∗ φ(~x) + b = 0

~w∗φ(~x)+b = −1

Gráfico 2.2: SVM Kernel





3
Evaluación de la robustez en modelos lineales

3.1. Introducción

Para evaluar el riesgo de crédito, existen una variedad de metodoloǵıas disponibles, desde el

estudio personalizado de un analista de riesgo con experiencia, a diferentes métodos estad́ısti-

cos y econométricos, tal y como se ha visto en el caṕıtulo 1. Al mismo tiempo, la literatura

cient́ıfica aún no ha resuelto el problema de asignar un método estad́ıstico o econométrico para

resolver de manera eficiente la estimación del riesgo de crédito bancario en entidades financieras.

En este caṕıtulo se proponen 3 experimentos para analizar la robustez de las estimaciones
obtenidas mediante modelos de regresión lineal. Se proponen dos modelos, un modelo
lineal simple con efectos fijos (3.4) y un modelo lineal mixto con un factor aleatorio (3.2).
El objetivo es poner a prueba la robustez de las estimaciones de la variable objetivo y de los
parámetros del modelo mediante un amplio abanico de modificaciones de las condiciones
básicas que tienen que cumplir los datos para poder ser tratados mediante estos modelos.
Al mismo tiempo también se realiza un estudio de dos métodos para el ajuste de estos
modelos, la máxima verosimilitud (ml) y la máxima verosimilitud restringida (reml).

Para evaluar la adecuación de estos experimentos, se realizan simulaciones Monte Carlo

que generan muestras atendiendo a una amplia diversidad en la casúıstica en la generación de la

variable objetivo, manteniendo las variables explicativas que intervienen, aśı se pueden comparar

ciertas propiedades entre ellos (Morales Gonzalez et al., 2013).

En la siguiente tabla 3.1 se resumen los experimentos llevados a cabo con la casúıstica de

generación de la variable objetivo y de los errores:

Los objetivos que se pretenden alcanzar en este caṕıtulo son:

55
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Generación variable objetivo Modelo y método em-
pleado en el ajusteVariable objetivo Distribución del error

Experimento 1 Como si se tratase de
un modelo lineal sim-
ple (Y0) y un modelo
lineal mixto (Y1)

Nn(0, σ20In) ml (3.4)

Experimento 2 Como si se tratase de
un modelo lineal sim-
ple (Y0) y un modelo
lineal mixto (Y1)

Nn(0, σ20In) ml y reml (3.2)

Experimento 3 Como si se tratase de
un modelo lineal sim-
ple (Y0) y un modelo
lineal mixto (Y1)

Ga(1, 1) y We(1, 1) ml y reml (3.2)

Tabla 3.1: Experimentos

a Establecer una prioridad del modelo y método a elegir según qué casos, en base a ciertos

parámetros de eficacia o si al menos la elección de uno incorrecto afecta demasiado a las

estimaciones.

b Comprobar si la falta de alguna de las condiciones básicas de los modelos, o cierto aleja-

miento de estas, influye en la capacidad de ajuste.

Al final del caṕıtulo se presentan las conclusiones obtenidas en base a la casúıstica simulada

en los distintos experimentos.

3.2. Modelos

Se considera el siguiente modelo lineal mixto con un efecto aleatorio como el modelo principal.

Los efectos aleatorios poseen I niveles (i = 1, . . . , I), y para cada nivel i se tienen ni individuos

o registros. La expresión matemática del modelo es la siguiente:

yij = xijβ + ui + w
−1/2
ij eij , i = 1, . . . , I, j = 1, . . . , ni, (3.1)

donde yij es la variable objetivo para cada una de las observaciones j en el nivel i, xij es un vector

fila de efectos fijos que contienen los valores de las p variables auxiliares o explicativas, wij son

los pesos conocidos que aportan heterocedasticidad al modelo y β es un vector columna con los

parámetros de regresión. Además, los efectos aleatorios ui y los errores de eij se asume que son

mutuamente independientes con distribución ui ∼ N(0, σ21) y eij ∼ N(0, σ20) respectivamente.

El modelo (3.1) se puede escribir de forma matricial como:

y = Xβ +Zu+W−1/2e, (3.2)
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donde, u = u1,I×1 ∼ NI(0, σ
2
1II), e = en×1 ∼ Nn(0, σ20In) son independientes, y = yn×1,

X = col
1≤i≤I

(Xi) con rg(X) = p, Xi = col
1≤j≤ni

(xij), β = βp×1, Z = diag
1≤i≤I

(1ni), n =
∑I

i=1 ni, Ia

es la matriz de identidad de orden a, 1a es el vector columna de dimensión a cuyos elementos

son todos iguales a 1, W = diag
1≤i≤I

(W i), W i = diag
1≤j≤ni

(wij) con wij > 0 conocido.

Bajo las condiciones del modelo (3.2), se cumple que:

V = var(y) = Zvar(u)Zt + σ20W
−1 = diag

1≤i≤I
(V i),

donde V i = σ211ni1
t
ni + σ20W

−1
i .

Por tanto se tiene y ∼ Nn(Xβ,V ). Si σ20 y σ21 son conocidas el Predictor lineal insesgado

óptimo (BLUE) de β es el siguiente:

β̂ = (XtV −1X)−1XtV −1y,

pero habitualmente no se cumple en la realidad.

De forma general, se considerará el modelo lineal simple no ponderado por pesos,

yij = xijβ + eij , i = 1, . . . , I, j = 1, . . . , ni, (3.3)

o bien en notación matricial,

y = Xβ + e, (3.4)

donde todas las definiciones de las variables son las mismas que en el modelo anterior. Nótese que

son casos particulares de los modelos (3.1) o (3.2) respectivamente, cuando los efectos aleatorios

no existen y los errores de la varianza son iguales (homocedasticidad).

Con el objetivo de abreviar esta sección y visto que es muy sencillo encontrar los estimadores

máximo verośımiles de los modelos (3.3) y (3.4), se descarta el desarrollo de estos usando el

modelo matricial (3.2) para la obtención de las estimaciones de los parámetros.

3.2.1. Estimación máximo verośımil (ml) en un modelo lineal mixto

La estimación máximo verośımil (ml) de θ = (βt,σt)t = (βt, σ20, σ
2
1)t puede obtenerse me-

diante la maximización de la función log-verosimilitud

`(θ) = −n
2

log 2π − 1

2
log |V | − 1

2
(y −Xβ)tV −1(y −Xβ),

con el algoritmo Fisher-scoring

θ(k+1) = θ(k) + F (θ(k))−1S(θ(k)),
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donde S(θ) y F (θ) son el (p + 2) × 1 vector de puntuación y la (p + 2) × (p + 2) matriz de

información de Fisher respectivamente. Los elementos de S(θ) y F (θ) son

Sβ = XtV −1(y −Xβ) =

I∑
i=1

Xi
tV −1i (yi −Xiβ),

Sσ2
1

= −1

2

I∑
i=1

tr
{
V −1i 1ni1

t
ni

}
+

1

2

I∑
i=1

(yi −Xiβ)t V −1i 1ni1
t
niV

−1
i (yi −Xiβ) ,

Sσ2
0

= −1

2

I∑
i=1

tr
{
V −1i W

−1
i

}
+

1

2

I∑
i=1

(yi −Xiβ)t V −1i W
−1
i V

−1
i (yi −Xiβ) ,

Fββ =

I∑
i=1

Xt
iV
−1
i Xi, Fσ2

1σ
2
1

=
1

2

I∑
i=1

tr
{(
V −1i 1ni1

t
ni

)2}
,

Fσ2
1σ

2
0

=
1

2

I∑
i=1

tr
{
V −1i W

−1
i V

−1
i 1ni1

t
ni

}
, Fσ2

0σ
2
0

=
1

2

I∑
i=1

tr
{(
V −1i W

−1
i

)2}
.

3.2.2. Estimación máximo verośımil restringida (reml) en un modelo lineal
mixto

El método de estimación máximo verośımil residual (reml) reduce el sesgo de los componentes

de la varianza que se tienen con el método ml. Este método consiste en la estimación, por una

parte los componentes de la varianza y por otro lado los efectos fijos (Bartlett, 1937; Searle

et al., 1982 y Njuho and Milliken, 2005). El estimador reml de σ = (σ20, σ
2
1)t puede obtenerse

mediante la maximización de la función log-verosimilitud

`(σ) = −1

2
(n− p) log 2π − 1

2
log |KtV K| − 1

2
ytPy,

donde K = W −WX(XtWX)−1XtW y P = K(KtV K)−1Kt. La ecuación de actualización

del algoritmo Fisher-scoring es:

σ(k+1) = σ(k) + F (σ(k))−1S(σ(k)).

En este caso los elementos de S(σ) y F (σ) son:

Sσ2
1

= −1

2
tr{P diag

1≤i≤I
(1ni1

t
ni)}+

1

2
ytP diag

1≤i≤I
(1ni1

t
ni)Py ,

Sσ2
0

= −1

2
tr{P diag

1≤i≤I
(W−1

i )}+
1

2
ytP diag

1≤i≤I
(W−1

i )Py ,

Fσ2
0σ

2
0

=
1

2
tr{P diag

1≤i≤I
(W−1

i )P diag
1≤i≤I

(W−1
i )}, ,

Fσ2
0σ

2
1

=
1

2
tr{P diag

1≤i≤I
(W−1

i )P diag
1≤i≤I

(1ni1
t
ni)} ,

Fσ2
1σ

2
1

=
1

2
tr{P diag

1≤i≤I
(1ni1

t
ni)P diag

1≤i≤I
(1ni1

t
ni)} .
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Posteriormente, la estimación del vector de efectos fijos β̂ se realiza como si σ20 y σ21 fuesen

conocidas.

3.3. Experimentos de simulación

En esta sección se realizan los 3 experimentos de simulación para comprobar la robustez de

los modelos (3.2) y (3.4).

3.3.1. Simulación de muestras y cálculo de medidas de eficiencia

Las muestras se simulan de la siguiente forma. Para i = 1, . . . , I, j = 1, . . . , ni:

1. Simulación de la variable explicativa,

xij = (bi − ai)Uij + ai con Uij =
j

ni + 1

ai = 1, bi = 1 +
1

I
(I + i) ,

2. Simulación de los pesos: wij = 1/x`ij , ` = 0, 1/2, 1, 2, (4 posibilidades, 1 caso de homoce-

dasticidad y 3 casos de heterocedasticidad).

3. Simulación de los errores y los efectos aleatorios:

eij ∼ N(0, σ20 = 1).

ui ∼ N(0, σ21 = 1).

4. Generación de la variable objetivo. Para i = 1, . . . , I y j = 1, . . . , ni se calcula:

yij = β0 + β1xij + w
−1/2
ij eij , con β0 = β1 = 1. (Y0)

yij = β0 + β1xij + ui + w
−1/2
ij eij , con β0 = β1 = 1. (Y1)

Los pasos del experimento de simulación son los siguientes:

1. Simulación de la variable explicativa y los pesos.

2. Se repite K = 106 veces (k = 1, . . . ,K).

2.1. Se genera una muestra aleatoria de tamaño n =
∑I

i=1

∑ni
j=1 nij formada a partir de

la variable objetivo que corresponda (Y0 o Y1).
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2.2. Se calculan los valores estimados de los parámetros

τ̂(k) ∈ {β̂(k), σ̂
2
0(k), σ̂

2
1(k)}

y el valor estimado de la variable objetivo µ̂ , usando el método de ajuste que corres-

ponda según el experimento a desarrollar.

3. Se calcula el error cuadrático medio emṕırico (EMSE) y el sesgo emṕırico (BIAS) para los

parámetros estimados del modelo τ̂ y la estimación de la variable objetivo µ̂.

EMSE(τ̂) =
106

K

K∑
k=1

(τ̂(k) − τ)2, BIAS(τ̂) =
106

K

K∑
k=1

(τ̂(k) − τ),

EMSE(µ̂) =
106

K

K∑
k=1

1

n

I∑
i=1

ni∑
j=1

(ŷij(k) − yij)2,

BIAS(µ̂) =
106

K

K∑
k=1

1

n

I∑
i=1

ni∑
j=1

(ŷij(k) − yij).

Las simulaciones se realizan para las 7 combinaciones de tamaño que aparecen en la tabla

3.2.

g 1 2 3 4 5 6 7

I(g) 5 7 10 20 30 50 75

ni 100 100 100 100 100 100 100

n 500 700 1 000 2 000 3 000 5 000 7 500

Tabla 3.2: Tamaño de las diferentes datasets

Para la obtención de los resultados numéricos del estudio se ha utilizado un servidor dedi-

cado, Intel Xeon E52420 server en Linux Debian jessie operating system de 64 bits, 12 CPUs a

1.90 GHz y 32 GB Ddr3 RAM con el software libre de R Core Team (2015).

3.3.2. Experimento de simulación 1

El alcance de este experimento de simulación es investigar el impacto de la presencia o

ausencia de pesos, es decir, de heterocedasticidad, cuando los datos se modelizan mediante el

modelo lineal (3.4) usando el método ml bajo los dos tipos de variables objetivo Y0 y Y1.

En este experimento de simulación se pone el foco de atención en dos medidas, el error

cuadrático medio emṕırico (EMSE) y el sesgo emṕırico (BIAS).

Los gráficos 3.1 y 3.2 contienen los resultados del EMSE y BIAS, respectivamente para es-

te experimento de simulación. Estos gráficos están divididas en cuatro partes, una para cada



3.3. Experimentos de simulación 61

parámetro β̂0 (arriba izquierda), β̂1 (arriba derecha), σ̂20 (abajo izquierda) y µ̂ (abajo derecha).

Cada parte a su vez, está dividida en cuatro secciones, la más a la izquierda para la homocedas-

ticidad (l = 0) y las otras tres para cada una de las heterocedasticidades (l = 1/2, 1, 2). Para

una mejor interpretación de los gráficos, el tamaño de los datasets está incorporado en el eje

horizontal de acuerdo con la tabla 3.2.
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Gráfico 3.1: EMSE para β̂0 (arriba izquierda), β̂1 (arriba derecha), σ̂2
0 (abajo izquierda) y

µ̂ (abajo derecha) para ` = 0, 1/2, 1, 2, en experimento 1.

Respecto al EMSE, el gráfico 3.1 muestra dos conclusiones diferentes. La primera de todas es

que el modelo ajustado es mejor para la variable objetivo Y0, es decir, es mejor cuando la variable

objetivo simuladada solo tiene efectos fijos. Esto es bastante lógico, si el modelo propuesto es el

modelo (3.4), cuando se ajustan unos datos que puedan provenir de una relación con un efecto

aleatorio, el EMSE crecerá.

Además puede verse una cosa extremadamente curiosa, y es que el EMSE se reduce en los

parámetros del modelo a medida que aumenta el tamaño del fichero de datos. Esto indica que

cuando se está bajo la influencia de un problema BigData, la elección del modelo lineal más

adecuado pasa a un segundo lugar en cuanto al EMSE.

La segunda conclusión es sobre la heterocedasticidad. La presencia de heterocedasticidad
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(l = 1/2, 1, 2) perjudica la estimación de todos los parámetros en ambas variables objetivo Y0 e

Y1, pero sobre todo a la estimación de la componente de la varianza y el valor estimado de las

variables objetivo µ̂.
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Gráfico 3.2: BIAS para β̂0 (arriba izquierda), β̂1 (arriba derecha), σ̂2
0 (abajo izquierda) y

µ̂ (abajo derecha) para ` = 0, 1/2, 1, 2, en experimento 1.

Respecto al sesgo, el gráfico 3.2 muestra cosas curiosas. Si el objetivo es estimar β con el

modelo (3.4), la variable Y0 (ĺınea verde) presenta menor sesgo que la variable Y1 (ĺınea azul) y

además para todo tamaño de fichero y presencia o ausencia de heterocedasticidad, está centrado

en el cero. La presencia de heterocedasticidad (l = 1/2, 1, 2) causa un gran sesgo en la estimación

de σ̂20 y aún más en el caso de la variable objetivo Y1. Este es uno de los motivos por los que

bajo un modelo lineal mixto (LMM) se utiliza como método de ajuste la máxima verosimilitud

restringida, ya que reduce el sesgo de las componentes de la varianza (Searle et al., 1982; Jiang,

2007 y Pérez-Mart́ın, 2008).

Sin embargo, si se mira la bondad de ajuste del modelo, ambas variables objetivo estan muy

cerca de la insesgadez (gráfico 3.2 bajo derecha), aunque por supuesto, es mejor para Y0.

Las tablas con los valores numéricos se encuentran en el apéndice A.1.
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3.3.3. Experimento de simulación 2

Este experimento de simulación ha sido diseñado para estudiar el comportamiento del modelo

lineal mixto (3.2) bajo los métodos de ajuste ml y reml.

Las variables objetivo (Y0 e Y1), las variables explicativas, los pesos y los errores han sido

generados del mismo modo que en el primer experimento de simulación. Los pasos del experi-

mento de simulación también son los mismos pero teniendo en cuenta que en el apartado 2.2 se

calculan los parámetros del modelo, τ̂(k) ∈ {β̂(k), σ̂
2
0(k), σ̂

2
1(k)}, y los valores ajustados, µ̂, usando

los métodos ml y reml con el modelo lineal mixto (3.2).

Las simulaciones se han llevado a cabo para las 7 combinaciones de tamaño que aparecen en

la tabla 3.2.

En este experimento de simulación se pone el foco de atención en ambos métodos de estima-

ción (ml y reml). Los gráficos 3.3 y 3.4 contienen los resultados del EMSE y BIAS respectivamente

para el método reml. Los gráficos tienen la misma estructura que en el experimento previo. Se

han omitido unos gráficos similares para el método ml pues la forma de las ĺıneas, su tendencia

y los valores que toman, son casi idénticas. Son tan similares, que para poder distinguir qué

método da mejores resultados en EMSE y BIAS, se ha procedido a la creación del gráfico 3.5,

con las diferencias (resta) entre ml y reml. De este modo valores positivos de estas diferencias

se interpretan como mayor sesgo o error cuadrático medio del método ml, mientras que valores

negativos se interpretan como mayor valor del reml. Los supeŕındices ml y reml son simplemente

usados para denotar que el EMSE o BIAS han sido calculados usando el método ml o el reml.

Respecto al método reml y sus gráficos 3.3 y 3.4, se pueden establecer tres conclusiones.

La primera de todas es que el modelo ajustado es ligeramente mejor para la variable objetivo

Y1 (véase las partes derechas). El EMSE es sólo mejor para la varianza del efecto aleatorio.

La segunda es que en el EMSE vuelve a verse una reducción cuando aumentan los tamaños de

los datasets. Se vuelve a comprobar que la elección del modelo no es prioritaria bajo escenarios

BigData. Además la estimación de µ empeora cuando se está en presencia de heterocedasticidad

para ambas variables objetivo (gráfico 3.3 abajo a la derecha). La tercera, es sobre el sesgo

(gráfico 3.4). Sólo para la variable objetivo Y1 se está en presencia de insesgadez. Es decir,

cuando se tengan evidencias de relación entre una variable objetivo, y un factor con muchos

niveles, susceptible de ser considerado como aleatorio, dejar de introducirlo como tal o emplear

un método que no lo soporte, lleva a una situación de sesgo negativo. La presencia o ausencia

de heterocedasticidad no afecta lo más mı́nimo al sesgo.

Respecto a el gráfico 3.5 en la que se comparan los métodos ml y reml, se puede comprobar

que prácticamente todas las diferencias son positivas, lo cual lleva a la conclusión de que el

método de estimación máximo verośımil restringido (reml) es mejor que el máximo verośımil

(ml). Esto es especialmente relevante bajo la variable objetivo Y1 como puede verse en el gráfico

3.5 esquina superior izquierda. Aqúı además se nota la reducción del sesgo de la componente de

la varianza con el método reml (Searle et al., 1982; Jiang, 2007 y Pérez-Mart́ın, 2008).

Las tablas con los valores numéricos se encuentran en el apéndice A.1.
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Gráfico 3.3: EMSE β̂1 (arriba izquierda), σ̂2
1 (arriba derecha), σ̂2

0 (abajo izquierda) y

µ̂ (abajo derecha), para ` = 0, 1/2, 1, 2, en experimento 2.

3.3.4. Experimento de simulación 3 de robustez

Este experimento de simulación ha sido diseñado para estudiar la robustez del modelo lineal

mixto (3.2) en los casos de ajuste mediante el método ml y el método reml.

Se repite el experimento de simulación 2 en todos sus pasos pero cambiando los errores

distribuidos según una normal de media cero y varianza uno, N(0, σ20 = 1), por distribuciones

Gamma y Weibull. Esto da información sobre la adecuación del modelo (3.2) y los métodos

de ajuste ml y reml respecto a desviaciones de la asunción de normalidad de los errores. Las

distribuciones Gamma y Weibull han sido convenientemente parametrizadas para tener la misma

media y varianza que en el caso normal, Ga(1, 1) y We(1, 1). Nótese que las distribuciones

Gamma y Weibull tienen soporte en la recta real positiva, dato de relevancia en caso de que en

algún momento se desee estimar el riesgo de crédito como una cuant́ıa monetaria en lugar de

como la probabilidad de impago (default).

En el gráfico 3.6 se presentan los resultados obtenidos para este experimento. El primer hecho

que se observa es que los resultados son prácticamente idénticos tanto para ml (izquierda) como

para reml (derecha) en EMSE y sesgo. Por tanto los comentarios siguientes son extensibles a
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Gráfico 3.4: BIAS β̂1 (arriba izquierda), σ̂2
1 (arriba derecha), σ̂2

0 (abajo izquierda) y

µ̂ (abajo derecha), para ` = 0, 1/2, 1, 2, en experimento 2.

ambos métodos.

En presencia de heterocedasticidad EMSE crece mientras que al sesgo le sucede lo contrario

(se acerca a cero). Sólo bajo homocedasticidad (l = 0) o cercano a ésta (l = 1/2), el caso de

errores normales es insesgado, mientras que bajo heterocedasticidad el sesgo no se ve afectado

ante desviaciones de la normalidad. Otro dato curioso es que tampoco se ve afectado el sesgo ni

el EMSE ante el aumento del tamaño de los dataset, salvo el caso más heterocedástico (l = 2)

para el EMSE que se reduce ligeramente. Por último, y como respuesta al principal objetivo de

este experimento, se puede observar que alteraciones de la hipótesis de normalidad en los errores

no afecta en ningún momento al EMSE (las tres ĺıneas se sobreponen constantemte) y tan sólo

afecta al sesgo, que aumenta, bajo homocedasticidad o cercano a ésta.

Las tablas con los valores numéricos se encuentran en el apéndice A.1.
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Gráfico 3.5: EMSEml − EMSEreml para µ (arriba izquierda), BIASml −BIASreml

para µ (arriba derecha), BIASml −BIASreml para σ21 (abajo izquierda) y
BIASml −BIASreml para σ20 (abajo derecha), for ` = 0, 1/2, 1, 2, en experimento 2.

3.4. Conclusiones

El objetivo de los tres experimentos desarrollados en este caṕıtulo ha sido estudiar la robus-

tez y método de ajuste más adecuado para la estimación del riesgo de crédito, en los modelos

lineales, mediante dos medidas, el error cuadrático medio emṕırico y el sesgo emṕırico. Se han

planteado distintos escenarios de comportamiento de generación de la variable objetivo y el error

del modelo, y se han comparado para observar en qué escenario se produce un mejor compor-

tamiento de estas. Se ha conseguido con ello dar respuesta al objetivo número 2 de la sección

“Objetivos” del “Prólogo”.

A partir de los resultados obtenidos en los 3 experimentos anteriores se puede recomendar

prioritariamente el uso de estimación máximo verosimil residual bajo modelos lineales mixtos.

Bajo situaciones de ficheros muy voluminosos (problemas BigData) la elección de un modelo

lineal mixto (LMM) garantiza sesgos reducidos y valores pequeños del EMSE.

Se recomienda también el uso del método de máxima verosimilitud restringido (reml) ya que
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Gráfico 3.6: EMSE(µ̂)ml (arriba izquierda), EMSE(µ̂)reml (arriba derecha),

BIAS(µ̂)ml (abajo izquierda), BIAS(µ̂)reml (abajo derecha), ` = 0, 1/2, 1, 2 para casos de
Normal, Gamma, y Weibull, en experimento 3.

mejora al de máxima verosimilitud de manera constante bajo diferente casúıstica (véase gráfico

3.5).

Por último no debe de preocupar excesivamente la asunción de errores distribuidos según

una Normal, ya que alteraciones de ésta poco o nada afectan a las estimaciones de la variable

objetivo. Esto justifica el uso de este modelo (LMM) con el método reml en caṕıtulos posteriores.





4
Evaluación de métodos estad́ısticos para la estimación

del riesgo de crédito

4.1. Introducción

Como se ha visto en el caṕıtulo 1, existe una ampĺıa variedad de técnicas y métodos empleados

para la estimación del riesgo de crédito. Pero ninguna de las investigaciones realizadas aporta

luz sobre cuál es el método que se debeŕıa de usar en todo momento o que sea el óptimo para

algún tipo de métrica dada.

El objetivo principal de este caṕıtulo es la evaluación del modelo lineal mixto (LMM) visto
en (3.2) su ajuste mediante máxima verosimilitud restringida (reml) y su comparación
con otros métodos tradicionales descritos en la literatura del tema.

Los modelos lineales mixtos son muy adecuados cuando se dispone de una variable explicativa

categórica con muchos niveles. Si se ajustase mediante un modelo lineal simple habŕıa que

estimar, para sólo este factor, tantos parámetros como número de niveles tenga el factor menos

uno, mientras que con un LMM tan sólo se estima un único parámetro, el de la componente de

varianza (σ21) del factor aleatorio.

69
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Para evaluar este tipo de modelos y además compararlo con otros procedimientos tradicio-
nales, se plantea el estudio de su eficacia y su eficiencia computacional. La eficacia se mide
mediante la tasa de acierto del método y el error cuadrático medio de las estimaciones de
este, mientras que la eficiencia se mide mediante el tiempo de ejecución del procedimiento.
Estas tres métricas servirán para comparar los métodos entre śı (Pérez-Mart́ın and Vaca,
2017).

De los distintos métodos para la estimación del riesgo de crédito que existen en la literatura,

se han seleccionado los ya descritos en el caṕıtulo 2 al ser los más comunmente utilizados y estar

presentes en investigaciones que buscan la comparativa de ellos. Aśı se tendrá:

a. Análisis lineal discriminante (LDA)

b. Árboles de clasificación (CART)

c. Modelo lineal mixto, efectos fijos y aleatorios (LMM)

d. Modelo lineal generalizado con nexo logit (GLMlogit)

e. Máquinas de vectores soporte con kernel lineal (LSVM)

Para llevar a cabo la comparativa se ha diseñado un exhaustivo experimento de simulación

Monte Carlo bajo diversas condiciones tanto en los datos como en su estructura.

En la mayoŕıa de investigaciones sobre elección de métodos para medir la probabilidad de

incumplimiento en un préstamo bancario, se emplea la tasa de acierto, calculada a partir de

la matriz de confusión. Se puede citar entre otros trabajos los siguientes: Abdou and El Masry

(2008), Crook et al. (2007), Galindo and Tamayo (2000), Huang and Wang (2007), Laitinen and

Kankaanpää (1999), Wang et al. (2011), West (2000). Los autores Marqués et al. (2013) reali-

zan un estudio teórico de métodos utilizados para predecir la probabilidad de incumplimiento.

Observan que en más del 60 % de los trabajos estudiados se considera la tasa de acierto como

criterio significativo para evaluar la clasificación entre cumplimiento o no del pago del préstamo.

Sin embargo, señalan que existen evidencias emṕıricas y teóricas que han demostrado que la tasa

de acierto está fuertemente sesgada con respecto al desequilibrio en la distribución de clases. En

la misma ĺınea Fawcett and Provost (1997) apuntan que, dentro del aprendizaje automático y la

mineŕıa de datos, la tasa de acierto es una métrica estándar y no es suficiente, siendo los costes de

una clasificación errónea una medida óptima. Los autores West (2000) y Baesens et al. (2003b)

consideran tanto la tasa de acierto como los errores tipo I y tipo II, ya que en aplicaciones reales

se cree que la clase de clientes que no atienden el pago no está suficientemente representada en

comparación con la clase de clientes que atienden el pago. Además, los costos asociados con los

errores de tipo II (clientes clasificados como éxito y son fracaso) son mucho más altos que los

costos de clasificación errónea asociados a errores de tipo I (clientes clasificados como fracaso y

son éxito).
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En base a las observaciones realizadas por Loterman et al. (2012), en cuanto a las métricas

de rendimiento se refiere, se decide utilizar el error cuadrático medio por ser un criterio de

calibración. Al mismo tiempo se observa que aplicando la medición con la tasa de aciertos

a través del cálculo de la matriz de confusión, existe una pérdida de calidad en los aciertos.

La matriz de confusión incluye un criterio con cierto grado de subjetividad que es el punto de

corte. Los resultados que se obtienen al hacer la predicción son probabilidades, no clasificaciones,

excepto con LDA y CART. SVM es un método que la predicción la realiza con probabilidad o con

clasificación, dependiendo de cómo se introduzca la variable respuesta (numérica o categórica).

En los experimentos de esta tesis se ha realizado considerando la variable respuesta numérica, es

decir, se ha obtenido una predicción en términos de probabilidad, por obtener mejores resultados.

Por tanto, los métodos cuya predicción obtiene un resultado en términos de probabilidad son

GLMlogit, LMM y SVM. En estos métodos para clasificar la predicción del modelo y compararla

con los valores observados de la muestra, se elige un punto de corte. Si la probabilidad predicha

por el modelo es mayor que el punto de corte se clasifica como éxito y si es menor como fracaso.

En consecuencia, de la elección de un punto de corte u otro dependerá la clasificación de los

resultados en la matriz de confusión, por tanto se tendrá diferentes tasas de aciertos. En este

caṕıtulo se ha considerado como punto de corte la mediana.

4.2. Algoritmo de simulación

En esta sección se detallan los pasos del algoritmo de simulación para el experimento de

simulación de la siguiente sección. El algoritmo que se describe a continuación se realiza dos veces,

una para generar un conjunto de datos aleatorios al que se denominará dataset de aprendizaje,

entrenamiento o training (mA) y otro de las mismas caracteŕısticas al que se denominará dataset

de test o prueba (mT ).

El conjunto de datos mA se utilizará para ajustar el modelo o método de estimación y aśı

obtener sus parámetros, que se usarán en el conjunto de datos mT para predecir la variable

objetivo, que será posteriormente comparada con su valor real en mT , en el cálculo del error

cuadrático medio y la tasa de acierto.

Cada conjunto de datos se genera de la siguiente forma. Para i = 1, . . . , I, j = 1, . . . , ni:

Simulación de la primera variable explicativa:

xij1 = (bi − ai)Uij + ai con Uij =
j

ni + 1
.

ai = 1, bi = 1 +
1

I
(I + i) .

Simulación del resto de variables explicativas, xij2 hasta xijp . Se generan siguiendo una

distribución uniforme

xij ∼ Unif(0, 1).
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Simulación de los pesos:

wij =
1

xij
, (heterocedasticidad)

Simulación de los efectos aleatorios y errores:

ui ∼ N(0, σ21 = 1).

eij ∼ N(0, σ21 = 1).

Generación de la variable objetivo.

yij = β0 + β1xij1 + . . .+ βpxijp + ui + w
−1/2
ij eij , con β0 = . . . = βp = (−0,95, 1)

Recategorización de la variable objetivo por éxito o fracaso:

pij = (eyij )/(1 + eyij )

Al ser una probabilidad el resultado de pij está entre 0 y 1. La variable respuesta objeto

de este estudio es una variable discreta dicotómica, es decir, es 0 en caso de éxito y 1 en

caso de fracaso, default o cáıda en mora. Se necesita una recategorización de la variable

dependiente. Para la transformación de pij en variable dicotómica, 0 y 1, se realiza el

siguiente proceso:

• Se transforma la probabilidad en número de ocurrencias de un suceso, para ello se

multiplica por 100 la probabilidad anterior, obteniendo el número de veces que ocurre

un suceso. Se trunca el número de ocurrencias del suceso.

Pij = floor(pij ∗ 100)

• Se asigna Pij al suceso fracaso y 100 − Pij al suceso éxito, obteniendo la base de

datos completa con la variable respuesta dicotómica. Este Pij será la nueva variable

objetivo a analizar.

4.3. Experimento de simulación

Los pasos a seguir para realizar los experimentos propuestos son los siguientes:

1. Simulación de la variable o variables explicativas según el algoritmo de simulación de

tamaños n =
∑I

i=1 ni.

2. Se repite cada uno de ellos K = 104 veces (k = 1, . . . ,K)
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2.1. Se genera una muestra de entrenamiento, mA y una muestra de test, mT .

2.2. Se calculan los valores estimados de los parámetros de cada uno de los métodos, LDA,

CART, LMM, GLMlogit y LSVM, con sus respectivas funciones de R, para la muestra

de entrenamiento o aprendizaje mA.

2.3. Se calcula para estos métodos la predicción de la variable objetivo P̂ Tij con las variables

explicativas de la muestra de test mT .

2.4. Se obtiene la matriz de confusión y de esta se obtiene la tasa de aciertos, como el

número de casos bien clasificados sobre el total de casos con la muestra de test mT .

2.5. Se calcula la ráız cuadrada del error cuadrático medio (RMSE) con el conjunto de

datos de test mT del siguiente modo:

RMSEl =

√√√√ 1

nT

I∑
i=1

ni∑
j=1

(P̂ Tijl − P Tijl)2

con l ∈ {GLMlogit, LMM,LDA,CART,LSVM}, donde nT es el tamaño de la

muestra mT y P̂ Tijl es el valor estimado de la variable objetivo de la muestra de testeo

para el procedimiento de estimación l.

2.6. Se registra el tiempo de ejecución de cada uno de los procedimientos de estimación.

3. Se calcula la media del tiempo empleado para cada método.

Las simulaciones se realizan para las 5 combinaciones de tamaño que aparecen en la tabla

4.1.

g 1 2 3 4 5

I(g) 2 5 10 25 50

ni 100 100 100 100 100
n 2 000 5 000 10 000 25 000 50 000

Tabla 4.1: Tamaño del conjunto de base de datos.

Para cada combinación de la tabla 4.1 se han incluido 5 grupos de variables explicativas

xij . El número de variables explicativas es p = 1, 2, 10, 50, 100. Con estos valores finalmente se

generan y analizan 50 conjuntos de datos, 104 veces, a lo largo de los cinco métodos.

La matriz, tabla de confusión o de contingencia (Stehman, 1997b y Stehman, 1997a) incluye

tanto los aciertos como los errores para cada una de las clasificaciones, en nuestro caso las clases

predichas comparadas con los valores reales de la muestra de test. Esta tabla es la fuente de

información para evaluar la bondad de la predicción (Foody, 2002 y Liu and Kumar, 2007). La

matriz de confusión es una tabla de contingencia 2x2 en la que se realiza un conteo de elementos
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predichos clasificados según respondan al crédito (pagadores) y los que no lo hagan (default)

frente a los verdaderos valores que toman obtenidos de la variable objetivo medida en la muestra

test.

Éxito Fracaso

Éxito VP FN

Fracaso FP VN

Tabla 4.2: Matriz de Confusión

Siendo VP los valores verdaderos positivos, FP falsos positivos, FN falsos negativos y VN

verdaderos negativos. Cuanto mayor sea VP y VN mejor será el desempeño de la técnica clasi-

ficatoria. Esta tabla puede ser extensible a k clases. Se suele identificar y separar los errores de

clasificación en función de su distancia de la diagonal (Koh, 1992 y Bessis, 2002).

A partir de la matriz de confusión se pueden definir distintos ı́ndices o tasas:

1. La tasa de acierto vendrá dado por el número de individuos correctamente clasificados

entre el número total de individuos. Es decir, todos aquellos clasificados como verdaderos

positivos (VP) y verdaderos negativos (VN) en 4.2.

aciertos =

∑
(diag(MC))∑

(MC)

2. La tasa de error será el complementario del acierto. O bien, todos aquellos individuos

clasificados erróneamente.

3. Especificidad es la proporción entre los valores clasificados como default correctos y el total

de valores default o la probabilidad que una clase no relevante sea identificada correcta-

mente por el modelo. (VN/FP+VN).

4. Sensibilidad es la razón entre los valores clasificados como éxito y el total de valores

postivos. (VP/VP+FN).

5. Tasa de falsos errores. El error tipo I se identifica con el error de clasificar mal a los

individuos, un individuo que siendo pagador se predice que va a ser default(FN) falso

negativo.

6. Tasa de falsos aciertos. El error tipo II se identifica con falso positivo, es decir, aquel

individuo que siendo no pagador se predice como éxito (FP). Se considera importante

dentro de los resultados obtener las tasas de falsos positivos y falsos negativos, porque la

entidad financiera debe de valorar el coste que le supone clasificar mal al individuo.
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La medición de estos dos errores es importante ya que cada uno de ellos supondrá un coste o

pérdida para la institución financiera. El error tipo I indicará la clasificación de un cliente bueno

como malo. Generará un coste de oportunidad, el crédito no se cursará por tanto la institución

financiera no percibirá la utilidad de ese potencial crédito bueno.

El error tipo II indicará la clasificación de un cliente malo como bueno. Generará una pérdida

para la institución financiera al tener que aumentar el riesgo total de la cartera aumentando la

posibilidad de no recuperar el monto prestado.

Para la obtención de los resultados numéricos de los procedimientos realizados en esta tesis

se ha utilizado un servidor dedicado Intel Xeon E52420 server en Linux Debian jessie operating

system 64 bits, 12 CPUs at 1.90 GHz and 32 GB Ddr3 RAM con R.

4.4. Resultados

Los resultados con los valores numéricos de esta sección se encuentran en el apéndice A,

sección A.2.

En estos experimentos de simulación en primer lugar se analiza el error cuadrático medio

(RMSE) para todos los métodos.

Se observa en el gráfico 4.1 cómo el RMSE decrece conforme aumenta el número de variables

para todos los métodos analizados. Al mismo tiempo RMSE crece conforme aumenta el tamaño

del conjunto de datos (nT ).

Todos los métodos obtienen peor RMSE para 1 variable explicativa, excepto CART para el

tamaño del conjunto de datos de I = 2 000. En 3 de los 5 métodos estudiados, el valor más

alto de RMSE se da con 1 variable y 50 000 registros, siendo el peor método LDA con un valor

de 0,68386519. El método LDA mejora considerablemente a medida que aumenta el número de

variables acercándose al resto de métodos. Pasa de ser el método con el valor más alto de RMSE

para 1 variable a obtener un valor de 0,3831344 con 100 variables y 10 000 registros, aunque en

todos los casos estudiados es el método con peor RMSE, obtiene peores resultados respecto al

RMSE, en 24 de los 25 experimentos estudiados.

Con los métodos LMM, GLMlogit y CART se obtienen valores inferiores de RMSE en 11, 5

y 9 casos respectivamente de los 25 estudiados. El método CART obtiene un RMSE menor que

el resto de métodos cuando se tienen pocas variables explicativas (1, 2 y 10 variables) y número

de registros menores o iguales a 10 000.

Los métodos LMM y GLMlogit tienen un comportamiento muy similar. Con el método

LMM se obtienen mejores resultados hasta 50 variables. A partir de 100 variables, el RMSE de

GLMlogit se iguala con LMM hasta 25 000 registros, después vuelve a ser menor el RMSE de

LMM.

El método CART a partir de un conjunto de datos superior a 10 000 aumenta su RMSE

muy rápido. El método LSVM es el segundo con resultados más altos de RMSE, en 23 de los 25

experimentos resulta el peor.
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Gráfico 4.1: RMSE para los métodos LDA, CART, LMM, GLMlogit, LSVM

En cuanto al porcentaje de aciertos para todos los métodos, como se puede comprobar en

el gráfico 4.2, se comportan exactamente igual, conforme aumenta el número de variables, el

porcentaje de acierto aumenta. En el caso de CART es similar el comportamiento, excepto para

1 variable, que el porcentaje de acierto es el más alto con 1 variable y tamaño del conjunto de

datos mı́nimo, es decir para nT = 2 000, empeorando el porcentaje de aciertos conforme aumenta

nT .

Observando los resultados en la tabla A.9, LDA es el mejor método, obteniendo una tasa

de acierto máxima en 12 de los 25 experimentos. El método con mejor porcentaje de aciertos

después de LDA es LSVM con 9 casos.

El porcentaje máximo de acierto se obtiene con el método LDA con 100 variables y 50 000

registros, siendo 76.19 % seguido de GLMlogit con un 76.05 %. Se observa que para los métodos

lineales conforme aumenta el número de variables y el tamaño del conjunto de datos mejora el

acierto.

Un aspecto importante para las instituciones financieras es el tiempo de respuesta para las

posibles operaciones. Por tanto, un buen método es aquel que minimiza tanto el tiempo de
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Gráfico 4.2: Tasa de acierto

respuesta al cliente como el riesgo del cliente en la entidad financiera.

En la tabla A.11 se puede observar cómo aumenta el tiempo de ejecución conforme aumenta

p, la relación entre incrementos en p e incremento en tiempo de ejecución puede ser:

Constante. Se cumpliŕıa si la relación del tiempo fuese siempre la misma. Se puede com-

probar en la tabla A.11 que el tiempo aumenta con el número de variables, por lo que no

es constante.

Lineal. La relación entre los tiempos y las variables explicativas debeŕıa de aumentar en

la misma proporción.

Exponencial. La relación entre el número de variables y el tiempo crece de forma multipli-

cativa.

El método computacionalmente más eficiente en el 36.00 % de los casos es CART, seguido

de LDA y GLMlogit. GLMlogit en gran parte de los casos estudiados es más eficaz que LMM,

pero se observa que a partir de 2 variables explicativas y 50 000 registros LMM se aproxima en

tiempos a GLMlogit. Y para 100 variables y tamaños de 2 000 y 5 000 registros LMM es más

eficiente.
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El método más lento computacionalmente en todos los casos es LSVM, incluso como se

puede observar en los resultados, ver apéndice A.11, el tiempo aumenta exponencialmente. Se

vuelve totalmente ineficiente conforme aumenta el número de variables y también el número de

registros.
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Gráfico 4.3: Incremento relativo del tiempo sobre el caso p = 1

En el gráfico 4.3 se estudia el tiempo relativo transcurrido (OX axis). Se calcula la relación

entre el tiempo total para cada p en función del tiempo total en el caso p = 1, se pondera la

relación del tiempo para el caso de p = 1 como sigue:

Incremento relativo para p =
tiempo(p)

p× tiempo(p = 1)
= Xp

Por ejemplo, la relación del aumento del tiempo para p = 100 es tiempo(p=100)
100×tiempo(p=1) .

Para observar mejor los resultados se ha eliminado del gráfico los resultados del método

LSVM.

Para todos los métodos y exceptuando el caso de 2 000 registros se tiene aproximadamente

el mismo comportamiento con respecto a los incrementos relativos Xp. El tiempo total aumenta
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conforme aumenta el tamaño del conjunto de datos hasta nT = 25 000 para después decrecer. En

todos ellos, el máximo se alcanza para X2, descendiendo hasta X50, para después aumentar muy

ligeramente en X100 excepto CART que en todos los casos sigue descendiendo o se mantiene.

El tiempo mı́nimo total se da en el método LMM con 100 variables y tamaño del conjunto de

datos de 2 000. La pendiente de X2 a X10 es mayor que la pendiente en el resto de casos, para

todos los tamaños del conjunto de datos y métodos, por tanto, se observa que a partir de X10 el

incremento de tiempo es proporcionalmente menor al incremento de variables. El tiempo relativo

mı́nimo en el 65 % de los casos se produce con el método LMM, lo que significa que es un método

más eficiente cuando se incrementa el número de variables.

El tiempo relativo cuando el número de registros es de 2 000 y X50 tiene un comportamiento

distinto al resto, alcanza el máximo en ese punto para después volver a descender para X100 a

niveles mı́nimos para todos los métodos.

4.5. Conclusiones

En este caṕıtulo se ha realizado un estudio comparativo de los métodos LDA, CART, LMM,

GLMlogit y LSVM para medir su eficacia y eficiencia computacional. La eficacia de cada uno de

los métodos se ha medido a través del error cuadrático medio y la tasa de acierto, la eficiencia

computacional se ha medido calculando el tiempo medio de ejecución. Se realiza el estudio con

datos generados sintéticamente mediante experimentos Monte Carlo, en diferentes volúmenes

tanto de registros, como de variables. Con esto, se ha cumplido la parte sintética del objetivo

número 3 de la sección “Objetivos” del “Prólogo”.

En el experimento 4.3 se simulan desde N = 2 000 a N = 50 000 registros y desde p = 1 a

p = 100 variables explicativas para intentar reproducir el máximo número de posibles solicitudes

de préstamos que puedan exitir en cualquier entidad financiera.

Se proponen cinco métodos LDA, CART, LMM, LSVM y GLMlogit. Se calculan medidas de

eficiencia y eficacia.

Los métodos más eficaces son LMM y GLMlogit. Mientras que LDA, LMM y GLMlogit son

los métodos más eficientes computacionalmente, seguidos de CART. Cuando aumenta el número

de datos LMM es más eficiente computacionalmente, y en caso de un número de datos menor

el método mejor es GLMlogit.

De los métodos estudiados en el experimento de este caṕıtulo los que obtienen mejores

resultados en términos de RMSE y el tiempo total transcurrido son LMM, GLMlogit y LDA. Se

descarta LDA en relación con LMM porque este último es más eficaz que LDA. Aunque LDA

sea más eficiente computacionalmente, es menos eficaz y es el que peores resultados obtiene en

términos de RMSE. LMM es similar a GLMlogit, aunque para grandes conjuntos de datos, LMM

es mejor y obtiene mejores resultados en términos de RMSE.

Por tanto se propone LMM y GLMlogit como mejores métodos para evaluar el riesgo de

crédito bajo las hipótesis de la simulación de datos realizada en el experimento de este caṕıtulo.





5
Aplicación caso semi-real y real

5.1. Introducción

El objetivo de este caṕıtulo es comparar los mismos métodos empleados con la muestra
sintética del caṕıtulo 4, para evaluar el riesgo de crédito aplicado a una base de datos semi-
real y otra real. Las técnicas que se emplean son técnicas estad́ısticas tradicionales que se
basan en métodos paramétricos y no paramétricos (LDA, CART), métodos estad́ısticos
(LMM, GLMlogit) y técnicas de inteligencia artificial (LSVM). La comparación de las
diferentes técnicas se realiza a través del cálculo de los mismos indicadores o ı́ndices
empleados en el caṕıtulo 4:

1. El error cuadrático medio (RMSE).

2. Tasa de acierto.

3. El error I. Este error indica la clasificación de un cliente bueno como malo.

4. El error tipo II. Este error indica la clasificación de un cliente malo como bueno

5. El tiempo medio de ejecución empleado por cada método.

La base de datos semi-real que se ha utilizado proviene de una base de datos elaborada por

el Instituto de Estudios Fiscales (I.E.F) de una muestra de microdatos fiscales correspondiente

a las declaraciones de IRPF del territorio español de régimen fiscal común desde los años 2008

a 2013, sin incluir Comunidad Foral de Navarra y Páıs Vasco. Los documentos de trabajo de

los distintos años son los recogidos en: Picos Sánchez et al. (2011), Pérez López et al. (2012),

81
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Pérez López et al. (2013), Pérez López et al. (2014), Pérez López et al. (2015) y Pérez López

et al. (2016).

Las bases de datos reales utilizadas para el estudio son German Credit y Australian Credit

del repositorio de la UCI (Lichman, 2013). Las bases de datos están disponibles en la página

web http://www.archive.ics.uci.edu/ml/datasets.html.

Teniendo en cuenta el caṕıtulo 3, el modelo que se va a utilizar para la obtención de la

variable objetivo o dependiente es el modelo mixto, efectos fijos y aleatorios (3.2).

Los cálculos realizados para la obtención de la matriz de confusión y el error cuadrático

medio tienen su justificación en la teoŕıa y simulaciones computacionales desarrolladas en el

caṕıtulo 4.

5.2. Aplicación caso semi-real

5.2.1. Metodoloǵıa

El primer obstáculo para poder evaluar el riesgo de crédito con diferentes técnicas o métodos

de estimación ha sido encontrar una base de datos real para su aplicación. No se ha podido acce-

der a ninguna base de datos real sobre el comportamiento crediticio de los clientes de entidades

financieras, con el fin de analizar si atienden los pagos de un préstamo hipotecario o incumplen,

es decir, entran en default, que es el objeto de esta investigación. Dada la situación de partida,

en primer lugar, se realiza una búsqueda de la normativa que establece el Banco de España

sobre gestión del riesgo de crédito, poĺıtica de concesión, modificación, evaluación, seguimiento

y control de operaciones, estimación de las coberturas de las pérdidas por riesgo de crédito y

obligaciones de las entidades financieras (BOE, 2016). Al mismo tiempo se realiza un estudio de

las variables que tienen en cuenta las entidades financieras para la concesión o no de un présta-

mo hipotecario. En los distintos art́ıculos y trabajos consultados Mylonakis (2010), Hand and

Henley (1997), Malhotra and Malhotra (2003), Boj et al. (2009a), Juan Camilo Ochoa P. et al.

(2010), Cabrera Cruz (2014), Moreno Valencia (2013), Salinas Flores (2005), Yu (2014), Go-

mes Goncalves (2009), Lee et al. (2002), Steenackers and Goovaerts (1989), Mures et al. (2005)

y UCI Machine learning Repository (http://archive.ics.uci.edu/ml/datasets.html) se ob-

serva que existe unanimidad en la elección de determinadas variables explicativas. Las entidades

financieras, en general, recogen información de los clientes para el estudio previo de la concesión

de un préstamo de distintos ámbitos. Las variables que formarán parte del modelo deben de in-

cluir los distintos factores que consideran las entidades financieras para medir el nivel de riesgo

en las operaciones de crédito. Los factores a tener en cuenta para la selección de las variables

explicativas son los siguientes:

1. Factores sociales y personales, se seleccionan variables relacionadas con el entorno social

y personal del cliente tales como: sexo, edad, estado civil, número de personas a cargo,

población de la vivienda habitual, vivienda habitual y otras viviendas.

http://www.archive.ics.uci.edu/ml/datasets.html.
http://archive.ics.uci.edu/ml/datasets.html
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2. Factores económicos, se seleccionan variables relacionadas con la disponibilidad de ingresos

tales como: remuneraciones, sector económico donde ejerce su actividad e importe del

préstamo solicitado.

Una vez identificadas las variables utilizadas por las entidades financieras se ha buscado una

base de datos que cumpla con los siguientes requisitos:

1. Fuese accesible para la investigación.

2. Contuviese gran parte de las variables que son utilizadas por las entidades financieras.

3. Cumpliese requisitos estad́ısticos de muestreo para que sea representativa.

La base de datos de la que se parte es las declaraciones de IRPF del territorio español de

régimen fiscal común (sin incluir Comunidad Foral de Navarra y Páıs Vasco), facilitada por el

Instituto de Estudios Fiscales dependiente del Ministerio de Hacienda y Función Pública.

Siguiendo los documentos de trabajo del Instituto de estudios fiscales, la población objetivo

de la muestra utilizada son las declaraciones del Impuesto sobre la Renta de las Personas F́ısicas

desde el año 2008 al 2013. El ámbito geográfico constituye el Territorio español de régimen

fiscal común. El muestreo utilizado por el I.E.F. ha sido un muestreo estratificado aleatorio.

El muestreo estratificado es aquel en que los elementos de la muestra son proporcionales a su

presencia en la población. La presencia de un elemento en un estrato excluye su presencia en

otro. Para este tipo de muestreo, se divide a la población en varios grupos o estratos con el

fin de dar representatividad a los distintos factores que integran el universo de estudio. Para la

selección de los elementos o unidades representantes, se utiliza el método de muestreo aleatorio.

Es decir, se separa la población en grupos, denominados estratos, y se elige una muestra aleatoria

simple en cada estrato. Las muestras aleatorias simples constituyen la muestra. Para los estratos

han considerado, en primer lugar, las provincias españolas del Territorio Fiscal Común, total

48 ya que Ceuta y Melilla se han considerado de forma conjunta. En un segundo nivel de

estratificación se han considerado 12 tramos de renta y en un tercer nivel de estratificación el

tipo de declaración, individual o conjunta. Por tanto, el numero de estratos de ultimo nivel es

48 ∗ 2 ∗ 12 = 1 152, no existiendo estratos vaćıos.

Sobre los tamaños de diseño se ha impuesto una restricción de secreto estad́ıstico. El reparto

de la muestra en los estratos se ha realizado mediante afijación de mı́nima varianza.

Tal y como se destaca en los documentos de trabajo de las muestras empleadas, las ventajas

de la utilización de los datos fiscales son las siguientes:

1. Gran representatividad, debida al muestreo estratificado.

2. Ausencia de problemas de infrarepresentación y falta de respuesta.

3. Alta precisión debida al origen fiscal de los datos.
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Los inconvenientes que se indican desde el I.E.F. son los siguientes (cabe señalar que para el

objeto de esta investigación los dos primeros no son tales inconvenientes):

1. Imposibilidad de separar las rentas individuales en las declaraciones conjuntas debido a la

unidad de análisis (declaración IRPF, modelo 100). En este estudio debido a la variable

económica que utilizan las entidades financieras respecto a la renta no supone ningún

inconveniente. Las entidades financieras tienen interés en la renta familiar, teniendo en

cuenta el número de miembros en la unidad familiar.

2. Imposibilidad de construir declaraciones conjuntas a partir de individuales, ni unir a los

declarantes en hogares, debido a la inexistencia de información que relacione las decla-

raciones. Igual que en el apartado anterior, la información necesaria para las entidades

financieras es la renta del cliente y su unidad familiar.

3. Falta de cualquier información extrafiscal no necesaria para la liquidación del impuesto

correspondiente. En este caso, śı que ha sido un inconveniente en la investigación desarro-

llada en esta tesis, ya que algunas variables tanto sociales como económicas que utilizan las

entidades financieras para el cálculo del riesgo de crédito no están disponibles en la base

de datos utilizada. En la sección 5.2.2 se expone la creación de algunas de las variables de

forma semi-sintética para completar la base de datos.

El número de declaraciones y número total de variables de las que se parte se muestra en la

siguiente tabla, para los distintos años:

año num. clientes num. variables

2008 1 867 594 388

2009 1 928 494 410

2010 1 904 554 388

2011 2 036 186 447

2012 2 074 225 475

2013 2 161 647 462

Tabla 5.1: Tamaño original de la base de datos.

5.2.2. Construcción base de datos

Los datos de origen son los especificados en el tabla 5.1. El número de variables empleado en

cada uno de los años objeto de estudio no coincide porque la Ley del Impuesto sobre la Renta

de las Personas F́ısicas en los distintos años sufre modificaciones y por tanto el modelo 100 de

elaboración del IRPF también, introduciendo variaciones en las variables del modelo.

Los pasos a seguir para construir la submuestra que se utiliza para la aplicación de los

distintos procedimientos son los siguientes:
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1. Se realiza la homogeneización en las variables para todos los años de estudio. Siendo las

variables objeto de la muestra las especificadas en el apéndice A.3.

2. Se seleccionan las variables de interés para nuestra investigación, transformando algunas

variables previas o bien descartando otras, de acuerdo con las variables que tienen en

cuenta las entidades financieras para la concesión de un préstamo. Dentro de este proceso,

se observó en la muestra de origen que exist́ıan clientes que su base imponible general

proveńıa principalmente de rentas obtenidas por inmuebles de su propiedad (rentas capital

inmobiliario). Se considera interesante separar de la base imponible general del cliente la

parte de la renta obtenida por rentas de inmuebles. Se crea una variable que tan sólo

refleja rentas de capital inmobiliario y la base imponible general la denominamos renta

familiar (incluye el resto de rentas que obtiene el cliente, en general serán rentas que

provienen de remuneración salarial o actividad empresarial y/o capital mobiliario). El

objetivo principal es detectar los clientes que sus rentas vienen determinadas por capital

inmobiliario principalmente y si además obtienen rentas por conceptos salariales.

3. Se imputan tres variables a las seleccionadas en el paso anterior.

3.1. Corrector base imponible especial (BIE). La base imponible especial viene referida

a las ganancias y pérdidas de patrimonio que se generan, por ejemplo, en el caso de

venta de un inmueble del que se ha sido propietario durante un peŕıodo de tiempo

superior a un año. Por tanto al ser algo extraordinario, que no suele ocurrir anual-

mente, se considera una variable categórica. Es una variable dicotómica que asigna

a todos aquellos clientes que tengan una base imponible especial menor a 120 000 e

el valor 0 y los que su base imponible especial sea mayor a 120 000 e se le asigna

el valor 1. Se introduce esta variable con el objetivo de discriminar aquellas rentas

que puntualmente aparecen (en un año concreto), pero no es habitual en la renta

del cliente. Siguiendo los criterios que establece el Banco de España respecto a la

valoración de las entidades financieras de la capacidad de pago del prestatario. Tal y

como se indica en el BOE (2016), anejo IX, art́ıculos 12 y 13, la capacidad de pago se

valora por los flujos de efectivo procedentes de los negocios del prestatario o fuentes

de renta habituales u ordinarias. Se considera fuente principal o habitual de renta los

fondos procedentes de su trabajo habitual y otras fuentes recurrentes de generación

de flujos de efectivo.

3.2. Corrector base imponible general (BIG). Se añade esta variable siguiendo los criterios

que establece el Banco de España respecto a la valoración de las entidades financieras

sobre la base del análisis de la capacidad de pago del prestatario y condiciones de

concesión de operaciones BOE (2016), anexo IX, art́ıculo 15. En dicho art́ıculo se

establece expresamente que dentro de los planes de amortización sobre préstamos

que oferten las entidades financieras a los prestatarios, se tendrán en cuenta todos los

pagos recurrentes para atender todas las obligaciones financieras, tanto las que posea
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con dicha entidad como con otras. La renta disponible del prestatario disminuirá,

pero sin que suponga una limitación notoria para cubrir sus gastos familiares. El

Gobierno español considera que la renta mı́nima disponible para atender los gastos

familiares es el salario mı́nimo interprofesional. El corrector de la base imponible

general es una variable dicotómica que recategoriza el salario mı́nimo interprofesional.

Se asigna a todos aquellos clientes que tengan una base imponible general menor que

el salario mı́nimo interprofesional el valor de 1 y los que su base imponible general

sea mayor al salario mı́nimo interprofesional se le asigna el valor 0. El salario mı́nimo

interprofesional utilizado es el publicado en el BOE para cada año (BOE, 2007; BOE,

2008; BOE, 2009; BOE, 2010; BOE, 2011; BOE, 2012).

3.3. Importe del préstamo medio solicitado. Esta variable se ha generado en base a las

estad́ısticas trimestrales publicadas por el Banco de España sobre ı́ndice de precios de

la vivienda en base al año 2005 (http://www.bde.es/webbde/es/estadis/infoest/

indeco.html.)

Una vez realizados los cambios indicados en las variables, el número total de variables

seleccionadas es de 24, tabla 5.2. Las variables seleccionadas son las variables explicativas

en el modelo, algunas son numéricas y otras son categóricas. Las variables categóricas se

transforman en variables dummy, es decir para cada una de las variables categóricas se

crean tantos niveles como categoŕıas tienen las variables menos una, por tanto, el número

de variables totales en el modelo es de 103 (la matriz de variables dummy del modelo se

representa por X).

http://www.bde.es/webbde/es/estadis/infoest/indeco.html.
http://www.bde.es/webbde/es/estadis/infoest/indeco.html.
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Descripción Tipo de Variable Clase Variable Opción

Provincia Categórica Social

02 Albacete

03 Alacant

04 Almeŕıa

33 Asturias

05 Ávila

06 Badajoz

07 Illes Balears

08 Barcelona

09 Burgos

10 Cáceres

11 Cádiz

39 Cantabria

12 Castelló

13 Ciudad Real

14 Córdoba

15 A Coruña

16 Cuenca

17 Girona

18 Granada

19 Guadalajara

21 Huelva

22 Huesca

23 Jaén

24 León

25 Lleida

27 Lugo

28 Madrid

29 Málaga

30 Murcia

32 Ourense

34 Palencia

35 Las Palmas

36 Pontevedra

26 La Rioja

Continúa en la página siguiente...
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Descripción Tipo de Variable Clase Variable Opción

37 Salamanca

38 Santa Cruz de Tenerife

40 Segovia

41 Sevilla

42 Soria

43 Tarragona

44 Teruel

45 Toledo

46 València

47 Valladolid

49 Zamora

50 Zaragoza

51 Ceuta

99 No residentes

Estado civil Categórica Social

1= Soltero

2=Casado

3=Viudo

4=Divorciado o separado legalmente

Actividad 1 Categórica Económica

0=Trabajador por cuenta ajena

1=Industrial

2=Profesional

4=Agricultura y Ganadeŕıa

Actividad 2 Categórica Económica

0=Trabajador por cuenta ajena

1=Industrial

2=Profesional

4=Agricultura y Ganadeŕıa

Situación de la vivienda habitual del declarante Categórica Social

1=Propiedad

9=Sin información

2=Usufructo

3=Arrendada

4=Otra situación

Porcentaje de propiedad de la vivienda habi-
tual (declarante)

Numérica (en %) Económica -

Porcentaje de propiedad de la vivienda habi-
tual (conyuge)

Numérica (en %) Económica -

Deduciones relacionadas con la vivienda Numérica (en e) Económica -

Identificación de titularidad del inmueble 1 Categórica Económica

0=Sin información

1=Conjunta

2=Titular 1

3=Titular 2

4=Hijos

Continúa en la página siguiente...
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Descripción Tipo de Variable Clase Variable Opción

Identificación de titularidad del inmueble 2 Categórica Económica

0=Sin información

1=Conjunta

2=Titular 1

3=Titular 2

4=Hijos

Identificación de titularidad del inmueble 3 Categórica Económica

0=Sin información

1=Conjunta

2=Titular 1

3=Titular 2

4=Hijos

Identificación de titularidad del inmueble 4 Categórica Económica

0=Sin información

1=Conjunta

2=Titular 1

3=Titular 2

4=Hijos

Identificación de titularidad del inmueble 5 Categórica Económica

0=Sin información

1=Conjunta

2=Titular 1

3=Titular 2

4=Hijos

Identificación de titularidad del inmueble 6 Categórica Económica

0=Sin información

1=Conjunta

2=Titular 1

3=Titular 2

4=Hijos

Renta del Capital Inmobiliario Numérica Económica -

Renta Familiar Numérica Económica -

Número de Inmuebles Numérica Económica -

Número de Miembros de la Unidad Familiar Numérica Social -

Edad del individuo Categórica Social

Edad <20

Edad 20-30

Edad 31-40

Edad 41-50

Edad 51-60

Edad 61-70

Edad >70

Miembros de la muestra con una Renta Es-
pecial mayor de 120 000 e

Categórica Estad́ıstica
0. BIE < 120 000 e

1. BIE ≥120 000 e

Titularidad Media de los inmuebles Numérica (en %) Económica -

El importe propuesto por el cliente Numérica (en e) Económica -

Continúa en la página siguiente...
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Descripción Tipo de Variable Clase Variable Opción

Miembros de la muestra con un salario me-
nor del SMI

Categórica Estad́ıstica
0. BIG < SMI

1. BIG > SMI

Año Categórica Social -

Tabla 5.2: Variables Seleccionadas de la muestra

4. Se depura la base de datos para subsanar errores encontrados (por ejemplo actividad del

cliente distinta a las establecidas, porcentaje de titularidad de la vivienda mayor 100 %,

fechas de nacimiento incoherentes), falta de información en variables relevantes seleccio-

nadas para el estudio (celdas en blanco por ejemplo respecto a la base imponible general),

datos at́ıpicos u outliers.

El número de clientes objeto de estudio para los distintos años serán los que aparecen en

el tabla 5.3.

año num. clientes

2008 1 418 299

2009 1 437 274

2010 1 391 890

2011 1 458 386

2012 1 480 959

2013 1 507 784

Tabla 5.3: Tamaño de la submuestra de la base de datos.

5. Una vez depurada la base de datos y dada la capacidad computacional disponible, se realiza

un muestreo estratificado del 10 % de los datos por variables categóricas para que todas

ellas tengan representación en la muestra final, es decir, que no existan estratos vaćıos.

Por tanto, el número final de observaciones por cada año se recoge en la siguiente tabla,

5.4

Finalmente se tiene una base de datos de 869 469 clientes.

6. Se fijan los valores de los parámetros que denotan la importancia relativa de cada una

de las variables a estudiar. Esta importancia relativa se asigna teniendo en cuenta la

relación entre las variables explicativas y la variable respuesta. La variable respuesta se

construye sintéticamente. Se considera éxito cuando el cliente cumple con el pago del

préstamo y fracaso o default cuando el cliente incumple con el pago del préstamo. Es

decir, si denotamos como:

pi =

{
0 éxito
1 fracaso
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año num. clientes

2008 141 829

2009 143 727

2010 139 189

2011 145 839

2012 148 097

2013 150 788

Tabla 5.4: Tamaño de la muestra final de base de datos.

el signo que tenga el parámetro βi denotará la influencia de la variable explicativa en el

éxito o incumplimiento del cliente en el préstamo. Si el signo es positivo, significa que la

variable explicativa es directamente proporcional a la probabilidad de fracaso o default en

el préstamo.

Para fijar el valor de cada uno de los parámetros se realiza una búsqueda de información

sobre las distintas variables seleccionadas en el modelo objeto de esta investigación y su

influencia en el riesgo de crédito. En la normativa del Banco de España se obtienen datos

respecto al riesgo de crédito de las entidades financieras (BOE, 2016), en cuanto a la

morosidad de clientes de entidades financieras sobre préstamos e hipotecas se utiliza la

información obtenida a través del Banco de España (http://www.//www.bde.es/bde/

es/areas/estadis/). La morosidad por provincias de España se encuentra en los datos

publicados por el Instituto Nacional de Estad́ıstica, http://www.ine.es/inebmenu/mnu_

financie.htm. Al mismo tiempo se consultan diversos trabajos sobre el riesgo de crédito

bancario empleando variables utilizadas en esta tesis como Mylonakis (2010), Hand and

Henley (1997), Malhotra and Malhotra (2003), Boj et al. (2009a), Juan Camilo Ochoa P.

et al. (2010), Cabrera Cruz (2014), Moreno Valencia (2013), Salinas Flores (2005), Yu

(2014), Gomes Goncalves (2009), Lee et al. (2002), Steenackers and Goovaerts (1989) y

Mures et al. (2005). Con los datos recopilados en los trabajos detallados se calculan los

valores de los parámetros, siendo los que se detallan en la tabla 5.5.

6.1. Provincia. Se consideran las provincias españolas, sin incluir Comunidad Foral de

Navarra y Páıs Vasco, y una provincia como no residentes (son los casos de españoles

que tienen su residencia habitual en cualquier páıs extranjero pero puede que solici-

ten un préstamo hipotecario en España). Para cada una de las provincias se asigna

un valor del parámetro βi, siendo todos ellos positivos. Según el informe estad́ıstico

sobre ejecuciones hipotecarias por provincias de los años 2014 y 2015, elaborado por

el Instituto Nacional de Estad́ıstica, junto con la tasa de morosidad de préstamo in-

mobiliario de los mismos años publicado por el Banco de España, se puede comprobar

que la tasa de morosidad por provincias no vaŕıa a lo largo de los años. Para su cálculo

se ha utilizado la Estad́ıstica del INE sobre ejecuciones hipotecarias. Se realiza un

http://www.//www.bde.es/bde/es/areas/estadis/
http://www.//www.bde.es/bde/es/areas/estadis/
http://www.ine.es/inebmenu/mnu_financie.htm
http://www.ine.es/inebmenu/mnu_financie.htm
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media ponderada por la tasa de morosidad del año 2005. En el gráfico 5.1 se puede

apreciar la distribución de la morosidad en las provincias objeto de estudio.

0.025

0.050

0.075

Gráfico 5.1: Distribución de la morosidad por provincias

6.2. Estado civil. Las categoŕıas inclúıdas en el estudio son: soltero, casado, viudo, divor-

ciado o separado legalmente. Se considera que el único estado civil que influye en

el fracaso del préstamo hipotecario es el de divorciado, debido a que probablemente

tiene más cargas económicas y financieras. El resto de estado civil no tiene ninguna

influencia en el préstamo hipotecario.

6.3. Actividad desarrollada. Las actividades categorizadas se reducen a: trabajador por

cuenta ajena, industrial, profesional independiente, y agricultura-ganadeŕıa (sector

primario). Según los autores Abell (1980), Porter (1982) y López and Mart́ın (1996)

en la industria existen altos niveles de incertidumbre debido a las fuertes inversiones

en capital fijo que conlleva los constantes cambios tecnológicos, por tanto la activi-

dad industrial posee un mayor riesgo en cuanto a estabilidad laboral se refiere. Se

considera que el parámetro asociado a la categoŕıa de personal industrial tiene más

riesgo de incumplimiento en un préstamo debido a la inestabilidad laboral señalada.

La siguiente actividad valorada con riesgo, aunque menor que el caso de industrial,

es el sector primario debido a que su actividad, por tanto sus rentas, están sujetas a

riesgos diversos como por ejemplo inclemencias meteorológicas, plagas, etc. La cate-

goŕıa de trabajador profesional independiente se ha valorado positivamente (aunque

menos que las anteriores) porque las rentas a percibir no suelen ser fijas anualmente,

dependerán de la coyuntura económica del momento, de la profesión, etc.. es decir,
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siempre tendrá un pequeño riesgo. La categoŕıa de trabajador por cuenta ajena no se

le ha dado ningún valor, porque supone más estabilidad laboral, en esta categoŕıa se

encuentran también el personal que trabaja para la administración pública que es el

que consideran las entidades financieras de nivel de riesgo mı́nimo.

6.4. Titular de la vivienda habitual. Las categoŕıas establecidas para esta variable son

las siguientes: propietario de la vivienda habitual, usufructuario, arrendatario, sin

información y cualquier otra situación. Los clientes que no poseen vivienda habitual

o no se tenga información se les asigna un parámetro máximo de 1, el cliente que

disfruta de usufructo en la vivienda habitual se le asigna la mitad y el cliente que es

propietario se le asigna 0, es decir, no influye en el éxito o fracaso del cumplimiento

del préstamo.

6.5. Porcentaje de la titularidad de la vivienda habitual. Esta variable es numérica y el

parámetro asignado es en el mismo sentido que la titularidad de la vivienda habitual.

Cuanto más porcentaje de la vivienda habitual se dispone, menos riesgo de fracaso

conlleva.

6.6. Porcentaje del cónyuge en la titularidad de la vivienda habitual. Esta variable es

numérica y el parámetro asignado es en el mismo sentido que el porcentaje de titu-

laridad de la vivienda habitual. Cuanto más porcentaje de la vivienda habitual se

dispone, menos riesgo de fracaso conlleva, aunque en este caso se reduce respecto al

anterior.

6.7. Deducción en vivienda habitual. Esta variable es numérica. Se considera que al dis-

poner de un préstamo en vivienda habitual y cumplir con el mismo, aportando una

deducción que se traduce en más renta disponible para el cliente, se ve reducido el

riesgo de fracaso en una pequeña proporción.

6.8. Titularidad del resto de inmuebles. El resto de inmuebles, exclúıda la vivienda habi-

tual, son 6 posibles. Las variables categóricas referentes a inmuebles se clasifican en:

sin información, titularidad conjunta, titularidad del cliente, titularidad del cónyuge

o titularidad de los hijos. Los parámetros asignados a cada una de las categoŕıas se

establecen considerando el máximo de riesgo de fracaso en el caso de la categoŕıa sin

información. Le sigue el caso que la titularidad pertenezca a los hijos o descendientes,

ya que el cliente no dispone de su pleno dominio. La titularidad del cónyuge es el

siguiente parámetro de mayor valor, y por último titularidad conjunta. El mı́nimo

riesgo se da si el titular es el declarante ya que no afectaŕıa al fracaso.

6.9. Renta capital inmobiliario. Es una variable numérica. El parámetro se considera ne-

gativo, ya que el cliente que percibe rentas por los inmuebles que forman parte de

su unidad familiar, tiene un riesgo negativo, es decir, que la probabilidad de éxito es

mayor.

6.10. Renta familiar. Es una variable numérica. El parámetro asignado es negativo, ya que
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la renta es inversamente proporcional al riesgo de fracaso. Cuanto mayor renta posee

el cliente, menor riesgo de incumplir o mayor éxito, por tanto es negativa.

6.11. Número de inmuebles. Es una variable numérica. El parámetro se considera negativo.

Cuantos más inmuebles posee el cliente menor riesgo de fracaso, por tanto es negativa.

6.12. Número de familiares a cargo. Es una variable numérica. El parámetro se considera

positivo. Influye en la misma proporción que la variable número de inmuebles pero

en sentido contrario. Cuanto más familiares a cargo se tiene, más probabilidad de

fracaso.

6.13. Edad. Es una variable categórica. Se establecen siete categoŕıas empezando con menor

de 20 años. Las franjas aumentan de 10 en 10 años, hasta los mayores de 70 años.

Antes y después de las edades establecidas como mı́nima y máxima se consideran

casos aislados los posibles clientes que se pueda dar el caso de solicitud de préstamo

hipotecario. Siguiendo los estudios antes citados, el parámetro que se considera que

no influye en el cumplimiento o incumplimiento de préstamos es la categoŕıa de 20

a 30 años. A partir de esta edad va aumentando exponencialmente hasta el máximo

que se sitúa en los mayores de 70 años. Los menores de 20 años se consideran con un

riesgo de fracaso mayor, ya que en el caso de tener rentas seŕıa algo puntual.

6.14. Corrector base imponible especial. Es una variable categórica. Se asigna 1 si la renta

especial supera los 120 000 e, en otro caso no tendŕıa efecto en el modelo. En relación

con el concepto de la propia variable creada para la muestra objeto de estudio, el

valor que se le asigna al parámetro será positivo, se entiende que existe un riesgo

pequeño de fracaso.

6.15. Porcentaje medio de titularidad. Es una variable numérica y el parámetro asignado es

en el mismo sentido que el porcentaje de titularidad de la vivienda habitual. Cuanto

más porcentaje de titularidad, respecto a los inmuebles distintos de la vivienda habi-

tual, tenga el declarante, más probabilidad de éxito tendrá o menos probabilidad de

incumplir con el préstamo.

6.16. Importe del préstamo hipotecario. Es una variable numérica y el parámetro asigna-

do es positivo. Cuanto mayor sea el importe del préstamo mayor probabilidad de

incumplimiento.

6.17. Corrector base imponible general. Es una variable categórica creada. El parámetro

asignado tendrá un efecto nulo, en el caso que la renta del cliente sea mayor al salario

mı́nimo interprofesional, en el caso que la renta del cliente sea menor al salario mı́nimo

interprofesional será positivo, teniendo un riesgo alto de fracaso.

En la tabla 5.5 se muestran los valores de los parámetros β:
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Variable Beta

Provincia

02 Albacete 2,063 · 10−05

03 Alacant 2,388 · 10−04

04 Almeŕıa 2,029 · 10−04

33 Asturias 4,169 · 10−05

05 Ávila 1,537 · 10−05

06 Badajoz 5,116 · 10−05

07 Illes Balears 9,591 · 10−05

08 Barcelona 3,805 · 10−04

09 Burgos 2,956 · 10−05

10 Cáceres 2,235 · 10−05

11 Cádiz 1,220 · 10−04

39 Cantabria 2,968 · 10−05

12 Castelló 1,160 · 10−04

13 Ciudad Real 2,572 · 10−05

14 Córdoba 6,226 · 10−05

15 A Coruña 4,275 · 10−05

16 Cuenca 7,731 · 10−06

17 Girona 9,966 · 10−05

18 Granada 1,091 · 10−04

19 Guadalajara 2,710 · 10−05

21 Huelva 8,392 · 10−05

22 Huesca 1,520 · 10−05

23 Jaén 4,972 · 10−05

24 León 2,960 · 10−05

25 Lleida 5,527 · 10−05

27 Lugo 1,702 · 10−05

28 Madrid 2,338 · 10−04

29 Málaga 1,940 · 10−04

30 Murcia 2,414 · 10−04

32 Ourense 3,570 · 10−06

34 Palencia 7,046 · 10−06

35 Las Palmas 1,066 · 10−04

36 Pontevedra 3,931 · 10−05

26 La Rioja 2,264 · 10−05

37 Salamanca 2,204 · 10−05

Continúa en la página siguiente...
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Variable Beta

38 Santa Cruz de Tenerife 1,328 · 10−04

40 Segovia 7,553 · 10−06

41 Sevilla 1,927 · 10−04

42 Soria 3,080 · 10−06

43 Tarragona 1,135 · 10−04

44 Teruel 5,914 · 10−06

45 Toledo 1,183 · 10−04

46 València 2,689 · 10−04

47 Valladolid 4,980 · 10−05

49 Zamora 6,618 · 10−06

50 Zaragoza 6,619 · 10−05

51 Ceuta 2,143 · 10−06

99 No residentes 3,805 · 10−04

Estado civil

1= Soltero 0,00

2=Casado 0,00

3=Viudo 0,00

4=Divorciado o separado legalmente 0,20

Actividad1

0=Trabajador por cuenta ajena 0,00

1=Industrial 0,70

2=Profesional 0,30

4=Agricultura y Ganadeŕıa 0,60

Actividad2

0=Trabajador por cuenta ajena 0,00

1=Industrial 0,70

2=Profesional 0,30

4=Agricultura y Ganadeŕıa 0,60

Situación de la vivienda habitual del decla-
rante

1=Propiedad 0,00

9=Sin información 1,00

2=Usufructo 0,50

3=Arrendada 1,00

4=Otra situación 1,00

Porcentaje de propiedad de la vivienda habitual del declarante −0,01

Porcentaje de propiedad de la vivienda habitual del cónyuge −5 · 10−03

Deducciones relacionadas con la vivienda −1 · 10−03

Identificación de titularidad del inmueble 1

0=Sin información 1,00

1=Conjunta 0,10

2=Titular 1 0,00

3=Titular 2 0,60

4=Hijos 0,75

Continúa en la página siguiente...



5.2. Aplicación caso semi-real 97

Variable Beta

Identificación de titularidad del inmueble 2

0=Sin información 1,00

1=Conjunta 0,10

2=Titular 1 0,00

3=Titular 2 0,60

4=Hijos 0,75

Identificación de titularidad del inmueble 3

0=Sin información 1,00

1=Conjunta 0,10

2=Titular 1 0,00

3=Titular 2 0,60

4=Hijos 0,75

Identificación de titularidad del inmueble 4

0=Sin información 1,00

1=Conjunta 0,10

2=Titular 1 0,00

3=Titular 2 0,60

4=Hijos 0,75

Identificación de titularidad del inmueble 5

0=Sin información 1,00

1=Conjunta 0,10

2=Titular 1 0,00

3=Titular 2 0,60

4=Hijos 0,75

Identificación de titularidad del inmueble 6

0=Sin información 1,00

1=Conjunta 0,10

2=Titular 1 0,00

3=Titular 2 0,60

4=Hijos 0,75

Renta del Capital Inmobiliario −1 · 10−03

Renta Familiar −1 · 10−04

Número de Inmuebles −0,10

Número de Miembros de la Unidad Familiar 0,10

Edad del individuo

Edad <20 0,90

Edad 20-30 0,00

Edad 31-40 0,062 5

Edad 41-50 0,125

Edad 51-60 0,25

Edad 61-70 2,00

Edad >70 10,00

Rentas Extraordinarias
0. BIE < 120 000 e 0,00

1. BIE ≥ 120 000 e 0,10

Titularidad Media de los inmuebles −0,01

Importe del préstamo 1 · 10−06

Continúa en la página siguiente...
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Variable Beta

Miembros de la muestra con un salario me-
nor del SMI

0. BIG ≥ SMI 0

1. BIG < SMI 5

Año 0

Tabla 5.5: Valores parámetros Betas

7. Se calcula la variable respuesta para cada uno de los clientes. La variable respuesta se define

como la probabilidad de fracaso o default, pi, indicando si el cliente alcanza el estado de

morosidad o no. Es una variable dicotómica, donde los clientes clasificados como fracaso

o default se codifican con el valor 1 y los clientes clasificados como éxito, es decir que

cumplen los pagos del préstamo, se codifican con el valor 0.

Se calcula la probabilidad de fracaso pi de la siguiente forma:

7.1. Las variables independientes son las definidas en la tabla 5.2, y la matriz de las

variables independientes es X.

7.2. Los valores de los parámetros que se fijan son los que aparecen en la tabla 5.5, el

vector de los parámetros es β.

7.3. La variable objetivo se obtiene como regresión lineal, siendo y el vector respuesta que

se obtiene como: y = Xβ + e, teniendo en cuenta que el vector de perturbaciones

e es un vector que explica las diferencias entre los valores observados y los valores

previstos. Se considera que se distribuye de la siguiente forma: e ∼ Nn(0; 0,15).

7.4. Se obtiene la probabilidad de ocurrencia del fracaso o incumplimiento como:

pi = (eyi)/(1 + eyi)

Al ser probabilidad el resultado de pi está entre 0 y 1. La variable respuesta objeto de

este estudio es una variable discreta dicotómica, es decir, es 0 en caso de éxito y 1 en

caso de fracaso o default. Se necesita una transformación de la variable dependiente.

Para la transformación de pi en variable dicotómica se realiza el siguiente proceso:

2. Se transforma la probabilidad en número de ocurrencias de un suceso, para ello

se multiplica por 10 la probabilidad anterior Pi = pi ∗ 10, obteniendo el número

de veces que ocurre un suceso.

3. Se asigna Pi al suceso fracaso y 10 − Pi al suceso éxito, obteniendo la base de

datos completa con la variable respuesta dicotómica. La base de datos completa

está compuesta por un total de 8 694 690 clientes, de los cuales 3 720 985 se espera

dejen de pagar el préstamo, es decir, el 42,80 % serán default.

1. Se trunca la probabilidad a un sólo decimal el resultado p = floor(p , 1)i i



5.2. Aplicación caso semi-real 99

Éxito Default o incumplimiento

X̄ Me σ X̄ Me σ

Porcentaje de propiedad de la vivien-
da habitual del declarante

51,41 50,00 32,51 39,13 50,00 35,86

Porcentaje de propiedad de la vivien-
da habitual del cónyuge

27,50 50,00 27,17 20,33 0,00 26,65

deducción vivienda habitual 162,67 0,00 394,84 25,37 0,00 165,85

Renta del capital inmobiliario 351,63 0,00 921,00 138,97 0,00 463,63

Renta familiar 45 889,61 54 555,75 31 378,59 9 309,08 3 525,07 19 561,42

Número de inmuebles 1,36 1,00 1,88 0,73 0,00 1,36

Número de miembros de la unidad fa-
miliar

2,11 2,00 1,15 1,79 1,00 1,05

Titularidad media de los inmuebles 34,91 14,28 39,16 23,90 0,00 36,94

Importe del préstamo 88 366,40 89 842,86 12 782,64 86 924,90 86 768,13 12 729,36

Tabla 5.6: Análisis descriptivo variables cuantitativas

8. Se separa la muestra definitiva en dos, los años 2008 a 2012 mA se emplea como muestra

de aprendizaje y la muestra del año 2013 mT como muestra de prueba o test.

5.2.3. Comportamiento de la base de datos

En esta sección se realiza un análisis descriptivo de la muestra definitiva.

En la tabla 5.6 se muestran la media, la mediana y la desviación de las variables cuantitativas

seleccionadas en el estudio tanto éxito como default o incumplimiento. En general, para todas las

variables, los importes de la media y de la mediana de los clientes que incumplen se corresponden

con valores menores que los clientes que cumplen con el préstamo. Los resultados coinciden con

lo esperado.

La media del porcentaje de propiedad de la vivienda habitual, en el caso de los clientes que

se clasifican como éxito es un poco mayor, sin embargo la mediana es igual. En cuanto al valor

de la desviación t́ıpica en los clientes que se clasifican como fracaso tienen más variabilidad.

En cuanto a la media del porcentaje de propiedad del cónyuge en la vivienda habitual existe

menos diferencia, siendo mayor en los clientes clasificados como éxito, coincide con lo previsto ya

que tiene más peso en el modelo propuesto el declarante o cliente que el cónyuge. La mediana,

sin embargo, en el caso de los clientes clasificados como éxito es de 50 frente a 0 en el caso de

los clientes clasificados como fracaso. La desviación t́ıpica es similar, siendo un poco mayor en

los clientes clasificados como éxito.

Las variables deducción de la vivienda habitual y renta del capital inmobiliario, tienen el

mismo comportamiento respecto a la media, mediana y desviación t́ıpica. En el caso de los

clientes clasificados como éxito es mayor que en el caso de los clasificados como fracaso, siendo

la desviación t́ıpica muy alta, es decir, existe mucha variabilidad en los datos.

La media y la mediana para la variable renta familiar de los clientes clasificados como fracaso
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es mucho menor que para los clientes clasificados como éxito. Tiene sentido este resultado, ya

que en principio se espera que cuanta más renta posea el cliente, más probabilidad de éxito en

el cumplimiento del préstamo existe. La desviación t́ıpica en el caso de los clientes clasificados

como fracaso es muy alta, mayor que la media y la mediana, lo cual significa que no se agrupan

en torno a un punto medio, es decir que existe mucha variabilidad en los valores.

La media de la variable número de inmuebles es mayor en los clientes clasificados como éxito,

la mediana en los clientes clasificados como éxito se sitúa en un único inmueble y para el caso

de fracaso en cero inmuebles. En cuanto a la desviación t́ıpica también es mayor en los clientes

clasificados como éxito, siendo más alta que la media para las dos opciones, lo cual denota mucha

variabilidad.

En cuanto al número de miembros de la unidad familiar, llama la atención que en los clientes

clasificados como éxito es mayor su media y su mediana. En principio se puede interpretar que

esto es contrario a lo esperado, ya que cuantos más miembros en la unidad familiar, menos renta

disponible, por tanto, más probabilidad de incumplimiento en un préstamo. En la construcción

del modelo, se ha penalizado el número de miembros de la unidad familiar. Pero viendo el

resultado y analizando el origen de los datos que se emplean para el estudio, el número de

miembros de la unidad familiar proviene de la suma, de número de descendientes, número de

ascendientes, declarante y en el caso de declaración conjunta se le sumaba el cónyuge. El caso

que el cónyuge, descendientes y/o ascendientes obtengan rentas todas ellas aparecen sumadas,

por tanto, se puede entender que en el caso de la muestra extráıda aunque se haya penalizado

el número de miembros de la unidad familiar, han obtenido más rentas y ha resultado positivo

la existencia de más miembros. Se observa que en los clientes clasificados como incumplimiento,

la media del número de miembros de la unidad familiar es 1,79; frente al 2,11 de los clientes

clasificados como éxito. La desviación t́ıpica es mayor para los clientes clasificados como éxito.

Respecto al porcentaje medio de titularidad de los inmuebles (exclúıda la vivienda habitual),

la media se comporta como el resto de variables, es mayor para los clientes clasificados como

éxito. La mediana en los clientes clasificados como fracaso es 0. La desviación t́ıpica también

es mayor que la media en los dos casos, siendo incluso mayor en los clientes clasificados como

fracaso. Es decir, existe mucha variabilidad en los datos.

En cuanto a la variable importe del préstamo, la media, mediana y desviación t́ıpica tienen

unos valores similares tanto en los clientes clasificados como éxito como fracaso. Este resultado

indica que el importe del préstamo no influye para que sea atendido o no el mismo.

En cuanto al análisis descriptivo de las variables independientes cualitativas, se puede ob-

servar en la tabla 5.7 los resultados del mismo. En general, se obtienen resultados que se corres-

ponden con lo esperado, aunque en algunos casos, dentro de las categoŕıas, no coincide con el

peso que se le daba a las mismas.
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Variable Éxito Default Total % Éxito % Default

Provincia

Melilla 27 610 15 700 43 310 63,75 % 36,25 %

Albacete 59 610 70 690 130 300 45,75 % 54,25 %

Alacant 132 742 110 948 243 690 54,47 % 45,53 %

Almeŕıa 71 428 76 962 148 390 48,14 % 51,86 %

Asturias 38 777 48 393 87 170 44,48 % 55,52 %

Ávila 70 834 91 546 162 380 43,62 % 56,38 %

Badajoz 123 232 80 978 204 210 60,35 % 39,65 %

Illes Balears 545 081 169 819 714 900 76,25 % 23,75 %

Barcelona 61 671 59 719 121 390 50,80 % 49,20 %

Burgos 61 139 76 191 137 330 44,52 % 55,48 %

Cáceres 103 512 102 258 205 770 50,30 % 49,70 %

Cádiz 82 239 76 301 158 540 51,87 % 48,13 %

Cantabria 65 498 77 412 142 910 45,83 % 54,17 %

Castelló 79 305 89 075 168 380 47,10 % 52,90 %

Ciudad Real 125 704 96 426 222 130 56,59 % 43,41 %

Córdoba 40 320 53 370 93 690 43,04 % 56,96 %

A Coruña 94 016 70 024 164 040 57,31 % 42,69 %

Cuenca 88 972 96 348 185 320 48,01 % 51,99 %

Girona 50 617 46 043 96 660 52,37 % 47,63 %

Granada 64 409 76 181 140 590 45,81 % 54,19 %

Guadalajara 45 479 50 401 95 880 47,43 % 52,57 %

Huelva 67 025 90 185 157 210 42,63 % 57,37 %

Huesca 64 997 66 423 131 420 49,46 % 50,54 %

Jaén 65 225 62 115 127 340 51,22 % 48,78 %

León 61 699 59 811 121 510 50,78 % 49,22 %

Lleida 50 292 66 848 117 140 42,93 % 57,07 %

Lugo 798 281 197 509 995 790 80,17 % 19,83 %

Madrid 121 721 103 219 224 940 54,11 % 45,89 %

Málaga 120 148 99 612 219 760 54,67 % 45,33 %

Murcia 49 067 63 573 112 640 43,56 % 56,44 %

Ourense 121 692 100 578 222 270 54,75 % 45,25 %

Continúa en la página siguiente...
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Variable Éxito Default Total % Éxito % Default

Palencia 38 685 41 645 80 330 48,16 % 51,84 %

Las Palmas 92 025 78 465 170 490 53,98 % 46,02 %

Pontevedra 91 194 85 736 176 930 51,54 % 48,46 %

La Rioja 59 413 63 307 122 720 48,41 % 51,59 %

Salamanca 91 015 86 105 177 120 51,39 % 48,61 %

Santa Cruz de Tenerife 85 620 72 400 158 020 54,18 % 45,82 %

Segovia 37 840 40 790 78 630 48,12 % 51,88 %

Sevilla 160 222 110 598 270 820 59,16 % 40,84 %

Soria 30 249 31 901 62 150 48,67 % 51,33 %

Tarragona 92 625 78 225 170 850 54,21 % 45,79 %

Teruel 37 351 42 869 80 220 46,56 % 53,44 %

Toledo 74 126 81 534 155 660 47,62 % 52,38 %

Valéncia 246 766 128 584 375 350 65,74 % 34,26 %

Valladolid 85 194 73 436 158 630 53,71 % 46,29 %

Zamora 39 573 51 327 90 900 43,53 % 56,47 %

Zaragoza 125 355 91 625 216 980 57,77 % 42,23 %

Ceuta 27 212 13 838 41 050 66,29 % 33,71 %

No residentes 6 898 3 942 10 840 63,63 % 36,37 %

Estado civil

Soltero 871 639 1 047 911 1 919 550 45,41 % 54,59 %

Casado 3 601 500 2 211 280 5 812 780 61,96 % 38,04 %

Viudo 201 647 280 293 481 940 41,84 % 58,16 %

Divorciado o separado le-
galmente

298 919 181 501 480 420 62,22 % 37,78 %

Actividad 1

Trabajador por cuenta
ajena

4 194 006 3 243 164 7 437 170 56,39 % 43,61 %

Industrial 337 324 316 916 654 240 51,56 % 48,44 %

Profesional 416 694 144 356 561 050 74,27 % 25,73 %

Agricultura y Ganadeŕıa 25 681 16 549 42 230 60,81 % 39,19 %

Actividad 2

Trabajador por cuenta
ajena

4 354 248 3 345 822 7 700 070 56,55 % 43,45 %

Industrial 537 379 338 591 875 970 61,35 % 38,65 %

Profesional 67 185 29 295 96 480 69,64 % 30,36 %

Agricultura y Ganadeŕıa 14 893 7 277 22 170 67,18 % 32,82 %

Titular de la Vivienda Habitual

Propiedad 4 106 333 2 339 557 6 445 890 63,70 % 36,30 %

Usufructo 29 836 34 444 64 280 46,42 % 53,58 %

Arrendada 230 666 231 194 461 860 49,94 % 50,06 %

Otra situación 541 426 930 544 1 471 970 36,78 % 63,22 %

Sin información 65 444 185 246 250 690 26,11 % 73,89 %

Continúa en la página siguiente...
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Variable Éxito Default Total % Éxito % Default

Inmueble Titular 1

Sin información 2 444 986 2 452 874 4 897 860 49,92 % 50,08 %

Conjunta 263 117 145 423 408 540 64,40 % 35,60 %

Titular 1 2 157 484 1 046 586 3 204 070 67,34 % 32,66 %

Titular 2 107 756 75 964 183 720 58,65 % 41,35 %

Hijos 362 138 500 72,40 % 27,60 %

Inmueble Titular 2

Sin información 3 387 484 3 070 376 6 457 860 52,46 % 47,54 %

Conjunta 147 472 70 128 217 600 67,77 % 32,23 %

Titular 1 1 291 267 487 943 1 779 210 72,58 % 27,42 %

Titular 2 147 223 92 427 239 650 61,43 % 38,57 %

Hijos 259 111 370 70,00 % 30,00 %

Inmueble Titular 3

Sin información 3 965 629 3 381 411 7 347 040 53,98 % 46,02 %

Conjunta 86 354 35 916 122 270 70,63 % 29,37 %

Titular 1 844 900 260 510 1 105 410 76,43 % 23,57 %

Titular 2 76 658 43 082 119 740 64,02 % 35,98 %

Hijos 164 66 230 71,30 % 28,70 %

Inmueble Titular 4

Sin información 4 282 866 3 515 404 7 798 270 54,92 % 45,08 %

Conjunta 52 177 19 033 71 210 73,27 % 26,73 %

Titular 1 572 960 151 650 724 610 79,07 % 20,93 %

Titular 2 65 556 34 864 100 420 65,28 % 34,72 %

Hijos 146 34 180 81,11 % 18,89 %

Inmueble Titular 5

Sin información 4 491 138 3 596 772 8 087 910 55,53 % 44,47 %

Conjunta 32 335 10 625 42 960 75,27 % 24,73 %

Titular 1 415 288 96 722 512 010 81,11 % 18,89 %

Titular 2 34 826 16 844 51 670 67,40 % 32,60 %

Hijos 118 22 140 84,29 % 15,71 %

Inmueble Titular 6

Sin información 4 615 891 3 637 659 8 253 550 55,93 % 44,07 %

Conjunta 19 622 5 958 25 580 76,71 % 23,29 %

Titular 1 307 732 63 578 371 310 82,88 % 17,12 %

Titular 2 30 343 13 777 44 120 68,77 % 31,23 %

Hijos 117 13 130 90,00 % 10,00 %

Edad

Edad < 20 218 744 438 846 657 590 33,26 % 66,74 %

Edad 20-30 926 819 648 141 1 574 960 58,85 % 41,15 %

Edad 31-40 1 349 209 678 131 2 027 340 66,55 % 33,45 %

Edad 41-50 1 339 455 635 485 1 974 940 67,82 % 32,18 %

Edad 51-60 749 512 540 898 1 290 410 58,08 % 41,92 %

Edad 61-70 385 063 759 097 1 144 160 33,65 % 66,35 %

Edad > 70 4 903 20 387 25 290 19,39 % 80,61 %

Corrector BIE
BIE < 120 000 e 4 919 026 3 704 814 8 623 840 57,04 % 42,96 %

BIE ≥ 120 000 e 54 679 16 171 70 850 77,18 % 22,82 %

Continúa en la página siguiente...
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Variable Éxito Default Total % Éxito % Default

Corrector Renta Familiar
BIG ≥ SMI 4 030 884 457 886 4 488 770 89,80 % 10,20 %

BIG < SMI 942 821 3 263 099 4 205 920 22,42 % 77,58 %

Año

2008 873 361 544 929 1 418 290 61,58 % 38,42 %

2009 858 696 578 574 1 437 270 59,74 % 40,26 %

2010 800 784 591 106 1 391 890 57,53 % 42,47 %

2011 832 875 625 515 1 458 390 57,11 % 42,89 %

2012 796 614 684 356 1 437 270 53,79 % 46,21 %

2013 811 375 696 505 1 507 880 53,81 % 46,19 %

TOTAL 4 973 705 3 720 985 8 694 690 57,20 % 42,80 %

Tabla 5.7: Análisis descriptivo variables cualitativas

Respecto a la categoŕıa provincia se observa que en general no existe ninguna que desta-

que por incumplimiento del préstamo hipotecario, es decir, que no hay ninguna provincia de

residencia del cliente en la que el suceso de incumplimiento ocurra más. Sin embargo, śı que

destaca el caso contrario, existen provincias en las que el cumplimiento en el pago del préstamo

hipotecario sucede más que el incumplimiento, son los casos siguientes: las ciudades autónomas

de Ceuta y Melilla (63,75 %), Islas Baleares (76,25 %), Lugo (80,17 %), Valencia (65,74 %) y los

no residentes (63,63 %).

Se realiza un gráfico 5.2 agrupando las provincias por comunidades autónomas y se observa

el comportamiento en cuanto a cumplimiento o incumplimiento del préstamo hipotecario en

las distintas Comunidades Autónomas. La Comunidad Autónoma de Murcia es en la que más

incumplimiento existe en la muestra objeto de estudio, seguida de Asturias y Cantabria. En

cuanto a comunidades con mayor porcentaje de éxito o cumplimiento se sitúa Baleares seguido

de Galicia y las ciudades autónomas de Ceuta y Melilla.

En cuanto a la variable estado civil, se observa que tanto el soltero como el viudo son las

categoŕıas que más se produce el incumplimiento en el préstamo, siendo en las categoŕıas de

casado y divorciado o separado legalmente en las que se producen más éxitos en cuanto al

cumplimiento con el préstamo. En el caso del divorciado se produce lo contrario a lo esperado,

se ha considerado que el parámetro del estado civil divorciado influye en el fracaso del préstamo

hipotecario.

Las variables actividades profesionales, sea como primera o segunda actividad, son similares.

La categoŕıa de profesional es la que más éxito alcanza en el cumplimiento. En todos los casos

es mayor los casos de éxito que de fracaso, aunque se aprecia que en la categoŕıa de industrial

la diferencia es muy pequeña. El trabajador por cuenta ajena es el siguiente mayor en cuanto a

incumplimiento del préstamo, seguido de la actividad agricultura y ganadeŕıa.

La variable titularidad de la vivienda habitual refleja el comportamiento esperado, la cate-

goŕıa de propietario es la que más éxito refleja, siendo el resto de categoŕıas las que más fracaso

reflejan, sin información con un 73,89 %, seguida de otra situación con 63,22 %, usufructuario
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Gráfico 5.2: Tasa de cumplimiento/incumplimiento por comunidades autónomas

con un 53,58 % y arrendado con un 50,06 %.

Las variables titularidad del resto de inmuebles tienen un comportamiento similar, aunque se

observa que conforme se tienen más inmuebles aumenta el éxito o cumplimiento con el préstamo

hipotecario en todas las categoŕıas. La categoŕıa con mayor fracaso es la asignada sin información,

seguida de la categoŕıa titular 2, referido al cónyuge como titular. Después se sitúa la categoŕıa de

titularidad conjunta, titularidad del cliente y como mayor éxito cuando la titularidad la tengan

los hijos. Estos resultados difieren de lo esperado ya que se hab́ıa penalizado el parámetro cuando

la titularidad del resto de inmuebles la teńıan los hijos, respecto a los otros casos de titularidad.

La explicación se encuentra en la muestra, los casos que la titularidad de los inmuebles la

posean los hijos es una proporción muy pequeña de clientes, por tanto el resultado no es muy

representativo, porque esos pocos casos se compensan con otras variables que tienen más peso

en la variable dependiente (representa aproximadamente el 0,01 % del total de categoŕıas).

En cuanto a la variable edad, se observa que la categoŕıa que obtiene un alto porcentaje

de fracaso es la de mayores de 70 años, tal y como se esperaba, seguido de los menores de 20.

El comportamiento de la variable edad en cuanto a éxito, va creciendo desde más de 20 años

hasta alcanzar el máximo en 41 y 50 años para volver a decrecer y situarse en el mı́nimo que se

corresponde con los mayores de 70 años.

La variable corrector de la base imponible especial obtiene un porcentaje mayor de éxito en

el caso que la categoŕıa sea mayor a 120 000 e, tal y como se esperaba. Cuando es menor sigue

siendo mayor el porcentaje de éxito que el fracaso aunque el fracaso se sitúa en 42,96 %.

La variable corrector de la base imponible general, cuando la base imponible general es
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menor que el salario mı́nimo interprofesional, obtiene un porcentaje alto de fracaso, tal y como

se esperaba (77,58 %). En el caso que la base imponible general sea mayor al salario mı́nimo

interprofesional se comporta en el otro sentido, se obtiene un porcentaje de éxito alto, del

89,80 %.

La variable año se comporta de una forma similar durante todo el peŕıodo de estudio de la

base de datos. El porcentaje de éxito se sitúa entorno al 55 %. A destacar que los años 2008 y

2009 tienen un porcentaje de éxito mayor, descendiendo progresivamente en los años sucesivos.

5.2.4. Procedimiento

El objetivo de esta tesis es buscar el método estad́ıstico más eficaz y eficiente para evaluar la

predicción de default o incumplimiento en una entidad financiera para préstamos hipotecarios.

Se construye el modelo con la muestra de los años 2008 a 2012 mA como muestra de aprendizaje,

se calcula posteriormente la predicción del modelo con la muestra del año 2013 mT como muestra

de prueba o test.

Los pasos seguidos para realizar el estudio han sido los siguientes:

1. Se aplican los siguientes métodos estad́ısticos a los datos semi-reales obtenidos:

a. Análisis lineal discriminante (LDA). Para la obtención de los resultados se aplica el

paquete de R software MASS, de los autores Venables and Ripley (2002), de R, con

dos variables discriminantes.

b. Árboles de clasificación (CART). Se utiliza el paquete rpart, de los autores Therneau

et al. (2014), de R.

c. Modelo lineal mixto, efectos fijos y aleatorios (LMM). Para su aplicación se considera

variable aleatoria la provincia. Para su aplicación se utilizan los paquetes lme4, de

los autores de Bates et al. (2015b) de R.

d. Modelo lineal generalizado con nexo logit (GLMlogit). Se utiliza el paquete básico de

R, que tiene implementada la función GLM, dentro del paquete stats.

e. Máquinas de vectores soporte (LSVM). Se utiliza LSVM con un kernel lineal (LSVM).

Se emplea el paquete e1071, de Meyer et al. (2014), de R.

2. Se calcula el valor estimado de la variable objetivo ŷ para cada uno de los métodos con la

muestra de aprendizaje mA.

3. Se calcula el error cuadrático medio(RMSE) con la muestra de aprendizaje mA.

4. Se obtiene la predicción del modelo con la muestra de prueba o test mT y el modelo

ajustado en cada caso.

5. Una vez realizada la predicción se procede a evaluar su desempeño y comparar sus resul-

tados, es decir, se cuantifica la bondad de la predicción. En el procedimiento empleado se
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utiliza la matriz de confusión junto a la medición del éxito logrado, fracaso y los errores

de haber identificado mal al cliente (error tipo I y error tipo II). En la matriz, tabla de

confusión o de contingencia se materializa tanto los aciertos como los errores para cada

una de las clasificaciones, en el caso objeto de estudio, las clases predichas comparadas con

los valores reales de la muestra de test.

6. Se mide el tiempo medio total empleado para cada una de las técnicas. El objetivo es

encontrar un método que minimice el error cuadrático medio, obtenga el máximo acierto

y se ejecute en el menor tiempo posible.

5.2.5. Resultados numéricos

Para cada uno de los métodos estad́ısticos se calculan las medidas de eficiencia planteadas.

Dentro de los resultados numéricos se ha eliminado el método LSVM. Después de 72 d́ıas pro-

cesándose no terminó de ejecutarse y teniendo en cuenta que las entidades financieras cada 3

meses rinden cuentas, el método LSVM no resulta operativo por ser ineficiente computacional-

mente. En todo caso, se ha realizado una prueba con el 1 % de la muestra estratificada, para

comprobar si los resultados pudiesen ser óptimos. Se obtuvo una tasa de acierto de 78,03 %, un

error cuadrático medio de 46,86819 % y el tiempo de ejecución fue de 7 257 600 segundos (2016

horas o su equivalente en d́ıas 84).

Una vez analizados los resultados obtenidos con la muestra semi-real, se comparan los resul-

tados con los obtenidos en el experimiento 4 con la muestra sintética.

Respecto al error cuadrático medio, como se observa en la tabla 5.8, el mejor resultado es

el que se obtiene con el método CART, seguido de GLMlogit, LMM y el peor resultado se

obtiene con el método LDA. La diferencia es muy pequeña, excepto en el caso del análisis lineal

discriminante. Se observa que los métodos estad́ısticos (LMM, GLMlogit), obtienen resultados

muy similares.

Respecto a la tasa de acierto se observa que el método que obtiene una mayor tasa de acierto

es LMM, GLMlogit y LDA, y el peor resultado se obtiene con CART. Al igual que ocurre con

el error cuadrático medio se observa que los métodos LMM y GLMLogit obtienen el mismo

porcentaje de acierto, siendo bastante alto, 83,35 %.

Método Acierto RMSE Error Tipo I Error Tipo II
LMM 83,35 % 36,34 % 179 177 71 872
GLMlogit 83,35 % 36,16 % 179 177 71 872
LDA 83,35 % 40,80 % 179 177 71 872
CART 50,88 % 35,76 % 57 423 91 419

Tabla 5.8: Resultados numéricos

Por último, vamos a analizar el tiempo medio total que se ha empleado por cada uno de los

métodos. Las entidades financieras necesitan métodos que sean tanto eficientes como eficaces.
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La eficacia se mide a través del error cuadrático medio y la tasa de acierto y la eficiencia con el

tiempo que tarda en obtener los resultados.

Según se observa en el gráfico 5.3 el método más eficiente es CART seguido de LMM, GLM-

logit y el menos eficaz LDA.
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Gráfico 5.3: Resultados eficiencia

Analizando todos los resultados, el método LDA queda descartado tanto por su ineficacia

como su ineficiencia. Con el método CART se obtienen buenos resultados tanto para el error

cuadrático medio, como para el tiempo de ejecución, pero un mal resultado en cuanto al acierto,

a pesar de ser un método que clasifica, es decir no influye el punto de corte en la obtención de

la matriz de confusión.

Dentro de la matriz de confusión se obtiene el error tipo I y el error tipo II. Es interesante

analizar los resultados obtenidos en los mismos para todos los métodos, ya que van a medir

el número de clientes que se clasifican mal, siendo el error tipo I el número de clientes que

atendeŕıan el pago pero se clasifican como incumplimiento y el error tipo II, es el número de

clientes clasificados como éxito (atienden el pago), pero realmente son clientes que incumplen

con el pago.

Se puede ver en la tabla 5.8, que el método que da un error menor de tipo I es el CART. Los
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resultados más altos se dan en los métodos LDA, GLMlogit y LMM. En cuanto al error tipo II,

los que presentan un menor error son GLMlogit, LMM y LDA. CART presenta un error mayor

a los anteriores. Tanto para el erro tipo I como tipo II, los resultados obtenidos para LMM,

GLMlogit y LDA son iguales. Dependerá de la poĺıtica de riesgos que quiera asumir la entidad

financiera, le interesará un método u otro. Si la entidad financiera es más conservadora en cuanto

al riesgo elegirá los métodos que menor error tipo II tengan (GLMlogit, LMM y LDA), aunque

rechacen más clientes que se clasifican como default y śı que atendeŕıan el pago. Si la entidad

financiera asume mayor riesgo, seŕıa al contrario y elegiŕıa el método CART.

El siguiente paso es comparar los resultados obtenidos en la muestra semi-real (o semi-

sintética) con los resultados obtenidos con la muestra sintética del experimento 4.

Para poder comparar los resultados obtenidos, se realiza el mismo experimento de las mues-

tras sintéticas pero con 103 variables y 5 niveles, ya que son las variables y niveles de los que se

dispone en la muestra semi-real.

En cuanto a la tasa de acierto, según se observa en el gráfico 5.4, se obtienen mejores

resultados con la muestra semi-real excepto con el método CART. Cuanto más datos disponibles

existan, mejor ajuste se puede realizar, en el caso de la muestra semi-real se dispone de muchos

más datos de posibles clientes 8 694 690 frente a 50 000.
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En cuanto al error cuadrático medio, según se observa en el gráfico 5.5, se comprueba que es

un poco mejor para todos los métodos en el caso de la muestra sintética que en la muestra semi-

real, excepto LDA, que coincide con el método que peores resultados obtiene respecto al error

cuadrático medio de la muestra semi-real. Se puede comprobar en el gráfico 4.1 de la muestra

sintética que conforme aumentan los niveles (I) se aproximan más los resultados obtenidos con

la muestra semi-real, siendo GLMlogit y LMM los mejores métodos.
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Gráfico 5.5: Error cuadrático medio

5.2.6. Análisis del sesgo y el error cuadrático medio

Una vez analizada la eficacia y eficiencia de cada uno de los métodos aplicados en esta inves-

tigación, se estudia el sesgo y error cuadrático medio de la variable objetivo, el incumplimiento

del préstamo hipotecario, y de los parámetros de las variables explicativas. Se realiza el análi-

sis para los dos métodos que resultan óptimos en cuanto a eficiencia y eficacia, es decir con

LMM y GLMlogit para poder tener más pruebas estad́ısticas que indiquen qué método es el más

adecuado para predecir el incumplimiento de un préstamo.

El procedimiento utilizado para obtener los sesgos y error cuadrático medio son los siguientes:
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1. Iteraciones. Se repite K = 103 veces (k = 1, . . . ,K)

2. Error. Se genera un error aleatorio para cada vuelta.

e ∼ Nn(0, σ20 = 0,15).

3. Variable objetivo. Se calcula la variable objetivo partiendo de la y obtenida en la muestra

semi-real completa (desde el 2008 al 2013),

y = Xβ + e

, para cada una de las vueltas.

4. Probabilidad de ocurrencia. Se obtiene la probabilidad de ocurrencia del fracaso o incum-

plimiento como:

pi = (eyi)/(1 + eyi)

5. Número de ocurrencias. Se transforma la probabilidad en número de ocurrencias de un

suceso, para ello se multiplica por 10 la probabilidad anterior, obteniendo el número de

veces que ocurre un suceso. El resultado se trunca Pi = floor(pi ∗ 10).

6. Variable dicotómica. Se asigna Pi al suceso fracaso y 10 − Pi al suceso éxito, obteniendo

la variable respuesta dicotómica.

7. Procedimientos. Se calculan las regresiones con R, para los dos procedimientos LMM (con

el paquete de Bates et al. (2015b)) y GLMlogit (con la función GLM, paquete stats, dentro

del paquete básico de R).

8. Valores estimados. Se calculan los valores estimados de los parámetros y el valor estimado

de la variable objetivo µ̂ para cada uno de los procedimientos.

9. BIAS y EMSE. Se calcula, para cada parámetro estimado τ ∈ {β} y para el valor estimado

de la variable objetivo µ̂ el error cuadrático medio (EMSE) y el sesgo (BIAS).

EMSE(τ̂) =
103

K

K∑
k=1

(τ̂(k) − τ)2, BIAS(τ̂) =
103

K

K∑
k=1

(τ̂(k) − τ).

EMSE(µ̂) =
103

K

K∑
k=1

1

n

I∑
i=1

ni∑
j=1

(ŷij(k) − yij)2,

BIAS(µ̂) =
103

K

K∑
k=1

1

n

I∑
i=1

ni∑
j=1

(ŷij(k) − yij).
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SESGO EMSE

GLMlogit 4,240 6 · 10−07 0,13211954

LMM 1,087 1 · 10−07 0,13381353

Tabla 5.9: BIAS y EMSE µ̂

Los resultados numéricos obtenidos para cada una de las variables dummy de la muestra

semi-real son los que aparecen en el apéndice A.4.

Los resultados numéricos del sesgo y error cuadrático medio para los dos métodos de la

variable objetivo se muestran en la tabla 5.9:

Cuanto más próximo a cero sea el sesgo mejor se ha ajustado el modelo, se puede comprobar

que con los dos métodos se obtienen resultados óptimos, siendo LMM el mejor. En cuanto a

EMSE también se obtienen resultados buenos, el error es pequeño en todos los métodos, siendo

GLMlogit el mejor.

Por tanto, se comprueba que con los dos métodos se ha ajustado bien la muestra semi-real.

Se grafican los parámetros estimados de cada una de las variables y métodos junto con los

parámetros muestrales obtenidos en la tabla (5.5) que se han aplicado en la investigación. Las

variables que corresponden a las provincias no se han tenido en cuenta porque distorsionan el

gráfico debido a que el efecto aleatorio influye en la variable provincia. Se puede observar en

el gráfico 5.6 que los parámetros muestrales no difieren mucho de los parámetros estimados

en los dos métodos LMM y GLMlogit. Entre el 87,27 % y 90,91 % de las variables presentan

una diferencia menor a 1, y tan sólo dos variables presentan una diferencia mayor a 2, que se

corresponde con la variable edad 6 (franja de edad de 61 a 70 años) y renta correctora.

Se puede concluir que con los dos métodos LMM y GLMlogit el modelo planteado se ajusta

de una manera óptima.

5.2.7. Conclusiones

En este caṕıtulo, al igual que en el anterior, se ha realizado un estudio comparativo de los

métodos LDA, CART, LMM, GLMlogit y LSVM para medir su eficacia y eficiencia compu-

tacional. La eficacia se ha medido a través del error cuadrático medio y la tasa de acierto, la

eficiencia computacional se ha medido calculando el tiempo medio de ejecución. Para comprobar

la aplicabilidad de los resultados obtenidos en el caṕıtulo anterior se realiza el estudio con una

base de datos semi-real y en el punto siguiente con dos bases de datos reales. Con esto, se ha

cumplido la parte real del objetivo número 3 de la sección “Objetivos” del “Prólogo”.

Una vez analizados los resultados obtenidos, los métodos recomendados tanto por su eficacia
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Gráfico 5.6: Comparación parámetros estimados y muestrales

como por su eficiencia son los estad́ısticos (LMM, GLMlogit) junto con el método no paramétrico

CART. Se obtienen mejores resultados en cuanto a error cuadrático medio, porcentaje de acierto

y tiempos de ejecución.

En cuanto a los errores tipo I y tipo II, es interesante para la entidad financiera la valoración

de los mismos, ya que si se elige un método en el que su error tipo I sea más alto, en los casos

analizados, LDA, GLMlogit y LMM, la entidad financiera estaŕıa rechazando clientes potenciales

que le reportaŕıan ingresos. Sin embargo con el error tipo II, el método con el que se obtiene

mayor error es CART, la entidad financiera estaŕıa aceptando un cliente que va a entrar en

default, lo que va a suponer unas pérdidas, y un coste de oportunidad en cuanto a nivel máximo

de crédito que puede otorgar, ya que parte de ese crédito se lo está concediendo a clientes que

incumplen y deja de concedérselo a clientes que podŕıan no incumplir. Los métodos que mejor

clasifican los clientes en cuanto al error tipo II, son GLMlogit, LMM y LDA.

Tal y como se ha comprobado con los resultados obtenidos, es comparable las conclusiones

obtenidas con la muestra semi-real y la sintética. Por tanto, LMM y GLMlogit son los métodos

más recomendables, ya que CART conforme aumentan los niveles (en el caso objeto de estudio

los niveles vienen determinados por el número de años) empeora sus resultados en cuanto a
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acierto y error cuadrático medio.

Para una entidad financiera resulta de vital importancia disponer de una herramienta es-

tad́ıstica que le permita predecir de una forma rápida el comportamiento de los clientes antes

de otorgarles un préstamo hipotecario. Con un método potente predictor, la entidad financiera

cumple tres funciones importantes:

1. Se garantiza una rentabilidad con las obligaciones crediticias, por lo tanto aumento del

beneficio.

2. Oportunidad de nuevos clientes, por tanto de crecimiento de mercado.

3. Cumplen una labor social respecto a la vivienda, en el sentido de facilitar préstamos para

su adquisición a todos aquellos clientes que reúnan caracteŕısticas mı́nimas que garanticen

la devolución de los mismos, aunque tengan que aumentar el plazo de devolución. Este

tipo de clientes podŕıan quedar fuera del sistema si las entidades financieras no aplican

métodos de predicción adecuados.

5.3. Aplicación a casos reales

5.3.1. Procedimiento

El objetivo es poner a prueba los métodos estudiados y comprobar que el método más eficaz

y eficiente para determinar la probabilidad de default en estas dos bases de datos reales, coincide

con lo expuesto en caṕıtulos anteriores.

La base de datos Australian Credit hace referencia a datos sobre incumplimiento en tarjetas

de crédito. Está compuesta por 690 observaciones, una vez eliminadas las observaciones con

valores perdidos. Por confidencialidad de los datos no aparecen en la muestra ni la descripción,

ni los nombres de las variables que la forman. La base de datos es de 14 variables, de las cuales

6 son cont́ınuas, 8 categóricas y una variable objetivo dicotómica, donde esta úlima se ditribuye

en un 55,5 % en las que el cliente responde al crédito y un 44,5 % no lo hace (default).

La base de datos German Credit hace referencia a datos sobre incumplimiento en préstamos

bancarios. Está compuesta por 1.000 observaciones, donde el número de variables es de 20, de las

cuales 7 son cont́ınuas, 13 categóricas y una variable objetivo dicotómica, donde esta última se

distribuye en un 70,00 % en las que el cliente atiende a la devolución del préstamo y un 30,00 %

no lo hace (default).

Los pasos efectuados con ambas bases de datos han sido los siguientes:

1. Se realiza una partición aleatoria de la muestra, el 70 % como datos de aprendizaje y el

30 % restante como datos de prueba o test.

nA = 0, 7 ∗ n
nT = 0, 3 ∗ n
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Tal que n = nA + nT , donde nA es el tamaño de la datos de aprendizaje, nT es el tamaño

de la datos de test y n el tamaño de la muestra total.

2. Se aplican los métodos empleados en el caṕıtulo 4y 5 a ambas bases de datos de aprendizaje

(Australian Credit y German Credit):

Análisis lineal discriminante (LDA).

Árboles de clasificación (CART).

Modelo lineal mixto, efectos fijos y aleatorios (LMM). Para su aplicación se considera

como variable aleatoria en German Credit la variable categórica personalstatussex (es

la variable que asigna sexo a cada cliente) y en Australian Credit la variable categórica

V5.

Modelo lineal generalizado con nexo logit (GLMlogit).

Máquinas de vectores soporte (LSVM).

3. Se calcula el valor estimado de la variable objetivo ŷ para cada uno de los métodos con

los datos de aprendizaje.

4. Se calcula el error cuadrático medio (RMSE) con los datos de aprendizaje.

5. Con los parámetros obtenidos mediante los datos de aprendizaje, se predice la variable

objetivo mediante las variables explicativas del conjunto de datos test. Se obtiene la pre-

dicción del modelo con los datos de prueba o test, mT , y el modelo ajustado en cada

caso.

6. Una vez realizada la predicción se procede a evaluar su desempeño y comparar sus resul-

tados, es decir, se cuantifica la bondad de la predicción. Esto se hace de dos modos:

a) Calculando la matriz de confusión para los datos de test, como se puede ver en la

tabla 4.2

b) Calculando la ráız cuadrada del error cuadrático medio de la predicción:

RMSEj =

√√√√ 1

nT

nT∑
i=1

(ŷi − yi)2

con j ∈ {GLMlogit, LMM,LDA,CART,LSVM} donde ŷi es la predicción de la

variable objetivo para el elemento i-ésimo de la muestra de test e yi es el valor que

toma la variable objetivo en la misma.

7. Se calcula:

a) La tasa de acierto como el cociente entre la suma de los conteos de la diagonal principal

de la matriz de confusión (elementos clasificados, o aciertos) y el total de elementos

en la muestra de test (nT ).
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Método Tiempo RMSE Acierto errorTI errorTII

GLMlogit 0,056 0,4371 65,00 % 89 16

LMM 0,126 0,42945 62,34 % 94 19

LDA 0,052 0,52915 72,00 % 31 53

CART 0,068 0,53541 71,34 % 30 56

LSVM 0,391 0,47272 60,67 % 103 15

Tabla 5.10: Resultados numéricos German Credit

Método Tiempo RMSE Acierto errorTI errorTII

GLMlogit 0,057 0,33463 85,92 % 20 9

LMM 0,077 0,33236 83,98 % 24 9

LDA 0,028 0,38792 84,95 % 24 7

CART 0,335 0,36868 86,41 % 14 14

LSVM 0,127 0,35673 81,07 % 6 33

Tabla 5.11: Resultados numéricos Australian Credit

b) El error tipo I como cociente entre falsos negativos y el total de elementos en la

muestra de test (nT ).

c) El error tipo II como cociente entre falsos positivos y el total de elementos en la

muestra de test (nT ).

8. Se mide el tiempo medio total empleado para cada una de las técnicas.

El objetivo es encontrar un método que minimice el error cuadrático medio, obtenga el máximo

acierto y se ejecute en el menor tiempo posible.

5.3.2. Resultados numéricos

Para la obtención de los resultados numéricos se ha utilizado el mismo hardware, software y

paquetes estad́ısticos empleados en el caṕıtulo 4.

En las tablas 5.10 y 5.11 se muestran los resultados obtenidos para los indicadores calculados

en los datos de German Credit y Australian Credit respectivamente. Los métodos que obtienen

una mejor eficacia en cuanto a error cuadrático medio se refiere, son LMM y GLMlogit, coinci-

diendo claramente con lo obtenido en los caṕıtulos anteriores.

Los métodos con una eficiencia computacional mejor son LDA, GLMlogit y LMM, siendo el

más lento el LSVM.

En cuanto a la eficacia observando la tasa de acierto, se comprueba que los mejores métodos

son CART, LDA y GLMlogit, para ambas bases de datos. Para el cálculo de la matriz de

confusión en los métodos que en lugar de clasificar devuelven probabilidades de default, se ha
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utilizado como punto de corte para otogar una clasificación en base a las probabilidad la mediana

de estas. Pero tal y como se refleja en el caṕıtulo 4, el punto de corte elegido en la matriz de

confusión incluye un cierto grado de subjetividad, dependiendo del punto de corte elegido se

obtiene una tasa de acierto u otra.

5.3.3. Problemática en la elección del punto de corte

Se aplican distintos puntos de corte en la matriz de confusión para obtener la tasa de acierto

con los 5 métodos para las bases de datos German Credit y Australian Credit. Para realizar esta

prueba se decide fijar distintas semillas aleatorias para comprobar si los resultados dependen

de las muestras de entrenamiento aleatoriamente seleccionadas y como puntos de corte valores

desde el 1 % hasta 99 % de probabilidad, en saltos de 0,1 % en 0,1 %. Se clasifica como éxito

aquellos valores mayores o iguales a ese punto de corte y como fracaso los menores. De este

modo se dispondrá de una matriz de confusión para cada uno de estos pasos. La elección del

punto de corte óptimo se realiza en función de la mejor matriz de confusión, es decir, aquella que

tiene una tasa de acierto mayor. Este problema de la elección del punto de corte ha sido muy

controvertido dentro de los departamentos de riesgo y de negocio de las entidades de crédito.

En muchas ocasiones se han elegido dos puntos de corte dividiendo aśı el panorama de decisión

en tres zonas, la de denegación del crédito (zona de impagos), la aceptación del riesgo (zonas

de pago) y una zona intermedia en la que la decisión pasaba por una segunda fase de algún

departamento de análisis. Con el procedimiento que se propone, ya se está dando el mejor de

los puntos de corte, el punto de corte óptimo, ya que maximiza la tasa de acierto para una

clasificación.

En los gráficos 5.7 y 5.8 (German y Australian Credit respectivamente) se pueden ver las tasas

de acierto para diferentes puntos de corte en los métodos propuestos. Se observa lo siguiente:

1. Los métodos que clasifican no se ven afectados por el punto de corte, tal y como se señala

en el caṕıtulo 4. Para la base de datos German Credit, la mayor tasa de acierto es de 72 %

y se corresponde con el método LDA. Para el caso de la base de datos Australian Credit,

la tasa de acierto mayor es 86,4 % y se corresponde con el método CART.

2. En cuanto a los métodos que no clasifican, es decir, que obtienen probabilidades se observa

lo siguiente:

• Para la base de datos German Credit, la mayor tasa de acierto es de 73 % y se

corresponde con los métodos GLMlogit y LMM y puntos de corte desde 51 % a 60 %.

• Para la base de datos Australian Credit la mayor tasa de acierto es de 85,9 % y se

corresponde con los métodos GLMlogit y LMM pero con distintos puntos de corte,

en el caso de GLMlogit sucede desde 31 % a 40 % y en el caso de LMM en el punto

de corte 61 % a 69 %.
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Gráfico 5.7: German Credit puntos de corte
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Gráfico 5.8: Australian Credit puntos de corte
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Como se puede observar, la tasa de acierto no es la mejor manera de medir la eficacia de un

método que no clasifica, ya que dependiendo del punto de corte que se establezca se obtiene

una tasa de acierto u otra, al igual que cambiará el punto de corte óptimo en función del

método que se utilice. Al contrario que el error cuadrático medio, que siempre es el mismo,

independientemente del punto de corte elegido.

5.3.4. Conclusiones

Se observa que las bases de datos utilizadas Australian Credit y German Credit, aunque

procedan de entidades financieras, no se corresponden con el número de observaciones reales que

existen en las bases de datos de cualquier entidad financiera (son bases de datos muy pequeñas).

En consecuencia las conclusiones que se pueden derivar son aproximadas y tienen esa limitación.

En todo caso, śı que se comprueba que las conclusiones obtenidas en el caṕıtulo 4 son coherentes

con los resultados obtenidos con las dos bases de datos reales que además se corresponden con

la mejor eficiencia computacional. Si nos fijamos en el número de aciertos CART, GLMlogit,

LDA son los mejores métodos de predicción, pero si nos fijamos en el error cuadrático medio los

mejores métodos de predicción son LMM y GLMlogit.





6
Selección de variables

6.1. Introducción

Las entidades financieras poseen una cantidad extraordinaria de datos y resulta muy dif́ıcil
seleccionar qué datos son necesarios o aportan información útil a los modelos de predicción
y qué datos son irrelevantes. El manejo y procesamiento de gran cantidad de datos crea un
problema de capacidad de procesamiento en los equipos y ralentiza su funcionamiento. Las
entidades financieras necesitan dar una respuesta rápida a sus posibles prestatarios, por
tanto, los modelos de predicción deben cumplir dos requisitos, eficiencia computacional y
eficacia predictiva. En este caṕıtulo se estudia el problema del volumen de datos masivos
(BigData) y un método para seleccionar las variables óptimas a formar parte del modelo
con la finalidad de reducir la dimensión del dataset, manteniendo la eficacia del modelo
con el objetivo de aumentar su eficiencia computacional.

Una vez obtenidos los resultados de la muestra semi-real, se plantea un nuevo objetivo de

análisis. Se va a determinar la importancia de las variables seleccionadas y si la aportación de las

mismas es significativa para el modelo. En primer lugar se clasifican las variables por orden de

importancia y se aplica el método LMM para predecir (porque es el más eficaz y eficiente junto

con GLMlogit) calculando el tiempo y el error cuadrático medio, introduciendo las variables

por orden de su contribución al modelo. El problema que surge cuando se dispone de mucha

información es la necesidad de extraer sólo la información relevante de forma automática y

reducir el tiempo de computación manteniendo la eficacia de los métodos. La solución viene

dada por métodos anaĺıticos de Mineŕıa de Datos (o Data Mining). Por tanto se realiza una

selección de variables y se comprueba si mejora la predicción y si esa mejora se corresponde

con una mayor eficacia computacional. Con ello se espera conseguir pronósticos más rápidos

121
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y eliminar la información que no aporte ninguna ganancia al modelo. Se trata de aplicar un

algoritmo de Mineŕıa de Datos que genere y reduzca sistemas de reglas de clasificación y consiga

predicciones precisas, pero con un coste temporal y de consumo de memoria sustancialmente

menor.

La selección automática de caracteŕısticas es un conjunto de técnicas anaĺıticas que generan

las combinaciones de variables que tienen una mayor incidencia en el comportamiento de una

determinada variable objetivo. La selección de variables relevantes se puede realizar aplicando

diferentes metodoloǵıas como árboles de decisión, sistemas de reglas y técnicas de análisis de

componentes principales con un enfoque incremental donde los algoritmos empleados buscan ir

mejorando una determinada métrica de significancia (Martinez-Murcia et al., 2014).

En esta investigación se va a emplear:

1. El método Gain Ratio (relación de ganancia), implementado en Weka y en R. Es un

método para selección automática de caracteŕısticas (Automatic Feature Selection) que

evalúa cada atributo del dataset, midiendo su razón de ganancia con respecto a la variable

de clase. Los atributos a evaluar son de tipo discreto (no numérico). La variable de clase

por supuesto debe ser también de tipo discreto (concretamente binaria, en este caso). El

resultado es un ranking de los atributos, ordenados de mayor a menor influencia sobre la

variable de clase.

El método de selección de variables es parte del proceso de elaboración del sistema de árbo-

les de decisión C4.5 (Quinlan, 1993), en este caso se ha usado el algoritmo implementado

en WEKA, J48, (Hall et al., 2009). Este algoritmo busca aquellas ramas que se encuentran

más puras, es decir, existe un amplio número de individuos en el conjunto training que

responde a esa categoŕıa. El método viene definido por comprobar la relación entre:

GainRatio =
H(Class) +H(Attribute)−H(Class,Attribute)

H(Attribute)
,

ıa, la incertidumbre de los datos. El autor Shannon

(1951) definió la entroṕ on de probabilidad

P(X)

H(X) = E[I(X)] = E[−ln(P (X))]

donde E es la esperanza matemática del operador e I es la función de información.

2. Método de Componentes principales (Dunteman, 1989), desarrollado por Pearson (1901) en

el siglo XIX. Para estudiar las relaciones que se presentan entre p variables correlacionadas

(que miden información común) se puede transformar el conjunto original de variables en

otro conjunto de nuevas variables incorreladas entre śı (que no existe redundancia en la

información) llamado conjunto de componentes principales.

Las nuevas variables son combinaciones lineales de las anteriores y se van construyendo

según el orden de importancia en cuanto a la variabilidad total que recogen de la muestra,

H

donde las H representan la entroṕ

ıa   de una variable discreta X con una funci´
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por tanto, las primeras explican por śı solas la mayor parte de la variabilidad del conjunto

inicial de datos. A una mayor variabilidad de los datos se considera que existe mayor

información, lo cual está relacionado con el concepto de entroṕıa, que usa el método Gain

Ratio.

Una vez implementado el método Gain Ratio, se aplica un conjunto de reglas de clasificación

a través del algoritmo CREA-RBS (Rabasa Dolado, 2009). Se realiza para aquellos atributos

sobre los que existe una mayor influencia sobre la variable de clase.

El algoritmo CREA (“Classification Rules Extraction Algorithm”) se utiliza para generación,

reducción y ordenación de reglas de clasificación, que combina en un único proceso del método

ID3 de generación de reglas de clasificación y el método RBS de reducción y ordenación de reglas

de clasificación (Rodŕıguez Sala, 2014; Almiñana et al., 2014).

El algoritmo CREA-RBS calcula los soportes y confianzas de los hechos (tuplas) que refleja

la base de datos a partir de un conteo de sus frecuencias de repetición generando reglas de

clasificación, cada una de las cuales debe estar caracterizada por su soporte y su confianza. El

soporte de una regla se entiende como la probabilidad que se dé el antecedente de la misma

regla en la base de datos original. Confianza es la probabilidad que se dé el consecuente dentro

de los ı́tems de la base de datos original con el mismo antecedente. Se parte de un conjunto

de datos con “N” ı́tems, caracterizados por una serie de “C” atributos o variables, donde cada

ı́tem pertenece a una determinada “Clase” o respuesta. A partir de dicho conjunto de datos se

genera un conjunto de reglas de clasificación, cada una de las cuales debe estar caracterizada

por su soporte y su confianza. Las reglas de clasificación son: V1, V2, . . . , Vn → C, siendo Ai el

valor del atributo o variable i, y C un determinado valor de la variable de clase. El significado

de la regla es que si ocurre que el atributo 1 toma el valor V1 junto con el atributo 2 el valor V2,

y aśı sucesivamente, entonces la variable de clase toma el valor C.

Posteriormente, el algoritmo segmenta las reglas generadas en función de la importancia de

las mismas, que es medida a partir de los umbrales aceptables de soporte y confianza en cada caso.

Una vez obtenidas las reglas, junto con los valores numéricos de soporte y confianza asociados,

cada regla se puede representar en un plano utilizando dichos valores como coordenadas. Por

tanto, se puede obtener distintas regiones en el plano delimitadas por los ejes de confianza y de

soporte, respectivamente. El autor de las reglas de clasificación Rabasa Dolado (2009) denomina

a estas regiones “regiones de significancia” y la interpretación de las regiones es la siguiente:

1. Región 1. Reglas de descarte. Estas reglas tienen un alto soporte y baja confianza, son por

tanto reglas que pueden ser empleadas para descartar ciertas situaciones debido a la baja

probabilidad de ocurrencia del consecuente. Es decir, en los datos de entrenamiento, el

consecuente inferido por estas reglas se da muy pocas veces (para el antecedente conside-

rado) por lo que se puede asegurar con alta probabilidad de acierto que dicho consecuente

no va a producirse.

2. Región 2. Reglas directas. En la región 2 las reglas tienen tanto un alto soporte como una

alta confianza, es decir, son confiables y de aplicación directa. Por tanto son reglas que
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proporcionan información fiable acerca del comportamiento de los datos de entrenamiento

con los que se ha generado el modelo.

3. Región 3. Reglas a observar. Las reglas de la región 3 son aquellas que tienen un soporte

muy bajo, se debe entender que cualquier conclusión que pudiera extraerse de ellas no se

puede considerar segura, ya que no hay suficientes ejemplos en el conjunto de datos inicial

que cumplan el antecedente, por lo que no se pueden extraer conclusiones estad́ısticamente

fiables.

4. Región 0. Reglas descartables. Por último, las reglas de la región 0 tienen niveles de soporte

y confianza intermedios. Son éstas las que el algoritmo RBS elimina para reducir el conjunto

de reglas proporcionado como entrada del algoritmo, dando lugar al conjunto reducido de

reglas.

El método por último define y calcula “ACI”, que es el Índice de correlación de atributos, que

permite ponderar de manera global cómo están de correlacionadas las variables del antecedente

del sistema de reglas con la variable consecuente, por tanto, “ACI” es una métrica aplicable al

conjunto total de reglas reducidas.

6.2. Selección de variables Gain Ratio y algoritmo CREA-RBS

Para realizar el procedimiento y poder interpretar mejor las reglas, en primer lugar resulta

necesario realizar un preprocesado de la muestra. Se agregará a la misma, una serie de prefijos

a las variables categóricas para el correcto funcionamiento del algoritmo de selección, aśı como

para facilitar la interpretación de las reglas resultantes. Al mismo tiempo se procede a discretizar

todas las variables, al aplicarse un proceso de clasificación, es conveniente que las variables sean

discretas y no numéricas, al igual que la variable objetivo es necesario que sea discreta. En la

tabla 6.1, se pueden observar los cambios que se han realizado en las variables numéricas de la

muestra semi-real.

Una vez procesada la muestra se aplica el algoritmo Gain Ratio. Para ello, se utiliza el

software R, y el software Weka, y se obtiene la contribución de las variables en el modelo. Los

resultados se muestran en la tabla 6.2.
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Variables Originales Clasificadas en Pasa a tener valor

portitularviviendahabitual

Iguales a 0 % ptvh-0
Iguales al 50 % ptvh-50
Iguales al 100 % ptvh-100
Entre 0 % y 50 % ptvh-<50
Entre 50 % y 100 % ptvh->50

porconyugetitularviviendahabitual

Iguales a 0 % pctvh-0
Iguales al 50 % pctvh-50
Iguales al 100 % pctvh-100
Entre 0 % y 50 % pctvh-<50
Entre 50 % y 100 % pctvh->50

pormedtitularidad

Iguales a 0 % pormedtit-0
Iguales al 50 % pormedtit-50
Iguales al 100 % pormedtit-100
Entre 0 % y 50 % pormedtit-<50
Entre 50 % y 100 % pormedtit->50

dedviviendatotal
No dispone dvt-0
Dispone de Dedución dvt-Dist0

rentatotalinmuebles
No dispone rti-0
Dispone de Renta rti-Dist0

rentafamiliar

Negativa renfam-<0
Igual a 0 e renfam-0
Entre 0 y 3 701 e (1 Cuartil) renfam-1stQuartile
Entre 3 701 e y 10 730 e renfam-<Media
Mayor> 10 730 e renfam-+Media

ImportePrestamo

Primer Cuartil IP-1stQ
Segundo Cuartil IP-2stQ
Tercer Cuartil IP-3stQ
Cuarto Cuartil IP-4stQ

Tabla 6.1: Procesamiento
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Variables Importancia

RentaCorrectora 0,3385742
rentafamiliar 0,1834061
dedviviendatotal 0,0866876
titularviviendahabitual 0,0318049
inmuebletitular6 0,0276966
inmuebletitular5 0,0261169
inmuebletitular4 0,0232536
inmuebletitular3 0,0215097
edad 0,0209065
portitularviviendahabitual 0,0194543
inmuebletitular2 0,0170477
rentatotalinmuebles 0,0140341
inmuebletitular1 0,0135106
estcv 0,0133969
BIECorrector 0,0127670
ninmuebles 0,0124063
porconyugetitularviviendahabitual 0,0120175
pormedtitularidad 0,0108874
numfam 0,0096911
actividad1 0,0083553
prov 0,0075127
actividad2 0,0022774
ImportePrestamo 0,0008614
Year 0,0008512

Tabla 6.2: Selección de variables

Gráficamente se observa cómo se reduce el Gain Ratio a partir de la introducción de la

tercera variable que corresponde a la deducción de la vivienda habitual, gráfico 6.1.

Los resultados obtenidos están dentro de la previsión realizada con la definición del modelo.

La variable que más influye es la renta correctora. La renta correctora es una variable que se

introdujo en el modelo para poder discriminar aquellas rentas menores al salario mı́nimo inter-

profesional, ya que con esa mı́nima renta resulta imposible poder atender una cuota hipotecaria.

Por tanto es la variable que más influencia tiene en el modelo. La segunda variable, por orden

de importancia en el modelo, es la renta familiar, la renta del individuo influye en el modelo ya

que cuanta más renta tenga el individuo, mejor puede atender sus pagos y viceversa. La tercera

variable en importancia es la deducción de la vivienda total que es una variable económica que

refleja un ingreso al individuo a través de su renta; por tanto, influye en el modelo al ser una

parte más de la renta. El resto de variables influyen comparativamente muy poco en el modelo.

Cabe destacar que las variables que menos influyen son el número de miembros de la unidad

familiar, la profesión principal, provincia, la profesión secundaria, el importe del préstamo soli-
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Gráfico 6.1: Selección de variables proporcionadas por GR
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citado y el año. En cuanto a estos resultados tan sólo resaltar que el importe del préstamo no es

una variable que influye en el modelo, pero teniendo en cuenta que esa variable se ha generado

sintéticamente aplicando una media y una varianza de los importes medios de los precios de los

inmuebles en los distintos años del análisis, śı que tiene sentido el resultado, porque tiene un

peso igual en todos los casos. En cuanto a la profesión principal o secundaria del individuo y el

número de miembros de la unidad familiar, de forma indirecta están reflejadas en la renta fami-

liar. Tienen menos importancia las variables sociales que las económicas. El año de la muestra

es la variable menos importante del modelo, indica que no influye el año en dejar de atender un

préstamo o que dicho comportamiento es relativamente constante en el peŕıodo de estudio.

Una vez seleccionadas las variables por importancia se aplica el algoritmo CREA-RBS. Los

resultados obtenidos se muestran en la siguiente tabla 6.3:

Soporte Confianza Importancia RentaCorrectora rentafamiliar dedviviendatotal Y
29,86 100 0,299 RC-0 renfam-+Media dvt-0 Y-0
22.431 99,15 0,222 RC-1 renfam-1stQuartile dvt-0 Y-1
12.816 100 0,128 RC-0 cualquier renfam dvt-Dist0 Y-0
9,98 99.632 0,099 RC-0 renfam-<Media dvt-0 Y-0

22.431 0,85 -0,998 RC-1 renfam-1stQuartile dvt-0 Y-0
9,98 0,368 -1,000 RC-0 renfam-<Media dvt-0 Y-1
0,1 99.025 -1,999 RC-1 renfam- < 0 dvt-0 Y-1

0,032 82.895 -2 RC-1 renfam-1stQuartile dvt-Dist0 Y-1
0,02 95.833 -2 RC-1 renfam-0 dvt-Dist0 Y-1
0,032 17.105 -2 RC-1 renfam-1stQuartile dvt-Dist0 Y-0
0,003 100 -2 RC-0 renfam-1stQuartile dvt-0 Y-0
0,002 100 -2 RC-0 renfam-0 dvt-0 Y-0
0,1 0,975 -2 RC-1 renfam- < 0 dvt-0 Y-0
0,02 4.167 -2 RC-1 renfam-0 dvt-Dist0 Y-0
0,001 100 -2 RC-1 renfam- < 0 dvt-Dist0 Y-1
0,001 100 -2 RC-0 renfam- < 0 dvt-0 Y-0

Tabla 6.3: Algoritmo CREA-RBS: Reglas resultantes

Observando los resultados se concluye lo siguiente:

1. Los cuatro primeros resultados se encuentran en la región 2 (aquellos que tienen el color

azul en la tabla 6.3). Tienen tanto un alto soporte como una alta confianza. Se trata

de reglas que proporcionan información fiable acerca del comportamiento de los datos de

entrenamiento con los que se ha generado el modelo, por tanto son las que mejor sirven

para modelar el comportamiento de la variable objetivo. La primera regla, por ejemplo, se

puede interpretar aśı: “si la renta correctora es 0, la renta familiar se sitúa por encima de

la media y la deducción de la vivienda habitual es 0, entonces la variable respuesta será 0,

es decir, se atenderá el préstamo, con un soporte del 29,86 % y una confianza del 100 %”,

es decir que el antecedente (renta correctora es 0, la renta familiar se sitúa en la media y

la deducción de la vivienda habitual es 0) se cumple el 29,86 % de las veces y que el 100 %

de las veces que se cumple el antecedente, la variable de clase adquiere el valor 0.

2. Los dos siguientes resultados se encuentran en la región 1 (aquellos que tienen el color gris

en la tabla 6.3), tienen soportes suficientes pero confianzas muy bajas, por tanto son reglas

que pueden ser empleadas para descartar ciertas situaciones debido a la baja probabilidad

de ocurrencia del consecuente dado el antecedente considerado. Se puede asegurar que con
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alta probabilidad de acierto el consecuente no va a producirse. Esta regla, por ejemplo, se

puede interpretar como: si la renta correctora es 1, la renta familiar se sitúa en el primer

cuartil y la deducción de la vivienda habitual es 0, entonces la variable respuesta será 0,

es decir, se atenderá el préstamo, con un soporte del 22,431 % y una confianza del 0,85 %,

es decir que el antecedente (renta correctora es 1, la renta familiar se sitúa en el primer

cuartil y la deducción de la vivienda habitual es 0) se cumple el 22,431 % de las veces y

que el 0,85 % de las veces que se cumple el antecedente, la variable de clase adquiere el

valor 0. Este tipo de reglas sirven para descartar ciertos patrones pues se conoce que son

muy poco probables en el dataset.

3. El resto de reglas se sitúan en la región 3 (aquellos que tienen el color lila en la tabla

6.3). Son aquellas reglas que tienen un soporte muy bajo, aparecen muy pocas veces en la

muestra. Se debe entender que cualquier conclusión que pudiera extraerse de ellas no debe

considerarse segura ya que no hay suficientes ejemplos en el conjunto de datos inicial que

cumplan el antecedente, y por lo tanto deben considerarse como casos anómalos a partir

de los que no se puede inferir ningún valor de la variable de clase. Esta regla, por ejemplo,

se puede interpretar como: si la renta correctora es 1, la renta familiar menor que 0 y la

deducción de la vivienda habitual es 0, entonces la variable respuesta será 1, es decir, no

se atenderá el préstamo, con un soporte del 0,1 % y una confianza del 99,025 %, es decir

que el antecedente (renta correctora es 1, la renta familiar menor que 0 y la deducción de

la vivienda habitual es 0) se cumple el 0,1 % de las veces. Sin embargo, el 99,025 % de las

veces que se cumple el antecedente, la variable de clase adquiere el valor 1.

El sistema de reglas RBS es un sistema de apoyo a la decisión, nunca un sistema experto.

Con las reglas obtenidas, la entidad financiera puede clasificar a través de 3 variables: renta

correctora, renta familiar y deducción de la vivienda habitual con un grado de confianza y

soporte determinados si el prestatario paga o no el préstamo. Si el prestatario se encuentra en

las regiones 1, 2 y 3 la entidad financiera puede adoptar una decisión y el error cuadrático medio

seŕıa 0, ya que conoce el consecuente (variable objetivo) y con qué probabilidad sucede, dados

los antecedentes (variables independientes). Si el prestatario se encuentra en la región 0, es decir,

en la zona de reglas descartables, tienen niveles de soporte y confianza intermedios, la entidad

financiera no tiene una regla de decisión por tanto puede optar por:

No tomar ninguna decisión sobre la concesión o no del préstamo realizando otro estudio.

Rechazar al prestatario. En este caso, si rechazamos al prestatario y se cumple que el

consecuente es 1 (no paga), el error cuadrático medio es 0, 3032674.

Rechazar al prestatario. En este caso, si rechazamos al prestatario y se cumple que el

consecuente es 0 (paga), el error cuadrático medio es 0, 3944287.

Rechaza al prestatario. En este caso, si rechazamos al prestatario y aleatoriamente unas
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Completa Discretizada

1 0,371335 44,028 0,478317 65,276

2 0,371197 56,134 0,358973 115,702

3 0,371162 59,35 0,358872 117,494

4 0,370285 65,679 0,358101 136,996

5 0,370273 79,863 0,35809 176,688

6 0,37027 94,59 0,358088 218,548

7 0,370257 108,018 0,358008 236,951

8 0,370246 122,146 0,358079 266,101

9 0,370241 121,695 0,358052 330,871

10 0,366408 150,58 0,352597 331,666

11 0,366397 181,9 0,35255 396,274

12 0,366376 170,772 0,352471 405,76

13 0,366359 213,256 0,352407 454,256

14 0,366351 200,592 0,352397 463,681

15 0,366295 187,149 0,352369 517,45

16 0,366295 194,708 0,352369 578,115

17 0,366288 211,396 0,352365 672,949

18 0,366248 216,241 0,352316 733,61

19 0,366238 232,929 0,352277 979,271

20 0,36612 247,128 0,35215 1 012,181

21 0,366022 269,853 0,352117 1 132,341

22 0,366022 249,862 0,352117 1 155,923

23 0,366022 368,844 0,352112 1 184,734

Tabla 6.4: Resultados LMM Gain ratio

veces resulta el consecuente 1 (no paga) y otras es 0 (paga), el error cuadrático medio es

0, 3203057.

Posteriormente se procede a ajustar la muestra semi-real con el método LMM. Se obtiene

el tiempo de ejecución y el error cuadrático medio introduciendo las variables por orden de su

contribución al modelo. Se calcula tanto con la muestra sin el procesamiento o discretización

(muestra sin discretizar, con variables discretas y numéricas) como con la muestra procesada o

discretizada (muestra discretizada o procesada, con todas las variables discretas). Los resultados

se muestran en la tabla 6.4.

En primer lugar se puede observar en el gráfico 6.2 que el error cuadrático medio es similar

en las dos muestras, siendo un poco menor para la muestra discretizada (1,2 %), excepto para

la variable 1. Dado que tienen un comportamiento similar las dos muestras y el error cuadráti-

co menor se produce con la muestra discretizada, se van a analizar los datos con la muestra

discretizada.

Variables ECM Telapsed ECM Telapsed
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Gráfico 6.2: LMM ECM Gain ratio

En segundo lugar se observa que al añadir la segunda variable, renta familiar, se produce

una disminución mayor del error cuadrático medio, se reduce el 33,25 %, pasa de 0, 4783167 a

0, 358973.

A partir de la segunda variable hasta la incorporación de la variable 10, que se corresponde

con el porcentaje titularidad de la vivienda habitual, el error cuadrático medio no experimenta

apenas ningún cambio, es decir, añadir las variables al modelo no supone una disminución

significativa del error. Una vez incorporada la variable porcentaje titularidad de la vivienda

habitual el error cuadrático medio se mantiene entre 0, 352112 y 0, 352597, es decir pasar de 10

variables a 24 supone una disminución porcentual del 0,14 %. Por tanto, a partir de esta variable

apenas mejora el error introduciendo más variables, es decir, se debe de valorar si el disminuir un

porcentaje muy pequeño el error cuadrático medio compensa el aumento del tiempo de ejecución.

En cuanto al tiempo de ejecución de los procesos, se puede observar en el gráfico 6.3, que

para las dos muestras sigue la misma tendencia, siendo menor los tiempos de la muestra sin

discretizar. Tiene sentido el resultado ya que en la muestra discretizada todas las variables

son discretas (dummy), y tarda más la ejecución de cualquier proceso con estas variables. Sin

embargo en la muestra mixta, existen variables discretas y numéricas.
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El primer incremento de tiempo importante se produce al introducir la variable 11 (tanto

para la muestra discretizada como para la no discretizada), pasando en la muestra discretizada

de 331, 67 segundos a 396, 27, el aumento del tiempo es de 16,30 % frente a una disminución del

error cuadrático medio del 0,013 %.

6.3. Análisis de componentes de principales

Para aplicar el análisis de componentes principales se utiliza el software de R, con el paquete

FactoMineR de Lê et al. (2008).

Se procede a aplicar el análisis de componentes principales a la muestra semi-real con el

método LMM. Se obtiene el tiempo de ejecución, el error cuadrático medio y el porcentaje

acumulado de la varianza explicada para cada una de las componentes principales. Se calcula

tanto para la muestra sin el procesamiento o discretización (muestra sin discretizar, con variables

discretas y numéricas) como con la muestra procesada o discretizada (muestra discretizada o

procesada, con todas las variables discretas). Los resultados se muestran en la tabla 6.5.

Mixta Discretizada

ECM Tiempo Var. Exp. ECM Tiempo Var. Exp.

1 0,4644195 83,785 10,914 1 0,4609405 72,973 7,0503

2 0,4615357 83,924 17,288 2 0,4572005 81,889 11,4247

3 0,4303272 103,065 22,359 3 0,4466995 89,743 15,0462

4 0,4302277 95,297 27,090 4 0,4466314 91,162 18,0347

5 0,4191166 102,728 31,210 5 0,440626 95,544 20,9958

6 0,4178691 122,12 35,033 6 0,4127611 105,922 23,9230

7 0,4169157 124,812 38,621 7 0,4074352 118,539 26,4710

8 0,4083538 128,207 41,871 8 0,404877 122,396 28,8869

9 0,3965872 134,469 44,863 9 0,394889 134,488 31,0143

10 0,396318 146,428 47,356 10 0,3874884 131,685 32,9923

11 0,3958834 154,065 49,697 11 0,387199 141,693 34,9424

12 0,3955392 165,027 51,964 12 0,3826237 152,65 36,7829

13 0,3952439 162,518 54,209 13 0,380284 157,568 38,5853

14 0,3940331 165,946 56,412 14 0,3802684 170,497 40,3384

15 0,3936744 171,979 58,531 15 0,379884 180,03 41,9934

16 0,3936381 192,874 60,536 16 0,3781402 191,393 43,5949

17 0,393599 189,371 62,530 17 0,3781158 201,737 45,1480

18 0,3929238 195,241 64,510 18 0,3700562 213,088 46,6526

19 0,3927772 211,239 66,422 19 0,3697161 227,889 48,0824

20 0,3887169 206,92 68,274 20 0,3694512 223,858 49,4844

21 0,3884838 230,603 70,064 21 0,369429 247,872 50,8825

22 0,388404 226,006 71,826 22 0,3694227 254,384 52,2636

Continúa en la página siguiente...
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Mixta Discretizada

ECM Tiempo Var. Exp. ECM Tiempo Var. Exp.
23 0,3883726 240,319 73,568 23 0,3693353 267,598 53,6252

24 0,3879011 251,491 75,284 24 0,3679057 270,045 54,9509

25 0,3852205 256,155 76,941 25 0,3678491 284,078 56,2535

26 0,3852138 269,187 78,546 26 0,3676172 295,875 57,5371

27 0,3852061 273,805 80,074 27 0,3673457 313,085 58,7940

28 0,3851746 289,252 81,476 28 0,3672062 314,227 60,0211

29 0,3849441 290,359 82,840 29 0,3668745 332,041 61,2375

30 0,384928 302,017 84,159 30 0,3665283 339,078 62,4292

31 0,3843119 321,379 85,378 31 0,3659819 359,485 63,5971

32 0,3838835 328,307 86,559 32 0,3657284 363,137 64,7540

33 0,3815298 335,199 87,732 33 0,3656851 372,299 65,8927

34 0,380095 347,603 88,877 34 0,3655914 382,842 67,0309

35 0,380092 381,107 89,991 35 0,3655665 391,829 68,1688

36 0,3776317 372,739 91,040 36 0,365565 426,17 69,3060

37 0,3776095 395,318 92,050 37 0,365565 433,902 70,4427

38 0,3776062 394,029 92,977 38 0,365561 436,717 71,5791

39 0,377606 408,693 93,891 39 0,3655606 462,597 72,7154

40 0,3772108 446,383 94,790 40 0,3655523 460,964 73,8513

41 0,3770424 461,242 95,667 41 0,3654093 471,377 74,9841

42 0,3770246 476,687 96,424 42 0,3653934 497,915 76,1132

43 0,3770232 503,702 97,061 43 0,3653149 498,617 77,2308

44 0,3770231 498,247 97,621 44 0,3653024 523,22 78,3407

45 0,3770226 532,53 98,079 45 0,3652876 531,15 79,4393

46 0,3770179 532,649 98,531 46 0,3648456 541,979 80,5274

47 0,3663901 588,42 98,889 47 0,3648366 559,756 81,5914

48 0,3663843 566,541 99,181 48 0,3648205 586,238 82,6293

49 0,366381 601,711 99,400 49 0,364366 602,303 83,6579

50 0,366381 608,598 99,600 50 0,3640443 611,339 84,6403

51 0,3663689 624,528 99,734 51 0,3639953 629,544 85,5948

52 0,3660588 642,819 99,852 52 0,3638785 640,448 86,5299

53 0,366022 685,482 99,939 53 0,3638709 644,176 87,4098

54 0,3660211 709,945 100,000 54 0,363853 684,411 88,2812

55 0,3660211 727,872 100,000 55 0,3638285 697,846 89,1403

56 0,3638072 715,382 89,9791
57 0,3638069 735,007 90,8029
58 0,3638058 741,217 91,5405
59 0,3637967 765,572 92,2624
60 0,3637226 771,486 92,9689
61 0,3625888 809,539 93,6038
62 0,3625034 826,625 94,2349

Continúa en la página siguiente...
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63 0,3622611 839,239 94,8503
64 0,3622554 864,327 95,4218
65 0,3622534 889,054 95,9671
66 0,3617001 924,303 96,4866
67 0,3616497 950,389 96,9738
68 0,3616422 937,37 97,4435
69 0,3614439 954,831 97,9052
70 0,3614438 972,267 98,2987
71 0,3614428 981,218 98,6462
72 0,3537258 1 020,61 98,8969
73 0,3536997 1 047,392 99,1246
74 0,3536091 1 141,262 99,3423
75 0,3536043 1 120,246 99,4973
76 0,3536029 1 134,057 99,6347
77 0,3536028 1 129,348 99,7462
78 0,3535842 1 206,386 99,8572
79 0,3532854 1 206,871 99,9307
80 0,3521117 1 241,379 99,9678
81 0,3521117 1 263,225 99,9949
82 0,3521116 1 285,347 99,9998
83 0,3521116 1 293,627 99,9999
84 0,3521116 1 277,015 99,9999
85 0,3521116 1 319,148 100,0000
86 0,3521116 1 348,282 100,0000
87 0,3521113 1 399,301 100,0000
88 0,3521113 1 356,532 100,0000

Tabla 6.5: Resultados LMM PCA

Se observa en el gráfico 6.4 que el error cuadrático medio de la muestra sin discretizar es

mayor excepto de la tercera a la quinta componente principal. Es decir la muestra discretizada

tiene un comportamiento mejor respecto al error cuadrático medio. La pendiente de la gráfica

para las dos muestras es mayor hasta llegar a la componente 10, después se suaviza, sobre todo

en la muestra sin discretizar que coincide con el 47,36 % de varianza acumulada. En la muestra

discretizada se suaviza la pendiente, aunque sigue descendiendo hasta la componente 18, que

coincide con una varianza explicada de 46,65 %. A partir de los puntos comentados, el descenso

del error cuadrático medio es menor y la varianza explicada aumenta en menor proporción.

Para la muestra sin discretizar, a partir de la componente 47, se observa lo siguiente:

1. La disminución del error cuadrático medio es muy pequeña 0,10 %.

2. El aumento del tiempo de ejecución es muy grande 19,16 %.

Discretizada

ECM Tiempo Var. Exp.
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3. La varianza explicada es muy alta, del 98,89 %.

Por tanto, pasar de 47 a 55 componentes supone una ganancia mı́nima en cuanto a disminu-

ción del error cuadrático medio y aumento de la varianza explicada, frente a un incremnto mayor

del tiempo de ejecución. El objetivo es minimizar la dimensión de la base de datos perdiendo una

mı́nima información y conseguir reducir los tiempos de ejecución, por tanto, se puede indicar

que en la componente 47 se ha conseguido el óptimo buscado.

Para la muestra discretizada, a partir de la componente 72, se observa que:

1. La disminución del error cuadrático medio es muy pequeña 0,46 %.

2. El aumento del tiempo de ejecución es muy grande 24,76 %.

3. La varianza explicada muy alta, del 98,90 %.

Por tanto, pasar de 72 a 88 componentes supone una ganancia mı́nima en cuanto a dismi-

nución del error cuadrático medio y aumento de la varianza explicada, frente a un incremento

mayor del tiempo de ejecución. El objetivo es mı́nimizar la dimensión de la base de datos per-

diendo una mı́nima información y conseguir reducir los tiempos de ejecución, por tanto, se puede

indicar que en la componente 47 se ha conseguido el óptimo buscado.

Los resultados de la matriz de correlaciones de las componentes principales se pueden com-

probar en el apéndice A.5 . Para la muestra no discretizada, se observa que hasta la componente

28 la aportación máxima de alguna de las variables a la componente principal están por encima

del 50 %, concretamente el 57,93 %. A partir de esta componente pasa a ser menor al 40,42 %.

En la componente 48 el máximo de aportación que se produce es del 24,66 % por la variable

titularidad del inmueble 3 del prestatario, pasando a aportar menos del 18,51 % las variables

al resto de componentes principales. En cuanto a la muestra discretizada, se observa que hasta

la componente 54 la aportación máxima de alguna de las variables a la componente principal

están por encima del 50 %, concretamente el 57,05 %. A partir de esta componente pasa a ser

menor al 47,24 %. En la componente 72 el máximo de aportación que se produce es del 36,90 %

por la variable renta correctora, pasando a aportar cada vez menos las variables al resto de

componentes principales.

En cuanto a los tiempos, tal y como se observa en la gráfica 6.5 son similares para am-

bas muestras. Se observa que el tiempo aumenta de forma lineal al número de componentes

principales, conforme aumentan las componentes aumenta el tiempo proporcionalmente.

6.4. Conclusiones

En este caṕıtulo se aplican dos métodos para reducir la dimensión de la base de datos,

selección de variables Gain Ratio y análisis de componentes principales. Para comprobar que

el método LMM, al reducir la dimensión del dataset, sigue siendo eficaz, se ha procedido a

comprobar el error cuadrático medio y la varianza explicada cuando se reducen las variables
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explicativas, midiendo a la vez el tiempo medio para comprobar su reducción, y por tanto se

convierte en eficiente computacionalmente. Se ha conseguido con ello dar respuesta al objetivo

número 4 de la sección “Objetivos” del “Prólogo”.

Una vez analizados los datos con los dos métodos empleados para la selección de variables

se puede concluir que:

1. Las variables que tienen más importancia en la base de datos empleada en esta tesis, de

cara a predecir la probabilidad de fracaso en un préstamo, son la renta correctora y la renta

familiar. Estas variables alcanzan aproximadamente el 51 % del peso, respecto al total de

variables. Aplicando el método LMM tanto para Gain Ratio como para PCA se observa

que el error cuadrático medio desciende más hasta la introducción de la variable 10 (Gain

Ratio) o componente principal 10 (PCA).

2. Introducida la variable 10, representa un 47,35 % de variabilidad explicada. Una vez intro-

ducidas las 10 primeras variables o componentes, la variación del error cuadrático medio

es mucho menor, es decir por cada variable o componente principal que se introduce la

disminución del error cuadrático medio es muy pequeño. Sin embargo, mediante el sistema

CREA-RBS se han obtenido mejores resultados que con las 3 primeras componentes del

PCA al usar el LMM y utilizando el orden proporcionado por el GR para las 3 primeras

variables se mejora el error cuadrático medio.

3. Se observa que las variables económicas son las que explican mejor el modelo. Al mismo

tiempo, a partir de la componente principal 48 en la base de datos completa o la 72 en

la base de datos discretizada la ganancia, en cuanto a minimización del error cuadrático

medio y aumento de varianza explicada se refiere, es muy pequeña comparativamente con

el tiempo de ejecución.



7
Conclusiones generales y posibles lineas futuras de

investigación

7.1. Conclusiones generales

En el estudio presentado en esta tesis, se puede concluir en varios aspectos:

1. Ajuste de los modelos. Se plantea la utilización de dos modelos: el modelo lineal (efectos

fijos) (3.4) y el modelo lineal mixto (efectos fijos y aleatorios)(3.2) en el caso que la variable

objetivo sea dicotómica, es decir tome valores 0 y 1. Teniendo en cuenta que los conjuntos

de datos a utilizar en esta investigación se refieren a préstamos, es muy común encontrar

factores con un mayor número de niveles, y por tanto, se justifica la utilización del modelo

lineal mixto. Se recomienda el uso del modelo de estimación reml, para modelos lineales

mixtos con efectos aleatorios (3.2).

2. Aplicando el modelo lineal mixto (3.2), con efectos fijos y aleatorios, y heterocedástico (l =

1) en una base de datos sintética, para 5 métodos estad́ısticos (Análisis lineal discriminante

(LDA), Árboles de clasificación (CART), Máquinas de vectores soporte (LSVM), Modelo

lineal generalizado con nexo logit (GLMlogit), Modelo lineal mixto, efectos fijos y aleatorios

(LMM)), con el objetivo de elegir qué método es más eficaz y eficiente para la predicción

de la probabilidad de fracaso en un préstamo, se encuentra que los métodos GLMlogit

y LMM son mejores métodos para evaluar el riesgo de crédito bajo las hipótesis de las

simulaciones de datos realizadas. Son los métodos más eficientes y eficaces al obtener un

EMSE menor, tasa de acierto más alta y un tiempo de ejecución más reducido.

3. Se aplica el modelo lineal mixto (3.2) con una base de datos semi-real con el objetivo de

139
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elegir el método más eficaz y eficiente para la predicción de la probabilidad de fracaso en

un préstamo. Se concluye que los mejores métodos de evaluación de la predicción de riesgo

de crédito hipotecario son GLMlogit y LMM.

4. Debido al problema que surge cuando se trabaja con gran cantidad de datos (Big data),

se plantea la selección de variables con el objetivo de reducir el tiempo de computación

manteniendo la eficacia. Se comprueba que una óptima selección de variables permite una

mejora de la eficiencia sin un menoscabo importante de la eficacia.

Por tanto, los métodos LMM y GLMlogit además de comprobarse eficaces y eficientes, tienen

una ventaja añadida, y es que en lugar de clasificar como lo hacen CART, LDA y LSVM,

devuelven la probabilidad de que un crédito no sea atendido; es decir, devuelven la probabilidad

de default.

Se posicionan como uno de los mejores métodos para el cálculo del riesgo de crédito el modelo

lineal mixto (LMM) que hasta la fecha no se hab́ıa utilizado en esta área de las finanzas.

7.2. Futuras ĺıneas de investigación

Para futuras investigaciones se plantea profundizar en el estudio de los métodos GLMlogit

y LMM para mejorar sus resultados.

Se ha comprobado a lo largo de esta investigación que los métodos vectoriales obtienen muy

buenos resultados, pero son totalmente ineficientes. Se plantea investigar en dichos métodos y

su aplicación en el credit scoring.

Al mismo tiempo se ha considerado la posiblidad de ampliar variables explicativas. Se pre-

tende realizar una investigación sobre las variables macroeconómicas que influyen en la economı́a

familiar y, por tanto, que indirectamente tienen efecto en la posibilidad de cumplir o no con la

devolución de un préstamo.

Por último aplicar esta investigación a conjuntos de datos reales correspondientes a series

más largas introduciendo las variables macroeconómicas.
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β̂0 β̂1 σ̂0 µ̂

Y0 Y1 Y0 Y1 Y0 Y1 Y0 Y1

` = 0

500 0,029 6 0,463 3 0,008 5 0,080 7 0,004 0 0,925 0 0,996 0 1,779 4

700 0,021 4 0,341 4 0,006 3 0,062 0 0,002 9 0,954 5 0,997 2 1,841 9

1000 0,015 1 0,245 4 0,004 5 0,045 8 0,002 0 0,972 9 0,998 0 1,889 1

2000 0,007 6 0,126 1 0,002 3 0,024 3 0,001 0 0,987 7 0,999 0 1,943 9

3000 0,005 1 0,084 8 0,001 5 0,016 5 0,000 7 0,993 1 0,999 3 1,962 9

5000 0,003 1 0,051 1 0,000 9 0,010 1 0,000 4 0,996 4 0,999 6 1,977 8

7500 0,002 1 0,034 2 0,000 6 0,006 7 0,000 3 0,997 5 0,999 7 1,985 1

` =
1

2

500 0,037 6 0,471 4 0,011 6 0,083 8 0,112 2 1,548 9 1,324 0 2,107 3

700 0,027 2 0,347 2 0,008 5 0,064 2 0,107 8 1,607 1 1,320 5 2,165 2

1000 0,019 1 0,249 4 0,006 1 0,047 4 0,104 4 1,646 3 1,317 7 2,208 8

2000 0,009 7 0,128 1 0,003 1 0,025 1 0,100 7 1,684 4 1,314 6 2,259 4

3000 0,006 5 0,086 1 0,002 1 0,017 0 0,099 4 1,697 7 1,313 4 2,277 1

5000 0,003 9 0,052 0 0,001 3 0,010 4 0,098 5 1,707 3 1,312 7 2,290 9

7500 0,002 6 0,034 8 0,000 8 0,007 0 0,098 0 1,711 3 1,312 3 2,297 7

` = 1

500 0,049 7 0,483 5 0,016 4 0,088 6 0,642 1 2,815 8 1,792 6 2,575 9

700 0,035 8 0,355 8 0,012 0 0,067 7 0,619 0 2,897 7 1,780 5 2,625 2

1000 0,025 2 0,255 5 0,008 5 0,049 9 0,601 5 2,953 4 1,771 2 2,662 4

2000 0,012 7 0,131 1 0,004 4 0,026 3 0,581 9 3,009 4 1,760 7 2,705 5

3000 0,008 5 0,088 1 0,002 9 0,017 9 0,575 3 3,029 1 1,757 0 2,720 6

5000 0,005 1 0,053 2 0,001 8 0,010 9 0,570 2 3,043 3 1,754 2 2,732 5

7500 0,003 4 0,035 6 0,001 2 0,007 3 0,567 7 3,049 5 1,752 8 2,738 2

` = 2

500 0,096 7 0,530 6 0,036 0 0,108 2 6,114 9 10,910 9 3,460 4 4,243 7

700 0,069 3 0,389 3 0,026 1 0,081 9 5,835 9 10,870 2 3,407 0 4,251 7

1000 0,048 6 0,278 9 0,018 5 0,059 8 5,629 7 10,830 8 3,366 6 4,257 8

2000 0,024 4 0,142 8 0,009 4 0,031 4 5,397 6 10,774 9 3,320 3 4,265 1

3000 0,016 3 0,095 9 0,006 3 0,021 2 5,320 7 10,759 2 3,304 7 4,268 3

5000 0,009 8 0,057 9 0,003 8 0,012 9 5,260 3 10,744 1 3,292 3 4,270 6

7500 0,006 5 0,038 7 0,002 5 0,008 7 5,230 7 10,735 4 3,286 3 4,271 7

Tabla A.1: EMSE de β̂0, β̂1, σ̂0 y µ̂ con ` = 0,
1

2
, 1 y 2 en experimento 1.

A.1. Resúmenes numéricos del capitulo 3



β̂0 β̂1 σ̂0 µ̂

Y0 Y1 Y0 Y1 Y0 Y1 Y0 Y1

` = 0

500 2,17 · 10−04 1,3 · 10−03 -6,7 · 10−05 -4,2 · 10−04 −3,5 · 10−03 7,9 · 10−01 −2,7 · 10−19 2,2 · 10−19

700 −2,1 · 10−05 −5,2 · 10−04 4,5 · 10−05 3,3 · 10−04 −2,1 · 10−03 8,2 · 10−01 8,4 · 10−20 1,2 · 10−19

1000 −1,6 · 10−04 3,4 · 10−04 7,9 · 10−05 −2,3 · 10−05 −2,4 · 10−03 8,9 · 10−01 −4,7 · 10−20 4,0 · 10−20

2000 1,7 · 10−04 1,2 · 10−05 −7,1 · 10−05 7,9 · 10−05 −9,8 · 10−04 9,4 · 10−01 −7,6 · 10−20 −1,6 · 10−19

3000 7,9 · 10−06 −2,8 · 10−04 1,2 · 10−05 9,1 · 10−05 −7,0 · 10−04 9,3 · 10−01 7,4 · 10−20 −1,4 · 10−19

5000 5,2 · 10−05 7,1 · 10−05 −2,2 · 10−05 −5,8 · 10−05 −4,0 · 10−04 9,8 · 10−01 −5,8 · 10−20 −8,9 · 10−20

7500 −3,1 · 10−05 −1,7 · 10−04 2,7 · 10−05 8,2 · 10−05 −2,9 · 10−04 9,5 · 10−01 9,5 · 10−20 1,3 · 10−20

` =
1

2

500 2,6 · 10−04 1,2 · 10−03 −5,2 · 10−05 −4,0 · 10−04 3,4 · 10−01 1,11 1,7 · 10−19 8,9 · 10−20

700 −6,3 · 10−05 −6,4 · 10−04 7,3 · 10−05 4,2 · 10−04 3,0 · 10−01 1,17 2,6 · 10−20 5,2 · 10−20

1000 −1,9 · 10−04 3,1 · 10−04 8,6 · 10−05 −1,6 · 10−05 3,8 · 10−01 1,21 −8,9 · 10−20 1,5 · 10−19

2000 1,7 · 10−04 2,9 · 10−05 −8,8 · 10−05 7,2 · 10−05 3,5 · 10−01 1,26 −7,7 · 10−20 −4,0 · 10−20

3000 1,7 · 10−05 −2,6 · 10−04 1,1 · 10−05 9,0 · 10−05 3,3 · 10−01 1,28 −6,4 · 10−20 2,5 · 10−19

5000 5,0 · 10−05 8,9 · 10−05 −2,5 · 10−05 −6,0 · 10−05 3,3 · 10−01 1,29 −1,6 · 10−19 5,0 · 10−19

7500 −4,7 · 10−05 −1,2 · 10−04 2,8 · 10−05 8,3 · 10−05 3,2 · 10−01 1,30 1,3 · 10−19 3,2 · 10−19

` = 1

500 1,1 · 10−04 1,1 · 10−03 −3,7 · 10−05 −4,3 · 10−04 7,3 · 10−01 1,58 2,8 · 10−20 −6,3 · 10−21

700 −1,6 · 10−04 −6,8 · 10−04 1,6 · 10−04 4,0 · 10−04 7,1 · 10−01 1,63 2,4 · 10−20 −1,5 · 10−19

1000 −1,6 · 10−04 3,4 · 10−04 1,2 · 10−04 −6,2 · 10−06 7,1 · 10−01 1,66 −5,1 · 10−20 −1,4 · 10−19

2000 1,1 · 10−04 3,1 · 10−05 −8,0 · 10−05 6,1 · 10−05 7,1 · 10−01 1,71 −7,6 · 10−20 −4,7 · 10−20

3000 1,8 · 10−05 −2,3 · 10−04 1,2 · 10−05 1,0 · 10−04 7,7 · 10−01 1,72 5,9 · 10−20 −5,2 · 10−20

5000 6,0 · 10−05 9,8 · 10−05 −2,4 · 10−05 −6,9 · 10−05 7,4 · 10−01 1,73 3,1 · 10−20 1,7 · 10−19

7500 −4,8 · 10−05 −1,7 · 10−04 2,3 · 10−05 9,7 · 10−05 7,3 · 10−01 1,74 1,6 · 10−19 3,6 · 10−20

` = 2

500 1,9 · 10−04 1,6 · 10−03 1,0 · 10−05 −3,4 · 10−04 2,46 3,24 −3,5 · 10−20 1,9 · 10−19

700 −2,2 · 10−04 −8,4 · 10−04 2,5 · 10−04 5,9 · 10−04 2,41 3,25 7,4 · 10−20 5,3 · 10−21

1000 −2,6 · 10−04 3,4 · 10−04 1,8 · 10−04 2,9 · 10−05 2,37 3,26 1,5 · 10−19 1,2 · 10−19

2000 2,8 · 10−04 7,2 · 10−05 −1,9 · 10−04 4,5 · 10−05 2,32 3,27 2,1 · 10−19 −1,9 · 10−19

3000 2,3 · 10−05 −2,4 · 10−04 1,5 · 10−05 1,2 · 10−04 2,30 3,27 −9,8 · 10−20 −1,0 · 10−19

5000 8,0 · 10−05 1,1 · 10−04 −3,5 · 10−05 −7,0 · 10−05 2,29 3,27 1,1 · 10−19 1,0 · 10−19

7500 −5,1 · 10−05 −1,8 · 10−04 3,4 · 10−05 9,8 · 10−05 2,29 3,27 1,9 · 10−19 −4,4 · 10−20

Tabla A.2: BIAS de β̂0, β̂1, σ̂0 y µ̂ con ` = 0,
1

2
, 1 y 2 en experimento 1.
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β̂0 σ̂1 σ̂0 µ̂

Y0 Y1 Y0 Y1 Y0 Y1 Y0 Y1

` = 0

500 5,9 · 10−04 8,9 · 10−03 0,994 7 4,7 · 10−01 4,0 · 10−03 4,3 · 10−03 0,993 6 0,987 5

700 4,6 · 10−04 6,9 · 10−03 0,995 5 2,8 · 10−01 2,3 · 10−03 2,5 · 10−03 0,995 9 0,989 4

1000 2,9 · 10−04 4,0 · 10−03 0,996 3 2,9 · 10−01 2,0 · 10−03 2,2 · 10−03 0,996 6 0,989 6

2000 1,3 · 10−04 2,9 · 10−03 0,997 5 1,5 · 10−01 1,0 · 10−03 1,1 · 10−03 0,997 3 0,989 6

3000 1,2 · 10−04 1,8 · 10−03 0,997 9 7,1 · 10−02 6,4 · 10−04 6,8 · 10−04 0,997 6 0,989 5

5000 5,7 · 10−05 8,8 · 10−04 0,998 4 4,3 · 10−02 3,3 · 10−04 3,6 · 10−04 0,998 3 0,989 8

7500 4,1 · 10−05 5,9 · 10−04 0,998 7 2,1 · 10−02 2,9 · 10−04 2,1 · 10−04 0,999 0 0,990 3

` =
1

2

500 8,4 · 10−04 1,2 · 10−02 0,993 1 4,3 · 10−01 4,0 · 10−03 4,3 · 10−03 1,320 9 1,313 1

700 5,5 · 10−04 7,3 · 10−03 0,994 1 3,2 · 10−01 2,2 · 10−03 2,5 · 10−03 1,318 7 1,310 4

1000 4,2 · 10−04 5,2 · 10−03 0,995 2 2,1 · 10−01 2,0 · 10−03 2,2 · 10−03 1,315 7 1,306 8

2000 2,2 · 10−04 2,7 · 10−03 0,996 7 1,6 · 10−01 1,0 · 10−03 1,1 · 10−03 1,312 4 1,302 4

3000 1,1 · 10−04 1,8 · 10−03 0,997 3 7,5 · 10−02 6,4 · 10−04 6,8 · 10−04 1,311 2 1,300 9

5000 8,5 · 10−05 1,4 · 10−03 0,997 9 4,6 · 10−02 3,3 · 10−04 3,6 · 10−04 1,311 0 1,300 1

7500 5,5 · 10−05 7,5 · 10−04 0,998 3 2,2 · 10−02 2,9 · 10−04 2,1 · 10−04 1,311 3 1,300 1

` = 1

500 1,3 · 10−03 1,4 · 10−02 0,991 2 4,1 · 10−01 4,0 · 10−03 4,3 · 10−03 1,788 9 1,779 1

700 8,7 · 10−04 1,1 · 10−02 0,992 5 3,6 · 10−01 2,2 · 10−03 2,4 · 10−03 1,778 5 1,768 0

1000 5,0 · 10−04 7,6 · 10−03 0,994 0 2,4 · 10−01 2,0 · 10−03 2,2 · 10−03 1,768 7 1,757 4

2000 2,9 · 10−04 3,1 · 10−03 0,995 9 1,7 · 10−01 1,0 · 10−03 1,1 · 10−03 1,757 9 1,745 4

3000 1,2 · 10−04 2,8 · 10−03 0,996 6 7,0 · 10−02 6,4 · 10−04 6,8 · 10−04 1,754 2 1,741 1

5000 1,2 · 10−04 1,3 · 10−03 0,997 4 4,9 · 10−02 3,3 · 10−04 3,6 · 10−04 1,752 1 1,738 4

7500 7,4 · 10−05 9,0 · 10−04 0,997 9 2,4 · 10−02 2,9 · 10−04 2,1 · 10−04 1,751 7 1,737 5

` = 2

500 2,3 · 10−03 2,5 · 10−02 0,986 4 4,0 · 10−01 4,0 · 10−03 4,2 · 10−03 3,456 6 3,441 3

700 1,6 · 10−03 1,4 · 10−02 0,988 5 3,7 · 10−01 2,2 · 10−03 2,4 · 10−03 3,405 4 3,389 1

1000 9,7 · 10−04 1,5 · 10−02 0,990 8 2,0 · 10−01 2,0 · 10−03 2,2 · 10−03 3,363 2 3,345 6

2000 5,9 · 10−04 5,9 · 10−03 0,993 7 1,9 · 10−01 1,0 · 10−03 1,1 · 10−03 3,316 7 3,297 6

3000 3,6 · 10−04 3,8 · 10−03 0,994 8 7,4 · 10−02 6,4 · 10−04 6,8 · 10−04 3,300 4 3,280 4

5000 1,7 · 10−04 2,6 · 10−03 0,996 0 4,8 · 10−02 3,3 · 10−04 3,6 · 10−04 3,289 3 3,268 4

7500 1,2 · 10−04 1,9 · 10−03 0,996 8 2,0 · 10−02 2,9 · 10−04 2,1 · 10−04 3,285 1 3,263 5

Tabla A.3: EMSE de β̂0, σ̂1, σ̂0 y µ̂ con ` = 0,
1

2
, 1 y 2 en experimento 2.



β̂0 σ̂1 σ̂0 µ̂

Y0 Y1 Y0 Y1 Y0 Y1 Y0 Y1

` = 0

500 6,6 · 10−04 −2,8 · 10−04 −9,7 · 10−01 −3,9 · 10−03 −3,6 · 10−03 −1,1 · 10−03 1,7 · 10−04 −8,2 · 10−07

700 1,0 · 10−06 1,0 · 10−04 −9,8 · 10−01 3,7 · 10−03 −1,8 · 10−03 4,8 · 10−04 1,0 · 10−04 1,6 · 10−04

1000 1,9 · 10−04 7,0 · 10−05 −9,8 · 10−01 −1,0 · 10−03 −1,8 · 10−03 3,5 · 10−04 8,4 · 10−06 1,0 · 10−06

2000 1,1 · 10−04 −5,4 · 10−04 −9,9 · 10−01 −3,9 · 10−03 −1,7 · 10−03 −1,2 · 10−04 9,6 · 10−05 1,3 · 10−06

3000 −7,7 · 10−05 3,8 · 10−04 −9,9 · 10−01 −2,9 · 10−04 −1,6 · 10−03 −3,1 · 10−04 −5,9 · 10−05 −4,2 · 10−06

5000 −2,2 · 10−05 −3,0 · 10−04 −9,9 · 10−01 −7,9 · 10−04 −8,9 · 10−04 −1,2 · 10−04 3,0 · 10−05 5,4 · 10−06

7500 1,0 · 10−04 −7,4 · 10−05 −9,9 · 10−01 2,0 · 10−03 −3,9 · 10−04 2,6 · 10−04 4,8 · 10−05 5,0 · 10−06

` =
1

2

500 7,8 · 10−04 1,7 · 10−05 −9,7 · 10−01 −3,6 · 10−03 −3,6 · 10−03 −1,1 · 10−03 5,1 · 10−05 2,7 · 10−06

700 1,8 · 10−05 2,4 · 10−04 −9,7 · 10−01 3,6 · 10−03 −1,9 · 10−03 4,2 · 10−04 6,1 · 10−05 7,0 · 10−05

1000 1,2 · 10−04 1,3 · 10−04 −9,8 · 10−01 −1,6 · 10−03 −1,8 · 10−03 3,9 · 10−04 3,3 · 10−06 8,2 · 10−07

2000 1,5 · 10−04 −6,6 · 10−04 −9,8 · 10−01 −3,4 · 10−03 −1,7 · 10−03 −1,6 · 10−04 5,5 · 10−05 5,0 · 10−07

3000 −1,1 · 10−04 4,8 · 10−04 −9,9 · 10−01 −2,7 · 10−04 −1,6 · 10−03 −3,2 · 10−04 −3,1 · 10−05 −1,4 · 10−06

5000 −2,1 · 10−05 −3,3 · 10−04 −9,9 · 10−01 −7,2 · 10−04 −8,7 · 10−04 −1,1 · 10−04 2,2 · 10−05 5,7 · 10−06

7500 1,5 · 10−04 −2,4 · 10−05 −9,9 · 10−01 2,6 · 10−03 −3,6 · 10−04 2,0 · 10−04 2,1 · 10−05 3,4 · 10−06

` = 1

500 9,6 · 10−04 2,6 · 10−04 −9,6 · 10−01 −3,0 · 10−03 −3,6 · 10−03 −1,2 · 10−03 8,4 · 10−18 −1,2 · 10−17

700 4,7 · 10−05 3,6 · 10−04 −9,6 · 10−01 3,1 · 10−03 −1,9 · 10−03 4,7 · 10−04 −1,4 · 10−17 9,3 · 10−18

1000 1,7 · 10−04 1,7 · 10−04 −9,7 · 10−01 −2,2 · 10−03 −1,7 · 10−03 3,2 · 10−04 −3,0 · 10−17 −8,0 · 10−18

2000 1,7 · 10−04 −6,5 · 10−04 −9,8 · 10−01 −3,9 · 10−03 −1,7 · 10−03 −1,0 · 10−04 −1,9 · 10−17 4,5 · 10−18

3000 −1,7 · 10−04 4,1 · 10−04 −9,8 · 10−01 −2,8 · 10−04 −1,6 · 10−03 −3,3 · 10−04 −4,8 · 10−17 −9,2 · 10−18

5000 −1,6 · 10−05 −3,0 · 10−04 −9,9 · 10−01 −7,1 · 10−04 −8,6 · 10−04 −9,7 · 10−05 −6,6 · 10−17 7,5 · 10−18

7500 2,0 · 10−04 4,8 · 10−05 −9,9 · 10−01 2,3 · 10−03 −3,4 · 10−04 2,1 · 10−04 −3,8 · 10−17 5,6 · 10−18

` = 2

500 1,6 · 10−03 1,2 · 10−03 −9,3 · 10−01 −2,6 · 10−03 −3,7 · 10−03 −1,3 · 10−03 −4,4 · 10−05 −1,2 · 10−05

700 1,7 · 10−04 7,3 · 10−04 −9,4 · 10−01 3,5 · 10−03 −1,9 · 10−03 4,8 · 10−04 −1,6 · 10−04 −2,4 · 10−04

1000 2,8 · 10−04 2,5 · 10−04 −9,5 · 10−01 −2,2 · 10−03 −1,7 · 10−03 3,6 · 10−04 6,9 · 10−06 −8,7 · 10−07

2000 3,8 · 10−04 −7,0 · 10−04 −9,7 · 10−01 −3,9 · 10−03 −1,7 · 10−03 −1,3 · 10−04 −1,6 · 10−04 −1,3 · 10−05

3000 −1,3 · 10−04 3,3 · 10−04 −9,7 · 10−01 −2,5 · 10−04 −1,6 · 10−03 −3,8 · 10−04 7,5 · 10−05 3,9 · 10−06

5000 −4,9 · 10−06 −3,0 · 10−04 −9,8 · 10−01 −6,6 · 10−04 −8,1 · 10−04 −9,3 · 10−05 −6,5 · 10−05 −3,3 · 10−05

7500 2,1 · 10−04 2,8 · 10−04 −9,8 · 10−01 2,7 · 10−03 −3,9 · 10−04 2,5 · 10−04 −3,4 · 10−05 −2,0 · 10−05

Tabla A.4: BIAS de β̂0, σ̂1, σ̂0 y µ̂ con ` = 0,
1

2
, 1 y 2 en experimento 2.
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β̂0 σ̂1 σ̂0 µ̂

Y0 Y1 Y0 Y1 Y0 Y1 Y0 Y1

` = 0

500 5,7 · 10−04 8,8 · 10−03 0,997 0 0,415 0 3,9 · 10−03 4,2 · 10−03 0,994 6 0,987 6

700 4,3 · 10−04 6,1 · 10−03 0,997 0 0,297 2 2,2 · 10−03 2,4 · 10−03 0,996 6 0,989 4

1000 2,8 · 10−04 4,1 · 10−03 0,997 4 0,208 1 2,0 · 10−03 2,2 · 10−03 0,997 2 0,989 6

2000 1,3 · 10−04 2,9 · 10−03 0,998 0 0,104 6 1,0 · 10−03 1,1 · 10−03 0,997 6 0,989 6

3000 1,2 · 10−04 1,8 · 10−03 0,998 2 0,070 0 6,4 · 10−04 6,8 · 10−04 0,997 8 0,989 5

5000 5,7 · 10−05 8,8 · 10−04 0,998 6 0,041 3 3,3 · 10−04 3,5 · 10−04 0,998 4 0,989 8

7500 4,3 · 10−05 6,6 · 10−04 0,998 8 0,026 9 2,9 · 10−04 2,1 · 10−04 0,999 1 0,990 3

` =
1

2

500 8,9 · 10−04 1,3 · 10−02 0,996 0 0,420 5 3,9 · 10−03 4,2 · 10−03 1,322 1 1,313 2

700 5,1 · 10−04 7,7 · 10−03 0,996 1 0,300 3 2,2 · 10−03 2,4 · 10−03 1,319 6 1,310 5

1000 4,1 · 10−04 5,4 · 10−03 0,996 6 0,210 2 2,0 · 10−03 2,2 · 10−03 1,316 5 1,306 8

2000 2,1 · 10−04 2,8 · 10−03 0,997 4 0,105 4 1,0 · 10−03 1,1 · 10−03 1,312 8 1,302 5

3000 1,1 · 10−04 1,8 · 10−03 0,997 7 0,070 4 6,4 · 10−04 6,8 · 10−04 1,311 5 1,300 9

5000 8,5 · 10−05 1,4 · 10−03 0,998 2 0,041 6 3,3 · 10−04 3,6 · 10−04 1,311 2 1,300 1

7500 5,4 · 10−05 7,5 · 10−04 0,998 5 0,027 2 2,9 · 10−04 2,1 · 10−04 1,311 4 1,300 1

` = 1

500 1,1 · 10−03 1,6 · 10−02 0,994 9 0,426 9 3,9 · 10−03 4,2 · 10−03 1,790 4 1,779 3

700 8,2 · 10−04 1,2 · 10−02 0,995 1 0,303 9 2,2 · 10−03 2,4 · 10−03 1,779 6 1,768 0

1000 5,8 · 10−04 7,8 · 10−03 0,995 7 0,212 6 2,0 · 10−03 2,2 · 10−03 1,769 6 1,757 4

2000 2,8 · 10−04 3,2 · 10−03 0,996 7 0,106 3 1,0 · 10−03 1,1 · 10−03 1,758 4 1,745 4

3000 1,1 · 10−04 2,8 · 10−03 0,997 1 0,070 9 6,4 · 10−04 6,8 · 10−04 1,754 6 1,741 1

5000 1,2 · 10−04 1,3 · 10−03 0,997 7 0,041 9 3,3 · 10−04 3,6 · 10−04 1,752 4 1,738 4

7500 7,4 · 10−05 9,0 · 10−04 0,998 1 0,027 4 2,9 · 10−04 2,1 · 10−04 1,751 9 1,737 5

` = 2

500 2,0 · 10−03 2,0 · 10−02 0,992 1 0,442 5 3,9 · 10−03 4,2 · 10−03 3,458 9 3,441 9

700 1,5 · 10−03 1,5 · 10−02 0,992 4 0,312 8 2,2 · 10−03 2,4 · 10−03 3,407 2 3,389 3

1000 9,4 · 10−04 1,5 · 10−02 0,993 4 0,218 2 2,0 · 10−03 2,2 · 10−03 3,364 6 3,345 7

2000 5,8 · 10−04 5,9 · 10−03 0,994 9 0,108 6 1,0 · 10−03 1,1 · 10−03 3,317 5 3,297 6

3000 3,6 · 10−04 3,8 · 10−03 0,995 6 0,072 1 6,4 · 10−04 6,8 · 10−04 3,301 0 3,280 4

5000 1,7 · 10−04 2,6 · 10−03 0,996 5 0,042 7 3,3 · 10−04 3,6 · 10−04 3,289 7 3,268 4

7500 1,2 · 10−04 1,9 · 10−03 0,997 1 0,027 9 2,9 · 10−04 2,1 · 10−04 3,285 3 3,263 5

Tabla A.5: EMSE de β̂0, σ̂1, σ̂0 y µ̂ con ` = 0,
1

2
, 1 y 2 en experimento 2.



β̂0 σ̂1 σ̂0 µ̂

Y0 Y1 Y0 Y1 Y0 Y1 Y0 Y1

` = 0

500 6,1 · 10−04 −2,0 · 10−04 −9,8 · 10−01 −2,8 · 10−02 −4,0 · 10−03 −2,3 · 10−03 1,8 · 10−04 1,4 · 10−06

700 −3,9 · 10−07 2,9 · 10−04 −9,9 · 10−01 −1,8 · 10−02 −2,1 · 10−03 −7,3 · 10−04 1,3 · 10−04 1,0 · 10−04

1000 1,9 · 10−04 7,5 · 10−05 −9,9 · 10−01 −1,4 · 10−02 −2,1 · 10−03 −5,2 · 10−04 9,7 · 10−06 1,3 · 10−06

2000 1,3 · 10−04 −5,4 · 10−04 −9,9 · 10−01 −1,2 · 10−02 −1,7 · 10−03 −5,1 · 10−04 1,0 · 10−04 1,6 · 10−06

3000 −8,0 · 10−05 3,8 · 10−04 −9,9 · 10−01 −4,0 · 10−03 −1,6 · 10−03 −6,8 · 10−04 −5,8 · 10−05 −4,3 · 10−06

5000 −2,5 · 10−05 −3,9 · 10−04 −9,9 · 10−01 −3,9 · 10−03 −1,1 · 10−03 −2,5 · 10−04 3,6 · 10−05 5,8 · 10−06

7500 1,5 · 10−04 3,2 · 10−04 −9,9 · 10−01 −2,7 · 10−03 −3,9 · 10−04 2,4 · 10−04 −2,2 · 10−05 −9,2 · 10−06

` =
1

2

500 7,3 · 10−04 1,9 · 10−05 −9,8 · 10−01 −3,6 · 10−02 −4,1 · 10−03 −2,7 · 10−03 5,3 · 10−05 2,6 · 10−06

700 1,3 · 10−05 3,4 · 10−04 −9,8 · 10−01 −1,4 · 10−02 −2,2 · 10−03 −7,5 · 10−04 6,5 · 10−05 7,4 · 10−05

1000 1,2 · 10−04 1,2 · 10−04 −9,8 · 10−01 −1,0 · 10−02 −2,1 · 10−03 −4,9 · 10−04 3,5 · 10−06 8,6 · 10−07

2000 1,8 · 10−04 −6,6 · 10−04 −9,9 · 10−01 −1,7 · 10−02 −1,7 · 10−03 −5,2 · 10−04 5,9 · 10−05 5,5 · 10−07

3000 −1,1 · 10−04 4,7 · 10−04 −9,9 · 10−01 −5,5 · 10−03 −1,6 · 10−03 −6,1 · 10−04 −3,0 · 10−05 −1,5 · 10−06

5000 −1,9 · 10−05 −3,3 · 10−04 −9,9 · 10−01 −4,1 · 10−03 −1,1 · 10−03 −2,9 · 10−04 2,1 · 10−05 5,8 · 10−06

7500 1,5 · 10−04 −2,4 · 10−05 −9,9 · 10−01 1,1 · 10−04 −4,1 · 10−04 1,7 · 10−04 2,1 · 10−05 3,4 · 10−06

` = 1

500 9,1 · 10−04 2,0 · 10−04 −9,7 · 10−01 −4,1 · 10−02 −4,2 · 10−03 −2,0 · 10−03 7,7 · 10−18 −2,7 · 10−18

700 3,6 · 10−05 4,7 · 10−04 −9,8 · 10−01 −2,5 · 10−02 −2,3 · 10−03 −6,1 · 10−04 4,1 · 10−18 −6,9 · 10−18

1000 1,7 · 10−04 1,5 · 10−04 −9,8 · 10−01 −2,9 · 10−02 −2,1 · 10−03 −4,3 · 10−04 2,2 · 10−18 −2,0 · 10−17

2000 2,1 · 10−04 −6,5 · 10−04 −9,8 · 10−01 −1,3 · 10−02 −1,8 · 10−03 −5,1 · 10−04 4,9 · 10−17 8,7 · 10−18

3000 −1,7 · 10−04 4,0 · 10−04 −9,9 · 10−01 −6,3 · 10−03 −1,6 · 10−03 −6,2 · 10−04 −3,1 · 10−17 −1,8 · 10−17

5000 −1,4 · 10−05 −3,0 · 10−04 −9,9 · 10−01 −4,7 · 10−03 −1,1 · 10−03 −2,2 · 10−04 −2,6 · 10−17 5,7 · 10−18

7500 2,0 · 10−04 4,9 · 10−05 −9,9 · 10−01 −2,9 · 10−04 −4,0 · 10−04 1,3 · 10−04 −6,6 · 10−17 3,6 · 10−18

` = 2

500 1,6 · 10−03 8,0 · 10−04 −9,6 · 10−01 −5,6 · 10−02 −4,2 · 10−03 −2,4 · 10−03 −4,5 · 10−05 4,3 · 10−06

700 1,6 · 10−04 8,8 · 10−04 −9,6 · 10−01 −3,2 · 10−02 −2,3 · 10−03 −5,6 · 10−04 −1,9 · 10−04 −2,6 · 10−04

1000 2,9 · 10−04 2,3 · 10−04 −9,7 · 10−01 −2,1 · 10−02 −2,1 · 10−03 −3,3 · 10−04 5,8 · 10−06 −8,2 · 10−07

2000 3,3 · 10−04 −7,9 · 10−04 −9,7 · 10−01 −1,1 · 10−02 −1,8 · 10−03 −5,8 · 10−04 −1,7 · 10−04 −1,3 · 10−05

3000 −1,3 · 10−04 3,2 · 10−04 −9,8 · 10−01 −9,1 · 10−03 −1,6 · 10−03 −5,3 · 10−04 7,3 · 10−05 3,0 · 10−06

5000 −4,5 · 10−06 −3,0 · 10−04 −9,8 · 10−01 −5,3 · 10−03 −1,1 · 10−03 −2,7 · 10−04 −6,4 · 10−05 −3,3 · 10−05

7500 2,1 · 10−04 2,8 · 10−04 −9,9 · 10−01 −1,5 · 10−03 −4,6 · 10−04 1,6 · 10−04 −3,5 · 10−05 −2,0 · 10−05

Tabla A.6: BIAS de β̂0, σ̂1, σ̂0 y µ̂ con ` = 0,
1

2
, 1 y 2 en experimento 2.
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EMSE(µ̂)ML EMSE(µ̂)REML

Normal Gamma Weibull Normal Gamma Weibull

` = 0

500 0,987 6 0,989 2 0,985 6 0,987 5 0,989 1 0,985 6

700 0,989 4 0,989 8 0,990 1 0,989 4 0,989 7 0,990 1

1000 0,989 6 0,989 5 0,989 1 0,989 6 0,989 5 0,989 1

2000 0,989 6 0,991 0 0,989 2 0,989 6 0,991 0 0,989 2

3000 0,989 5 0,990 1 0,990 7 0,989 5 0,990 1 0,990 7

5000 0,989 8 0,990 1 0,989 8 0,989 8 0,990 1 0,989 8

7500 0,990 3 0,990 4 0,990 9 0,990 3 0,990 7 0,991 0

` =
1

2

500 1,313 2 1,315 2 1,310 7 1,313 1 1,315 2 1,310 6

700 1,310 5 1,310 9 1,311 8 1,310 4 1,310 9 1,311 7

1000 1,306 8 1,306 9 1,306 4 1,306 8 1,306 9 1,306 4

2000 1,302 5 1,304 5 1,302 0 1,302 4 1,304 5 1,302 0

3000 1,300 9 1,301 7 1,302 7 1,300 9 1,301 7 1,302 7

5000 1,300 1 1,300 6 1,300 1 1,300 1 1,300 6 1,300 1

7500 1,300 1 1,300 4 1,301 1 1,300 1 1,300 4 1,301 1

` = 1

500 1,779 3 1,781 9 1,775 9 1,779 1 1,781 7 1,775 7

700 1,768 0 1,768 7 1,770 2 1,768 0 1,768 6 1,770 1

1000 1,757 4 1,758 0 1,757 3 1,757 4 1,757 9 1,757 2

2000 1,745 4 1,748 3 1,744 8 1,745 4 1,748 3 1,744 7

3000 1,741 1 1,742 2 1,743 6 1,741 1 1,742 2 1,743 6

5000 1,738 4 1,739 0 1,738 3 1,738 4 1,739 0 1,738 3

7500 1,737 5 1,738 0 1,739 0 1,737 5 1,738 0 1,739 0

` = 2

500 3,441 9 3,444 7 3,433 7 3,441 3 3,444 2 3,433 2

700 3,389 3 3,388 7 3,392 9 3,389 1 3,388 5 3,392 7

1000 3,345 7 3,346 7 3,345 2 3,345 6 3,346 6 3,345 1

2000 3,297 6 3,301 7 3,294 2 3,297 6 3,301 7 3,294 1

3000 3,280 4 3,280 7 3,283 5 3,280 4 3,280 7 3,283 5

5000 3,268 4 3,268 0 3,266 1 3,268 4 3,268 0 3,266 1

7500 3,263 5 3,262 5 3,264 9 3,263 5 3,262 5 3,264 9

Tabla A.7: EMSE de µ̂ con ` = 0,
1

2
, 1 y 2 en experimento 3.



BIAS(µ̂)ML BIAS(µ̂)REML

Normal Gamma Weibull Normal Gamma Weibull

` = 0

500 1,4 · 10−06 5,5 · 10−03 5,4 · 10−03 −8,2 · 10−07 5,4 · 10−03 5,2 · 10−03

700 1,0 · 10−04 5,2 · 10−03 5,1 · 10−03 1,6 · 10−04 5,5 · 10−03 5,4 · 10−03

1000 1,3 · 10−06 5,7 · 10−03 5,7 · 10−03 1,0 · 10−06 5,3 · 10−03 5,3 · 10−03

2000 1,6 · 10−06 5,6 · 10−03 5,5 · 10−03 1,3 · 10−06 5,4 · 10−03 5,3 · 10−03

3000 −4,3 · 10−06 5,3 · 10−03 5,3 · 10−03 −4,2 · 10−06 5,2 · 10−03 5,2 · 10−03

5000 5,8 · 10−06 5,0 · 10−03 5,0 · 10−03 5,4 · 10−06 4,9 · 10−03 4,9 · 10−03

7500 −9,2 · 10−06 4,9 · 10−03 5,0 · 10−03 5,0 · 10−06 4,8 · 10−03 4,8 · 10−03

` =
1

2

500 2,6 · 10−06 3,6 · 10−03 3,6 · 10−03 2,7 · 10−06 3,6 · 10−03 3,6 · 10−03

700 7,4 · 10−05 3,6 · 10−03 3,6 · 10−03 7,0 · 10−05 3,0 · 10−03 3,0 · 10−03

1000 8,6 · 10−07 3,7 · 10−03 3,7 · 10−03 8,2 · 10−07 3,4 · 10−03 3,4 · 10−03

2000 5,5 · 10−07 3,0 · 10−03 3,9 · 10−03 5,0 · 10−07 3,8 · 10−03 3,8 · 10−03

3000 −1,5 · 10−06 3,8 · 10−03 3,9 · 10−03 −1,4 · 10−06 3,7 · 10−03 3,7 · 10−03

5000 5,8 · 10−06 3,6 · 10−03 3,6 · 10−03 5,7 · 10−06 3,5 · 10−03 3,5 · 10−03

7500 3,4 · 10−06 3,6 · 10−03 3,6 · 10−03 3,4 · 10−06 3,5 · 10−03 3,5 · 10−03

` = 1

500 −2,7 · 10−18 4,4 · 10−17 2,0 · 10−17 −1,2 · 10−17 7,8 · 10−17 4,8 · 10−17

700 −6,9 · 10−18 1,5 · 10−17 2,4 · 10−17 9,3 · 10−18 1,0 · 10−17 2,7 · 10−17

1000 −2,0 · 10−17 −3,1 · 10−17 −3,8 · 10−17 −8,0 · 10−18 −1,3 · 10−17 −1,9 · 10−17

2000 8,7 · 10−18 −9,7 · 10−18 −1,9 · 10−17 4,5 · 10−18 −1,8 · 10−17 −1,9 · 10−18

3000 −1,8 · 10−17 −2,6 · 10−17 −3,3 · 10−17 −9,2 · 10−18 −3,5 · 10−17 −2,4 · 10−17

5000 5,7 · 10−18 8,3 · 10−19 5,2 · 10−18 7,5 · 10−18 −9,4 · 10−19 −3,0 · 10−18

7500 3,6 · 10−18 2,9 · 10−17 2,4 · 10−17 5,6 · 10−18 2,3 · 10−17 3,7 · 10−17

` = 2

500 4,3 · 10−06 −2,5 · 10−04 −2,0 · 10−04 −1,2 · 10−05 −2,0 · 10−04 −1,3 · 10−04

700 −2,6 · 10−04 7,8 · 10−05 8,2 · 10−05 −2,4 · 10−04 7,2 · 10−05 8,3 · 10−05

1000 −8,2 · 10−07 −6,4 · 10−05 −1,1 · 10−04 −8,7 · 10−07 −6,8 · 10−05 −1,8 · 10−04

2000 −1,3 · 10−05 5,6 · 10−05 −6,2 · 10−05 −1,3 · 10−05 5,1 · 10−05 −6,9 · 10−05

3000 3,0 · 10−06 1,6 · 10−06 −2,8 · 10−05 3,9 · 10−06 2,2 · 10−06 −2,9 · 10−05

5000 −3,3 · 10−05 −1,5 · 10−06 −2,8 · 10−05 −3,3 · 10−05 −1,6 · 10−06 −2,8 · 10−05

7500 −2,0 · 10−05 −3,7 · 10−05 2,7 · 10−05 −2,0 · 10−05 −3,6 · 10−05 2,7 · 10−05

Tabla A.8: BIAS de µ̂ con ` = 0,
1

2
, 1 y 2 en experimento 3.
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GLMlogit LMM CART LDA LSVM

1 variable

I=2 51,931 % 54,075 % 67,555 % 51,201 % 48,875 %

I=5 51,889 % 51,622 % 64,241 % 52,136 % 50,762 %

I=10 52,240 % 51,039 % 56,200 % 51,658 % 50,089 %

I=25 52,251 % 51,070 % 52,897 % 52,146 % 52,947 %

I=50 52,657 % 51,237 % 51,916 % 52,676 % 52,103 %

2 variables

I=2 56,358 % 52,330 % 54,716 % 65,258 % 68,245 %

I=5 56,904 % 55,243 % 56,362 % 67,438 % 67,292 %

I=10 55,357 % 53,500 % 56,493 % 68,210 % 67,656 %

I=25 55,194 % 53,871 % 53,349 % 68,320 % 68,404 %

I=50 57,635 % 54,088 % 56,734 % 68,628 % 68,959 %

10 variables

I=2 62,741 % 61,291 % 61,415 % 66,307 % 64,665 %

I=5 60,866 % 58,126 % 59,703 % 66,451 % 63,214 %

I=10 60,726 % 57,836 % 60,544 % 68,556 % 65,366 %

I=25 61,481 % 57,679 % 59,725 % 68,305 % 68,495 %

I=50 63,365 % 58,355 % 58,722 % 67,941 % 66,307 %

50 variables

I=2 62,105 % 61,995 % 61,186 % 63,159 % 63,880 %

I=5 65,919 % 65,998 % 65,894 % 66,427 % 67,984 %

I=10 67,477 % 66,581 % 66,060 % 67,953 % 67,147 %

I=25 69,195 % 66,688 % 64,870 % 70,248 % 67,438 %

I=50 71,174 % 67,859 % 62,206 % 71,935 % 68,683 %

100 variables

I=2 70,669 % 70,391 % 70,387 % 69,809 % 70,705 %

I=5 71,655 % 71,686 % 71,460 % 69,778 % 72,652 %

I=10 74,456 % 74,455 % 74,049 % 73,816 % 73,958 %

I=25 73,528 % 72,435 % 70,455 % 73,686 % 72,101 %

I=50 76,047 % 74,335 % 68,514 % 76,189 % 73,478 %

Tabla A.9: Tasa de acierto respecto al número de variables para los métodos GLMlogit, LMM, LDA,
CART y LSVM
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GLMlogit LMM CART LDA LSVM

1 variable

I=2 48,335 % 47,470 % 63,315 % 37,055 % 59,785 %

I=5 49,382 % 47,967 % 66,183 % 40,740 % 60,651 %

I=10 49,628 % 47,608 % 67,446 % 46,907 % 59,315 %

I=25 49,714 % 47,770 % 67,914 % 49,049 % 58,049 %

I=50 49,766 % 47,879 % 68,387 % 49,326 % 56,754 %

2 variables

I=2 43,421 % 42,130 % 53,669 % 39,455 % 49,573 %

I=5 44,595 % 42,727 % 54,684 % 40,022 % 53,156 %

I=10 45,618 % 42,668 % 56,198 % 42,858 % 54,382 %

I=25 45,634 % 42,745 % 55,891 % 45,216 % 53,425 %

I=50 45,801 % 43,000 % 56,022 % 45,810 % 54,071 %

10 variables

I=2 39,667 % 39,051 % 48,066 % 38,002 % 46,520 %

I=5 42,638 % 41,305 % 52,304 % 38,565 % 49,131 %

I=10 43,915 % 41,538 % 53,792 % 40,483 % 54,084 %

I=25 45,059 % 42,405 % 55,944 % 43,729 % 54,012 %

I=50 44,863 % 42,225 % 55,599 % 45,822 % 53,981 %

50 variables

I=2 36,533 % 36,533 % 43,959 % 37,085 % 41,188 %

I=5 35,584 % 35,584 % 42,864 % 36,957 % 41,222 %

I=10 38,085 % 37,899 % 46,166 % 37,718 % 42,804 %

I=25 40,834 % 39,408 % 49,858 % 40,609 % 43,757 %

I=50 41,637 % 39,806 % 50,935 % 45,459 % 43,624 %

100 variables

I=2 34,049 % 34,049 % 40,534 % 34,633 % 37,810 %

I=5 34,115 % 34,115 % 40,286 % 35,151 % 39,205 %

I=10 32,037 % 32,037 % 38,313 % 34,116 % 37,001 %

I=25 35,920 % 35,917 % 43,392 % 37,882 % 42,392 %

I=50 37,006 % 36,483 % 44,602 % 42,283 % 42,936 %

Tabla A.10: Error cuadratico medio(RMSE) respecto al número de variables para los métodos GLMlogit,
LMM, LDA, CART y LSVM
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GLMlogit LMM CART LDA LSVM

1 variable

I=2 0,0295 0,11014 0,0315 0,02746 0,2918

I=5 0,06334 0,1715 0,06744 0,06 1,6657

I=10 0,12046 0,27056 0,13082 0,11406 6,3878

I=25 0,28472 0,60878 0,32372 0,29316 39,2177

I=50 0,552 1,10248 0,65072 0,5721 177,6148

2 variables

I=2 0,03778 0,10368 0,04382 0,0286 0,2327

I=5 0,08518 0,16254 0,09218 0,06292 1,4938

I=10 0,17014 0,27684 0,1813 0,12406 5,5823

I=25 0,3822 0,56252 0,45488 0,30414 31,7275

I=50 0,72612 1,0511 0,94908 0,59702 131,3565

10 variables

I=2 0,05298 0,14178 0,05928 0,04968 1,3513

I=5 0,11872 0,21936 0,12834 0,12398 5,8608

I=10 0,19658 0,38734 0,24694 0,26006 16,1669

I=25 0,43192 0,73794 0,57226 0,86124 83,9742

I=50 0,84538 1,35344 1,1123 1,39646 494,2334

50 variables

I=2 0,16944 0,18062 0,13644 0,15388 1,1054

I=5 0,32096 0,51194 0,2813 0,40492 11,7604

I=10 0,52172 0,89174 0,51536 1,20508 431,8181

I=25 1,17224 1,8861 1,19688 2,21452 1113,6922

I=50 2,24336 3,63972 2,51214 4,933 3094,4282

100 variables

I=2 0,47136 0,2678 0,26724 0,29336 1,517

I=5 0,89908 0,63 0,52936 0,74004 10,0025

I=10 1,5527 2,01388 1,03634 1,63754 84,5579

I=25 3,63716 4,43372 2,28854 4,40286 2331,9372

I=50 6,97114 8,79636 4,69012 9,47974 6310,9878

Tabla A.11: Tiempo total respecto al número de variables para los métodos GLMlogit, LMM, LDA,
CART y LSVM



A.3. Res´

Descripción Tipo de Variable

Datos adicionales de la vivienda en la que tiene su domicilio habitual: Titularidad
(Clave)

Categórica

Datos adicionales de la vivienda en la que tiene su domicilio habitual: % partici-
pación primer declarante

Numérica (en %)

Datos adicionales de la vivienda en la que tiene su domicilio habitual: % partici-
pación cónyuge

Numérica (en %)

Código postal Categórica

Tipo de declaración Categórica

Ejercicio de nacimiento del cónyuge Numérica

Ejercicio de nacimiento del declarante Numérica

Estado civil del declarante Categórica

Factor de elevación de la muestra Categórica

Modelo de declaración Categórica

Grado de minusvaĺıa del cónyuge Categórica

Grado de minusvaĺıa del declarante Categórica

Número de ascendientes Numérica

Número de ascendientes sin minusvaĺıa Numérica

Número de ascendientes con minusvaĺıa ≥ 33 y < 65 % sin movilidad reducida Numérica

Número de ascendientes con minusvaĺıa ≥ 33 y < 65 % con movilidad reducida Numérica

Número de descendientes con minusvaĺıa ≥ 65 % Numérica

Número total de descendientes Numérica

Número de descendientes < 3 años Numérica

Número de descendientes ≥ 16 y < 18 años Numérica

Número de descendientes ≥ 18 y < 25 años Numérica

Número de descendientes ≥ 3 y < 16 años Numérica

Número de descendientes con edad desconocida Numérica

Número de descendientes ≥ 65 años Numérica

Número de descendientes sin minusvaĺıa Numérica

Número de descendientes con minusvaĺıa ≥ 33 y < 65 % sin movilidad reducida Numérica

Número de descendientes con minusvaĺıa ≥ 33 y < 65 % con movilidad reducida Numérica

Número de descendientes con minusvaĺıa ≥ 65 % Numérica

Número de ascendientes con minusvaĺıa Numérica

Número de descendientes con minusvaĺıa Numérica

Número de ascendientes > 65 años Numérica

Número de ascendientes > 75 años Numérica

Rendimientos del Trabajo. Ingresos ı́ntegros. Dinerarios Numérica (Dineraria)

Rendimientos del Trabajo. Cuotas satisfechas a sindicatos. Numérica (Dineraria)

Tipo de actividad/es realizada/s: Clave indicativa Categórica

Continúa en la página siguiente...
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Descripción Tipo de Variable

Rendimientos de actividades económicas en régimen de E.D.: eṕıgrafe IAE Categórica

Modalidad aplicable para la determinación del rendimiento neto Categórica

Rendimientos del Trabajo. Cuotas satisfechas a colegios
profesionales.

Numérica (Dineraria)

Rendimientos del Trabajo. Gastos defensa juŕıdica Numérica (Dineraria)

Rendimientos del Trabajo. Total gastos deducibles. Numérica (Dineraria)

Rendimientos del Trabajo. Rendimiento neto. Numérica (Dineraria)

Rendimientos de actividades económicas en estimación directa. Rendimiento neto
reducido.

Numérica (Dineraria)

Rendimientos del Trabajo. Reducción rendimientos Copa America 2007. Numérica (Dineraria)

Rendimientos de actividades económicas excepto agŕıcolas en régimen E.O.:
eṕıgrafe IAE

Numérica (Dineraria)

Rendimientos de actividades económicas (excepto agŕıcolas, ganaderas y foresta-
les) en estimación objetiva. Rendimiento neto reducido.

Numérica (Dineraria)

Rendimientos de actividades agŕıcolas, ganaderas y forestales en estimación ob-
jetiva. Rendimiento neto reducido.

Numérica (Dineraria)

Rendimientos del Trabajo. Rendimiento neto reducido. Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Ingresos ı́ntegros. Intereses de cuentas Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Ingresos ı́ntegros. Intereses de activos Numérica (Dineraria)

Régimen de atribución de rentas. Rendimientos capital mobiliario. Numérica (Dineraria)

Régimen de atribución de rentas. Rendimientos capital inmobiliario. Numérica (Dineraria)

Régimen de atribución de rentas. Rendimientos actividades económicas. Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Ingresos ı́ntegros. Dividendos Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Ingresos ı́ntegros. Letras Numérica (Dineraria)

Imputaciones de agrupaciones de interés económico y uniones temporales de em-
presas. Imputación de bases imponibles y deducciones.

Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Ingresos ı́ntegros. Otros activos Numérica (Dineraria)

Imputaciones de rentas positivas en el régimen de transparencia fiscal internacio-
nal.

Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Ingresos ı́ntegros. Contratos de seguro Numérica (Dineraria)

Imputación de rentas por la cesión de derechos de imagen. Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Ingresos ı́ntegros. Otros rendimientos Numérica (Dineraria)

Imputación de rentas derivadas participación Instituciones Inversión Colectiva en
paráısos fiscales

Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Ingresos ı́ntegros. Total Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Gastos deducibles. Gastos de administración Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Gastos deducibles. Otros gastos Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Gastos deducibles. Total Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Rendimiento neto Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Reducciones Art. 24.2 y 94 de la Ley del
Impuesto.

Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Reducciones Disp.Transitoria 5. Numérica (Dineraria)

Rendimientos del Capital Mobiliario. Rendimiento Neto Reducido. Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 1: Contribuyente titular Categórica

Continúa en la página siguiente...



Descripción Tipo de Variable

Identificación de inmuebles urbanos, inmueble 1: Titularidad ( %) Numérica (en %)

Identificación de inmuebles urbanos, inmueble 1: Uso Categórica

Identificación de inmuebles urbanos, inmueble 1: Renta imputada. Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 2: Contribuyente titular Categórica

Ganancias y pérdidas patrimoniales. Suma de ganancias patrimoniales (parte ge-
neral)

Numérica (Dineraria)

Ganancias y pérdidas patrimoniales. Suma de pérdidas patrimoniales (parte ge-
neral)

Numérica (Dineraria)

Ganancias y pérdidas patrimoniales. Suma de ganancias patrimoniales (parte es-
pecial)

Numérica (Dineraria)

Ganancias y pérdidas patrimoniales. Suma de pérdidas patrimoniales (parte es-
pecial)

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 2: Titularidad ( %) Numérica (Dineraria)

Renta del peŕıodo. Saldo neto positivo de ganancias y pérdidas patrimoniales
imputables a 2005 a integrar en la Parte General de la Base Imponible.

Numérica (Dineraria)

Renta del peŕıodo. Saldo neto negativo de ganancias y pérdidas patrimoniales de
2001 a 2004 a integrar en la Parte General de la Base Imponible.

Numérica (Dineraria)

Renta del peŕıodo. Saldo neto de rendimientos e imputaciones de rentas. Numérica (Dineraria)

Renta del peŕıodo. Compensaciones. Resto saldo neto negativo de ganancias y
perdidas patrimoniales 2001 a 2004 a integrar en la Parte General de la Base
Imponible.

Numérica (Dineraria)

Renta del peŕıodo. Compensaciones. Saldo neto negativo de ganancias y pérdidas
patrimoniales imputables 2005 a integrar en la Parte General de la Base Imponi-
ble.

Numérica (Dineraria)

Renta del peŕıodo. Parte general de la renta del peŕıodo Numérica (Dineraria)

Renta del peŕıodo. Saldo neto positivo de ganancias y pérdidas patrimoniales
imputables a 2005 integrar en la Parte Especial de la Base Imponible.

Numérica (Dineraria)

Renta del peŕıodo. Saldo neto negativo de ganancias y pérdidas patrimoniales de
2001 a 2004 a integrar en la Parte Especial de la Base Imponible.

Numérica (Dineraria)

Renta del peŕıodo. Parte especial de la renta del peŕıodo. Numérica (Dineraria)

Base imponible. Mı́nimo personal y familiar. Numérica (Dineraria)

Base imponible. Mı́nimo personal y familiar aplicado a la parte general de la base
imponible.

Numérica (Dineraria)

Base imponible. Parte general de la Base Imponible. Numérica (Dineraria)

Base imponible. Resto del mı́nimo personal y familiar: Importe no aplicado en la
minoración de la base imponible general.

Numérica (Dineraria)

Base imponible. Parte especial de la Base Imponible. Numérica (Dineraria)

Reducciones de la base imponible. Reducción por rendimientos del trabajo. Numérica (Dineraria)

Reducciones de la base imponible. Reducción por prolongación de la actividad
laboral.

Numérica (Dineraria)

Reducciones de la base imponible. Reducción por movilidad geogrfica. Numérica (Dineraria)

Reducciones de la base imponible. Reducción por cuidado de hijos. Numérica (Dineraria)

Reducciones de la base imponible. Reducción por edad. Numérica (Dineraria)

Reducciones de la base imponible. Reducción por asistencia. Numérica (Dineraria)

Reducciones de la base imponible. Reducción por discapacidad del contribuyente. Numérica (Dineraria)

Reducciones de la base imponible. Reducción por discapacidad de ascendientes o
descendientes.

Numérica (Dineraria)

Continúa en la página siguiente...

A.3. Resúmenes numéricos del capitulo 5 155
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Descripción Tipo de Variable

Reducciones de la base imponible. Reducción por discapacidad de trabajadores
activos.

Numérica (Dineraria)

Reducciones de la base imponible. Reducción por gastos de asistencia de los dis-
capacitados.

Numérica (Dineraria)

Rendimientos del Trabajo. Ingresos ı́ntegros. En especie. Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 2: Uso Categórica

Reducciones de la base imponible. Suma de reducciones por circunstancias labo-
rales, personales y familiares.

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 2: Renta imputada. Numérica (Dineraria)

Reducciones de la base imponible. Reducciones por aportaciones a los patrimonios
protegidos de personas con discapacidad.

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 3: Contribuyente titular Categórica

Identificación de inmuebles urbanos, inmueble 3: Titularidad ( %) Numérica (en %)

Reducciones de la base imponible. Reducciones por aportaciones a Planes de Pen-
siones y a Mutualidades de Previsión Social. Régimen general

Numérica (Dineraria)

Reducciones de la base imponible. Reducciones por aportaciones a Planes de Pen-
siones y a Mutualidades de Previsión Social del cónyuge.

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 3: Uso Categórica

Identificación de inmuebles urbanos, inmueble 3: Renta imputada. Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 4: Contribuyente titular Categórica

Reducciones de la base imponible. Reducciones por aportaciones a Planes de Pen-
siones y Mutualidades de Previsión Social a favor de minusvlidos.

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 4: Titularidad ( %) Numérica (en %)

Rendimientos del Trabajo. Contribuciones empresariales a Planes de Pensiones y
a Mutualidades de Previsión social.

Numérica (Dineraria)

Reducciones de la base imponible. Reducción por pensiones compensatorias al
cónyuge y anualidades por alimentos.

Numérica (Dineraria)

Reducciones de la base imponible. Reducciones por aportaciones a Mutualidades
de Previsión Social de deportistas profesionales o de alto nivel.

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 4: Uso Categórica

Base liquidable. Base liquidable general. Numérica (Dineraria)

Base liquidable. Compensación de bases liquidables generales negativas de 2001
a 2004.

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 4: Renta imputada. Numérica (Dineraria)

Base liquidable. Base liquidable general sometida a gravamen. Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 5: Contribuyente titular Categórica

Base liquidable. Base liquidable especial. Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 5: Titularidad ( %) Numérica (en %)

Rentas exentas del IRPF., excepto para determinar el tipo de gravamen aplicable
a las dems rentas.

Numérica (Dineraria)

Anualidades por alimentos en favor de los hijos satisfechas por resolución judicial. Numérica (Dineraria)

Cuota ı́ntegra. Cuota estatal correspondiente a la base liquidable general Numérica (Dineraria)

Cuota ı́ntegra. Cuota autonómica o complementaria correspondiente a la base
liquidable general

Numérica (Dineraria)

Cuota ı́ntegra. Cuota estatal correspondiente a la base liquidable especial Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 5: Uso Categórica
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Descripción Tipo de Variable

Cuota ı́ntegra. Cuota autonómica o complementaria correspondiente a la base
liquidable especial

Numérica (Dineraria)

Cuota ı́ntegra. Cuota ı́ntegra estatal. Numérica (Dineraria)

Cuota ı́ntegra. Cuota ı́ntegra autonómica o complementaria. Numérica (Dineraria)

Deducciones. Por inversiones o gastos en bienes de interés cultural parte estatal. Numérica (Dineraria)

Deducciones. Por inversiones o gastos en bienes de interés cultural parte au-
tonómica.

Numérica (Dineraria)

Deducciones. Por cantidades o bienes donados a determinadas entidades parte
estatal.

Numérica (Dineraria)

Deducciones. Por cantidades o bienes donados a determinadas entidades parte
autonómica.

Numérica (Dineraria)

Deducciones. Por adquisición o rehabilitación de la vivienda habitual, con finan-
ciación ajena, parte estatal.

Numérica (Dineraria)

Deducciones. Por adquisición o rehabilitación de la vivienda habitual, con finan-
ciación ajena, parte autonómica.

Numérica (Dineraria)

Deducciones. Por adquisición o rehabilitación de vivienda habitual, sin financia-
ción ajena, parte estatal.

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 5: Renta imputada. Numérica (Dineraria)

Deducciones. Por adquisición o rehabilitación de vivienda habitual sin financia-
ción ajena, parte autonómica.

Numérica (Dineraria)

Deducciones. Por construcción o ampliación de la vivienda habitual, parte estatal. Numérica (Dineraria)

Deducciones. Por construcción o ampliación de la vivienda habitual, parte au-
tonómica.

Numérica (Dineraria)

Deducciones. Por cantidades depositadas en cuenta vivienda, parte estatal. Numérica (Dineraria)

Deducciones. Por cantidades depositadas en cuentas vivienda, parte autonómica. Numérica (Dineraria)

Deducciones. Por adecuación de la vivienda habitual de minusvlido, con financia-
ción ajena, parte estatal.

Numérica (Dineraria)

Deducciones. Por adecuación de la vivienda habitual de minusvlido, con financia-
ción ajena, parte autonómica.

Numérica (Dineraria)

Deducciones. Por adecuación de la vivienda habitual de minusvlido, sin financia-
ción ajena, parte estatal.

Numérica (Dineraria)

Deducciones. Por adecuación de la vivienda habitual de minusvlido, sin financia-
ción ajena, parte autonómica.

Numérica (Dineraria)

Deducciones. Por incentivos y est́ımulos a la inversión empresarial, parte estatal. Numérica (Dineraria)

Rendimientos del Trabajo. Aportaciones al patrimonio protegido de las personas
con discapacidad.

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 6: Contribuyente titular Categórica

Deducciones. Por incentivos y est́ımulos a la inversión empresarial, parte au-
tonómica.

Numérica (Dineraria)

Deducciones. Por dotaciones a la Reserva para Inversiones en Canarias, parte
estatal.

Numérica (Dineraria)

Deducciones. Por dotaciones a la Reserva para Inversiones en Canarias, parte
autonómica.

Numérica (Dineraria)

Deducciones. Por rendimientos derivados de la venta bienes corporales producidos
en Canarias, parte estatal.

Numérica (Dineraria)

Deducciones. Por rendimientos derivados de la venta bienes corporales producidos
en Canarias, parte autonómica.

Numérica (Dineraria)

Deducciones. Por rentas obtenidas en Ceuta y Melilla parte estatal. Numérica (Dineraria)

Deducciones. Por rentas obtenidas en Ceuta y Melilla parte autonómica. Numérica (Dineraria)

Continúa en la página siguiente...
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Descripción Tipo de Variable

Deducciones. Por cantidades depositadas en cuentas ahorro-empresa parte estatal. Numérica (Dineraria)

Deducciones. Por cantidades depositadas en cuentas ahorro-empresa parte au-
tonómica.

Numérica (Dineraria)

Deducciones. Suma de deducciones autonómicas. Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 6: Titularidad ( %) Numérica (en %)

Cuota ĺıquida. Cuota ĺıquida estatal. Numérica (Dineraria)

Cuota ĺıquida. Cuota ĺıquida autonómica. Numérica (Dineraria)

Cuota ĺıquida. Importe de las deducciones de 1996 y ejercicios anteriores a las
que se ha perdido el derecho.

Numérica (Dineraria)

Cuota ĺıquida. Intereses demora de deducciones de 1996 y ejercicios anteriores a
las que se ha perdido el derecho.

Numérica (Dineraria)

Cuota ĺıquida. 85 % del importe de las deducciones generales de 1997 a 2004 a las
que se ha perdido el derecho.

Numérica (Dineraria)

Cuota ĺıquida. Intereses demora de deducciones generales de 1997 a 2004 a las
que se ha perdido el derecho.

Numérica (Dineraria)

Cuota ĺıquida. 15 % del importe de las deducciones generales 1997 a 2004 a las
que se ha perdido el derecho.

Numérica (Dineraria)

Cuota ĺıquida. Intereses de demora de deducciones generales de 1997 a 2004 a las
que se ha perdido el derecho.

Numérica (Dineraria)

Cuota ĺıquida. Importe de las deducciones autonómicas de 1998 a 2004 a las que
se ha perdido el derecho.

Numérica (Dineraria)

Cuota ĺıquida. Intereses demora de deducciones autonómicas de 1998 a 2004 a las
que se ha perdido el derecho.

Numérica (Dineraria)

Cuota ĺıquida. Cuota ĺıquida estatal incrementada. Numérica (Dineraria)

Cuota ĺıquida. Cuota ĺıquida autonómica incrementada. Numérica (Dineraria)

Cuota ĺıquida. Cuota ĺıquida incrementada total. Numérica (Dineraria)

Deducción doble imposición ejercicio 2005 Numérica (Dineraria)

Deducción por doble imposición de dividendos: importe que se aplica en esta
declaración.

Numérica (Dineraria)

Deducción por doble imposición internacional, por las rentas obtenidas y gravadas
en el extranjero.

Numérica (Dineraria)

Deducción por doble imposición internacional en los supuestos de aplicación del
régimen de transparencia fiscal internacional.

Numérica (Dineraria)

Deducción por doble imposición en los supuestos de aplicaciones del régimen de
imputación de rentas derivadas de la cesión de derechos de imagen.

Numérica (Dineraria)

Compensación fiscal a los contribuyentes arrendatarios de su vivienda habitual. Numérica (Dineraria)

Compensación fiscal por deducción en la adquisición de la vivienda habitual. Numérica (Dineraria)

Retenciones deducibles correspondientes a rendimientos bonificados. Numérica (Dineraria)

Cuota resultante de la autoliquidación. Numérica (Dineraria)

Retenciones e ingresos a cuenta. Por rendimientos del trabajo. Numérica (Dineraria)

Retenciones e ingresos a cuenta. Por rendimientos del capital mobiliario. Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 6: Uso Categórica

Retenciones e ingresos a cuenta. Por arrendamientos de inmuebles urbanos. Numérica (Dineraria)

Retenciones e ingresos a cuenta. Por rendimientos de actividades económicas. Numérica (Dineraria)

Pagos fraccionados realizados por actividades económicas. Numérica (Dineraria)
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Descripción Tipo de Variable

Retenciones e ingresos a cuenta atribuidos. Por aplicación del régimen especial de
atribución de rentas.

Numérica (Dineraria)

Retenciones e ingresos a cuenta imputados. Por imputación de las agrupaciones
de interés económico y uniones temporales de empresas.

Numérica (Dineraria)

Ingresos a cuenta. Por imputaciones de rentas derivadas de la cesión de derechos
de imagen.

Numérica (Dineraria)

Suma de retenciones e ingresos a cuenta por ganancias patrimoniales. Numérica (Dineraria)

Importe deducible por bonificaciones otorgadas conforme al programa PREVER. Numérica (Dineraria)

Cuotas del IRNR de contribuyentes que han adquirido dicha condición por cambio
de residencia.

Numérica (Dineraria)

Retenciones a cuenta efectivamente practicadas en virtud del art́ıculo 11 de la
Directiva 2003/48/CE del Consejo, de 3 de junio de 2003

Numérica (Dineraria)

Identificación de inmuebles urbanos, inmueble 6: Renta imputada. Numérica (Dineraria)

Total pagos a cuenta. Numérica (Dineraria)

Cuota diferencial. Numérica (Dineraria)

Deducción por maternidad: importe de la deducción. Numérica (Dineraria)

Deducción por maternidad: importe del abono anticipado de la deducción por
maternidad.

Numérica (Dineraria)

Devoluciones acordadas por la Administración por tramitación de la solicitud de
devolución (modelo 104) correspondientes a 2005.

Numérica (Dineraria)

Resultado de la declaración. Numérica (Dineraria)

Identificación de inmuebles urbanos e imputación, si procede, de rentas inmobi-
liarias. Total rentas imputadas

Numérica (Dineraria)

Rendimientos del Trabajo. Reducciones (Art. 17, apartados 2 y 3 y 94 de la Ley
del Impuesto).

Numérica (Dineraria)

Rendimientos del Capital Inmobiliario. Ingresos ı́ntegros. Numérica (Dineraria)

Partidas del modelo de IRPF de 2005 (DEDUCCIONES AUTONÓMICAS). Numérica (Dineraria)

Rendimientos del Capital Inmobiliario. Gastos deducibles. Numérica (Dineraria)

Rendimientos del Capital Inmobiliario. Rendimiento neto. Numérica (Dineraria)

Rendimientos del Capital Inmobiliario. Reducciones Art́ıculo 21.2. Numérica (Dineraria)

Rendimientos del Capital Inmobiliario. Reducciones Art́ıculo 21.3. Numérica (Dineraria)

Rendimientos del Capital Inmobiliario. Rendimiento mı́nimo computable en caso
de parentesco.

Numérica (Dineraria)

Rendimientos del Trabajo. Cotizaciones Seguridad Social o a Mutualidades Gene-
rales de Funcionarios, detracciones por derechos pasivos y cotizaciones a Colegios
de Huérfanos o entidades similares.

Numérica (Dineraria)

Rendimientos del Capital Inmobiliario. Rendimiento Neto Reducido. Numérica (Dineraria)

Provincia Categórica

Variable de renta utilizada para el muestreo Numérica (Dineraria)

Sexo del declarante Categórica

Tramo de renta desagregado Categórica

Tramo de renta agregado Categórica

Tabla A.12: Variables Iniciales de la muestra
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A.4. Res´ ericos de la prueba de ajuste de las betas

Variables
GLMlogit LMM

Sesgo EMSE Sesgo EMSE

prov0 0.000000 0.000000 -24.590463 604.714815
prov2 0.127432 0.016245 -24.244646 587.826930
prov3 0.200004 0.040007 -24.147729 583.136841
prov4 0.093800 0.008805 -24.295241 590.282647
prov5 0.053952 0.002917 -24.334685 592.201016
prov6 0.119314 0.014242 -24.253886 588.274965
prov7 0.119314 0.014242 -24.251793 588.173361
prov8 0.196257 0.038521 -24.150389 583.265278
prov9 0.121754 0.014831 -24.248243 588.001340
prov10 0.121902 0.014865 -24.248457 588.011619
prov11 0.155499 0.024186 -24.204084 585.861579
prov12 0.136754 0.018707 -24.230664 587.149030
prov13 0.134587 0.018119 -24.234443 587.332198
prov14 0.129816 0.016858 -24.239827 587.593265
prov15 0.165099 0.027263 -24.192270 585.289983
prov16 0.063514 0.004040 -24.326232 591.789596
prov17 0.127829 0.016346 -24.239693 587.586730
prov18 0.165720 0.027469 -24.193563 585.352581
prov19 0.068391 0.004684 -24.321907 591.579113
prov21 0.095350 0.009099 -24.284243 589.748584
prov22 0.060478 0.003663 -24.331459 592.043830
prov23 0.144174 0.020791 -24.222495 586.753302
prov24 0.106103 0.011264 -24.265320 588.829833
prov25 0.124539 0.015517 -24.247237 587.952414
prov26 0.092335 0.008532 -24.286837 589.874488
prov27 0.112917 0.012756 -24.266076 588.866440
prov28 0.212599 0.045203 -24.126943 582.133387
prov29 0.147052 0.021630 -24.218388 586.554345
prov30 0.156140 0.024385 -24.205734 585.941508
prov32 0.107109 0.011478 -24.267105 588.916421
prov33 0.158024 0.024977 -24.200726 585.699170
prov34 0.061035 0.003733 -24.331883 592.064478
prov35 0.118816 0.014123 -24.250964 588.133119
prov36 0.119763 0.014349 -24.250590 588.115132
prov37 0.077422 0.006000 -24.307952 590.900564
prov38 0.109280 0.011948 -24.264870 588.807856
prov39 0.082229 0.006768 -24.303645 590.691310
prov40 0.024503 0.000608 -24.374748 594.152382
prov41 0.163370 0.026694 -24.193331 585.341230
prov42 0.033279 0.001115 -24.359121 593.390758
prov43 0.157404 0.024782 -24.201109 585.717597
prov44 0.034044 0.001165 -24.360325 593.449386
prov45 0.151155 0.022854 -24.212939 586.290358
prov46 0.192198 0.036945 -24.154563 583.466878
prov47 0.122297 0.014962 -24.245953 587.890300
prov49 0.056252 0.003171 -24.330750 592.009392
prov50 0.186911 0.034941 -24.162966 583.872948
prov51 -0.100356 0.010080 -24.569280 603.673367
prov99 -0.034226 0.001190 -24.415240 596.127966
estcv2 -0.135019 0.018231 -0.193430 0.037416
estcv3 -0.139069 0.019341 -0.184472 0.034031
estcv4 -0.242568 0.058840 -0.271457 0.073690

actividad11 -0.780320 0.608900 -0.875912 0.767224
actividad12 -0.547142 0.299365 -0.697653 0.486723
actividad14 -0.794609 0.631409 -0.910497 0.829021
actividad21 -0.288490 0.083228 -0.111275 0.012385
actividad22 0.007672 0.000061 0.163497 0.026737
actividad24 -0.342680 0.117438 -0.209269 0.043813

titularviviendahabitual2 -0.431430 0.186134 -0.412899 0.170488
titularviviendahabitual3 -0.748620 0.560433 -0.684713 0.468834
titularviviendahabitual4 -0.598454 0.358149 -0.538753 0.290256
titularviviendahabitual9 -0.503405 0.253418 -0.438249 0.192065

portitularviviendahabitual 0.007641 0.000058 0.007096 0.000050
porconyugetitularviviendahabitual 0.003473 0.000012 0.003284 0.000011

dedviviendatotal 0.001054 0.000001 0.001111 0.000001
inmuebletitular11 -0.102033 0.010412 -0.129540 0.016784
inmuebletitular12 0.032926 0.001085 0.015273 0.000234
inmuebletitular13 -0.488870 0.238995 -0.484634 0.234872
inmuebletitular14 -0.962717 0.927308 -1.167948 1.368567
inmuebletitular21 -0.178474 0.031854 -0.242483 0.058800
inmuebletitular22 -0.090973 0.008276 -0.160874 0.025881
inmuebletitular23 -0.617462 0.381260 -0.670723 0.449871
inmuebletitular24 -0.663164 0.439823 -0.622220 0.387401
inmuebletitular31 -0.192452 0.037041 -0.259932 0.067572
inmuebletitular32 -0.137940 0.019028 -0.228294 0.052119
inmuebletitular33 -0.613656 0.376575 -0.671624 0.451082
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GLMlogit LMM

Sesgo EMSE Sesgo EMSE
inmuebletitular34 -1.033005 1.067250 -1.021840 1.044694
inmuebletitular41 -0.179659 0.032281 -0.247273 0.061153
inmuebletitular42 -0.129150 0.016681 -0.218551 0.047767
inmuebletitular43 -0.635837 0.404290 -0.693387 0.480789
inmuebletitular44 -0.515569 0.265846 -0.502472 0.252498
inmuebletitular51 -0.335161 0.112340 -0.504510 0.254548
inmuebletitular52 -0.242905 0.059004 -0.410175 0.168249
inmuebletitular53 -0.706227 0.498760 -0.827007 0.683947
inmuebletitular54 -1.004788 1.009608 -1.279193 1.636850
inmuebletitular61 -0.077660 0.006040 -0.068341 0.004693
inmuebletitular62 -0.071952 0.005178 -0.119955 0.014392
inmuebletitular63 -0.547212 0.299445 -0.529851 0.280748
inmuebletitular64 -0.898685 0.807659 -1.224245 1.500001

rentatotalinmuebles 0.000962 0.000001 0.000957 0.000001
RentaFamiliar 0.001097 0.000001 0.001097 0.000001

ninmuebles 0.185095 0.034260 0.253318 0.064170
numfam -0.081169 0.006588 -0.071801 0.005155
edad2 -0.047309 0.002239 -0.066099 0.004370
edad3 0.031890 0.001017 0.083525 0.006977
edad4 0.051270 0.002629 0.158406 0.025094
edad5 -1.320745 1.744367 -1.131937 1.281283
edad6 -8.641781 74.680376 -8.467226 71.693919
edad7 -0.344571 0.118739 -0.338688 0.114720

BIECorrector1 -0.298987 0.089395 -0.407100 0.165736
pormedtitularidad 0.007336 0.000054 0.006228 0.000039
ImportePrestamo -0.000002 0.000000 0.000000 0.000000
RentaCorrectora1 -2.045114 4.182490 -2.017503 4.070320

Year -0.001133 0.000001 0.010868 0.000118
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A.5. Resúmenes numéricos de las correlaciones del analisis de

componentes principales
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Dim.1 Dim.2 Dim.3 Dim.4 Dim.5 Dim.6 Dim.7 Dim.8 Dim.9 Dim.10 Dim.11 Dim.12 Dim.13 Dim.14 Dim.15 Dim.16

estcv2 0,2363 0,4061 -0,4900 -0,0086 0,1980 -0,0568 0,0438 -0,5202 0,0834 -0,0085 -0,0857 -0,0040 0,0225 -0,0623 0,0801 -0,0210
estcv3 0,0538 -0,2496 0,3700 0,0039 -0,0032 -0,0505 -0,3708 0,1855 0,1835 0,3085 -0,0518 -0,0119 0,1061 0,1284 0,1388 0,0321
estcv4 -0,0150 -0,1315 0,0576 0,0152 -0,2173 0,0670 -0,0458 0,4245 -0,0759 -0,1678 0,2066 -0,0982 -0,0041 -0,0484 -0,4054 0,2029
act11 0,0160 0,0943 -0,0606 0,0139 -0,1408 0,1706 0,3820 0,1301 0,5918 0,1099 -0,0510 -0,1276 -0,1325 -0,0320 -0,1259 0,0171
act12 0,0913 0,0956 -0,1952 0,0016 -0,1422 -0,1517 0,2671 0,3237 0,2982 0,0400 -0,0451 0,1189 0,1083 -0,0366 0,1997 -0,0524
act14 0,0307 0,0160 0,0023 -0,0029 0,0029 -0,0381 0,0378 0,0128 0,0467 -0,0185 0,0255 0,5870 0,4309 -0,0789 -0,1377 0,0069
act21 0,0745 0,1249 -0,1677 0,0119 -0,2044 0,0466 0,4468 0,3052 0,6566 0,1113 -0,0803 -0,0790 -0,0839 -0,0523 0,0027 -0,0289
act22 0,0408 0,0500 -0,0630 0,0003 -0,0490 -0,0443 0,1210 0,1286 0,1247 0,0277 0,0005 0,1553 0,1376 -0,0083 0,1211 0,0153
act24 0,0100 0,0079 -0,0161 -0,0005 -0,0178 -0,0211 0,0485 0,0438 0,0390 -0,0118 0,0089 0,5964 0,4360 -0,0725 -0,0874 -0,0166
tvh2 0,0334 -0,0714 0,1144 0,0094 -0,0069 -0,0133 -0,1613 0,0531 0,1112 0,2262 -0,0910 -0,0006 0,0861 0,0944 0,0658 0,0676
tvh3 -0,1426 -0,0419 0,0413 -0,0006 -0,0284 0,0314 0,2177 0,0198 -0,1819 -0,0112 0,0565 -0,0226 -0,0181 0,1355 0,0982 0,6656
tvh4 -0,2842 -0,1669 0,3056 -0,0005 -0,0087 0,1134 0,4784 0,0925 -0,0907 -0,1777 0,3027 0,0320 0,0799 0,0630 0,2544 -0,2404
tvh9 -0,1649 -0,0914 0,1847 -0,0101 0,0719 -0,0478 0,0913 -0,0464 -0,1503 -0,0184 0,0023 -0,0672 0,0030 0,0008 -0,1390 -0,1358
ptvh 0,2802 0,0060 -0,1610 0,0094 -0,1406 -0,0780 -0,6077 0,2245 0,1836 0,2149 -0,2394 0,0172 -0,0803 -0,0844 -0,2648 -0,0155
pctvh 0,2628 0,3668 -0,4104 -0,0079 0,1983 -0,0515 -0,0699 -0,4599 0,1416 -0,0390 -0,1463 0,0005 0,0096 -0,0940 0,0070 -0,1137
dvt 0,0723 0,0890 -0,3446 0,0443 -0,3174 0,3141 -0,1906 0,1957 -0,2111 0,1016 -0,1064 0,1025 -0,0912 0,0727 0,0660 -0,1309
it11 0,1341 0,5913 0,1935 -0,0096 -0,0524 -0,0554 -0,0491 -0,0868 0,1340 -0,0844 0,1582 0,1251 -0,1305 0,4672 -0,1055 -0,0448
it12 0,6596 -0,2107 -0,0685 -0,0019 0,0141 0,0173 -0,2327 0,0640 0,1054 -0,2230 0,2631 -0,0528 -0,0105 -0,2117 0,2944 -0,0893
it13 0,0623 0,1540 -0,0722 -0,0005 0,2821 0,1000 0,0166 0,0322 0,0908 -0,0049 0,0030 0,0276 0,0725 -0,0283 0,0489 0,4382
it14 0,0023 0,0013 0,0133 0,5083 0,0135 -0,0183 -0,0051 -0,0062 -0,0005 0,0001 0,0133 0,0044 -0,0041 -0,0016 -0,0087 0,0082
it21 0,1601 0,6439 0,3000 -0,0114 -0,1107 -0,0412 -0,0229 -0,0388 0,0423 -0,0532 0,1092 0,1008 -0,1016 0,3849 -0,1007 -0,0387
it22 0,7433 -0,2612 -0,0023 -0,0044 -0,0518 0,0084 -0,0158 -0,0194 0,0218 -0,1088 0,1280 -0,0428 0,0001 -0,1252 0,1575 -0,0745
it23 0,1411 0,1613 -0,0915 -0,0060 0,4619 0,1581 -0,0202 0,1324 0,0175 -0,0217 0,0214 -0,0033 0,0336 -0,0665 0,0871 0,2168
it24 0,0060 0,0016 0,0217 0,7157 0,0192 -0,0285 0,0050 -0,0122 0,0032 -0,0076 0,0050 -0,0006 0,0011 0,0021 -0,0064 0,0057
it31 0,1698 0,6601 0,3640 -0,0108 -0,1460 -0,0234 0,0069 0,0110 -0,0534 -0,0011 0,0219 0,0288 -0,0298 0,1413 -0,0508 -0,0275
it32 0,7850 -0,2843 0,0443 -0,0063 -0,0351 0,0093 0,1510 -0,0716 -0,0562 0,0299 -0,0084 -0,0290 0,0091 -0,0250 -0,0016 -0,0607
it33 0,1548 0,1568 -0,0502 -0,0015 0,4905 0,1961 0,0104 0,2234 -0,0282 -0,0171 0,0166 0,0069 0,0110 -0,0263 0,0653 0,1489
it34 0,0053 -0,0002 0,0194 0,6674 0,0169 -0,0246 0,0051 -0,0063 0,0068 0,0014 -0,0038 0,0044 -0,0079 -0,0030 0,0056 0,0011
it41 0,1719 0,6422 0,3979 -0,0096 -0,1710 -0,0176 0,0389 0,0518 -0,1361 0,0571 -0,0719 -0,0600 0,0567 -0,1761 0,0275 -0,0016
it42 0,7673 -0,3053 0,0877 -0,0056 -0,0812 -0,0040 0,2366 -0,1435 -0,0884 0,1124 -0,0960 -0,0048 0,0184 0,0626 -0,1046 0,0158
it43 0,1859 0,1420 -0,0536 -0,0044 0,5961 0,2153 0,0504 0,3108 -0,0912 0,0403 -0,0235 -0,0083 -0,0175 0,0145 -0,0184 -0,0667
it44 0,0088 -0,0019 0,0199 0,5965 0,0194 -0,0242 0,0044 -0,0069 0,0034 0,0024 -0,0084 0,0002 -0,0001 0,0006 0,0070 -0,0091
it51 0,1536 0,5763 0,3809 -0,0122 -0,1744 -0,0140 0,0523 0,0698 -0,1698 0,0865 -0,1263 -0,1235 0,1044 -0,3851 0,0851 0,0187
it52 0,7279 -0,2930 0,1059 -0,0096 -0,0728 -0,0017 0,2745 -0,1554 -0,1112 0,1641 -0,1461 0,0039 0,0209 0,1060 -0,1591 0,0490
it53 0,1782 0,1248 -0,0160 -0,0001 0,5061 0,1807 0,0938 0,2891 -0,1243 0,0937 -0,0747 0,0031 -0,0254 0,0746 -0,1311 -0,1806
it54 0,0102 0,0113 0,0333 0,6727 0,0136 -0,0291 0,0068 -0,0117 -0,0053 -0,0045 -0,0061 -0,0028 0,0063 -0,0062 0,0041 0,0002
it61 0,1320 0,4915 0,3358 -0,0031 -0,1553 -0,0117 0,0534 0,0715 -0,1625 0,0898 -0,1360 -0,1306 0,1217 -0,4322 0,1009 0,0244
it62 0,6565 -0,2741 0,1123 -0,0058 -0,1036 -0,0118 0,2630 -0,1699 -0,1024 0,1673 -0,1490 0,0143 0,0208 0,1211 -0,1627 0,0876
it63 0,1786 0,1051 -0,0152 -0,0074 0,5007 0,1742 0,1040 0,2898 -0,1381 0,1136 -0,0904 -0,0097 -0,0307 0,0694 -0,1494 -0,2456
it64 0,0070 0,0018 0,0217 0,7522 0,0290 -0,0275 0,0074 -0,0056 0,0011 -0,0070 -0,0049 0,0041 -0,0075 -0,0045 -0,0035 -0,0056
rti 0,6372 -0,0022 0,1445 -0,0055 -0,0362 0,0232 0,0738 0,0046 -0,0196 0,0227 0,0274 0,0264 -0,0168 0,0779 0,0036 0,0763
rentafam 0,3871 0,1446 -0,5117 0,0259 -0,3141 -0,0883 -0,0939 0,3214 -0,2520 -0,0497 -0,0196 0,0349 -0,0148 0,0957 0,0890 -0,0075
ninmuebles 0,9620 0,0072 0,1366 -0,0009 0,0861 0,0593 0,0851 0,0033 -0,0345 -0,0171 0,0591 -0,0143 -0,0019 0,0055 0,0450 -0,0008
numfam -0,0045 0,4067 -0,5031 0,0214 0,0348 0,0616 0,1554 -0,1945 -0,0523 0,2576 0,1315 -0,0707 0,1059 0,1098 0,0684 0,0789
edad2 -0,2382 -0,0461 -0,0361 0,0041 -0,1070 0,0381 0,2208 0,1011 -0,1991 -0,0130 -0,4272 0,2437 -0,3107 0,1317 0,4149 -0,0011
edad3 -0,0620 0,1153 -0,3509 0,0223 -0,1288 0,0473 0,0644 -0,0351 -0,1411 0,5381 0,6255 -0,0726 0,0395 -0,1404 -0,1486 -0,0280
edad4 0,1488 0,0957 -0,1865 0,0108 -0,0498 -0,0125 -0,0392 0,0649 0,0896 -0,5307 -0,2404 -0,4130 0,5334 0,1737 -0,1757 0,0079
edad5 0,2409 0,0355 0,1131 -0,0173 0,1138 -0,0414 -0,0731 -0,0866 0,1265 -0,2612 -0,0054 0,3672 -0,5131 -0,3418 -0,2650 0,1010
edad6 0,1044 -0,1397 0,3918 -0,0207 0,1997 -0,0530 -0,3729 -0,0855 0,2254 0,3429 -0,0526 -0,0443 0,1644 0,1685 0,2455 -0,0105
edad7 -0,0535 -0,0418 0,0877 -0,0040 0,0190 -0,0176 0,0876 0,0186 -0,0483 -0,0714 0,0927 -0,0344 0,0241 -0,0056 -0,0484 -0,2790
BIECorrector1 0,1473 -0,0559 0,0435 -0,0058 -0,0177 -0,0588 0,0155 0,0039 -0,0004 0,0172 0,0349 0,0333 0,0022 -0,0002 0,0007 0,0800
pormedtit 0,6230 0,1631 0,0807 -0,0029 0,0223 -0,0126 -0,2754 0,0711 0,2289 -0,2441 0,3613 0,0434 -0,0714 0,0849 0,2338 0,0474
IP 0,0177 0,0149 -0,0530 -0,0462 0,2288 -0,9147 0,1141 0,1605 -0,0486 0,0388 0,0246 -0,0430 -0,0445 0,0013 -0,0086 0,0021
RC -0,3949 -0,1426 0,4909 -0,0277 0,2932 0,1007 0,0995 -0,2977 0,2817 0,0318 0,0369 -0,0537 0,0358 -0,1150 -0,0883 -0,0145
Year -0,0173 -0,0145 0,0507 0,0470 -0,2305 0,9179 -0,1162 -0,1589 0,0461 -0,0390 -0,0245 0,0439 0,0439 -0,0012 0,0108 -0,0038

Tabla A.14: Correlaciones de las Dimensiones 1 a la 16 con las variables originales
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Dim.17 Dim.18 Dim.19 Dim.20 Dim.21 Dim.22 Dim.23 Dim.24 Dim.25 Dim.26 Dim.27 Dim.28 Dim.29 Dim.30 Dim.31 Dim.32

estcv2 -0,0259 -0,0746 -0,0435 0,0253 0,0345 -0,0074 0,0030 0,0214 0,0120 -0,0050 -0,0059 0,0195 0,0558 0,0007 0,0318 -0,0136
estcv3 0,0763 -0,0106 -0,0362 0,2281 0,0059 -0,0672 0,0005 -0,0634 -0,2347 0,0260 -0,0311 -0,0768 -0,2436 -0,0102 0,0471 -0,0903
estcv4 -0,0790 0,0132 -0,0677 -0,2383 -0,0581 0,0630 -0,0178 0,0665 0,2801 -0,0253 0,0697 0,1055 0,3632 0,0076 0,1229 -0,1010
act11 -0,2980 0,1067 0,1170 0,0592 0,0600 0,0948 0,2948 -0,1017 -0,2452 0,0120 0,0170 -0,1356 0,1322 0,0010 -0,0127 0,0111
act12 0,4709 -0,2371 -0,0538 -0,1022 -0,0502 -0,1304 -0,3654 0,1248 0,2508 -0,0247 -0,0030 0,0548 -0,0884 0,0000 0,0016 0,0007
act14 -0,2051 0,0142 0,0904 0,0292 -0,0066 0,0483 0,1350 -0,0450 -0,0935 -0,0024 0,0244 0,5793 -0,1276 -0,0058 0,0111 -0,0060
act21 -0,0672 -0,0188 0,1356 0,1205 -0,0133 -0,0924 -0,1741 0,0260 0,0051 -0,0069 0,0145 0,1317 -0,0016 -0,0008 -0,0081 0,0126
act22 0,4827 -0,1940 -0,1991 -0,4078 0,0835 0,2496 0,5207 -0,1098 -0,1813 0,0072 0,0101 -0,0934 0,0691 0,0021 0,0022 0,0023
act24 -0,1806 -0,0160 0,1253 0,0611 -0,0317 -0,0582 -0,1261 0,0495 0,0640 -0,0051 -0,0079 -0,5751 0,1482 0,0067 -0,0182 0,0053
tvh2 0,0827 -0,0223 -0,1209 0,5101 0,0504 0,1823 0,2563 -0,3201 0,5807 -0,0092 0,0353 0,0266 0,1180 0,0035 -0,0307 0,0320
tvh3 -0,0944 -0,5216 0,1195 0,1711 0,0488 -0,0455 0,0820 0,2253 -0,0931 0,0058 -0,0078 0,0063 -0,0010 0,0071 -0,0522 0,0484
tvh4 -0,0369 0,2925 -0,3720 0,0997 -0,0233 -0,0200 -0,0431 -0,0697 -0,0537 0,0107 0,0135 0,0030 0,0029 0,0037 0,0182 -0,0029
tvh9 0,2905 -0,0686 0,7287 -0,0439 0,0108 0,0391 -0,0882 -0,4333 -0,0332 0,0602 0,0135 0,0028 0,0324 -0,0084 0,0490 -0,0327
ptvh -0,0849 0,0905 -0,0336 -0,2222 -0,0272 0,0344 0,0537 0,1514 0,0932 -0,0321 -0,0205 -0,0646 -0,2397 -0,0161 -0,0162 0,0108
pctvh 0,0446 -0,0401 -0,0502 0,0310 0,0277 -0,0178 -0,0292 0,0228 0,0350 -0,0207 0,0104 0,0757 0,3063 0,0143 0,0145 -0,0273
dvt 0,0300 0,1309 0,1137 -0,0217 0,0354 -0,0005 -0,0056 -0,0063 -0,0674 0,0184 0,0046 0,0634 0,1026 0,0391 -0,2026 0,1853
it11 0,0086 -0,0230 0,0097 -0,0291 -0,0173 0,0066 -0,0017 -0,0068 0,0197 -0,1100 0,0669 -0,0097 -0,0271 -0,0108 0,1331 -0,0343
it12 -0,1544 -0,1437 0,1136 -0,0348 -0,0152 0,0378 0,0524 -0,0212 0,0606 0,0507 0,0917 -0,0140 -0,0262 -0,0019 0,0025 0,0274
it13 0,2085 0,4991 0,0592 -0,0322 -0,0658 0,0204 -0,0452 0,0194 0,0231 0,3695 -0,4293 0,0255 0,0496 -0,0040 -0,1352 -0,0090
it14 0,0071 0,0142 0,0003 -0,0760 -0,0289 -0,6261 0,2548 -0,1083 0,0896 0,0084 -0,0128 0,0040 -0,0038 0,3305 0,0616 0,2384
it21 0,0188 -0,0131 0,0020 -0,0269 -0,0221 0,0054 -0,0192 -0,0008 0,0214 -0,0473 -0,0602 -0,0004 -0,0013 0,0040 -0,1138 0,0155
it22 -0,0921 -0,1145 0,0659 -0,0072 -0,0262 0,0270 0,0452 -0,0252 0,0430 -0,0699 -0,2360 0,0125 0,0121 0,0077 -0,1168 0,0014
it23 0,0922 0,2409 0,0577 -0,0155 -0,0390 0,0010 -0,0223 0,0247 -0,0004 0,1887 0,6458 -0,0303 -0,0479 0,0180 0,0663 0,0649
it24 0,0025 0,0092 -0,0013 -0,0427 -0,0152 -0,3071 0,1212 -0,0489 0,0349 0,0120 0,0072 -0,0002 0,0125 -0,2407 -0,0344 -0,0801
it31 0,0108 -0,0139 -0,0099 -0,0142 -0,0168 0,0014 -0,0182 0,0112 0,0160 0,0938 0,0186 0,0024 0,0021 0,0197 -0,2103 0,0645
it32 -0,0385 -0,0728 0,0005 -0,0114 -0,0370 0,0120 0,0199 0,0083 0,0285 0,0845 -0,0186 0,0089 -0,0039 0,0053 -0,1400 -0,0017
it33 0,0590 0,1731 0,0743 -0,0076 -0,0121 0,0006 0,0017 -0,0455 -0,0159 -0,6307 -0,1597 -0,0042 -0,0058 -0,0039 0,0534 0,0326
it34 -0,0032 -0,0002 0,0073 0,0187 0,0081 0,1623 -0,0617 0,0266 -0,0235 0,0051 -0,0073 -0,0006 -0,0040 0,3419 -0,0643 -0,5501
it41 -0,0171 -0,0069 -0,0091 0,0040 -0,0049 -0,0005 0,0024 0,0069 -0,0019 0,0549 -0,0073 0,0068 0,0074 0,0147 -0,0732 0,0447
it42 0,0335 0,0392 -0,0260 -0,0261 -0,0547 -0,0012 -0,0028 0,0206 0,0149 -0,0026 -0,0385 -0,0032 -0,0051 0,0022 0,0259 0,0192
it43 -0,0330 -0,0686 0,0030 0,0091 0,0178 -0,0085 0,0085 -0,0196 -0,0128 -0,2711 0,0960 0,0028 -0,0133 0,0070 -0,3192 -0,0643
it44 -0,0045 -0,0191 -0,0008 0,0671 0,0247 0,5067 -0,2002 0,0826 -0,0570 -0,0079 -0,0005 -0,0051 -0,0295 0,1891 0,0800 0,3902
it51 -0,0350 0,0035 -0,0031 0,0180 0,0030 -0,0041 0,0182 0,0010 -0,0104 -0,0236 0,0228 -0,0049 0,0009 0,0243 0,0025 -0,0280
it52 0,0705 0,0891 -0,0458 -0,0308 -0,0564 -0,0078 -0,0208 0,0311 0,0001 -0,0357 0,1213 -0,0068 -0,0185 0,0121 -0,0762 -0,0046
it53 -0,0745 -0,1888 -0,0706 0,0185 0,0417 0,0006 -0,0012 0,0055 -0,0009 0,1629 -0,3047 0,0016 0,0223 -0,0223 0,3803 0,0768
it54 0,0022 -0,0028 -0,0061 0,0048 0,0010 0,0483 -0,0251 0,0115 -0,0043 0,0002 0,0204 0,0028 0,0283 -0,6215 -0,0386 0,0146
it61 -0,0368 0,0015 -0,0020 0,0160 0,0112 -0,0017 0,0203 -0,0006 -0,0148 -0,0529 -0,0191 -0,0045 0,0034 -0,0329 0,1901 -0,0465
it62 0,0881 0,1348 -0,0427 -0,0267 -0,0443 -0,0079 -0,0274 0,0250 -0,0101 -0,0900 0,0700 -0,0102 -0,0133 -0,0058 0,0938 0,0235
it63 -0,0954 -0,2605 -0,0992 0,0188 0,0304 -0,0173 0,0103 0,0233 -0,0029 0,3674 0,0276 0,0070 -0,0001 0,0010 -0,0971 -0,0622
it64 -0,0022 -0,0085 0,0026 0,0046 0,0076 0,1231 -0,0570 0,0291 -0,0265 -0,0152 -0,0044 0,0017 -0,0031 0,1093 0,0149 0,0807
rti 0,0119 0,0852 0,0302 -0,0089 0,1067 -0,0119 -0,0280 -0,0258 -0,0115 -0,0006 0,0417 -0,0121 -0,0430 -0,0241 0,2833 -0,0726
rentafam 0,0828 0,0447 -0,0121 0,2310 0,0066 -0,0482 -0,0179 -0,0592 -0,1934 0,0092 0,0164 0,0122 0,1134 -0,0083 0,0649 -0,0544
ninmuebles -0,0263 -0,0003 0,0400 -0,0346 -0,0528 0,0179 0,0167 0,0020 0,0400 -0,0017 -0,0062 -0,0035 -0,0137 0,0071 -0,0699 0,0221
numfam -0,0973 0,0323 0,0297 -0,0462 -0,0042 0,0436 0,0708 -0,0158 0,1408 0,0180 0,0041 -0,0589 -0,2580 -0,0214 0,1364 -0,1141
edad2 -0,2619 0,0798 0,1447 -0,2414 -0,0405 0,0866 0,0993 0,0130 0,2457 0,0197 -0,0070 -0,0018 -0,0530 -0,0136 0,0570 -0,0598
edad3 0,0040 -0,0137 -0,0038 -0,0355 -0,0293 0,0191 -0,0154 -0,0339 0,0267 -0,0129 -0,0202 -0,0217 -0,0614 -0,0031 -0,0500 0,0278
edad4 -0,0165 -0,0149 -0,0532 0,0420 0,0239 0,0075 0,0219 -0,0619 -0,0083 0,0007 -0,0124 -0,0471 -0,1556 0,0056 -0,0296 0,0189
edad5 0,2147 -0,0569 -0,1643 0,2596 0,0235 -0,0356 -0,0103 -0,0674 -0,0911 0,0111 0,0041 -0,0308 -0,0743 -0,0061 0,0285 -0,0236
edad6 -0,0101 -0,0243 0,0137 -0,0819 0,0037 -0,0814 -0,1195 0,1475 -0,1635 -0,0133 0,0429 0,1208 0,4043 0,0118 0,0591 -0,0182
edad7 0,2449 0,1734 0,3224 0,2636 0,1991 -0,0002 0,3405 0,6658 0,1113 -0,0146 -0,0077 0,0031 -0,0096 -0,0060 0,0317 -0,0271
BIECorrector1 -0,0718 0,0670 -0,0491 -0,1357 0,9342 -0,0642 -0,1568 -0,0953 0,0634 0,0087 0,0019 0,0040 -0,0237 0,0028 -0,0563 0,0092
pormedtit -0,0883 0,0268 0,1379 -0,0787 -0,0340 0,0401 0,0418 -0,0185 0,0741 0,1194 -0,0312 -0,0175 -0,0546 -0,0117 0,0837 -0,0055
IP -0,0989 0,0771 0,0150 -0,0107 -0,0267 0,0220 0,0447 -0,0105 -0,0129 -0,0031 0,0013 -0,0053 0,0225 0,0087 -0,0464 0,0422
RC -0,0464 -0,0748 0,0272 -0,2250 -0,0465 0,0446 0,0026 0,0611 0,2111 -0,0105 -0,0199 -0,0037 -0,1235 0,0083 -0,0758 0,0593
Year 0,1008 -0,0749 -0,0131 0,0099 0,0247 -0,0225 -0,0451 0,0101 0,0128 0,0028 -0,0001 0,0077 -0,0206 -0,0089 0,0407 -0,0348

Tabla A.15: Correlaciones de las Dimensiones 17 a la 32 con las variables originales
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Dim.33 Dim.34 Dim.35 Dim.36 Dim.37 Dim.38 Dim.39 Dim.40 Dim.41 Dim.42 Dim.43 Dim.44 Dim.45 Dim.46 Dim.47 Dim.48
estcv2 -0,0263 0,0011 -0,0198 0,0275 -0,0007 0,0118 0,0098 0,1821 0,1384 0,0304 0,0106 0,0000 -0,0478 0,3509 -0,0122 0,0033
estcv3 -0,1095 0,0528 0,3058 0,2789 0,0234 0,0175 0,0099 -0,1640 -0,0833 0,0070 0,0046 -0,0004 -0,0163 0,1467 -0,0092 -0,0007
estcv4 -0,1531 0,0420 0,2109 0,1925 0,0151 0,0043 0,0015 0,0267 0,0275 0,0145 0,0042 0,0002 -0,0115 0,0959 -0,0079 -0,0002
act11 0,0009 -0,0169 0,0006 -0,0042 0,0015 0,0021 0,0017 0,0043 0,0071 0,0048 -0,0011 -0,0002 0,0011 0,0001 -0,0247 0,0022
act12 0,0173 0,0150 -0,0069 0,0113 0,0001 0,0025 -0,0024 0,0027 0,0004 -0,0031 0,0015 0,0003 0,0004 0,0045 -0,0411 0,0021
act14 -0,0091 -0,0169 0,0036 -0,0114 -0,0008 0,0025 0,0000 -0,0129 -0,0038 0,0016 0,0021 0,0038 0,0014 -0,0002 -0,0042 -0,0008
act21 0,0121 -0,0150 -0,0059 -0,0122 0,0006 0,0060 0,0034 0,0037 0,0068 0,0038 0,0019 0,0001 -0,0006 0,0023 0,0269 -0,0042
act22 -0,0004 -0,0048 -0,0041 0,0081 0,0010 -0,0031 -0,0002 0,0030 0,0030 0,0014 0,0033 0,0007 0,0002 -0,0006 0,0115 -0,0017
act24 0,0039 0,0128 0,0005 0,0110 0,0012 -0,0033 -0,0007 0,0080 0,0002 -0,0010 -0,0007 -0,0011 0,0004 0,0011 0,0064 0,0004
tvh2 0,0604 -0,0002 -0,0743 -0,0502 -0,0191 -0,0004 0,0043 0,0293 0,0163 0,0015 -0,0010 -0,0010 -0,0011 -0,0019 -0,0004 0,0000
tvh3 0,0917 0,0426 -0,0387 0,0062 0,0013 0,0088 0,0022 0,0076 0,0081 -0,0010 -0,0005 0,0003 -0,0038 0,0104 0,0004 0,0012
tvh4 0,0036 0,0356 0,0143 0,0204 -0,0006 0,0043 0,0060 0,1016 0,0720 0,0075 0,0015 -0,0004 -0,0090 0,0485 -0,0012 0,0015
tvh9 -0,0621 -0,0058 0,0345 -0,0107 -0,0027 0,0104 0,0072 0,0704 0,0527 0,0046 0,0009 0,0002 -0,0062 0,0329 -0,0069 0,0012
ptvh -0,0041 -0,0609 -0,0992 -0,1439 -0,0120 -0,0334 -0,0088 0,0979 0,0404 0,0040 -0,0003 -0,0002 0,0034 0,0212 0,0026 0,0007
pctvh -0,0344 0,0041 0,1039 0,1590 0,0162 0,0233 -0,0020 -0,3120 -0,1889 -0,0224 -0,0036 0,0004 0,0037 -0,1115 0,0009 0,0050
dvt 0,3996 0,3152 -0,0052 0,2881 0,0288 0,0042 -0,0045 0,0743 0,0508 0,0068 0,0002 -0,0033 -0,0020 0,0048 -0,0092 0,0010
it11 0,0407 0,2937 0,0663 -0,1855 -0,0179 -0,0250 -0,0293 0,0281 -0,1510 -0,2177 -0,1179 0,0366 -0,0045 0,0351 0,0077 -0,0162
it12 0,0460 -0,1062 -0,0251 0,0621 0,0009 0,1643 0,0664 -0,0719 0,1170 0,0697 0,0562 -0,0142 -0,0377 -0,0165 -0,0026 -0,0139
it13 -0,0772 0,0650 -0,0349 -0,0474 -0,0074 0,0019 0,0058 -0,0431 0,0034 -0,0245 0,0001 -0,0033 0,0024 0,0140 0,0044 -0,0101
it14 -0,1107 0,0166 -0,0007 -0,0266 0,2443 -0,0382 0,1114 0,0013 -0,0077 -0,0047 0,0033 0,0002 -0,0012 0,0011 0,0001 -0,0002
it21 -0,0082 -0,0392 0,0137 -0,0323 0,0043 -0,0401 0,0062 -0,0948 0,0665 0,3182 0,2882 -0,1285 0,1200 0,0117 0,0016 -0,0381
it22 -0,0265 -0,0125 0,0942 0,0085 0,0085 -0,1666 -0,0685 0,1117 -0,1119 -0,0449 -0,1166 0,0624 0,2999 0,0296 0,0047 -0,1062
it23 0,1578 -0,0896 0,1164 -0,0727 -0,0024 -0,1375 -0,0476 -0,0013 -0,0788 0,0330 0,0114 0,0024 0,0892 0,0282 0,0036 -0,0249
it24 0,0447 -0,0092 0,0022 0,0206 -0,2752 0,1413 -0,4519 -0,0180 0,0438 0,0187 -0,0107 -0,0054 0,0024 -0,0003 0,0020 -0,0009
it31 0,0066 -0,3380 0,0137 0,1350 0,0165 -0,0762 -0,0070 -0,0361 0,1194 0,0621 -0,2489 0,2526 -0,0494 -0,0069 -0,0041 0,0767
it32 -0,0364 0,0781 0,1404 -0,0832 -0,0055 -0,2775 -0,0982 0,0589 -0,0828 -0,0079 0,0926 -0,1033 -0,0860 -0,0101 -0,0110 0,2466
it33 0,0929 -0,1097 0,0378 0,0104 0,0110 0,1451 0,0181 0,1143 -0,1894 0,1420 -0,0310 0,0212 -0,0321 0,0012 -0,0033 0,0800
it34 0,2268 -0,0449 -0,0337 -0,0311 0,2038 0,0015 -0,0056 0,0017 0,0133 -0,0055 0,0005 -0,0034 0,0011 -0,0009 0,0001 0,0033
it41 0,0291 -0,2414 0,0241 0,1107 0,0066 0,0981 0,0067 0,1470 -0,1260 -0,2229 -0,0322 -0,3368 -0,0473 -0,0035 0,0009 -0,0362
it42 0,0964 0,0000 0,1322 -0,0786 -0,0037 -0,0403 -0,0120 0,0295 -0,0561 0,1120 0,0224 0,0856 -0,2556 -0,0338 0,0041 -0,1158
it43 -0,2437 0,1188 -0,0949 0,0228 -0,0004 -0,1344 -0,0164 -0,1533 0,2479 -0,1817 0,0155 -0,0386 -0,0600 -0,0018 0,0010 -0,0507
it44 -0,1960 0,0389 0,0198 -0,0117 0,1670 0,0804 -0,2433 -0,0133 0,0169 0,0105 -0,0046 -0,0007 -0,0052 0,0001 0,0012 -0,0019
it51 -0,0396 0,1187 0,0027 -0,0317 -0,0259 0,0766 -0,0067 0,0528 -0,0677 -0,1357 0,3090 0,2740 0,0044 -0,0009 -0,0002 -0,0221
it52 -0,0373 0,0476 -0,0091 -0,0194 -0,0051 0,1960 0,0730 -0,0371 0,0477 0,0297 -0,0924 -0,0512 -0,0111 0,0006 0,0088 -0,1406
it53 0,2767 -0,1496 0,0929 -0,0202 -0,0049 -0,0979 -0,0216 -0,0902 0,1481 -0,1030 0,0552 0,0012 0,0030 0,0049 0,0020 -0,0348
it54 0,0155 -0,0031 0,0012 -0,0133 0,3136 -0,0641 0,2179 0,0185 -0,0283 -0,0208 0,0188 0,0127 -0,0009 0,0009 -0,0010 -0,0037
it61 0,0185 0,2949 0,0071 -0,1447 0,0021 -0,0697 0,0161 -0,1520 0,1396 0,2247 -0,2241 -0,0970 0,0314 0,0047 -0,0003 0,0302
it62 0,0583 -0,0426 -0,0450 0,0312 0,0026 0,2204 0,0808 -0,1052 0,1721 -0,1549 0,0359 0,0182 0,1990 0,0211 -0,0037 0,1600
it63 -0,1414 0,1350 -0,0987 -0,0024 0,0046 0,2561 0,0634 0,1251 -0,2150 0,1528 -0,0592 0,0324 0,0484 0,0067 -0,0016 0,0498
it64 -0,0302 0,0056 0,0057 0,0430 -0,4972 -0,1156 0,3572 0,0113 -0,0388 0,0004 -0,0035 -0,0010 0,0039 0,0006 -0,0003 0,0028
rti -0,1000 0,0161 -0,5094 0,3239 0,0182 -0,2057 -0,0789 0,0139 -0,1181 0,0354 0,0146 0,0012 -0,0208 0,0003 0,0046 -0,0146
rentafam -0,1250 -0,0878 0,0145 -0,1123 -0,0104 0,0098 0,0076 0,0082 0,0115 -0,0009 0,0011 0,0013 -0,0068 0,0042 0,3140 0,0122
ninmuebles 0,0327 -0,0144 0,0866 -0,0393 -0,0014 -0,0203 -0,0085 0,0026 -0,0131 0,0078 0,0068 0,0035 0,0066 0,0041 0,0029 -0,0467
numfam -0,1620 0,0654 0,2251 0,1976 0,0117 -0,0033 0,0144 0,2289 0,1594 0,0254 0,0018 -0,0018 0,0269 -0,2135 0,0061 -0,0016
edad2 -0,1122 -0,0546 0,0728 0,0140 -0,0008 0,0106 0,0028 -0,1079 -0,0616 -0,0041 0,0008 0,0012 -0,0112 0,0986 0,0074 0,0002
edad3 0,0399 -0,0491 -0,0647 -0,0577 -0,0050 0,0034 -0,0027 -0,1531 -0,1000 -0,0110 -0,0007 0,0014 -0,0131 0,1116 -0,0023 0,0003
edad4 0,0519 0,0351 -0,0021 0,0470 0,0055 0,0061 0,0052 -0,0141 -0,0027 -0,0002 0,0018 -0,0010 -0,0072 0,0418 -0,0051 0,0011
edad5 -0,0221 0,0570 0,0882 0,0940 0,0084 0,0098 0,0072 0,1149 0,0882 0,0121 0,0018 -0,0019 -0,0019 -0,0191 0,0032 0,0004
edad6 -0,0528 0,0031 -0,0082 -0,0450 -0,0055 -0,0096 -0,0018 0,2068 0,1270 0,0149 0,0017 0,0012 0,0032 -0,0409 0,0092 -0,0001
edad7 -0,0464 -0,0103 0,0309 0,0152 0,0007 0,0062 0,0030 0,0012 0,0064 0,0019 0,0009 -0,0004 -0,0034 0,0205 -0,0023 0,0002
BIECorrector1 0,0086 -0,0099 0,0842 -0,0550 -0,0021 0,0255 0,0087 -0,0109 -0,0005 -0,0011 -0,0025 0,0009 0,0032 0,0005 0,0133 -0,0001
pormedtit 0,0224 0,1161 -0,0529 -0,0428 -0,0082 0,1903 0,0708 -0,0652 0,0616 -0,0800 -0,0202 -0,0024 -0,0935 -0,0228 -0,0099 0,0531
IP 0,0889 0,0602 -0,0033 0,0760 0,0083 -0,0032 -0,0021 0,0132 0,0063 0,0052 -0,0004 0,0000 0,0021 -0,0028 0,0011 -0,0003
RC 0,1391 0,0971 -0,0074 0,1399 0,0144 -0,0046 -0,0007 -0,0120 -0,0061 0,0041 0,0040 -0,0010 -0,0032 0,0206 0,3058 0,0125
Year -0,0740 -0,0507 0,0009 -0,0633 -0,0062 0,0026 0,0016 -0,0095 -0,0051 -0,0041 0,0006 0,0002 -0,0016 0,0040 -0,0025 0,0000

Tabla A.16: Correlaciones de las Dimensiones 33 a la 48 con las variables originales



166
A

p
én

d
ice

A
.

A
p

én
d

ices

Dim.49 Dim.50 Dim.51 Dim.52 Dim.53 Dim.54 Dim.55
estcv2 -0,0021 0,0028 0,0082 -0,0437 -0,0102 0,0001 0,0000
estcv3 -0,0019 0,0005 -0,0005 -0,0243 0,0019 0,0002 0,0000
estcv4 -0,0026 0,0004 -0,0004 -0,0198 -0,0006 0,0001 0,0000
act11 0,1851 -0,0029 -0,0024 -0,0008 0,0000 0,0004 0,0000
act12 0,1613 -0,0015 -0,0013 -0,0007 -0,0002 -0,0001 0,0000
act14 0,0314 -0,0008 -0,0007 -0,0007 0,0001 0,0000 0,0000
act21 -0,2241 0,0031 0,0011 0,0008 0,0001 -0,0002 0,0000
act22 -0,0787 0,0006 0,0000 0,0001 0,0000 -0,0001 0,0000
act24 -0,0332 0,0003 0,0000 0,0001 -0,0003 0,0001 0,0000
tvh2 0,0000 0,0000 0,0013 0,0001 0,0027 -0,0001 0,0000
tvh3 0,0010 0,0016 0,0225 -0,0038 0,0730 -0,0002 0,0000
tvh4 -0,0013 0,0029 0,0368 -0,0049 0,1203 -0,0003 0,0000
tvh9 0,0031 0,0014 0,0188 0,0002 0,0609 0,0000 0,0000
ptvh 0,0004 0,0028 0,0329 -0,0208 0,1167 0,0006 0,0000
pctvh 0,0003 0,0029 0,0363 -0,0051 0,0845 0,0002 0,0000
dvt 0,0002 0,0000 0,0004 0,0035 0,0007 -0,0037 0,0000
it11 -0,0028 -0,0142 -0,0965 -0,0032 0,0187 -0,0001 0,0004
it12 -0,0009 -0,0239 -0,1578 -0,0067 0,0332 -0,0006 0,0010
it13 -0,0005 -0,0059 -0,0543 -0,0021 0,0110 -0,0001 0,0003
it14 0,0004 -0,0003 -0,0025 -0,0001 0,0003 -0,0001 0,0000
it21 0,0012 0,0182 0,0131 0,0003 -0,0019 0,0000 0,0003
it22 0,0023 0,0481 0,0389 0,0011 -0,0062 -0,0001 0,0008
it23 0,0016 0,0170 0,0202 0,0001 -0,0043 -0,0002 0,0003
it24 -0,0008 0,0009 0,0009 0,0001 -0,0002 0,0000 0,0000
it31 -0,0012 -0,0232 0,0009 0,0002 -0,0002 -0,0001 0,0002
it32 -0,0049 -0,0807 0,0045 0,0009 -0,0012 0,0002 0,0007
it33 -0,0014 -0,0268 0,0024 0,0001 -0,0007 -0,0002 0,0002
it34 -0,0006 -0,0023 0,0006 0,0001 0,0002 0,0001 0,0000
it41 0,0017 0,0454 -0,0009 0,0000 -0,0002 -0,0001 0,0002
it42 0,0043 0,1807 -0,0027 -0,0002 -0,0014 0,0000 0,0006
it43 0,0012 0,0508 0,0020 -0,0002 -0,0012 0,0002 0,0002
it44 0,0003 0,0031 -0,0001 -0,0001 0,0003 0,0000 0,0000
it51 0,0001 -0,0426 0,0119 0,0003 -0,0018 0,0000 0,0003
it52 -0,0006 -0,1992 0,0441 0,0012 -0,0063 0,0002 0,0010
it53 0,0005 -0,0558 0,0137 0,0002 -0,0021 0,0001 0,0003
it54 0,0003 -0,0042 0,0009 -0,0001 -0,0003 -0,0002 0,0000
it61 -0,0004 0,0233 -0,0065 -0,0001 0,0010 0,0001 0,0000
it62 -0,0020 0,1085 -0,0234 -0,0004 0,0030 -0,0001 0,0000
it63 -0,0002 0,0425 -0,0078 -0,0003 0,0009 0,0001 0,0000
it64 0,0004 0,0024 -0,0004 -0,0001 0,0000 0,0001 0,0000
rti -0,0012 -0,0068 -0,0079 0,0007 0,0007 -0,0005 0,0000
rentafam 0,0338 0,0007 0,0037 -0,0067 -0,0011 0,0012 0,0000
ninmuebles -0,0002 -0,0424 -0,0336 -0,0017 0,0079 -0,0001 -0,0035
numfam -0,0037 -0,0022 -0,0060 0,0051 0,0020 0,0001 0,0000
edad2 0,0003 0,0010 0,0000 0,0981 0,0069 -0,0004 0,0000
edad3 -0,0005 0,0019 0,0024 0,1189 0,0065 -0,0010 0,0000
edad4 -0,0010 0,0013 0,0019 0,1244 0,0065 -0,0014 0,0000
edad5 0,0005 0,0000 -0,0006 0,1090 0,0060 -0,0012 0,0000
edad6 0,0061 -0,0011 -0,0031 0,1031 0,0062 -0,0010 0,0000
edad7 -0,0009 0,0001 0,0001 0,0100 0,0001 0,0000 0,0000
BIECorrector1 0,0007 0,0007 -0,0009 -0,0007 -0,0002 0,0004 0,0000
pormedtit 0,0008 0,0261 0,1584 -0,0016 -0,0337 0,0005 0,0000
IP -0,0012 -0,0002 -0,0024 0,0040 0,0005 0,1291 0,0000
RC 0,0252 0,0007 0,0015 0,0003 -0,0002 -0,0006 0,0000
Year 0,0002 0,0004 0,0009 0,0006 -0,0002 0,1301 0,0000

Tabla A.17: Correlaciones de las Dimensiones 49 a la 55 con las variables originales
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Dim.1 Dim.2 Dim.3 Dim.4 Dim.5 Dim.6 Dim.7 Dim.8 Dim.9 Dim.10 Dim.11 Dim.12 Dim.13 Dim.14

estcv2 0,318 0,550 -0,293 -0,286 -0,041 0,168 -0,054 -0,149 0,018 0,009 0,041 0,025 0,137 -0,052
estcv3 -0,001 -0,311 0,200 0,323 -0,064 0,065 -0,020 -0,052 -0,192 -0,078 0,040 -0,204 0,166 0,130
estcv4 -0,042 -0,186 0,043 0,176 0,082 -0,223 0,093 0,151 0,064 -0,017 -0,021 -0,007 -0,212 0,004
act11 0,007 0,055 0,055 -0,097 0,063 -0,099 0,043 0,029 0,575 0,268 0,128 -0,175 0,160 0,290
act12 0,100 0,075 -0,064 -0,055 0,098 -0,215 0,149 0,100 0,245 0,278 0,115 -0,212 0,102 -0,190
act14 0,027 0,007 0,021 -0,006 -0,001 -0,003 0,011 -0,001 0,015 0,057 0,036 -0,057 0,039 -0,084
act21 0,074 0,085 -0,004 -0,097 0,110 -0,216 0,120 0,085 0,602 0,383 0,165 -0,257 0,178 0,118
act22 0,042 0,034 -0,002 -0,027 0,038 -0,082 0,058 0,049 0,116 0,108 0,055 -0,095 0,047 -0,083
act24 0,009 0,001 0,002 -0,009 0,012 -0,027 0,020 0,013 0,030 0,043 0,039 -0,052 0,028 -0,068
tvh2 0,017 -0,092 0,065 0,100 -0,014 0,027 -0,010 -0,032 -0,076 -0,036 0,025 -0,056 0,155 0,072
tvh3 -0,148 -0,087 0,047 -0,071 0,035 -0,063 0,035 0,073 0,005 0,000 -0,031 0,029 -0,033 -0,025
tvh4 -0,308 -0,249 0,200 -0,059 0,009 -0,004 -0,010 0,087 0,223 0,144 -0,062 0,130 -0,126 0,005
tvh9 -0,177 -0,120 0,103 -0,034 -0,034 0,074 -0,014 -0,013 -0,050 -0,010 -0,062 0,095 -0,094 -0,104
ptvh-100 -0,012 -0,358 0,145 0,410 0,064 -0,264 0,132 0,186 -0,122 -0,104 0,089 -0,226 -0,036 0,040
ptvh-50 0,354 0,574 -0,332 -0,261 -0,065 0,230 -0,121 -0,295 -0,067 -0,033 -0,004 -0,112 0,004 0,066
ptvh-Ma50 0,022 -0,031 -0,010 0,024 0,036 -0,089 0,025 0,067 -0,031 0,009 -0,010 0,364 0,412 -0,090
ptvh-Me50 0,003 -0,070 0,023 0,040 0,018 -0,038 0,006 0,058 -0,001 0,034 0,002 0,456 0,447 -0,050
pctvh-100 0,024 -0,008 0,022 0,027 -0,013 0,016 0,023 0,105 0,067 0,022 0,049 0,011 0,047 -0,096
pctvh-50 0,361 0,599 -0,320 -0,283 -0,066 0,233 -0,108 -0,275 -0,046 -0,018 0,007 -0,101 0,018 0,037
pctvh-Ma50 0,009 -0,010 -0,014 0,003 0,023 -0,038 0,007 0,052 -0,007 0,009 0,012 0,247 0,240 -0,030
pctvh-Me50 0,023 -0,016 -0,005 0,010 0,030 -0,069 0,026 0,078 -0,021 0,036 0,000 0,522 0,560 -0,118
dvt-Dist0 0,097 0,140 -0,262 0,008 0,202 -0,397 -0,213 0,180 -0,210 -0,029 0,035 0,000 -0,012 0,260
it11 0,125 0,510 0,386 0,153 -0,003 -0,058 0,030 -0,110 0,062 -0,001 0,081 -0,092 0,123 -0,079
it12 0,679 -0,125 -0,242 0,487 -0,103 0,084 -0,010 -0,041 0,074 0,065 0,000 0,172 -0,132 0,098
it13 0,072 0,151 0,017 0,051 -0,063 0,139 0,011 0,242 0,087 0,006 0,192 -0,019 0,081 -0,035
it14 0,002 -0,003 0,009 0,066 0,461 0,206 0,005 -0,007 -0,003 0,000 0,000 0,002 0,004 -0,003
it21 0,148 0,496 0,509 0,094 0,026 -0,111 0,024 -0,070 0,002 0,021 -0,101 -0,058 0,082 -0,043
it22 0,740 -0,271 -0,064 0,136 -0,032 0,013 -0,038 -0,028 0,068 0,099 -0,399 -0,023 0,031 0,036
it23 0,167 0,179 -0,031 0,016 -0,120 0,276 -0,006 0,416 0,003 0,017 0,008 0,004 -0,012 0,022
it24 0,006 -0,005 0,015 0,085 0,648 0,293 0,004 -0,015 0,000 0,009 -0,001 -0,004 -0,003 -0,012
it31 0,157 0,464 0,582 0,031 0,050 -0,150 0,018 -0,039 -0,052 0,019 -0,122 0,023 -0,008 0,015
it32 0,763 -0,361 0,056 -0,113 -0,001 0,005 -0,034 -0,043 0,049 0,046 -0,217 -0,052 0,051 0,006
it33 0,170 0,132 0,056 -0,047 -0,090 0,237 -0,021 0,527 0,029 -0,065 -0,069 -0,060 0,040 0,003
it34 0,006 -0,006 0,013 0,078 0,605 0,273 0,004 -0,010 0,002 0,010 -0,006 -0,004 0,005 -0,007
it41 0,158 0,418 0,612 -0,025 0,066 -0,166 0,025 -0,029 -0,100 0,013 -0,062 0,126 -0,118 0,079
it42 0,732 -0,421 0,125 -0,244 0,024 -0,013 -0,041 -0,126 0,016 0,011 0,052 -0,013 0,017 -0,006
it43 0,199 0,111 0,053 -0,109 -0,112 0,303 0,010 0,622 0,004 -0,117 0,044 -0,018 -0,037 0,027
it44 0,008 -0,009 0,015 0,068 0,540 0,247 0,003 -0,010 -0,003 0,008 0,002 -0,002 0,004 -0,008
it51 0,143 0,354 0,573 -0,055 0,068 -0,169 0,027 -0,042 -0,118 0,014 -0,010 0,183 -0,172 0,114
it52 0,688 -0,432 0,157 -0,308 0,033 -0,023 -0,041 -0,179 -0,006 -0,015 0,259 0,021 -0,014 -0,020
it53 0,184 0,059 0,105 -0,155 -0,070 0,229 0,023 0,508 -0,001 -0,145 0,195 0,016 -0,049 0,015
it54 0,010 0,000 0,030 0,076 0,611 0,272 0,006 -0,018 -0,006 0,006 0,000 0,003 -0,010 -0,011
it61 0,116 0,301 0,494 -0,037 0,066 -0,148 0,027 -0,040 -0,102 0,011 0,019 0,180 -0,172 0,109
it62 0,608 -0,396 0,149 -0,272 0,038 -0,038 -0,040 -0,206 -0,009 -0,013 0,258 0,011 -0,007 -0,024
it63 0,183 0,048 0,091 -0,160 -0,080 0,233 0,031 0,490 -0,012 -0,142 0,216 0,029 -0,074 0,022
it64 0,007 -0,005 0,016 0,084 0,680 0,313 0,006 -0,007 0,000 0,007 0,003 -0,002 -0,005 -0,012
rti-Dist0 0,734 0,131 -0,040 0,506 -0,116 0,117 -0,006 -0,011 0,120 0,071 0,053 0,112 -0,046 0,050
renfam-1stQ -0,285 -0,097 0,173 -0,080 -0,116 0,253 -0,090 -0,084 0,356 0,222 -0,099 0,325 -0,328 -0,151
renfam-masMedia 0,459 0,152 -0,318 0,041 0,233 -0,509 0,234 0,172 -0,130 -0,153 -0,014 -0,011 -0,091 -0,162
renfam-Me0 0,037 0,037 0,068 0,008 -0,007 0,009 -0,001 0,026 0,086 0,056 0,038 -0,002 0,008 0,042
renfam-MeMedia -0,248 -0,082 0,166 -0,027 -0,112 0,259 -0,151 -0,104 -0,192 -0,044 0,090 -0,293 0,390 0,296
ninmuebles1 0,041 0,189 -0,210 0,528 -0,082 0,037 0,041 -0,143 0,086 -0,037 0,572 0,204 -0,128 0,037
ninmuebles2 0,185 0,161 -0,148 0,369 -0,075 0,075 -0,003 0,017 0,048 0,120 -0,267 0,013 0,008 0,025
ninmuebles3 0,244 0,075 -0,009 0,192 -0,024 -0,009 -0,016 0,059 0,081 0,083 -0,491 -0,124 0,137 -0,019
ninmuebles4 0,288 0,033 0,060 0,040 -0,037 0,070 -0,011 0,193 0,030 0,031 -0,347 -0,072 0,051 0,022
ninmuebles6 0,731 -0,289 0,329 -0,346 0,037 0,008 -0,024 -0,025 -0,037 -0,054 0,296 0,072 -0,073 0,016
numfam2 0,059 0,280 0,097 0,008 -0,103 0,233 -0,037 0,046 0,002 -0,024 0,069 -0,103 0,077 -0,231
numfam3 0,038 0,182 -0,246 -0,157 0,105 -0,150 0,031 -0,031 -0,004 -0,048 -0,045 0,135 -0,039 0,163
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Dim.1 Dim.2 Dim.3 Dim.4 Dim.5 Dim.6 Dim.7 Dim.8 Dim.9 Dim.10 Dim.11 Dim.12 Dim.13 Dim.14
numfam4 0,005 0,186 -0,093 -0,140 0,070 -0,111 0,039 0,068 0,062 0,016 0,079 -0,047 0,116 0,141
numfam5 -0,007 0,068 -0,018 -0,066 0,034 -0,045 0,022 0,050 0,032 0,008 0,030 0,002 0,051 0,040
numfam6 -0,014 0,021 -0,007 -0,037 0,012 -0,015 0,012 0,021 0,018 0,004 0,011 -0,002 0,016 0,013
numfam7 -0,009 0,008 -0,003 -0,025 0,008 -0,011 0,004 0,010 0,000 -0,001 0,008 0,018 0,002 -0,001
numfam8 -0,003 0,005 -0,007 -0,005 0,003 -0,005 0,001 0,003 0,001 0,002 0,004 0,007 -0,004 0,005
numfam9 -0,001 0,005 -0,001 -0,001 0,001 -0,001 0,003 0,004 -0,001 0,004 -0,003 0,009 0,003 -0,007
numfam10 0,000 0,003 -0,006 -0,002 0,002 -0,003 0,007 0,000 0,003 0,001 0,003 0,001 -0,002 0,001
numfam11 0,001 0,005 -0,003 -0,003 0,002 -0,004 0,013 -0,002 0,001 0,005 0,001 -0,010 0,004 -0,010
numfam12 -0,001 0,003 -0,003 -0,003 0,002 -0,003 0,002 0,001 -0,001 0,001 -0,001 -0,003 0,000 -0,007
numfam13 0,000 0,002 -0,003 -0,003 0,001 -0,002 0,001 0,000 -0,007 0,003 0,000 0,000 -0,001 0,005
numfam16 0,003 0,001 -0,003 0,002 0,000 -0,001 0,000 -0,001 0,002 -0,004 -0,012 0,002 0,000 0,009
edad2 -0,238 -0,062 -0,026 -0,148 0,078 -0,132 0,022 0,068 -0,002 0,005 -0,009 0,044 -0,001 0,007
edad3 -0,035 0,126 -0,218 -0,122 0,130 -0,223 0,059 0,052 0,013 -0,055 0,030 0,094 0,033 0,286
edad4 0,174 0,132 -0,117 0,028 0,036 -0,069 0,044 0,028 0,097 0,035 -0,029 -0,002 -0,149 -0,218
edad5 0,236 0,045 0,094 0,084 -0,094 0,157 -0,024 -0,052 0,037 0,051 -0,011 -0,015 -0,015 -0,185
edad6 0,062 -0,152 0,224 0,256 -0,180 0,306 -0,112 -0,135 -0,215 -0,082 0,073 -0,209 0,225 0,135
edad7 -0,059 -0,055 0,049 -0,017 -0,011 0,023 0,009 0,002 0,033 0,022 -0,043 0,062 -0,062 -0,046
BIECorrector1 0,126 -0,081 0,040 0,022 -0,007 -0,005 0,029 -0,039 -0,009 -0,005 0,014 -0,045 0,042 -0,019
pormedtit-100 0,167 0,181 0,177 0,598 -0,053 -0,072 0,099 -0,070 0,106 0,000 0,316 -0,083 0,075 -0,059
pormedtit-50 0,351 0,114 -0,349 0,187 -0,116 0,219 -0,058 -0,041 0,014 0,046 -0,021 0,212 -0,222 0,107
pormedtit-Ma50 0,454 -0,093 0,191 -0,052 0,024 -0,029 -0,012 0,122 0,007 0,043 -0,296 -0,091 0,069 -0,002
pormedtit-Me50 0,284 -0,070 -0,086 -0,003 -0,003 0,020 -0,043 0,010 0,069 0,022 0,037 0,167 0,042 0,042
IP-2dQ 0,006 0,026 -0,023 0,061 0,077 -0,184 -0,762 0,146 -0,136 0,268 0,099 -0,054 -0,015 -0,214
IP-3thQ 0,011 -0,020 -0,049 -0,067 -0,073 0,153 0,555 0,026 -0,413 0,580 0,046 0,024 -0,037 0,102
IP-4thQ 0,005 0,015 0,030 -0,024 -0,037 0,061 0,333 -0,156 0,233 -0,486 -0,045 -0,109 0,079 -0,394
RentaCorrectora1 -0,437 -0,155 0,295 -0,015 -0,229 0,481 -0,215 -0,160 0,221 0,203 -0,023 0,123 -0,051 0,070
Year2009 0,011 -0,027 -0,021 -0,072 -0,087 0,182 0,635 -0,059 -0,180 0,202 0,010 -0,015 0,009 -0,173
Year2010 0,005 0,007 -0,059 -0,004 0,007 -0,019 -0,093 0,131 -0,369 0,546 0,072 0,005 -0,050 0,199
Year2011 0,006 0,026 0,000 0,063 0,073 -0,181 -0,702 0,083 -0,010 0,078 0,072 -0,055 0,008 -0,319
Year2012 -0,024 -0,027 0,046 0,023 0,027 -0,005 -0,050 -0,020 0,331 -0,378 -0,114 0,157 -0,034 0,596

Tabla A.18: Correlaciones de las Dimensiones 1 a la 14 con las variables originales discretizadas

Dim.15 Dim.16 Dim.17 Dim.18 Dim.19 Dim.20 Dim.21 Dim.22 Dim.23 Dim.24 Dim.25 Dim.26 Dim.27 Dim.28
estcv2 -0,038 0,090 0,062 -0,073 0,024 -0,054 0,093 -0,095 -0,047 0,106 -0,027 0,123 0,044 -0,075
estcv3 0,170 -0,103 -0,064 0,347 -0,017 0,030 0,007 0,027 -0,009 0,160 0,126 -0,019 0,006 -0,075
estcv4 -0,143 -0,049 -0,025 0,067 0,002 0,038 -0,009 -0,040 -0,064 -0,417 -0,168 0,029 -0,024 0,145
act11 -0,040 -0,132 -0,045 0,055 -0,022 -0,092 -0,060 -0,045 -0,015 -0,091 0,084 0,098 -0,008 0,090
act12 0,236 -0,183 -0,077 0,037 0,008 0,096 -0,025 0,018 -0,045 0,141 -0,129 -0,069 -0,017 -0,075
act14 0,046 0,020 -0,007 -0,100 -0,019 0,595 0,407 0,125 0,009 -0,067 0,100 0,048 0,069 0,085
act21 0,101 -0,228 -0,091 0,094 -0,014 -0,057 -0,099 -0,037 -0,047 0,002 0,021 0,063 -0,019 0,066
act22 0,100 -0,048 -0,018 0,005 -0,009 0,141 0,065 0,014 -0,009 0,112 -0,093 -0,081 0,008 -0,134
act24 0,052 -0,014 -0,009 -0,107 -0,022 0,600 0,402 0,145 0,019 -0,029 0,103 0,048 0,077 0,082
tvh2 0,076 -0,073 -0,045 0,270 0,102 0,075 -0,020 -0,036 -0,024 0,148 0,168 0,038 0,027 -0,117
tvh3 -0,020 0,042 0,067 -0,204 0,016 -0,094 0,009 -0,109 -0,007 0,036 -0,151 0,313 0,618 0,170
tvh4 0,072 0,035 0,029 -0,288 0,001 0,007 0,021 0,205 0,185 -0,111 -0,030 -0,293 -0,214 -0,462
tvh9 0,092 0,073 0,028 0,053 -0,022 -0,057 -0,036 0,017 0,019 0,063 -0,019 -0,052 -0,068 0,468
ptvh-100 -0,069 -0,013 0,008 0,186 -0,028 0,033 -0,002 -0,117 -0,114 -0,005 0,061 0,105 -0,050 0,151
ptvh-50 -0,007 -0,073 -0,095 0,168 -0,030 0,058 -0,060 0,055 -0,016 -0,035 0,061 -0,064 -0,029 0,059
ptvh-Ma50 -0,032 -0,112 -0,042 0,067 -0,525 -0,150 0,191 0,087 -0,073 -0,026 -0,005 -0,021 -0,013 0,020
ptvh-Me50 -0,015 -0,048 -0,046 0,092 0,440 0,179 -0,202 -0,053 0,074 -0,042 -0,028 0,013 0,011 -0,002
pctvh-100 -0,028 0,123 0,137 -0,213 0,098 -0,146 0,239 -0,229 -0,124 0,307 -0,029 0,247 -0,076 -0,304
pctvh-50 -0,023 -0,032 -0,064 0,136 -0,020 0,046 -0,043 0,037 -0,010 -0,036 0,045 -0,051 -0,030 0,052
pctvh-Ma50 -0,002 -0,004 -0,020 0,038 0,557 0,223 -0,275 -0,072 0,114 0,004 -0,042 0,078 0,021 -0,058
pctvh-Me50 -0,045 -0,107 -0,042 0,075 -0,303 -0,078 0,107 0,042 -0,047 -0,065 -0,041 -0,007 -0,008 0,036
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Dim.15 Dim.16 Dim.17 Dim.18 Dim.19 Dim.20 Dim.21 Dim.22 Dim.23 Dim.24 Dim.25 Dim.26 Dim.27 Dim.28

dvt-Dist0 -0,191 -0,032 -0,029 0,037 -0,056 0,067 -0,063 0,045 0,019 0,057 0,085 -0,068 -0,054 0,039
it11 -0,162 0,235 0,093 0,024 -0,064 0,015 -0,126 0,201 0,231 -0,053 -0,043 0,042 0,025 -0,002
it12 0,164 -0,084 -0,061 -0,117 -0,005 -0,009 -0,021 0,027 -0,022 -0,021 -0,030 -0,011 0,073 0,011
it13 -0,100 0,175 0,130 -0,088 0,135 -0,114 0,262 -0,211 -0,142 0,188 0,171 -0,112 -0,194 0,092
it14 -0,001 0,009 0,012 -0,001 0,011 0,010 -0,008 -0,007 0,001 -0,010 -0,006 0,003 -0,005 -0,002
it21 -0,096 0,138 0,121 0,017 -0,035 0,012 -0,099 0,173 0,187 -0,045 -0,020 0,041 0,015 0,002
it22 0,053 -0,042 0,138 -0,043 0,020 -0,009 -0,001 0,024 0,008 0,005 -0,002 0,004 0,008 0,057
it23 0,016 -0,136 0,288 -0,014 0,012 -0,017 0,072 -0,126 0,043 0,044 0,049 -0,069 -0,034 0,015
it24 0,000 0,003 0,013 -0,004 -0,004 -0,004 0,004 0,000 0,003 -0,008 -0,005 -0,003 0,001 -0,001
it31 0,017 0,069 -0,065 -0,013 0,006 -0,007 -0,035 0,095 0,010 -0,021 -0,011 0,012 0,033 -0,023
it32 0,006 0,160 -0,189 -0,048 0,017 -0,026 -0,013 0,075 -0,107 -0,009 -0,027 -0,020 0,067 -0,014
it33 0,001 0,122 -0,113 -0,002 0,028 -0,026 0,063 -0,057 -0,050 0,068 0,062 -0,044 -0,076 0,031
it34 0,004 0,004 -0,012 -0,003 -0,005 0,001 -0,005 -0,009 0,003 0,007 0,009 0,000 0,000 0,008
it41 0,137 -0,108 -0,099 -0,031 0,010 -0,001 0,048 -0,126 0,001 0,009 0,012 -0,002 -0,007 0,005
it42 -0,040 0,110 -0,107 -0,025 -0,059 0,008 0,017 -0,143 0,212 -0,001 -0,005 0,026 -0,035 0,025
it43 0,086 0,022 -0,170 0,040 -0,073 0,030 -0,064 -0,012 0,148 -0,038 -0,012 0,039 0,004 0,003
it44 0,005 -0,001 -0,007 0,002 -0,002 -0,001 -0,003 0,007 -0,004 0,012 -0,001 0,004 0,006 0,001
it51 0,189 -0,231 -0,038 -0,035 0,057 -0,023 0,088 -0,140 -0,172 0,034 0,021 -0,050 -0,004 0,016
it52 -0,079 0,023 0,128 0,002 -0,004 -0,016 0,002 0,030 0,037 0,002 -0,005 -0,008 -0,004 -0,005
it53 0,044 -0,018 0,049 0,073 0,012 0,015 -0,096 0,266 -0,066 -0,046 -0,032 0,057 0,031 0,019
it54 0,004 -0,003 -0,001 -0,003 -0,005 -0,004 0,006 0,001 -0,003 0,005 -0,001 -0,005 0,004 -0,007
it61 0,194 -0,230 -0,045 -0,043 0,066 -0,023 0,101 -0,149 -0,190 0,043 0,025 -0,053 -0,011 0,032
it62 -0,082 0,020 0,135 -0,001 -0,022 -0,010 0,000 0,021 0,048 0,017 -0,011 0,012 0,000 -0,043
it63 0,071 -0,067 0,048 0,081 -0,022 0,025 -0,141 0,297 -0,041 -0,090 -0,058 0,065 0,081 -0,013
it64 0,003 0,001 -0,005 -0,006 -0,009 -0,001 -0,005 0,004 -0,005 -0,001 -0,003 -0,001 0,003 0,006
rti-Dist0 0,053 0,065 0,033 -0,118 0,013 -0,035 0,006 0,046 0,034 0,011 0,005 -0,029 0,018 0,051
renfam-1stQ -0,047 0,192 0,030 0,376 -0,089 0,084 -0,030 -0,002 -0,019 0,197 0,092 0,053 0,074 0,006
renfam-masMedia -0,067 -0,044 -0,007 0,090 -0,027 0,033 -0,057 -0,021 0,017 0,094 0,079 -0,050 0,013 -0,125
renfam-Me0 0,017 0,005 0,015 -0,012 0,003 -0,006 0,020 0,024 -0,047 -0,023 0,030 0,039 -0,021 0,172
renfam-MeMedia 0,111 -0,133 -0,023 -0,413 0,107 -0,107 0,088 0,025 0,004 -0,267 -0,163 0,004 -0,076 0,105
ninmuebles1 0,056 0,137 -0,294 -0,122 -0,003 -0,034 0,011 0,025 -0,056 0,009 -0,009 -0,023 0,034 -0,020
ninmuebles2 0,017 -0,309 0,681 0,003 -0,017 0,026 -0,008 -0,046 0,264 -0,001 0,024 0,023 -0,059 0,097
ninmuebles3 -0,029 0,237 -0,122 -0,056 0,149 -0,082 -0,015 0,370 -0,522 0,026 -0,006 -0,099 0,123 -0,052
ninmuebles4 0,072 0,194 -0,493 -0,052 -0,151 0,053 0,018 -0,393 0,462 -0,015 0,003 0,068 -0,061 0,036
ninmuebles6 -0,010 -0,045 0,123 0,015 0,015 -0,016 -0,004 0,071 -0,031 -0,003 -0,008 -0,003 0,005 0,005
numfam2 -0,454 -0,164 -0,029 -0,065 -0,010 0,039 -0,007 -0,190 -0,115 -0,098 -0,087 -0,012 0,041 -0,136
numfam3 0,246 0,119 -0,005 -0,017 0,090 -0,108 0,116 0,273 0,067 0,096 0,075 0,523 -0,389 0,089
numfam4 0,162 0,248 0,177 0,033 -0,036 -0,012 0,017 -0,128 0,087 0,051 0,051 -0,525 0,337 0,065
numfam5 0,058 0,135 0,093 0,007 -0,007 -0,024 0,030 -0,051 0,030 -0,004 -0,079 0,055 0,186 -0,067
numfam6 0,023 0,074 0,047 0,002 0,011 -0,015 0,026 -0,043 0,003 -0,021 -0,070 0,092 0,172 -0,018
numfam7 0,020 0,033 0,025 0,015 0,035 0,006 0,020 -0,046 -0,019 -0,027 -0,056 0,051 0,122 -0,028
numfam8 -0,006 0,012 0,007 0,009 0,007 -0,008 0,017 -0,003 0,001 0,019 -0,043 -0,019 0,017 0,011
numfam9 0,010 -0,007 0,033 0,003 0,013 -0,016 0,027 -0,024 0,009 0,001 -0,022 -0,001 -0,010 0,008
numfam10 0,009 0,004 0,014 0,003 0,002 -0,005 0,008 -0,019 -0,005 0,000 -0,016 0,006 0,013 -0,018
numfam11 0,004 0,004 -0,003 0,017 -0,001 -0,002 -0,005 -0,003 0,017 -0,014 0,005 -0,002 -0,005 -0,021
numfam12 0,005 0,000 0,012 0,014 0,002 -0,003 0,001 -0,007 0,004 -0,006 0,000 -0,012 -0,015 0,038
numfam13 -0,003 0,004 0,001 0,006 -0,004 0,006 -0,004 -0,002 -0,003 0,005 -0,010 -0,006 -0,009 -0,006
numfam16 0,000 -0,002 0,022 0,004 -0,004 0,006 0,001 -0,005 0,003 -0,002 0,003 0,002 -0,004 -0,015
edad2 -0,069 -0,165 -0,094 -0,444 -0,057 -0,046 -0,215 0,230 0,170 0,384 0,359 -0,020 0,152 0,159
edad3 0,361 0,456 0,251 0,122 -0,094 0,104 -0,019 -0,183 -0,138 -0,235 -0,177 0,038 -0,055 -0,078
edad4 -0,268 -0,214 -0,163 0,262 0,319 -0,286 0,477 0,127 0,192 -0,141 -0,185 -0,029 0,056 0,029
edad5 -0,221 -0,055 0,019 -0,158 -0,205 0,300 -0,369 -0,252 -0,336 -0,082 0,073 0,110 -0,196 0,015
edad6 0,161 -0,069 -0,030 0,246 -0,003 -0,036 0,078 0,031 0,053 0,170 0,023 -0,010 0,095 -0,136
edad7 0,048 0,027 0,010 -0,017 0,003 0,003 -0,031 0,078 0,075 -0,041 -0,083 -0,250 -0,230 0,044
BIECorrector1 0,039 0,024 0,003 -0,078 -0,005 -0,004 0,034 -0,006 -0,024 -0,039 -0,077 0,046 -0,023 -0,011
pormedtit-100 -0,126 0,292 0,063 -0,052 -0,045 -0,034 -0,026 0,094 0,130 0,044 0,007 0,050 -0,035 0,026
pormedtit-50 0,267 -0,299 -0,099 -0,099 -0,090 0,034 -0,068 -0,003 0,019 -0,052 -0,095 0,033 0,160 -0,150
pormedtit-Ma50 -0,024 0,026 0,120 0,030 -0,019 -0,023 0,054 0,028 -0,055 0,041 0,007 0,074 -0,033 -0,059
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Dim.15 Dim.16 Dim.17 Dim.18 Dim.19 Dim.20 Dim.21 Dim.22 Dim.23 Dim.24 Dim.25 Dim.26 Dim.27 Dim.28
pormedtit-Me50 -0,059 0,124 -0,037 -0,072 0,256 -0,052 0,095 -0,067 -0,104 -0,010 0,139 -0,272 -0,106 0,341
IP-2dQ 0,110 0,029 0,007 0,005 0,004 -0,043 -0,022 -0,003 -0,001 -0,036 -0,009 0,031 0,007 0,010
IP-3thQ -0,090 0,081 -0,011 0,018 0,011 -0,042 -0,002 0,021 0,010 -0,094 0,130 0,025 0,020 -0,038
IP-4thQ 0,302 -0,069 0,005 -0,047 -0,009 0,019 -0,073 -0,006 -0,010 0,178 -0,301 -0,070 -0,094 0,161
RentaCorrectora1 0,055 0,086 0,004 0,095 -0,009 0,006 0,037 0,015 -0,024 0,006 -0,026 0,055 0,013 0,088
Year2009 0,142 0,046 0,014 -0,004 0,046 -0,134 -0,003 -0,019 0,004 -0,283 0,384 0,043 0,057 -0,051
Year2010 -0,185 0,036 -0,037 0,015 -0,046 0,113 -0,032 0,056 0,000 0,324 -0,489 -0,041 -0,090 0,098
Year2011 0,201 0,029 0,028 0,002 0,035 -0,116 -0,006 -0,032 0,005 -0,252 0,321 0,055 0,060 -0,059
Year2012 -0,383 -0,048 -0,006 0,025 -0,015 0,091 0,104 -0,006 -0,002 0,000 0,117 0,010 0,063 -0,130

Tabla A.19: Correlaciones de las Dimensiones 15 a la 28 con las variables originales discretizadas

Dim.29 Dim.30 Dim.31 Dim.32 Dim.33 Dim.34 Dim.35 Dim.36 Dim.37 Dim.38 Dim.39 Dim.40 Dim.41 Dim.42
estcv2 -0,076 -0,004 -0,031 -0,016 -0,008 0,027 0,026 -0,002 0,001 0,001 -0,004 0,007 0,000 -0,050
estcv3 0,043 -0,002 0,129 0,089 -0,021 -0,050 -0,014 0,009 -0,001 0,003 -0,001 0,010 0,043 0,047
estcv4 0,088 -0,136 -0,153 -0,049 -0,003 0,005 -0,031 -0,024 0,000 0,001 0,000 -0,015 0,011 0,019
act11 -0,243 -0,032 0,099 -0,022 -0,028 -0,028 -0,023 0,009 0,009 -0,005 0,000 0,013 -0,005 0,010
act12 0,377 0,169 -0,143 0,029 0,061 0,040 0,032 -0,009 -0,013 -0,003 0,003 -0,012 -0,042 -0,068
act14 -0,127 -0,011 0,040 -0,005 -0,016 -0,003 0,001 -0,003 0,003 0,003 0,000 0,005 0,004 -0,011
act21 -0,104 0,030 0,125 0,049 0,050 0,048 0,034 -0,007 0,001 0,001 -0,001 0,005 -0,089 -0,076
act22 0,494 0,205 -0,425 -0,148 -0,087 -0,133 -0,082 0,028 -0,010 -0,023 0,011 -0,008 0,166 0,111
act24 -0,087 0,023 0,087 0,025 0,031 0,046 0,024 -0,007 0,002 0,002 0,000 -0,003 -0,063 -0,046
tvh2 0,023 -0,006 0,169 0,248 -0,188 -0,150 -0,050 0,008 0,011 0,041 -0,006 0,043 0,312 0,080
tvh3 0,223 -0,039 0,081 0,160 -0,021 -0,125 -0,036 0,016 0,003 0,014 0,011 -0,003 0,151 0,088
tvh4 0,035 -0,188 0,140 0,052 0,002 0,006 -0,007 0,001 -0,003 -0,016 -0,011 0,018 -0,009 0,076
tvh9 -0,134 0,598 -0,065 -0,063 0,054 -0,002 0,000 0,013 -0,007 -0,002 0,014 -0,027 -0,055 -0,078
ptvh-100 -0,067 -0,101 -0,107 -0,122 0,022 0,059 0,016 -0,010 -0,011 -0,006 0,000 -0,005 -0,089 -0,046
ptvh-50 0,059 -0,054 0,001 -0,025 0,003 -0,007 -0,018 0,006 0,003 0,002 0,002 -0,004 -0,009 0,038
ptvh-Ma50 0,026 -0,014 -0,011 0,008 0,027 -0,013 -0,002 0,007 0,002 -0,008 -0,001 -0,008 -0,017 0,015
ptvh-Me50 -0,035 -0,010 -0,024 -0,022 -0,020 0,009 -0,018 0,001 -0,002 0,005 0,001 -0,002 0,019 0,013
pctvh-100 -0,249 0,241 -0,075 0,137 -0,106 0,034 0,101 -0,038 0,033 0,030 -0,012 0,026 0,130 -0,234
pctvh-50 0,040 -0,049 -0,004 -0,030 0,005 -0,001 -0,013 0,007 0,001 0,001 0,002 -0,004 -0,013 0,029
pctvh-Ma50 -0,112 0,034 -0,108 -0,130 0,086 0,020 -0,025 0,015 -0,017 -0,027 0,004 -0,030 -0,094 0,051
pctvh-Me50 0,004 -0,029 -0,012 -0,005 -0,006 0,005 -0,002 -0,003 -0,001 0,002 0,000 0,000 0,002 -0,002
dvt-Dist0 -0,010 0,093 -0,023 -0,077 0,034 0,025 0,009 0,011 -0,006 -0,019 0,005 -0,014 -0,078 -0,002
it11 0,021 0,037 -0,008 0,046 -0,013 -0,020 0,007 -0,003 -0,005 -0,001 0,000 0,010 0,019 -0,001
it12 -0,016 0,011 -0,013 -0,008 -0,006 0,029 0,020 -0,006 0,011 0,006 -0,002 0,007 -0,009 -0,050
it13 0,103 -0,077 0,041 -0,058 0,102 -0,061 -0,097 0,023 -0,027 -0,024 0,010 -0,042 -0,049 0,167
it14 0,010 0,009 0,003 -0,114 0,049 0,023 -0,007 -0,004 -0,008 -0,011 0,000 -0,022 -0,080 0,017
it21 0,040 0,037 0,009 0,059 -0,022 -0,020 0,016 -0,008 -0,001 -0,001 -0,001 0,007 0,023 -0,029
it22 0,020 -0,032 -0,001 0,013 -0,017 0,029 0,035 -0,007 0,020 0,010 -0,002 0,004 0,008 -0,081
it23 0,016 -0,019 0,014 -0,059 0,057 -0,028 -0,071 0,008 -0,047 -0,040 0,006 -0,034 -0,066 0,150
it24 0,004 0,003 0,004 -0,057 0,024 0,011 -0,004 -0,003 -0,004 -0,006 0,000 -0,011 -0,039 0,009
it31 0,013 0,039 0,012 0,036 -0,017 -0,005 0,005 -0,008 -0,006 -0,003 -0,001 0,009 0,005 -0,011
it32 -0,026 0,014 -0,008 0,000 -0,007 0,018 0,019 -0,014 -0,001 0,000 0,000 0,005 -0,011 -0,020
it33 0,018 -0,045 0,000 -0,089 0,082 -0,031 -0,070 0,020 -0,019 -0,019 0,004 -0,031 -0,061 0,133
it34 -0,003 -0,004 0,000 0,030 -0,012 -0,005 0,002 0,002 0,002 0,003 0,000 0,006 0,018 -0,004
it41 0,003 -0,008 0,008 0,001 -0,006 0,016 0,007 -0,003 0,004 0,003 -0,002 0,005 -0,007 -0,031
it42 0,023 -0,007 -0,013 0,006 0,002 0,001 0,004 -0,003 0,000 -0,001 0,001 0,002 -0,002 -0,006
it43 -0,006 -0,001 0,001 0,012 -0,013 -0,002 0,008 0,000 0,002 0,001 -0,001 0,006 0,006 -0,009
it44 -0,011 -0,006 -0,004 0,090 -0,042 -0,019 0,006 0,003 0,007 0,010 0,000 0,018 0,068 -0,015
it51 -0,024 -0,041 0,002 -0,036 0,015 0,027 -0,007 0,001 0,003 0,002 -0,001 -0,008 -0,025 -0,006
it52 0,014 0,008 -0,010 -0,020 0,028 -0,011 -0,021 -0,004 -0,010 -0,012 0,001 -0,011 -0,025 0,038
it53 -0,005 0,006 0,001 0,073 -0,064 0,028 0,059 -0,003 0,026 0,030 -0,003 0,027 0,054 -0,121
it54 -0,001 -0,002 -0,003 0,012 -0,002 -0,001 0,000 0,001 0,000 0,000 0,000 0,001 0,006 0,001
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Dim.29 Dim.30 Dim.31 Dim.32 Dim.33 Dim.34 Dim.35 Dim.36 Dim.37 Dim.38 Dim.39 Dim.40 Dim.41 Dim.42

it61 -0,013 -0,054 0,011 -0,038 0,015 0,027 -0,003 0,006 0,006 0,001 -0,001 -0,012 -0,017 -0,003
it62 -0,028 0,024 -0,024 -0,052 0,050 -0,025 -0,049 0,000 -0,022 -0,020 0,003 -0,021 -0,033 0,087
it63 -0,023 0,030 -0,004 0,091 -0,084 0,030 0,081 -0,017 0,027 0,028 -0,005 0,035 0,063 -0,146
it64 -0,005 -0,001 -0,006 0,021 -0,008 -0,002 0,003 0,001 0,001 0,002 0,000 0,004 0,012 -0,006
rti-Dist0 0,028 0,005 -0,004 -0,006 0,019 0,002 -0,004 -0,001 0,001 -0,001 0,002 -0,002 -0,019 -0,002
renfam-1stQ 0,014 -0,098 -0,057 -0,059 0,009 0,043 0,014 -0,004 0,001 -0,006 -0,002 -0,003 -0,053 -0,029
renfam-masMedia -0,038 0,034 0,116 0,049 0,003 -0,019 -0,010 0,005 0,001 -0,003 -0,003 0,004 0,003 0,032
renfam-Me0 -0,127 -0,107 -0,056 -0,117 -0,083 -0,172 -0,058 0,056 -0,017 0,010 0,043 -0,034 0,287 0,511
renfam-MeMedia 0,028 0,062 -0,061 0,013 -0,008 -0,008 0,002 -0,005 -0,001 0,009 0,001 0,002 0,027 -0,040
ninmuebles1 -0,013 0,033 -0,014 -0,019 0,026 -0,008 -0,019 0,006 0,002 0,005 0,002 0,005 -0,009 0,031
ninmuebles2 0,072 -0,046 0,015 0,033 -0,020 0,007 0,019 0,002 0,010 0,000 -0,001 -0,007 0,018 -0,063
ninmuebles3 -0,051 0,030 0,007 -0,043 0,029 0,002 -0,016 -0,010 -0,016 -0,013 0,002 -0,012 -0,044 0,057
ninmuebles4 0,026 -0,014 -0,004 0,028 -0,023 0,001 0,021 -0,001 0,004 0,004 0,000 0,016 0,018 -0,028
ninmuebles6 0,005 -0,001 -0,008 -0,006 0,011 0,005 -0,004 -0,004 -0,001 -0,002 0,000 -0,004 -0,013 -0,002
numfam2 0,029 0,009 -0,041 -0,069 0,068 0,096 0,040 -0,015 0,018 -0,022 -0,005 -0,006 -0,133 -0,084
numfam3 0,105 -0,094 -0,078 0,070 0,015 -0,054 -0,020 0,005 -0,012 -0,011 0,000 -0,008 0,023 0,031
numfam4 -0,280 -0,075 -0,266 0,117 -0,068 -0,051 0,012 -0,018 0,008 0,024 -0,006 0,005 0,138 -0,048
numfam5 0,170 0,131 0,584 -0,605 -0,113 0,014 0,003 -0,063 0,034 0,054 -0,018 0,012 0,084 -0,031
numfam6 0,083 0,086 0,133 0,394 0,079 0,390 -0,482 0,068 0,010 -0,071 -0,012 -0,107 -0,301 0,287
numfam7 0,052 -0,034 0,105 0,175 0,491 -0,566 0,387 0,045 -0,027 -0,117 0,020 0,063 -0,250 0,071
numfam8 0,018 -0,001 0,053 0,006 -0,090 0,117 0,098 0,542 -0,750 -0,017 0,211 0,212 -0,018 -0,057
numfam9 0,007 0,114 -0,032 0,072 -0,376 0,030 0,267 -0,489 -0,141 0,220 0,141 0,402 -0,358 0,369
numfam10 0,012 0,047 -0,010 0,021 -0,439 -0,006 0,342 0,552 0,432 -0,067 -0,071 -0,202 -0,310 0,163
numfam11 0,027 0,034 0,029 0,069 0,225 0,315 0,421 -0,081 -0,112 0,431 0,204 -0,574 0,196 0,192
numfam12 0,012 0,081 0,023 0,019 0,203 0,427 0,367 -0,022 0,039 -0,488 -0,379 0,288 0,299 0,253
numfam13 -0,005 -0,002 0,023 -0,006 0,047 0,107 0,024 -0,032 0,270 -0,390 0,858 0,095 0,108 -0,013
numfam16 0,007 0,013 -0,036 -0,031 0,320 0,132 -0,061 0,322 0,354 0,576 0,060 0,542 0,091 0,056
edad2 0,008 -0,104 -0,065 -0,122 0,031 0,053 0,015 0,000 0,000 -0,007 0,008 -0,003 -0,090 0,019
edad3 0,037 -0,028 -0,039 -0,027 0,028 0,057 0,020 -0,019 0,000 -0,009 -0,005 -0,003 -0,064 -0,057
edad4 -0,094 0,010 -0,012 0,025 -0,054 -0,044 -0,020 0,002 0,012 0,015 -0,002 0,006 0,103 0,007
edad5 0,011 0,039 0,079 0,158 -0,096 -0,106 -0,022 0,013 -0,017 0,029 -0,001 0,023 0,171 0,046
edad6 0,050 -0,017 -0,010 -0,071 0,090 0,076 0,027 -0,006 0,002 -0,029 -0,001 -0,017 -0,152 -0,031
edad7 -0,070 0,434 0,259 0,126 0,067 -0,194 -0,120 0,079 0,011 -0,005 0,013 -0,053 0,060 0,132
BIECorrector1 -0,104 -0,074 -0,085 -0,153 -0,125 -0,030 0,008 0,143 -0,031 -0,010 0,017 -0,011 0,111 0,143
pormedtit-100 -0,007 -0,020 -0,029 -0,028 0,020 0,001 0,000 0,006 0,001 -0,005 0,002 -0,006 -0,019 0,013
pormedtit-50 -0,134 0,117 -0,014 -0,032 0,021 -0,035 -0,040 -0,009 -0,033 -0,022 0,004 -0,017 0,008 0,076
pormedtit-Ma50 -0,101 0,005 -0,132 -0,115 0,086 -0,014 -0,057 0,029 -0,007 -0,002 0,004 -0,016 -0,046 0,074
pormedtit-Me50 0,388 -0,150 0,207 0,211 -0,121 0,074 0,115 -0,029 0,063 0,043 -0,011 0,050 0,034 -0,225
IP-2dQ -0,037 -0,048 0,022 0,014 -0,012 -0,004 -0,003 0,002 0,003 0,008 0,000 0,003 0,010 0,002
IP-3thQ 0,006 0,042 -0,013 -0,001 -0,002 -0,001 0,002 0,003 0,000 -0,002 0,000 0,005 0,001 -0,011
IP-4thQ -0,100 -0,212 0,074 -0,024 0,004 0,024 -0,009 -0,015 0,016 0,003 -0,004 0,001 -0,037 0,010
RentaCorrectora1 0,049 -0,042 -0,104 -0,046 0,005 0,023 0,015 -0,009 0,001 0,002 0,002 -0,005 -0,013 -0,029
Year2009 0,007 0,050 -0,032 -0,029 0,007 0,001 -0,003 0,013 -0,015 -0,010 0,009 0,008 -0,022 -0,010
Year2010 -0,069 -0,136 0,070 0,037 -0,014 -0,001 0,000 -0,019 0,023 0,017 -0,017 0,001 0,018 0,008
Year2011 0,014 0,058 -0,025 -0,013 -0,002 0,000 -0,001 0,014 -0,010 -0,007 0,010 0,005 -0,001 -0,008
Year2012 0,132 0,213 -0,081 0,019 0,008 -0,021 0,009 0,008 -0,017 -0,005 0,004 -0,012 0,028 0,001

Tabla A.20: Correlaciones de las Dimensiones 29 a la 42 con las variables originales discretizadas

Dim.43 Dim.44 Dim.45 Dim.46 Dim.47 Dim.48 Dim.49 Dim.50 Dim.51 Dim.52 Dim.53 Dim.54 Dim.55 Dim.56
estcv2 0,071 0,003 0,000 -0,014 0,085 -0,046 0,070 0,011 -0,056 -0,169 0,019 -0,007 -0,008 0,039
estcv3 -0,026 0,010 -0,083 -0,015 -0,016 -0,188 -0,192 -0,019 0,049 0,086 -0,033 0,005 0,055 -0,038
estcv4 -0,139 -0,002 0,058 0,057 -0,132 0,270 0,186 0,115 0,029 0,483 0,039 0,025 0,064 -0,096
act11 -0,022 0,081 0,003 -0,159 0,306 0,113 -0,216 -0,054 0,044 0,077 -0,067 0,169 0,004 -0,018
act12 0,008 -0,077 -0,002 0,222 -0,348 -0,129 0,203 0,047 -0,055 -0,097 0,038 -0,086 -0,012 0,014
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Dim.43 Dim.44 Dim.45 Dim.46 Dim.47 Dim.48 Dim.49 Dim.50 Dim.51 Dim.52 Dim.53 Dim.54 Dim.55 Dim.56
act14 -0,032 0,017 0,001 -0,080 0,139 0,062 -0,082 -0,013 0,018 0,071 0,122 -0,571 -0,005 0,051
act21 -0,046 -0,022 -0,001 0,122 -0,088 -0,021 -0,018 -0,018 0,008 -0,002 0,016 -0,127 -0,008 0,012
act22 0,109 0,091 0,010 -0,301 0,355 0,103 -0,147 -0,007 0,003 0,054 -0,038 0,106 -0,005 -0,010
act24 -0,018 -0,037 0,005 0,110 -0,100 -0,036 0,046 0,005 -0,020 -0,042 -0,127 0,570 0,010 -0,058
tvh2 -0,104 0,056 0,022 -0,077 -0,135 0,545 0,276 -0,150 0,047 -0,181 0,095 0,030 0,078 0,076
tvh3 -0,289 -0,011 -0,066 0,234 0,127 -0,112 -0,093 -0,102 0,075 -0,015 0,021 -0,002 -0,002 -0,015
tvh4 0,009 -0,034 -0,005 -0,038 -0,080 -0,002 -0,124 -0,139 0,085 -0,060 0,042 0,000 0,007 -0,014
tvh9 0,035 -0,014 0,040 -0,101 -0,243 0,151 -0,245 -0,225 0,124 -0,053 0,056 0,004 -0,010 -0,045
ptvh-100 0,085 0,026 0,030 -0,081 0,151 -0,053 0,157 0,241 -0,185 -0,284 -0,074 -0,012 -0,032 0,173
ptvh-50 -0,010 0,035 0,005 0,019 -0,019 0,006 0,074 -0,001 0,046 0,183 0,024 0,010 0,023 -0,072
ptvh-Ma50 0,001 0,009 -0,018 0,008 -0,001 -0,030 0,006 -0,017 0,058 0,065 0,135 0,046 0,371 0,186
ptvh-Me50 -0,028 0,007 0,022 -0,008 -0,011 0,028 0,019 0,027 -0,043 0,014 -0,122 -0,038 -0,325 -0,206
pctvh-100 0,178 -0,077 -0,042 0,029 -0,028 0,099 0,055 0,112 -0,123 0,345 -0,059 0,000 0,071 -0,053
pctvh-50 0,004 0,038 0,003 0,007 0,001 -0,018 0,075 0,007 0,016 0,090 0,040 0,012 0,011 -0,057
pctvh-Ma50 -0,017 -0,004 0,003 0,020 0,026 -0,141 -0,028 0,004 0,088 0,063 0,186 0,063 0,423 0,233
pctvh-Me50 -0,011 0,008 0,001 -0,019 0,001 0,007 0,025 0,055 -0,056 -0,012 -0,048 -0,015 -0,219 -0,095
dvt-Dist0 0,088 0,012 0,047 0,051 0,027 0,072 0,034 0,024 0,020 0,015 0,000 -0,017 -0,023 0,035
it11 -0,033 -0,010 -0,006 -0,002 -0,047 0,032 -0,027 -0,049 -0,140 0,012 -0,038 -0,015 0,061 -0,060
it12 0,037 -0,004 0,011 -0,013 0,043 0,014 0,050 -0,072 -0,028 -0,042 -0,070 -0,022 0,067 -0,031
it13 -0,185 0,035 0,028 -0,002 -0,089 -0,018 -0,001 0,161 0,431 0,076 0,099 0,054 -0,236 0,195
it14 0,017 0,001 -0,664 0,026 0,007 0,124 0,039 -0,014 0,008 -0,020 -0,010 -0,001 -0,008 0,077
it21 -0,023 -0,019 -0,004 0,015 -0,068 0,062 -0,079 0,086 -0,055 0,050 -0,105 0,003 -0,056 0,201
it22 0,099 -0,007 -0,002 -0,010 0,064 -0,042 0,090 -0,120 0,024 0,052 0,169 0,050 -0,126 0,087
it23 -0,178 -0,004 0,043 0,020 -0,077 0,148 -0,186 0,319 -0,067 -0,184 -0,046 -0,053 0,264 -0,324
it24 0,008 0,000 -0,325 0,010 0,002 0,058 0,010 0,003 0,003 -0,006 0,004 0,001 -0,014 -0,057
it31 -0,025 -0,023 0,000 0,012 -0,055 0,080 -0,094 0,221 0,066 -0,015 -0,169 -0,019 0,002 0,146
it32 0,031 -0,044 0,005 -0,002 0,027 0,045 -0,012 0,145 0,091 -0,073 0,158 0,027 0,011 -0,117
it33 -0,181 0,055 0,015 -0,007 -0,049 -0,028 0,009 -0,347 -0,418 0,134 -0,042 0,010 -0,057 0,166
it34 -0,002 0,000 0,172 -0,003 0,004 -0,025 -0,011 0,010 0,020 0,011 -0,025 0,000 -0,003 0,051
it41 0,010 0,012 -0,001 -0,006 0,013 0,002 0,008 0,055 0,092 -0,008 -0,079 -0,017 0,004 0,048
it42 0,010 -0,036 -0,002 -0,002 -0,003 0,007 0,027 0,035 0,075 -0,011 0,018 0,010 -0,013 0,007
it43 -0,001 0,018 -0,010 0,007 -0,004 0,018 -0,040 -0,035 -0,211 0,000 0,092 0,010 0,006 -0,048
it44 -0,012 0,000 0,535 -0,024 -0,005 -0,097 -0,015 0,003 -0,007 -0,001 0,000 -0,001 0,022 0,051
it51 0,005 0,030 0,002 -0,015 0,052 -0,034 0,052 -0,087 -0,021 -0,015 0,076 0,010 0,020 -0,090
it52 -0,076 -0,029 0,013 0,004 -0,036 0,056 -0,047 0,043 -0,109 -0,017 -0,012 -0,008 0,028 0,001
it53 0,134 0,032 -0,025 -0,018 0,050 -0,097 0,110 -0,096 0,183 0,080 -0,025 0,022 -0,117 0,170
it54 -0,003 -0,002 0,053 0,001 -0,004 -0,009 -0,006 0,001 -0,009 -0,002 0,036 0,001 0,003 -0,137
it61 0,046 0,020 0,003 -0,007 0,070 -0,053 0,050 -0,129 -0,086 0,004 0,279 0,052 -0,036 -0,126
it62 -0,129 -0,013 0,023 -0,008 -0,057 0,048 -0,039 0,003 -0,136 0,019 0,010 0,011 -0,047 0,089
it63 0,167 -0,008 -0,041 -0,011 0,063 -0,024 0,032 0,143 0,236 -0,064 0,065 -0,003 0,026 -0,123
it64 0,001 0,001 0,133 -0,003 0,000 -0,035 -0,011 0,006 -0,018 0,014 -0,003 0,000 -0,002 0,037
rti-Dist0 -0,029 -0,002 0,011 -0,019 -0,009 0,023 0,032 -0,034 0,035 -0,021 -0,067 -0,015 0,024 0,014
renfam-1stQ 0,018 0,061 0,021 0,055 0,049 0,024 0,061 0,056 -0,021 -0,007 0,003 -0,001 0,002 0,018
renfam-masMedia -0,014 -0,037 -0,016 0,045 0,017 -0,018 -0,170 -0,070 0,047 0,056 -0,007 0,004 -0,024 -0,044
renfam-Me0 0,449 -0,515 -0,012 0,156 -0,085 -0,053 -0,015 -0,026 -0,023 0,009 -0,042 -0,025 0,007 0,001
renfam-MeMedia -0,030 0,014 -0,003 -0,109 -0,052 -0,001 0,113 0,026 -0,025 -0,052 0,013 0,001 0,017 0,033
ninmuebles1 -0,059 0,019 0,001 -0,022 -0,012 -0,015 0,065 -0,103 0,075 -0,014 -0,187 -0,047 0,072 -0,031
ninmuebles2 0,067 0,015 -0,001 0,007 0,019 -0,012 0,025 -0,057 -0,002 0,030 0,053 0,014 -0,044 0,051
ninmuebles3 -0,077 -0,018 0,017 0,001 -0,014 0,078 -0,082 0,107 -0,074 -0,032 0,093 0,025 -0,002 -0,020
ninmuebles4 0,061 -0,026 -0,007 0,005 0,007 0,002 0,017 0,078 0,112 -0,027 0,041 0,010 -0,008 -0,029
ninmuebles6 -0,029 -0,009 0,006 -0,005 -0,005 0,014 0,003 -0,012 -0,052 0,005 0,001 0,002 -0,004 0,026
numfam2 0,073 -0,170 0,102 0,230 0,170 0,258 -0,030 -0,184 0,080 -0,211 0,018 0,004 -0,003 0,041
numfam3 -0,139 0,020 -0,025 0,020 0,024 -0,029 -0,026 0,054 -0,050 -0,074 0,035 -0,007 0,020 -0,043
numfam4 -0,056 0,070 -0,076 -0,082 -0,058 -0,117 0,105 0,080 -0,053 0,004 0,015 0,006 0,020 0,000
numfam5 0,099 0,051 0,075 -0,196 -0,090 -0,043 0,134 0,073 -0,031 0,055 0,000 -0,010 0,038 -0,014
numfam6 0,315 0,117 0,017 -0,200 -0,032 0,030 0,082 0,032 -0,025 0,050 -0,008 -0,013 0,005 -0,007
numfam7 0,261 0,108 0,032 -0,172 -0,049 0,070 0,056 0,021 -0,025 0,035 -0,013 -0,005 -0,006 -0,022
numfam8 -0,029 -0,073 -0,005 -0,049 0,025 0,007 0,033 -0,001 -0,003 0,029 0,003 0,004 0,003 -0,001
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Dim.43 Dim.44 Dim.45 Dim.46 Dim.47 Dim.48 Dim.49 Dim.50 Dim.51 Dim.52 Dim.53 Dim.54 Dim.55 Dim.56

numfam9 -0,043 0,055 -0,001 0,019 0,041 -0,022 0,041 -0,016 0,011 0,011 0,008 0,003 -0,002 0,009
numfam10 -0,112 -0,062 -0,004 -0,061 -0,015 -0,009 0,032 0,013 -0,001 0,005 0,005 0,001 -0,005 0,005
numfam11 -0,037 0,065 0,009 -0,064 0,050 0,026 -0,005 0,006 0,002 0,002 -0,008 0,004 0,003 0,003
numfam12 -0,073 0,042 -0,009 -0,027 0,044 -0,003 0,024 0,010 0,002 0,010 -0,003 0,003 -0,003 0,005
numfam13 -0,031 0,014 -0,006 -0,014 -0,005 -0,005 0,007 0,005 -0,003 -0,003 0,000 0,000 0,001 0,000
numfam16 -0,022 0,000 -0,007 -0,006 -0,004 0,023 -0,031 0,038 -0,019 -0,001 0,013 0,004 -0,002 0,005
edad2 0,052 0,032 0,060 -0,008 0,037 0,183 0,185 0,053 -0,016 0,058 -0,005 -0,011 0,019 -0,012
edad3 0,005 -0,110 0,064 0,105 0,055 0,158 -0,023 -0,103 0,037 -0,117 0,000 0,008 -0,006 0,043
edad4 0,004 0,064 -0,047 -0,151 -0,058 -0,103 0,027 0,023 -0,036 -0,107 0,021 0,010 0,014 0,030
edad5 -0,051 0,116 -0,113 -0,193 -0,116 -0,247 -0,030 0,064 -0,036 0,012 0,004 0,006 0,024 -0,021
edad6 0,022 -0,097 0,040 0,240 0,087 0,008 -0,129 0,019 0,027 0,226 -0,033 -0,018 -0,044 -0,060
edad7 -0,107 0,047 -0,002 0,343 0,460 -0,063 0,303 0,148 -0,074 0,029 -0,008 -0,005 0,013 0,006
BIECorrector1 0,287 0,725 0,032 0,418 -0,132 0,066 -0,141 -0,020 0,019 -0,042 -0,026 -0,017 -0,007 0,014
pormedtit-100 0,011 0,024 0,008 -0,011 0,036 -0,048 0,076 -0,064 -0,007 -0,027 0,370 0,062 -0,045 -0,182
pormedtit-50 -0,102 -0,047 0,016 -0,018 -0,083 0,128 -0,124 0,193 -0,049 0,008 -0,049 0,024 -0,135 0,268
pormedtit-Ma50 -0,110 0,049 0,021 -0,070 0,005 -0,116 0,287 -0,277 0,259 -0,029 -0,426 -0,115 0,158 -0,157
pormedtit-Me50 0,198 -0,014 -0,045 0,094 0,060 0,054 -0,159 0,001 -0,111 0,031 -0,187 -0,040 0,168 0,045
IP-2dQ -0,015 0,011 -0,007 -0,013 0,036 0,009 -0,017 -0,002 0,011 0,001 0,006 0,022 0,003 -0,020
IP-3thQ 0,014 0,001 -0,001 0,011 0,006 -0,006 0,001 -0,021 -0,007 0,013 -0,001 0,005 -0,006 0,013
IP-4thQ -0,016 -0,017 0,021 -0,064 0,070 0,099 0,002 0,016 0,016 0,027 -0,038 0,019 0,017 0,016
RentaCorrectora1 0,018 0,002 0,011 -0,009 -0,013 -0,001 0,145 0,065 -0,042 -0,026 0,004 -0,010 0,026 0,034
Year2009 0,015 -0,006 0,012 0,012 0,042 0,009 0,012 0,004 -0,007 0,008 -0,006 0,014 0,002 0,004
Year2010 -0,026 0,006 -0,012 -0,045 0,008 0,031 -0,028 -0,015 0,018 0,011 -0,005 0,015 0,004 -0,003
Year2011 0,012 0,002 0,003 0,020 0,021 -0,011 0,008 -0,003 -0,008 0,002 0,001 0,005 -0,004 0,001
Year2012 0,011 0,008 -0,017 0,066 -0,117 -0,106 0,009 0,008 -0,016 -0,045 0,040 -0,044 -0,014 -0,018

Tabla A.21: Correlaciones de las Dimensiones 43 a la 56 con las variables originales discretizadas

Dim.57 Dim.58 Dim.59 Dim.60 Dim.61 Dim.62 Dim.63 Dim.64 Dim.65 Dim.66 Dim.67 Dim.68 Dim.69 Dim.70
estcv2 -0,014 0,011 -0,042 -0,193 -0,056 0,008 -0,033 0,006 0,022 0,269 0,026 0,030 0,169 -0,006
estcv3 0,020 -0,028 0,066 0,300 0,267 -0,066 0,181 -0,022 0,057 0,231 0,013 0,009 0,059 0,002
estcv4 0,017 0,017 -0,031 -0,095 0,035 -0,010 0,040 0,001 0,031 0,199 0,014 0,019 0,085 0,000
act11 -0,005 0,009 -0,001 -0,020 -0,015 0,005 -0,014 0,000 -0,004 -0,002 -0,009 -0,005 0,000 0,001
act12 0,002 -0,007 -0,001 0,021 0,003 -0,001 0,000 0,003 0,003 0,005 0,012 0,004 0,004 -0,001
act14 -0,008 -0,002 -0,001 0,004 0,006 -0,001 0,007 0,000 -0,002 -0,004 0,002 -0,002 -0,003 -0,002
act21 -0,005 0,005 -0,005 -0,010 -0,014 0,005 -0,015 0,000 -0,003 -0,007 0,002 -0,004 0,000 -0,002
act22 0,000 0,004 -0,003 -0,010 -0,006 0,002 -0,005 0,000 -0,002 0,001 0,001 0,000 -0,001 -0,003
act24 0,009 0,002 0,008 -0,001 -0,008 0,002 -0,007 0,000 0,002 0,004 -0,002 0,003 0,002 0,001
tvh2 -0,019 -0,001 -0,020 -0,070 -0,074 0,002 -0,045 0,000 -0,003 0,003 0,007 -0,016 -0,029 0,000
tvh3 0,009 -0,004 0,017 0,069 -0,074 0,019 -0,054 0,005 -0,002 0,024 0,011 -0,008 -0,006 -0,001
tvh4 0,011 0,005 -0,013 -0,033 -0,071 0,015 -0,037 0,004 0,012 0,138 0,025 0,005 0,043 -0,002
tvh9 0,006 0,011 -0,024 -0,084 0,002 -0,005 -0,005 0,000 0,010 0,094 0,013 0,006 0,037 -0,002
ptvh-100 -0,050 -0,001 -0,028 -0,120 -0,020 0,011 0,066 0,001 0,015 -0,010 -0,009 0,012 -0,010 0,007
ptvh-50 0,018 -0,002 0,022 0,076 0,085 -0,024 -0,007 -0,005 -0,017 -0,080 -0,011 -0,041 -0,088 -0,004
ptvh-Ma50 -0,031 -0,013 0,010 0,006 0,010 -0,001 0,002 0,004 -0,028 -0,177 -0,039 0,115 0,223 0,002
ptvh-Me50 0,037 0,004 0,010 0,055 0,042 -0,012 0,004 -0,002 -0,022 -0,155 -0,038 0,119 0,256 0,001
pctvh-100 0,015 -0,008 0,027 0,117 0,021 -0,001 0,017 -0,001 0,000 -0,046 0,003 -0,013 -0,048 0,000
pctvh-50 0,012 0,004 -0,002 -0,004 0,046 -0,015 -0,030 -0,002 -0,017 -0,048 -0,006 -0,014 -0,027 -0,006
pctvh-Ma50 -0,053 -0,014 0,002 -0,038 -0,020 0,000 0,001 0,003 0,011 0,073 0,019 -0,068 -0,149 0,001
pctvh-Me50 0,016 0,013 -0,019 -0,028 -0,008 0,002 -0,007 -0,003 0,033 0,200 0,045 -0,157 -0,324 -0,002
dvt-Dist0 0,012 -0,033 0,097 0,419 -0,365 0,105 -0,184 0,026 0,007 0,119 0,090 0,017 0,060 0,001
it11 0,013 -0,004 -0,054 0,030 -0,176 0,066 0,300 0,013 0,141 -0,032 -0,011 0,228 -0,115 0,149
it12 0,000 -0,001 -0,002 0,015 0,073 -0,031 -0,133 -0,004 -0,060 0,023 0,009 -0,103 0,048 -0,063
it13 -0,041 -0,016 0,138 -0,019 -0,034 0,015 0,093 -0,006 -0,003 -0,029 -0,009 0,026 -0,020 0,011
it14 0,322 0,268 0,025 -0,004 0,062 0,237 -0,017 -0,117 0,007 -0,003 -0,001 0,005 -0,001 -0,003
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Dim.57 Dim.58 Dim.59 Dim.60 Dim.61 Dim.62 Dim.63 Dim.64 Dim.65 Dim.66 Dim.67 Dim.68 Dim.69 Dim.70
it21 -0,047 -0,018 0,080 -0,001 -0,028 0,026 0,109 -0,018 -0,070 -0,034 0,025 -0,262 0,110 -0,285
it22 -0,006 -0,012 0,062 -0,004 0,026 -0,008 -0,037 0,003 0,045 0,022 -0,004 0,111 -0,038 0,111
it23 0,070 0,044 -0,237 0,090 -0,006 -0,006 -0,034 -0,003 -0,015 -0,035 -0,014 -0,018 -0,018 -0,021
it24 -0,235 -0,096 -0,002 0,008 -0,058 -0,269 0,037 0,472 -0,044 0,001 -0,004 -0,018 0,004 0,009
it31 -0,038 0,004 0,024 0,001 0,133 -0,048 -0,223 -0,015 -0,168 0,040 -0,004 -0,063 0,026 0,238
it32 0,029 0,011 -0,022 0,029 -0,056 0,014 0,106 -0,002 -0,015 0,001 -0,004 0,060 -0,024 -0,103
it33 -0,032 -0,003 -0,071 0,028 0,043 -0,008 -0,098 0,032 0,256 -0,050 0,012 -0,107 0,045 0,022
it34 0,337 -0,590 -0,103 -0,046 0,060 0,196 -0,021 0,007 -0,011 0,003 0,002 0,004 -0,005 -0,001
it41 -0,012 0,016 -0,038 -0,001 0,118 -0,056 -0,247 0,027 0,177 0,011 -0,001 0,195 -0,068 0,023
it42 -0,005 0,016 -0,162 0,056 -0,035 0,012 0,068 0,001 0,085 -0,027 0,006 -0,119 0,048 -0,011
it43 0,017 -0,054 0,376 -0,070 0,000 0,002 0,025 -0,030 -0,335 0,057 -0,013 0,136 -0,064 -0,013
it44 0,185 0,438 0,073 0,013 0,063 0,157 0,018 0,255 -0,015 0,003 -0,004 -0,011 0,000 0,005
it51 0,050 -0,014 0,078 -0,020 -0,042 -0,009 0,044 0,027 0,088 0,002 -0,001 0,135 -0,062 -0,297
it52 0,012 -0,025 0,145 -0,011 0,017 -0,005 -0,027 -0,002 0,025 -0,004 0,003 -0,050 0,021 0,091
it53 -0,049 0,070 -0,465 0,100 0,007 -0,006 0,016 -0,007 -0,177 0,028 -0,006 0,081 -0,032 -0,054
it54 -0,608 0,000 0,008 0,013 0,078 0,302 -0,039 -0,227 0,030 0,002 -0,001 0,022 -0,005 -0,018
it61 0,024 0,004 -0,088 0,031 -0,110 0,063 0,224 -0,032 -0,147 -0,021 -0,002 -0,225 0,092 0,221
it62 -0,016 0,000 -0,026 0,038 0,064 -0,015 -0,083 0,004 -0,080 0,019 -0,003 0,091 -0,029 -0,041
it63 0,030 -0,041 0,230 -0,076 -0,008 0,010 -0,024 0,023 0,327 -0,062 0,000 -0,141 0,059 0,057
it64 0,104 0,086 0,013 0,007 -0,162 -0,472 0,009 -0,375 0,034 -0,008 0,004 -0,001 0,004 0,004
rti-Dist0 -0,006 -0,005 0,018 0,023 -0,022 0,010 0,044 -0,003 0,003 -0,004 0,001 0,011 -0,014 0,014
renfam-1stQ 0,002 -0,007 0,020 0,098 -0,042 0,012 -0,017 0,005 0,006 0,034 0,014 0,005 0,012 0,000
renfam-masMedia 0,003 0,017 -0,035 -0,148 0,042 -0,014 0,025 -0,004 -0,003 -0,020 -0,015 -0,004 -0,009 0,000
renfam-Me0 -0,002 0,001 0,004 -0,010 -0,001 -0,001 -0,014 0,001 0,000 0,006 0,003 0,007 -0,002 -0,007
renfam-MeMedia -0,004 -0,011 0,019 0,077 -0,006 0,004 -0,007 -0,001 0,000 -0,002 0,004 0,000 -0,003 0,001
ninmuebles1 -0,003 -0,002 0,025 -0,007 -0,030 0,012 0,042 -0,004 -0,010 0,006 0,002 0,003 -0,007 0,015
ninmuebles2 -0,009 -0,008 0,038 0,001 0,010 -0,002 -0,006 -0,001 -0,001 -0,004 0,001 0,002 -0,004 0,003
ninmuebles3 0,012 -0,003 -0,022 0,022 0,004 -0,001 -0,006 0,003 0,005 -0,003 -0,002 0,008 -0,002 -0,007
ninmuebles4 0,002 0,019 -0,070 0,023 -0,006 0,001 0,011 0,005 0,030 -0,010 0,000 -0,026 0,012 0,001
ninmuebles6 -0,001 -0,006 0,016 0,015 0,008 -0,004 -0,009 -0,001 -0,007 0,005 0,001 0,013 -0,007 -0,010
numfam2 -0,005 -0,012 0,017 0,090 0,163 -0,046 0,101 -0,012 0,032 0,159 0,008 0,027 0,087 0,001
numfam3 0,009 0,006 -0,029 -0,045 0,030 -0,010 0,045 -0,001 0,031 0,174 0,011 0,041 0,109 -0,003
numfam4 0,001 0,004 -0,018 -0,046 0,033 -0,008 0,022 -0,001 0,022 0,157 0,014 0,027 0,100 0,001
numfam5 0,001 -0,001 -0,006 -0,025 0,022 -0,005 0,023 -0,006 0,011 0,069 0,009 0,014 0,047 -0,001
numfam6 0,001 0,001 0,003 -0,011 0,014 -0,003 0,009 0,000 0,007 0,030 0,003 0,004 0,019 -0,002
numfam7 0,004 0,002 -0,005 -0,007 0,014 -0,004 0,004 -0,001 0,001 0,014 -0,001 0,004 0,009 -0,002
numfam8 0,000 -0,001 0,005 -0,004 0,007 -0,002 0,003 0,000 0,001 0,006 -0,001 0,001 0,005 -0,001
numfam9 -0,002 -0,001 0,004 -0,003 0,001 0,000 0,003 0,000 -0,001 0,004 0,000 -0,001 0,005 0,001
numfam10 -0,001 0,000 0,001 -0,003 0,001 0,000 0,004 0,000 0,002 0,004 0,000 0,002 0,002 0,000
numfam11 -0,001 0,000 0,002 0,002 0,000 0,000 -0,002 0,000 0,000 0,005 0,000 0,001 0,002 0,001
numfam12 -0,001 0,000 0,002 0,000 0,002 -0,001 0,001 0,000 0,000 0,002 0,002 0,000 0,002 0,000
numfam13 0,000 0,000 -0,001 -0,003 0,002 -0,001 0,002 0,000 0,000 0,001 0,002 0,000 0,001 0,000
numfam16 0,000 0,000 -0,003 0,004 -0,003 0,001 0,000 0,001 0,002 0,003 0,000 0,001 0,002 -0,001
edad2 -0,001 0,000 0,003 0,012 0,179 -0,049 0,108 -0,012 0,017 0,038 -0,016 -0,001 0,002 0,002
edad3 -0,009 -0,016 0,029 0,111 0,136 -0,037 0,067 -0,011 0,001 -0,056 -0,017 -0,014 -0,043 0,002
edad4 0,006 -0,014 0,021 0,091 0,022 -0,003 0,001 -0,004 0,004 0,017 0,002 0,000 0,009 -0,002
edad5 0,001 0,002 -0,006 -0,019 -0,062 0,018 -0,034 0,007 0,006 0,092 0,018 0,015 0,062 -0,002
edad6 0,001 0,038 -0,069 -0,289 -0,217 0,053 -0,098 0,018 -0,007 0,056 0,016 0,021 0,061 -0,002
edad7 -0,005 0,001 -0,005 -0,020 0,042 -0,011 0,025 -0,002 0,006 0,032 -0,001 0,002 0,014 0,000
BIECorrector1 -0,005 -0,001 0,004 0,001 0,017 -0,003 0,024 -0,001 0,010 -0,004 -0,002 -0,001 -0,004 0,003
pormedtit-100 0,061 0,007 -0,036 0,046 0,091 -0,044 -0,198 0,005 -0,022 -0,022 0,000 -0,025 -0,002 -0,036
pormedtit-50 -0,054 -0,009 -0,007 0,027 -0,050 0,032 0,169 0,004 0,078 0,004 -0,003 0,046 0,004 0,027
pormedtit-Ma50 0,006 -0,007 0,090 -0,027 -0,053 0,017 0,063 -0,017 -0,074 0,004 0,003 -0,032 -0,004 0,024
pormedtit-Me50 -0,023 0,004 0,007 -0,043 -0,041 0,016 0,041 0,001 -0,004 0,026 0,005 0,014 -0,019 0,003
IP-2dQ -0,003 0,009 -0,020 -0,084 0,092 -0,024 0,052 -0,004 -0,012 -0,072 0,360 0,024 -0,001 0,008
IP-3thQ -0,002 -0,003 0,003 0,013 -0,025 0,007 -0,010 0,000 0,010 0,033 -0,230 -0,013 -0,006 -0,003
IP-4thQ 0,000 -0,011 0,034 0,130 -0,088 0,026 -0,048 0,006 0,000 0,028 0,021 0,001 0,016 0,001
RentaCorrectora1 -0,004 -0,013 0,024 0,086 -0,015 0,007 -0,011 -0,003 0,000 0,018 0,008 -0,001 0,010 0,000
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Dim.57 Dim.58 Dim.59 Dim.60 Dim.61 Dim.62 Dim.63 Dim.64 Dim.65 Dim.66 Dim.67 Dim.68 Dim.69 Dim.70

Year2009 0,001 0,000 0,011 0,058 -0,026 0,010 -0,011 0,005 -0,010 -0,033 0,365 0,027 0,018 0,009
Year2010 -0,003 0,002 -0,006 -0,055 0,047 -0,013 0,026 -0,004 -0,003 -0,017 0,039 0,002 -0,002 0,002
Year2011 0,003 -0,001 0,000 0,017 -0,029 0,007 -0,015 -0,001 0,010 0,044 -0,284 -0,018 -0,004 -0,009
Year2012 0,001 0,008 -0,027 -0,100 0,069 -0,021 0,032 -0,002 -0,005 -0,036 0,100 0,003 -0,010 0,001

Tabla A.22: Correlaciones de las Dimensiones 57 a la 70 con las variables originales discretizadas

Dim.71 Dim.72 Dim.73 Dim.74 Dim.75 Dim.76 Dim.77 Dim.78 Dim.79 Dim.80 Dim.81 Dim.82 Dim.83 Dim.84
estcv2 -0,001 0,018 -0,002 0,228 -0,092 -0,002 -0,002 -0,004 -0,047 -0,001 0,000 0,000 0,000 0,000
estcv3 -0,001 0,000 -0,001 0,091 0,004 -0,002 0,001 -0,002 -0,024 -0,002 0,000 0,000 0,000 0,000
estcv4 0,000 0,000 0,000 0,061 -0,003 -0,003 0,000 -0,004 -0,020 0,000 0,000 0,000 0,000 0,000
act11 0,000 -0,009 0,001 0,001 0,001 0,186 -0,001 -0,001 -0,001 -0,001 0,000 0,000 0,000 0,000
act12 0,000 -0,022 0,002 0,004 0,000 0,163 -0,002 -0,001 -0,001 -0,001 0,000 0,000 0,000 0,000
act14 0,004 -0,002 0,000 0,001 0,001 0,032 0,000 0,000 -0,001 0,000 0,000 0,000 0,000 0,000
act21 0,001 0,017 -0,001 0,001 -0,002 -0,225 0,001 0,000 0,001 -0,001 0,000 0,000 0,000 0,000
act22 0,001 0,007 -0,001 -0,001 0,000 -0,079 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
act24 -0,001 0,004 0,000 0,000 -0,001 -0,033 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
tvh2 -0,001 0,000 -0,001 -0,001 0,002 0,000 0,000 -0,001 0,001 0,000 0,000 0,000 0,000 0,000
tvh3 0,001 0,006 -0,001 0,020 0,043 0,001 0,002 -0,002 0,006 0,000 0,000 0,018 0,000 0,000
tvh4 0,000 0,005 -0,002 0,040 0,061 -0,002 0,003 -0,003 0,011 -0,001 0,000 0,030 0,000 0,000
tvh9 0,001 -0,004 -0,002 0,022 0,030 0,003 0,001 0,001 0,008 0,000 0,000 0,015 0,000 0,000
ptvh-100 -0,001 0,000 0,002 0,026 0,068 -0,001 0,002 0,001 -0,008 0,000 0,000 0,033 0,000 0,000
ptvh-50 -0,001 -0,003 0,003 -0,071 -0,151 0,001 -0,006 0,001 -0,007 0,000 0,000 0,040 0,000 0,000
ptvh-Ma50 0,004 -0,003 -0,002 0,006 0,006 0,000 0,000 0,000 -0,001 0,000 0,000 0,005 0,000 0,000
ptvh-Me50 0,005 0,001 -0,006 0,015 0,010 0,000 0,001 -0,001 -0,002 0,000 0,000 0,008 0,000 0,000
pctvh-100 0,001 -0,002 0,001 -0,002 0,044 0,000 0,001 -0,001 0,002 0,000 0,000 0,012 0,000 0,000
pctvh-50 0,002 -0,002 -0,006 0,084 0,294 -0,003 0,009 -0,002 0,009 -0,001 0,000 0,001 0,000 0,000
pctvh-Ma50 -0,003 -0,002 0,000 -0,006 0,006 0,000 0,000 0,000 0,001 0,000 0,000 0,000 0,000 0,000
pctvh-Me50 -0,006 0,000 0,001 -0,010 0,014 0,000 0,000 0,000 0,002 0,000 0,000 0,001 0,000 0,000
dvt-Dist0 -0,001 0,030 0,002 0,002 0,003 0,002 0,013 -0,003 0,005 0,000 -0,002 0,000 0,000 0,000
it11 0,029 0,004 0,006 0,022 -0,006 -0,002 0,007 0,041 -0,001 -0,001 0,000 0,000 0,000 0,001
it12 -0,013 -0,009 -0,005 -0,012 0,004 0,001 0,017 0,076 -0,003 0,000 0,000 0,000 0,000 0,002
it13 -0,004 0,002 -0,004 0,011 -0,001 0,000 0,006 0,027 -0,001 0,000 0,000 0,000 0,000 0,001
it14 0,000 0,000 0,000 0,001 -0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
it21 -0,127 0,001 -0,005 0,003 0,000 0,000 0,003 0,014 0,000 0,000 0,000 0,000 -0,002 -0,002
it22 0,052 -0,001 -0,015 -0,008 0,001 0,000 0,008 0,038 -0,001 -0,001 0,000 0,000 -0,004 -0,004
it23 0,002 0,003 -0,009 0,022 -0,007 0,001 0,005 0,016 -0,001 0,001 0,000 0,000 -0,002 -0,002
it24 -0,005 0,002 -0,001 0,000 0,000 -0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
it31 0,251 -0,003 -0,006 0,000 0,000 0,000 0,001 0,007 0,000 0,000 0,000 0,000 0,001 -0,001
it32 -0,092 0,005 -0,034 -0,003 -0,001 0,000 0,004 0,018 0,000 -0,001 0,000 0,000 0,004 -0,003
it33 0,029 0,000 -0,013 0,007 -0,002 0,000 0,001 0,006 0,000 0,001 0,000 0,000 0,001 -0,001
it34 -0,004 0,000 -0,002 0,000 0,000 -0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
it41 -0,322 0,006 -0,031 0,000 0,000 0,001 0,001 0,002 0,000 0,000 0,000 0,000 0,001 0,000
it42 0,133 0,004 -0,054 -0,004 -0,001 0,000 0,002 0,010 0,000 0,000 0,000 0,000 0,004 0,000
it43 -0,036 0,001 -0,028 0,007 -0,003 0,000 0,001 0,004 0,000 0,000 0,000 0,000 0,001 0,000
it44 0,000 0,002 -0,001 0,001 0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
it51 0,271 -0,001 0,004 0,002 -0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
it52 -0,062 0,011 -0,139 -0,005 -0,001 0,000 0,001 0,006 0,000 0,000 0,000 0,000 -0,002 0,001
it53 -0,003 0,002 -0,022 0,003 -0,002 0,001 0,000 0,001 0,000 0,000 0,000 0,000 -0,001 0,000
it54 0,013 -0,001 -0,004 0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
it61 -0,106 -0,004 0,066 0,001 0,002 -0,001 0,001 0,002 0,000 0,000 0,000 0,000 0,000 0,000
it62 -0,022 -0,017 0,355 0,005 0,002 -0,003 0,002 0,003 0,000 -0,001 0,000 0,000 0,000 0,000
it63 0,025 -0,007 0,116 0,005 0,000 -0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
it64 -0,002 -0,001 0,007 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
rti-Dist0 -0,002 0,001 0,004 -0,006 0,002 -0,002 -0,056 -0,261 0,001 0,010 0,000 0,000 0,000 0,000

Continúa en la página siguiente...
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Dim.71 Dim.72 Dim.73 Dim.74 Dim.75 Dim.76 Dim.77 Dim.78 Dim.79 Dim.80 Dim.81 Dim.82 Dim.83 Dim.84
renfam-1stQ -0,003 -0,207 -0,010 0,012 -0,002 -0,007 -0,001 0,008 0,000 0,086 0,000 0,000 0,000 0,000
renfam-masMedia 0,003 0,171 0,008 -0,010 0,005 0,013 0,002 0,008 -0,008 0,118 0,000 0,000 0,000 0,000
renfam-Me0 -0,003 -0,017 0,000 0,000 0,000 0,000 0,000 0,001 0,000 0,006 0,000 0,000 0,000 0,000
renfam-MeMedia -0,002 -0,086 -0,004 0,011 -0,001 -0,009 0,002 0,010 0,000 0,104 0,000 0,000 0,000 0,000
ninmuebles1 -0,006 -0,009 0,017 0,000 0,004 0,000 0,017 0,076 -0,002 0,000 0,000 0,000 0,000 -0,002
ninmuebles2 -0,001 -0,004 0,019 0,003 -0,001 0,000 0,009 0,041 -0,001 0,000 0,000 0,000 0,003 0,001
ninmuebles3 -0,011 -0,001 0,033 0,001 0,000 0,000 0,004 0,019 0,000 0,000 0,000 0,000 0,000 0,002
ninmuebles4 0,006 -0,005 0,076 0,002 0,000 0,000 0,002 0,010 0,000 0,000 0,000 0,000 -0,003 0,002
ninmuebles6 0,013 0,010 -0,135 -0,003 -0,002 0,001 0,001 0,006 0,000 0,000 0,000 0,000 -0,002 0,001
numfam2 0,002 -0,006 0,003 -0,160 0,031 0,000 0,001 0,002 0,003 0,001 0,000 0,000 0,000 0,000
numfam3 0,001 -0,012 0,003 -0,184 0,032 -0,002 0,002 0,001 0,006 0,000 0,000 0,000 0,000 0,000
numfam4 0,000 -0,007 0,002 -0,159 0,025 -0,004 0,002 0,001 0,005 0,000 0,000 0,000 0,000 0,000
numfam5 0,002 -0,005 0,001 -0,079 0,014 -0,001 0,001 0,000 0,002 0,000 0,000 0,000 0,000 0,000
numfam6 -0,001 -0,001 0,000 -0,036 0,007 -0,001 0,000 0,000 0,001 0,000 0,000 0,000 0,000 0,000
numfam7 0,001 -0,002 0,000 -0,019 0,004 0,000 0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000
numfam8 -0,001 -0,001 0,001 -0,009 0,002 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
numfam9 -0,001 0,000 0,000 -0,005 0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
numfam10 0,000 0,000 0,001 -0,004 0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
numfam11 0,000 0,000 0,000 -0,003 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
numfam12 0,000 -0,001 0,000 -0,003 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
numfam13 0,000 0,000 0,000 -0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
numfam16 0,000 0,000 0,000 -0,001 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000 0,000
edad2 0,000 0,012 -0,001 0,073 -0,015 0,000 -0,005 0,002 0,097 0,001 0,000 0,000 0,000 0,000
edad3 0,001 0,011 -0,001 0,089 -0,025 0,000 -0,006 0,002 0,117 0,001 -0,001 0,000 0,000 0,000
edad4 0,000 0,008 0,000 0,032 -0,021 -0,001 -0,003 0,004 0,123 0,001 -0,001 0,000 0,000 0,000
edad5 -0,001 0,001 0,000 -0,024 -0,011 0,001 -0,002 0,003 0,109 0,002 -0,001 0,000 0,000 0,000
edad6 0,001 -0,015 0,001 -0,036 -0,007 0,006 -0,003 0,002 0,103 0,002 -0,001 0,000 0,000 0,000
edad7 0,000 -0,001 0,000 0,009 -0,005 -0,001 -0,001 0,000 0,010 0,000 0,000 0,000 0,000 0,000
BIECorrector1 0,001 0,013 0,000 -0,003 0,000 0,000 -0,001 0,000 -0,001 0,001 0,000 0,000 0,000 0,000
pormedtit-100 0,015 0,001 -0,029 0,012 -0,008 -0,001 0,008 0,040 -0,004 0,000 0,000 0,000 0,000 0,001
pormedtit-50 0,005 -0,003 -0,017 -0,012 0,007 0,000 0,011 0,049 0,000 -0,001 0,000 0,000 0,000 0,001
pormedtit-Ma50 -0,026 -0,003 0,025 0,001 0,005 0,000 0,009 0,036 -0,001 -0,001 0,000 0,000 0,000 0,000
pormedtit-Me50 -0,007 -0,006 0,041 0,001 0,001 0,001 0,008 0,034 0,000 0,000 0,000 0,000 0,000 0,000
IP-2dQ 0,004 -0,010 -0,001 0,001 -0,009 0,001 0,144 -0,031 0,003 0,000 0,028 0,000 0,000 0,000
IP-3thQ -0,001 -0,006 -0,001 -0,002 -0,008 0,001 0,157 -0,034 0,005 0,000 0,054 0,000 0,000 0,000
IP-4thQ 0,000 0,011 0,002 -0,004 0,001 0,000 0,038 -0,008 0,004 0,000 0,083 0,000 0,000 0,000
RentaCorrectora1 0,004 0,369 0,021 -0,018 0,004 0,014 0,010 0,006 0,000 0,018 -0,001 0,000 0,000 0,000
Year2009 0,004 0,011 0,003 0,000 0,004 -0,001 -0,117 0,025 -0,001 0,000 0,024 0,000 0,000 0,000
Year2010 -0,001 0,003 0,001 -0,002 0,008 -0,002 -0,146 0,032 -0,003 0,000 0,042 0,000 0,000 0,000
Year2011 -0,002 0,003 0,000 -0,003 0,006 0,000 -0,107 0,023 -0,002 0,000 0,063 0,000 0,000 0,000
Year2012 0,001 -0,006 -0,002 0,007 -0,002 0,000 0,001 0,000 0,000 0,000 0,083 0,000 0,000 0,000

Tabla A.23: Correlaciones de las Dimensiones 71 a la 84 con las variables originales discretizadas

Dim.85 Dim.86 Dim.87 Dim.88
estcv2 0,0000 0,0000 0,0000 0,0000
estcv3 0,0000 0,0000 0,0000 0,0000
estcv4 0,0000 0,0000 0,0000 0,0000
act11 0,0000 0,0000 0,0000 0,0000
act12 0,0000 0,0000 0,0000 0,0000
act14 0,0000 0,0000 0,0000 0,0000
act21 0,0000 0,0000 0,0000 0,0000
act22 0,0000 0,0000 0,0000 0,0000
act24 0,0000 0,0000 0,0000 0,0000
tvh2 0,0000 0,0000 0,0000 0,0000

Continúa en la página siguiente...
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Dim.85 Dim.86 Dim.87 Dim.88

tvh3 0,0000 0,0000 0,0000 0,0000
tvh4 0,0000 0,0000 0,0000 0,0000
tvh9 0,0000 0,0000 0,0000 0,0000
ptvh-100 0,0000 0,0000 0,0000 0,0000
ptvh-50 0,0000 0,0000 0,0000 0,0000
ptvh-Ma50 0,0000 0,0000 0,0000 0,0000
ptvh-Me50 0,0000 0,0000 0,0000 0,0000
pctvh-100 0,0000 0,0000 0,0000 0,0000
pctvh-50 0,0000 0,0000 0,0000 0,0000
pctvh-Ma50 0,0000 0,0000 0,0000 0,0000
pctvh-Me50 0,0000 0,0000 0,0000 0,0000
dvt-Dist0 0,0000 0,0000 0,0000 0,0000
it11 -0,0002 -0,0012 0,0000 0,0000
it12 -0,0004 -0,0027 0,0000 0,0000
it13 -0,0001 -0,0008 0,0000 0,0000
it14 0,0000 0,0000 0,0000 0,0000
it21 0,0004 -0,0001 0,0000 0,0000
it22 0,0011 -0,0003 0,0000 0,0000
it23 0,0005 -0,0001 0,0000 0,0000
it24 0,0000 0,0000 0,0000 0,0000
it31 -0,0011 0,0000 0,0000 0,0000
it32 -0,0030 -0,0001 0,0000 0,0000
it33 -0,0010 0,0000 0,0000 0,0000
it34 0,0000 0,0000 0,0000 0,0000
it41 0,0012 0,0000 0,0000 0,0000
it42 0,0037 -0,0001 0,0000 0,0000
it43 0,0014 0,0000 0,0000 0,0000
it44 0,0001 0,0000 0,0000 0,0000
it51 -0,0002 0,0001 0,0000 0,0000
it52 -0,0007 0,0005 0,0000 0,0000
it53 -0,0002 0,0002 0,0000 0,0000
it54 0,0000 0,0000 0,0000 0,0000
it61 0,0000 0,0000 0,0000 0,0000
it62 0,0000 0,0000 0,0000 0,0000
it63 0,0000 0,0000 0,0000 0,0000
it64 0,0000 0,0000 0,0000 0,0000
rti-Dist0 0,0000 0,0000 0,0000 0,0000
renfam-1stQ 0,0000 0,0000 0,0000 0,0000
renfam-masMedia 0,0000 0,0000 0,0000 0,0000
renfam-Me0 0,0000 0,0000 0,0000 0,0000
renfam-MeMedia 0,0000 0,0000 0,0000 0,0000
ninmuebles1 0,0004 0,0010 0,0000 0,0000
ninmuebles2 -0,0005 0,0010 0,0000 0,0000
ninmuebles3 0,0016 0,0008 0,0000 0,0000
ninmuebles4 -0,0011 0,0007 0,0000 0,0000
ninmuebles6 -0,0008 0,0005 0,0000 0,0000
numfam2 0,0000 0,0000 0,0000 0,0000
numfam3 0,0000 0,0000 0,0000 0,0000
numfam4 0,0000 0,0000 0,0000 0,0000
numfam5 0,0000 0,0000 0,0000 0,0000
numfam6 0,0000 0,0000 0,0000 0,0000
numfam7 0,0000 0,0000 0,0000 0,0000
numfam8 0,0000 0,0000 0,0000 0,0000
numfam9 0,0000 0,0000 0,0000 0,0000
numfam10 0,0000 0,0000 0,0000 0,0000
numfam11 0,0000 0,0000 0,0000 0,0000
numfam12 0,0000 0,0000 0,0000 0,0000
numfam13 0,0000 0,0000 0,0000 0,0000

Continúa en la página siguiente...
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Dim.85 Dim.86 Dim.87 Dim.88
numfam16 0,0000 0,0000 0,0000 0,0000
edad2 0,0000 0,0000 0,0000 0,0000
edad3 0,0000 0,0000 0,0000 0,0000
edad4 0,0000 0,0000 0,0000 0,0000
edad5 0,0000 0,0000 0,0000 0,0000
edad6 0,0000 0,0000 0,0000 0,0000
edad7 0,0000 0,0000 0,0000 0,0000
BIECorrector1 0,0000 0,0000 0,0000 0,0000
pormedtit-100 -0,0001 0,0011 0,0000 0,0000
pormedtit-50 -0,0001 0,0011 0,0000 0,0000
pormedtit-Ma50 0,0000 0,0007 0,0000 0,0000
pormedtit-Me50 0,0000 0,0007 0,0000 0,0000
IP-2dQ 0,0000 0,0000 0,0000 0,0000
IP-3thQ 0,0000 0,0000 0,0000 0,0000
IP-4thQ 0,0000 0,0000 0,0000 0,0000
RentaCorrectora1 0,0000 0,0000 0,0000 0,0000
Year2009 0,0000 0,0000 0,0000 0,0000
Year2010 0,0000 0,0000 0,0000 0,0000
Year2011 0,0000 0,0000 0,0000 0,0000
Year2012 0,0000 0,0000 0,0000 0,0000

Tabla A.24: Correlaciones de las Dimensiones 85 a la 88 con las variables originales discretizadas
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Lincoln, M. (1982). An empirical study of the usefulness of accounting ratios to describe levels

of insolvency risk. PhD thesis, University of Melbourne.

Liu, C.and Frazier, P. and Kumar, L. (2007). Comparative assessment of the measures of

thematic classification accuracy. Remote Sens. Environ, 107(4):606–616.
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Meyer, D., Dimitriadou, E., Hornik, K., Weingessel, A., and Leisch, F. (2014). e1071: Misc

Functions of the Department of Statistics (e1071), TU Wien. R package version 1.6-4.
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