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1 Introducción

En la actualidad, la robótica es una tecnoloǵıa muy presente en nuestra vida cotidiana.

La podemos encontrar de forma directa en nuestras viviendas en caso de poseer un robot de

limpieza o de forma indirecta en aquellos productos que han requerido de la intervención de

robots para llevar a cabo su proceso productivo, como es el caso de un automóvil.

La robótica es una tecnoloǵıa relativamente joven que reúne diferentes campos de la in-

genieŕıa para la creación de robots. A pesar de su juventud, esta tecnoloǵıa es ampliamente

empleada en industria, sector servicios, sanidad, aplicaciones militares y espaciales entre

otros.

En industria se hace uso de brazos robóticos que forman parte de cadenas de producción

(Figura 1-1), por otro lado existen robots colaborativos que son capaces de trabajar junto

a un humano sin poner en peligro la integridad f́ısica del mismo (Figura 1-2). La idea es

que estos robots realicen tareas repetitivas, f́ısicamente exigentes y/o peligrosas para las

personas.

Figura 1-1: Robot industrial. Figura 1-2: Cobot de Universal Robots.

En el sector servicios se están desarrollando robots que pueden interactuar con personas y

realizar trabajos de hosteleŕıa como servir las mesas de un restaurante (Figura 1-3), incluso

robots manipuladores móviles empleados en loǵıstica para organizar y transportar cajas de

forma autónoma (Figura 1-4).
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Figura 1-3: Robot camarero.

Figura 1-4: Robot Handle diseñado por la

empresa estadounidense Boston

Dynamics.

La robótica autónoma móvil es una rama de la robótica que estudia robots capaces de

navegar en un entorno y además realizar la tarea para la cual fueron diseñados sin la in-

tervención de un humano. El desarrollo de robots autónomos móviles se ha incrementado

de forma exponencial en los últimos años debido a su gran variedad de aplicaciones para

automatizar procesos y/o realizar tareas sin poner en riesgo a personas. Se ha demostrado

con diferentes proyectos que se pueden destinar en la exploración de entornos desconocidos y

peligrosos, desde las profundidades del oceano (Figura 1-5) hasta lugares tan lejanos como

Marte (Figura 1-6).

Figura 1-5: OceanOne diseñado por la Uni-

vesidad de Stanford. Figura 1-6: Curiosity diseñado por la NASA.

Un robot móvil ha de ser capaz de navegar en el entorno de trabajo. Para ello, debe ser

capaz de construir un mapa del mismo y además, estimar su pose (posición y orientación)

de forma suficientemente precisa. Durante la realización de estas tareas es necesario tener

en cuenta que, en numerosas ocasiones, el robot debe ser capaz de operar en entornos com-

plejos y cambiantes, que pueden cambiar la apariencia del entorno de trabajo. A la hora
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de disenar un sistema para construcción de mapas y localización, podemos optar bien por

resolver el problema de forma métrica o bien de forma topológica. Un mapa métrico contiene

información de la posición de ciertas caracteŕısticas del entorno respecto de un sistema de

referencia, con una determinada incertidumbre asociada. En este caso, el robot sera capaz

de estimar su posición con precisión geométrica respecto dicho sistema de referencia. Por

su parte, los mapas topologicos son una representación del mundo que contiene únicamente

varias localizaciones y las relaciones de conectividad entre ellas. Este tipo de mapas son un

mecanismo eficiente para que el robot se localice con la precisión suficiente y planifique sus

trayectorias.

Para poder construir un modelo del entorno y estimar su posición, el robot debe ir equipado

con sensores que permitan conocer el estado de entorno respecto al robot. Entre los diferentes

sensores empleados en robótica móvil podemos destacar:

GPS: Permite conocer el posicionamiento del robot dentro del planteta Tierra, su

principal desventaja reside en el elevado margen de error, de 10 metros. En entornos

cercanos a edificios y/o árboles los errores de medida se incrementan y requieren de

la combinación con otras técnoloǵıas como la odometŕıa para obtener un sistema de

localización robusto tal y como explica Onho et al., [34]. Además, el GPS no se puede

utilizar en interiores.

Láser: Es un sensor que permite medir la distancia a los elementos del entorno, y

junto con los algoritmos de procesamiento adecuados permite tanto construir modelos

del entorno como localizar al robot. Uno de los sistemas más importantes que emplean

la tecnoloǵıa láser es el LiDAR, que permite medir distancias a todos los elementos que

se encuentran dentro de un determinado ángulo frente al robot. Como inconveniente,

las condiciones meteorológicas adversas pueden provocar que los rayos se dispersen y

que las medidas tomadas no sean buenas. Este sistema se ha empleado en numerosas

aplicaciones en robótica móvil y algunos autores como Wolcott et al., [59] recurren a

métodos probabilisticos para conseguir una herramienta robusta frente a condiciones

adversas como fuertes nevadas.

Sensores de proximidad: Permiten la detección de obstáculos. Existen varios tipos

de sensores en función del principio f́ısico que utilizan. En el ámbito de los robots

móviles autónomos podemos destacar:

• Infrarrojos: Detección de objetos mediante luz, suelen emplear un fototransis-

tor o un fotodiodo. Mart́ın et al., [30] desarrollaron un sistema sensorial para

medir los desplazamientos diferenciales de fase en una señal infrarroja modulada

sinusoidalmente transmitida desde el robot. Se obtuvieron distancias diferencia-

les de estos desplazamientos de fase, y la posición del robot se estimó mediante

trilateración hiperbólica.
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• Ultrasonidos: El sensor emite una onda y recibe el eco producido al impactar

con un objeto. Moreno et al., [32] integraron sensores ultrasónicos con un filtro

no lineal basado en un algoritmo genético como método de optimización logrando

aśı la implementación de esta técnica en sistemas de navegación más complejos.

Sensores de visión: El empleo de cámaras como sensores en robótica móvil ha permi-

tido la resolución de numerosas tareas, gracias a la gran cantidad de información que

pueden capturar del entorno. Las cámaras posibilitan conocer ampliamente el entorno

del robot pudiendo identificar objetos y determinar distancias. Hay distintos tipos de

cámaras entre los cuales podemos destacar:

• Cámara estándar: Se trata de la cámaras que podŕıamos tener en nuestros

dispositivos móviles. Las imágenes obtenidas con este tipo de cámaras no permiten

determinar profundidades o distancias dado que disponen de una sola cámara.

Pero si que pueden ser empleadas para otras tareas como el reconocimiento facial,

clasificación de objetos y detección de los mismos. Es común la combinación de

una o más cámaras estándar dispuestas en múltiples direcciones para cubrir todo

el entorno del robot. Un ejemplo de esta técnica es la que emplea el Autopilot de

Tesla, combinando 8 cámaras de diferentes alcances con 12 sensores ultrasónicos

y un radar. En cuanto a la tarea de mapping y localización, este tipo de cámaras

sólo se podŕıan usar para crear mapas topológicos, y no métricos.

• Cámara estereoscópica: Lleva a cabo la composición de imágenes 3D mediante

el empleo de dos o más cámaras separadas una cierta distancia, esto permite

extraer la información tridimensional de un objeto visto desde diferentes ángulos

de visión. En 1997 Murray et al., [33] demostraron que la visión estereoscópica

era una alternativa fiable frente a otro tipo de sensores como el láser o el sonar .

• Cámara omnidireccional: Captan imágenes con un ángulo de visión de 360o

lo que las hacen idóneas para tareas de navegación. Permiten obtener una des-

cripción completa del entorno con una sola imagen a diferencia de las cámaras

estereoscópicas que requieren de más de una imagen con diferente ángulo para su

correcto funcionamiento. Otra ventaja de este tipo de cámaras es que las imágenes

resultantes contienen la misma información independientemente de la orientación

relativa del robot en el plano del suelo, con lo que permiten construir mapas con

los que el robot podrá localizarse independientemente de su orientación, e incluso

estimar esta orientación relativa.

El empleo de sensores de visión para tareas de navegación es una decisión muy acertada

debido a la gran cantidad de información que podemos extraer de las imágenes. La única des-

ventaja podŕıa residir en que estas imágenes precisan de ser procesadas por un computador,

desarrollando los algoritmos adecuados podemos extraer la información realmente importan-

te para la tarea deseada. Todo este procedimiento conlleva un elevado coste computacional
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que hace unos años era inasumible. En la acualidad, este problema se ha solventado por el

gran desarrollo de la electrónica y la computación.

En particular, en este trabajo final de grado nos vamos a centrar en las cámaras omni-

direccionales. Podemos destacar dos configuraciones, un sistema multicámara como el que

podemos encontrar en la (Figura 1-7) y el modelo compuesto por una cámara y un espe-

jo hiperbólico (Figura 1-8). Esta última configuración es la elegida para la realización del

presente trabajo debido a su simplicidad.

Figura 1-7: Insta360

Titan.

Figura 1-8: Sistema cata-

dióptrico om-

nidireccional.

La utilización de cámaras omnidireccionales puede ser interesante respecto a otro tipo de

sensores, como los lidar, por la gran cantidad de información que ofrecen y su coste relati-

vamente bajo. Y a diferencia de otro tipo de sensores, son capaces de distinguir diferentes

texturas y contornos, lo cual puede ser interesante según la aplicación.

Adicionalmente, las imágenes omnidireccionales contienen información completa del en-

torno del robot, visto desde el punto de captura, de modo que es posible crear modelos del

entorno con un número reducido de escenas, con la consiguiente reducción del coste compu-

tacional. Siendo esta caracteŕıstica de especial interés para su aplicación en problemas de

navegación.

Durante los últimos años, han emergido varios trabajos que proponen el uso de la Inte-

ligencia Artificial (IA) para resolver tareas de robótica móvil mediante el uso de imágenes.

La integración de robótica e Inteligencia Artificial es cada vez más común en numerosos

sectores económicos. Un ejemplo de ello podŕıa ser el Autopilot de Tesla, que implementa

una herramienta de visión artificial para identificar las diferentes señales de tráfico, peatones,

otros veh́ıculos y elementos esenciales en la calzada para conseguir una circulación segura

(Figura 1-9). En el sector primario, el reconocimiento visual de animales se está empleando
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para analizar imágenes predictivas sobre el estado de salud y bienestar del ganado (Figura

1-10), hasta incluso puede ayudar a los agricultores a implementar métodos de crecimiento

más eficientes.

Figura 1-9: Autopilot Tesla.

Figura 1-10: Reconocimiento facial de ani-

males.

El presente trabajo se centra en el uso de las redes neuronales convolucionales (Convolu-

tional Neural Networks), las cuales, son una rama de la Inteligencia Artificial. En concreto,

las redes neuronales son una herramienta perteneciente al campo del aprendizaje profundo

(Deep Learning).

Las CNNs imitan la estructura del cerebro, el cual está compuesto por una gran cantidad de

neuronas conectadas entre śı. Cuando el cerebro guarda cierta información lo hace alterando

la forma en la que se asocian las neuronas. En las CNNs se llevaŕıa a cabo un proceso análogo

variando los pesos asociados a cada enlace entre neuronas y los umbrales de activación de

cada neurona. El esquema básico de una neurona artificial y sus componentes principales se

pueden apreciar en la Figura 1-11, donde x1, x2, ..., xn son las señales de entrada las cuales

van asociadas a sus pesos correspondientes w1, w2, ..., wn. Por otro lado, w0 es el bias o sesgo,

que es otro factor asociado al almacenamiento de información y toma un valor constante.

En otras palabras, la información de la red neuronal se almacena en forma de pesos y sesgo.

La señales de entrada procedentes del exterior (x1, x2, ..., xn) se multiplican por los pesos

(w1, w2, ..., wn) antes de llegar al nodo. Una vez que las señales ponderadas se recogen en el

nodo, estos valores se suman dando lugar a la suma ponderada. De manera que la señal con

mayor peso tiene un mayor efecto. Por ejemplo, si el peso w1 es 1, y w2 es 5, entonces la señal

x2 tiene un efecto cinco veces mayor que el de x1. Cuando w1 es cero, x1 no se transmite al

nodo. Esto significa que x1 está desconectado del nodo. Este ejemplo muestra que los pesos

de la red neuronal imitan cómo el cerebro altera la asociación de las neuronas. Finalmente,

el nodo introduce la suma ponderada en la función de activación y obtiene su salida y.
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Figura 1-11: Esquema básico de una neurona artificial.

Entre los diferentes elementos que componen una neurona artificial, el único componente

que es seleccionable por el diseñador es la función de activación la cual determina el compor-

tamiento del nodo. A continuación destacamos las funciones de activación más frecuentes y

estandarizadas, que están disponibles en cualquier libreŕıa:

Función sigmoide: Muchos procesos naturales y curvas de aprendizaje de sistemas

complejos muestran una progresión temporal desde unos niveles bajos al inicio, hasta

acercarse a un cĺımax transcurrido un cierto tiempo. La transición se produce en una

región caracterizada por una fuerte aceleración intermedia. La función sigmoide permite

describir esta evolución. Su gráfica tiene una t́ıpica forma de “S”(Figura 1-12). Su

rango está entre 0 y 1.

Tanh (Tangente hiperbólica): Corresponde al cociente entre el seno hiperbólico y

el coseno hiperbólico. Como la función sigmoide, tiene forma de “S” y se considera una

versión mejorada. Su rango se encuentra entre -1 y 1.

ReLu (Rectified Linear Unit): Devuelve 0 si el input es negativo y devuelve el

input si este es positivo.

SoftMax: También conocida como función exponencial normalizada. Generalmente,

se emplea en la última capa de la red neuronal ya que calcula la distribución de pro-

babilidades de una clase sobre el total de categoŕıas. Devuelve valores en el rango 0 a

1, por lo que se usa para clasificación.
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Figura 1-12: Repersentación de las funciones de activación más comunes.

Es posible encontrar una gran variedad de redes neuronales en función de cómo están

distribuidos y conectados los diferentes nodos (o neuronas). Una red neuronal se podŕıa

subdividir aśı misma en diferentes capas, entre las cuales podemos destacar la capa de

entrada, las capas ocultas y capa de salida. Los nodos de la capa de entrada carecen de

pesos asociados a ella, simplemente transmiten la información de los datos de entrada a los

siguientes nodos. A partir de la capa de salida se obtiene el resultado final de la red neuronal,

estos nodos śı que adquieren pesos aśı como los de la capa oculta. Las capas de entrada y de

salida son accesibles desde el exterior. Por el contrario, las capas ocultas que se encuentran

entre la entrada y la salida, no son accesibles y de ah́ı reciben su nombre.

A lo largo de los últimos años, las redes neuronales han evolucionado desde estructuras

más simples a más complejas, pudiendo clasificarlas en dos categoŕıas según si poseen capa

oculta o no: las redes de una sola capa (Figura 1-13) y las de capas múltiples. Las redes

neuronales de capas múltiples podemos dividirla a su vez en dos clases, las redes neuronales

poco profundas o shallow neural networks (Figura 1-14) y las profundas o deep neural

networks (Figura 1-15) en función de la cantidad de nodos que presenten en su capa oculta.

Las redes neuronales convolucionales (CNNs) tienen una gran variedad de aplicaciones.

Como ejemplo, podŕıan ser entrenadas para predecir las ventas de una empresa en función de

unas determinadas variables (inputs), en traumatoloǵıa se pueden entrenar para diagnosticar

si un hueso tiene algún tipo de rotura mediante las radiograf́ıas o también se podŕıan utilizar

con el fin de identificar mediante el uso de cámaras aquellos productos que a simple vista

no cumplen los requisitos necesarios para ser empaquetados y vendidos y en condiciones de

trabajo reales.
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Figura 1-15: Deep Neural Network.

Figura 1-13: Single-layer Neural Network.

Figura 1-14: (shallow) Multi-layer Neural

Network.

El objetivo del presente trabajo de investigación es el entrenamiento, optimización y vali-

dación de diferentes CNNs con el objetivo de resolver la tarea de localización, consiguiendo

aśı no solo la identificación de la estancia en la que se encuentra el robot, sino también esti-

mar las coordenadas en que se encuentra en el plano del suelo. Para realizar el entrenamiento

y testeo de las redes neuronales se han empleado imágenes omnidireccionales capturadas en

entornos de interior con diferentes condiciones de iluminación.



10 1 Introducción

La localización de un robot autónomo móvil se puede abordar desde dos perspectivas,

ambas han sido abordadas en el presente trabajo:

Localización global: Consiste en localizar las coordenadas en las cuales se encuentra

el robot sin dividir la tarea en diferentes fases. De esta manera se emplea toda la infor-

mación de forma bruta, incrementando aśı el tiempo para llevar a cabo la localización.

Localización jerárquica: Habrá un mapa que se estructura en varias capas, una o

varias de alto nivel, que contienen poca información y que permiten una localización

gruesa, en una zona del entorno, de manerá rápida, y una o varias capas de bajo

nivel, que contienen más información, y permiten una localización más fina. De este

modo, la localización se puede resolver en varias fases, estimando primero la posición

de forma gruesa (en este trabajo se estimará primero la estancia en que está el robot)

y, en la segunda fase, se estimará de manera más fina la posición, usando las capas de

bajo nivel, pero restringiéndonos sólo a buscar en la zona o estancia recuperada en el

anterior paso, lo cual es un proceso más eficiente.

El resto de la memoria se estructura de la siguiente manera, en el caṕıtulo 2 se hará referen-

cia a investigaciones previas de localización relacionadas con el uso del aprendizaje profundo

y vectores descriptores. En el tercer caṕıtulo comentaremos las diferentes herramientas em-

pleadas como lo son el Transfer Learning, optimización de hiperparámetros mediante la

Optimización Bayesiana, Data Augmentation y vectores descriptores de apariencia global.

En el caṕıtulo posterior se explicará de forma más detallada como se han implementado las

diferentes técnicas y en el caṕıtulo 5 se expondrán los resultados de los experimentos. Para

acabar, en el caṕıtulo 6 se comentarán las conclusiones extráıdas del presente trabajo y se

propondrán posibles ĺıneas de investigación futuras.
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Los trabajos y predicciones de Von Neumann, Alan Turing y Wiener dieron lugar no solo

a la computadora moderna sino también a la “Inteligencia Artificial”, término establecido

por John McCarthy en 1955 y que podŕıamos definir como el desarrollo de algoritmos con el

fin de automatizar tareas que normalmente sólo el ser humano es capaz de realizar. Desde

entonces se han llevado a cabo numerosas investigaciones en torno a esta temática.

La Inteligencia Artificial está presente en diferentes áreas del conocimiento. Por ejemplo,

Wang et al., [23] emplearon una Red Neuronal para el diagnóstico de los diferentes estados

de enfermedades cardiovasculares. Alessandri et al., [2] emplearon la Inteligencia Artificial

para el control de un robot que realizaba tareas quirúrgicas. Otros autores han empleado el

aprendizaje profundo para la predicción de terremotos ( Bertrand et al., [44] ). Hasta incluso

existen estudios que emplean algoritmos basados en Inteligencia Artificial para automatizar

la agricultura mediante robots y drones ( Talaviya et al., [53] ).

La Inteligencia Artificial ha supuesto una alternativa para el desarrollo de herramientas

con el fin de abordar tareas propias de robots móviles, obteniendo resultados más eficientes.

Recientemente, el uso de las CNNs ha atráıdo a más autores a la implementación de la

Inteligencia Artificial junto con el uso de sensores de visión. Las tres tareas principales

que aborda la robótica móvil son la navegación, la localización y el mapeo, todas ellas se

pueden abordar implementando algoritmos basados en Inteliegencia Artificial. Por ejemplo,

Tai et al., [52] entrenaron una CNN para abordar el problema de la exploración evitando el

impacto con obstáculos. La detección de obstáculos es un tema importante en la navegación,

por lo que hay diferentes investigaciones que se centran exclusivamente en el desarrollo de

algoritmos que lleven a cabo esta función ( Abadi et al., [1] y Menegatti et al., [31] ). Por

otro lado, Amer et al., [3] llevan a cabo una localización de UAVs en zonas urbanas. Sandino

et al., [46] también hicieron uso de UAVs y de la Inteligencia Artificial para llevar a cabo el

mapeo aéreo de bosques afectados por diferentes patógenos.

Cabe destacar que las tareas propias de los robots móviles no solo han sido abordadas

mediante el uso de la IA, sino que existen multitud de estudios que emplean otras técnicas.

Además, el mapeo puede ir ligado con la localización de manera que se resuelven estos dos

problemas de manera conjunta, esta técnica se conoce como SLAM (Simutaneous Mapping

And Localization). Muchos autores han abordado este problema mediante el empleo de apro-
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ximaciones probabiĺısticas ( Thrun et al., [56] ). La creación de mapas ha sido adaptada a

diferentes tipos de entornos, tanto de interior como de exterior, incluyendo información 2D

o incluso 3D, y teniendo en cuenta situaciones reales, como posibles cambios en el entorno.

Cuando el entorno es cambiante, resulta especialmente relevante la identificación de aquellos

objetos que aparecen esporádicamente ya que no debeŕıan de formar parte del mapa gene-

rado, consiguiendo aśı sistemas más precisos ( Hahnel et al., [22] ). Posteriormente, Wolf et

al., [60] desarrollaron un algoritmo online capaz de generar un mapa de tres capas, la pri-

mera capa recoge el entorno estático, la segunda el entorno dinámico y la tercera los puntos

de referencia estáticos que permiten la localización del robot. La combinación de estas tres

capas proporcionan una descripción muy precisa del entorno del robot.

Algunos autores han abordado las tareas de mapeo y localización empleando la tecnoloǵıa

GPS ( Tao et al., [54] ), otros han optado por la tecnoloǵıa láser ( Zhang et al., [63] ). Dentro

de la tecnoloǵıa laser, encontramos los sistemas LiDAR que son altamente empleados en

robótica móvil, Sprunk et al., [49] hicieron uso de estos sistemas para automatizar tareas

de loǵıstica. Weiss et al., [57] analizaron las ventajas y desventajas de los sensores LiDAR

frente a herramientas tradicionales como la visión estereoscópica en el ámbito de la robótica

agŕıcola. La tecnoloǵıa sonar también es frecuentemente empleada para la creación de mapas

y localización. En concreto, Feder et al., [17] desarrollaron un mapeo estocástico mediante

el uso del filtro de Kalman, el cual permite reducir el ruido blanco.

Los sensores de visión han sido ampliamente utilizados para tareas de mapeo, localización

y navegación. Es posible combinar cámaras con otros tipos de sensores, por ejemplo Ohya

et al., [35] emplearon una cámara estándar junto a un sensor de ultrasonidos para llevar a

cabo la navegación. Adicionalmente, Gallegos et al., [20] combinaron la información obtenida

por una cámara omnidireccional y por un láser 2D para realizar el mapeo y localización de

forma simultánea. Otros han empleado los sistemas LiDAR junto con cámaras RGB-D para

detectar y evitar los objetos que se encuentre el robot en su camino ( Gatesichapakorn et

al., [21] ).

Otros autores han propuesto recurrir únicamente al empleo de sensores de visión de los

cuales las cámaras omnidireccionales son frecuentemente empleadas para resolver tareas

propias de robots móviles debido a las grandes ventajas que presentan. El uso de este tipo

de cámaras es una opción robusta y fiable para la realización del mapeo y localización tal y

como se ha demostrado ( Payá et al., [39] ). Este tipo de cámaras también se han incorporado

en veh́ıculos dónde además de desempeñar las tareas mencionadas anteriormente, se predice

la trayectoria del automóvil con una alta precisión ( Tardif et al., [55] ). Kuutti et al.,

[25] evaluaron las técnicas de localización de veh́ıculos más avanzadas e investigaron su

aplicabilidad en veh́ıculos autónomos, todas ellas basadas en sistemas de visión.
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Cuando se trabaja con imágenes para resolver el problema de mapping y localización, es

necesario extraer información relevante de dichas escenas, que sea útil para que el robot pueda

estimar con robustez su pose (posición y orientación). Esta descripción de escenas se puede

realizar mediante la extracción de caracteŕısticas locales o descriptores de apariencia global.

Por un lado, las caracteŕısticas locales están basadas en la extracción de puntos, objetos o

regiones caracteŕısticas de la escena. Cada caracteŕıstica se describe en un descriptor con lo

cual una escena es representada por un conjunto de descriptores. Por ejemplo, Andreasson

et al., [4] llevaron a cabo la localización de un robot móvil mediante la modificación del

algoritmo SIFT (Scale-Invariant Feature Transform) de Lowe et al., [28] para emparejar

caracteŕısticas extráıdas de puntos de interés locales de imágenes panorámicas. Por otro

lado, los vectores de apariencia global consisten en representar cada escena utilizando un

único descriptor que recoge la información global de la imagen. Payá et al., [36] demostraron

de forma robusta que estos vectores pueden ser empleados para la localización y la creación

de mapas.

En los últimos años, se han propuesto varios trabajos que ligan el uso de los sensores

visuales a las redes neuronales convolucionales para resolver la tarea de localización en robots

móviles. Por ejemplo, Xu et al., [62] proponen un sistema de localización global en interiores

basado en el entrenamiento de una CNN. En cambio, Chen et al., [11] emplea una CNN para

la extracción de vectores descriptores. El objetivo del presente trabajo es entrenar, optimizar

y testar una red neuronal que, dada una imagen de entrada, cumpla un doble objetivo: (1)

que sea capaz de identificar la estancia en la que se capturó esta imagen y (2) que estime con

la mayor precisión posible las coordenadas del punto de dicha habitación en que se capturó

la imagen.

Las redes neuronales juegan un papel fundamental dentro de la Inteligencia Artificial, para

explicar su procedencia debemos remontarnos a 1943 cuando McCulloch y Pitts escriben un

art́ıculo en el que explican la computación de la actividad neuronal en el cerebro. En 1949,

Hebb reforzó las ideas de McCulloh-Pits en su trabajo “The organization of behavior: A

neuropsychological theory”. El primer algoritmo de aprendizaje no se desarrolarŕıa hasta

1958, cuando Rosenblatt [43] crea el denominado “Perceptrón”. Más tarde, en 1969 Minsky

y Papert abordaron aspectos sobre las redes neuronales simples en su libro “Perceptrons:

An introduction to computational geometry”. En 1975, Paul Werbos intoduciŕıa el concepto

de entrenamiento de redes neuronales mediante la retropropagación y hacia la decada de los

noventa consiguiŕıa un desarrollo avanzado de este método (Werbos, [58]).

Este tipo de redes se han diseñado con diferentes propósitos a lo largo de los años. En 1998,

Lecun et al., [26] propusieron una pionera red de 8 capas denominada LeNet-5 y caracterizada

por el reconocimiento y clasificación de d́ıgitos manuscritos. En la actualidad, hay numerosas

CNNs entrenadas con un alto número de escenas para resolver diversos problemas, entre las
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cuales podemos destacar AlexNet la cual fue diseñada por Krizhevsky et al., [51] en 2012

para llevar a cabo una clasificación entre 1000 objetos. En 2015, GoogLeNet fue propuesta

por Szegedy et al., [50]. Al igual que AlexNet, esta red fue diseñada para llevar a cabo la

clasificación de 1000 objetos. En este caso, aumentando a 22 el número de capas y reduciendo

el número de parámetros de 60 millones (AlexNet) a 4 millones.

Todas estas redes neuronales se pueden utilizar como punto de partida para desarrollar

diferentes herramientas con el fin de conseguir otros objetivos. Para ello, se puede hacer

uso de una técnica conocida como Transfer Learning ya que permite aprovechar todo el

conocimiento previo de la red, consiguiendo aśı resultados más robustos ahorrando tiempo

de computación. Esta idea ya ha sido empleada por otros autores como Wozniak et al., [61]

que partió de la red neuronal VGG-F y la reentrenó para llevar a cabo la clasificación de 16

habitaciones mediante 8000 imágenes. El Transfer Learning resuelve dos grandes problemas

dentro del Machine Learning. El primero de ellos es la falta de datos de entrenamiento,

transfiriendo los conocimientos aprendidos originalmente para la realización de la nueva

tarea. El segundo problema que resuelve esta técnica es la reducción de los tiempos de

entrenamiento de las CNNs. Además, esta herramienta relaja la hipótesis de que los datos

de entrenamiento deben ser independientes e idénticamente distribuidos con los datos de

test.

Cuando una CNN es lo suficientemente buena como para realizar una tarea espećıfica, las

diferentes capas de la red neuronal generan unos vectores descriptores de apariencia global

empleados para dicha tarea, pero estos vectores pueden ser extraidos con el objetivo de

darles una finalidad totalmente distinta, como puede ser la tarea de localización. Esta idea

ya ha sido propuesta por diferentes autores como Mancini et al., [29] los cuales realizaron

una clasificación mediante el uso del clasificador Näıve Bayes. Más tarde Payá et al., [38]

emplearon los vectores descriptores de apariencia global para llevar a cabo una localización

jerárquica. Otros autores como Cebollada et al., [9] han empleado también la localización

jerárquica teniendo en cuenta variaciones en la iluminación ambiente.

Con frecuencia suele ocurrir que no se dispone de un dataset de entrenamiento lo sufi-

cientemente grande como para entrenar la CNN. Para paliar este problema se hace uso del

Data Augmentation, el cual consiste en generar artificialmente diversas imágenes de entre-

namiento a partir de cada imagen inicial, incluyendo algunas modificaciones sobre ellas de

manera que creamos nuevas imágenes de entrenamiento con leves distorsiones. Al conseguir

un mayor número de imágenes de entrenamiento también se consigue a su vez evitar un

sobreentrenamiento tal y como se ha demostrado por diferentes autores. Shorten et al., [47]
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hace uso de transformaciones geométricas, cambios de color, filtros kernel, mezcla de imáge-

nes y borrado aleatorio entre otras técnicas para conseguir un data augmentation. Perez

et al., [40] proponen un método denominado Neural Augmentation para conseguir que una

CNN aprenda qué distorsiones son las que mejoran la precisión del clasificador. Por ejemplo,

Ding et al., [14] utilizan tres métodos de aumento de datos para abordar un reconocimiento

de objetivos por radar. El objetivo de este trabajo es hacer que la red sea robusta frente a

la traslación entre otras perturbaciones. Salamon et al., [45] proponen el aumento de datos

de audio para superar el problema de la escasez de datos de sonido ambiental.

Con el fin de aumentar la precisión del modelo de puede recurrir a la optimización de los

hiperparámetros de entrenamiento. En el ámbito del machine learning, los hiperparámetros

son aquellos valores cuya configuración es externa y no se aprenden a partir de los datos.

Por ejemplo, mientras que los pesos de las CNNs son parámetros (se aprenden durante el

proceso de entrenamiento), el Initial Learn Rate es un hiperparámetro que controla cómo de

rápido el modelo se adapta al problema (lo establece el arquitecto de la CNN y no se aprende

durante el proceso de entrenamiento). Este tipo de parámetros suelen ser especificados por

el programador y ajustados en función de la tarea a desempeñar. El diseñador de la red no

puede conocer de antemano los mejores valores de los hiperparámetros ante un problema

determinado. Por ello, puede utilizar reglas emṕıricas como copiar valores utilizados en otros

problemas o buscar el mejor valor por ensayo y error. El correcto entrenamiento de un modelo

depende en gran medida de la configuración de los hiperparámetros y, por tanto, del método

utilizado para establecerlos. Los métodos de optimización como la búsqueda en cuadŕıcula

y la búsqueda aleatoria han demostrado superar a los métodos clásicos para este problema

(Bergstra et al., [6]). Estos métodos han sido capaces de obtener ajustes de hiperparámetros

similares o mejores que los establecidos por los expertos del machine learning (Bergstra

et al., [7] y Kotthoff et al., [24]). Como resultado, la optimización de hiperparámetros se

ha convertido en una importante área de investigación ( Falkner et al., [16] y Feurer et

al., [18]). Durante los últimos años, la optimización Bayesiana ha surgido como una eficiente

alternativa, logrando mejores resultados (Snoek et al., [48] y Domhan et al., [15]).



3 Herramientas usadas

Durante el desarrollo de esta investigación se han empleado diferentes herramientas y

métodos como son la Visión omnidireccional, redes neuronales convolucionales, Transfer

Learning, Data Augmentation y optimización de hiperparametros mediante la optimización

Bayesiana.

3.1. Visión omnidireccional

Los sensores de visión son ampliamente utilizados para la resolución de tareas de robótica

móvil debido a la gran cantidad de información que se puede extraer de ellos.

En concreto, el uso de las cámaras omnidireccionales para la tarea de localización ha ido

incrementando debido a su amplio campo de visión, obteniendo información con un campo

de visión de 360o alrededor del robot con una sola imagen. Esta caracteŕıstica repercute

directamente en la cantidad de imágenes que tiene que procesar el robot y por tanto en el

coste computacional de la tarea de localización. Entre las diferentes ventajas que conlleva

el uso de este tipo de cámaras, se podŕıa destacar la detección de la posición del robot sin

importar la orientación del mismo, la mayor estabilidad de las imágenes o el menor coste de

este tipo de cámaras comparado con otro tipo de sensores.

Existen diferentes configuraciones de sensores de visión omnidireccionales entre los cuales

podemos destacar el sistema catadióptrico por su gran simplicidad. La reflexión de la luz

sobre el espejo cóncavo permite la creación de este tipo de imágenes. La curvatura del espejo

puede ser hiperbólica (Figura 3-1 (a)) o parabólica (Figura 3-1 (b)) en función de si la lente

de la cámara es convencional o ortográfica.

Hay una gran cantidad de trabajos de investigación en los que se han utilizado cámaras

omnidireccionales. Por ejemplo, Cebollada et al., [8] entrenaron una red neuronal no solo para

llevar a cabo la clasificación en estancias sino que también la emplearon para obtener los

vectores descriptores de apariencia global. Abordaron la tarea de localización mediante dos

enfoques, globalmente y jerárquicamente. Para la localización global emplearon la técnica del

vecino más cercano comparando los vectores descriptores de las imágenes de entrenamiento

y de testeo. Para la localización jerárquica, las imágenes test son clasificadas y seguidamente

se comparan sus vectores descriptores con los de las imágenes training aplicando también la

técnica del vecino más cercano.
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(a) (b)

Figura 3-1: Tipos de espejo para el sistema catadióptrico: (a) Espejo hiperbólico, (b) Espejo

parabólico.

Es común realizar una transformación de las imáganes omnidireccionales a panorámicas

para trabajar con ellas. Sin embargo, el presente trabajo trata de utilizar directamente imáge-

nes omnidireccionales a color para comprobar su rendimiento respecto a otros experimentos

realizados. Esta metodoloǵıa no ha sido ampliamente estudiada hasta la fecha. Tan solo

encontramos pequeños estudios en trabajos previos (Cespedes, [10]) donde se demostró las

ventajas que pod́ıa presentar el uso de imágenes omnidireccionales. A priori, la ventaja más

directa de utilizar imágenes omnidireccionales es el ahorro de tiempo que conllevaŕıa tener

que realizar la transformación de omnidireccional a panorámica.

3.1.1. Base de datos COLD

En el presente trabajo se ha tomado como punto de partida las imágenes de la base de datos

COLD (COsy Localization Database) la cual está constituida por imágenes omnidireccionales

que se caracterizan por tener 3 capas (RGB) de 470x470 ṕıxeles. Existen varios datasets en

función de las diferentes condiciones de iluminación (Figura 3-2) y también con diferentes

trayectorias.

Las imágenes son capturadas mediante un sistema catadióptico omnidireccional incorpo-

rado en un robot (Figura 3-3) que realiza una ruta por las diferentes estancias del edificio

cuya planta se puede apreciar en la (Figura 3-4). En este trabajo se ha seleccionado la ruta

roja de las mostradas en la (Figura 3-4) ya que el robot visita un mayor número de estan-

cias. Además, se escoge el dataset de nublado (seq2 cloudy3) para realizar el entrenamiento

ya que es la condición de iluminación más estándar, y que permite ver un mayor número

de detalles en las imágenes. Asimismo, presenta un menor contraste de iluminación entre

el interior y el exterior del edificio. Este dataset de entrenamiento se ha muestreado para
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conseguir una separación entre imágenes de 40 cent́ımetros apróximadamente para ser com-

parable con otros estudios que emplean mapeado de rejilla realizados por el Laboratorio de

Automatización, Robótica y Visión por Computador de la Universidad Miguel Hernández

de Elche.

(a) (b) (c)

Figura 3-2: Ejemplo de imágenes pertenecientes a la base de datos COLD para las tres

condiciones de iluminación: (a) nublado, (b) soleado y (c) noche. Las imágenes

contenidas en este dataset pueden ser descargadas a través de su página web

https://www.cas.kth.se/COLD/.

Además, se contará con datasets de nublado (seq2 cloudy2), soleado (seq2 sunny4) y noche

(seq2 night1) para comprobar el buen funcionamiento de la red neuronal.

El edificio de la base de datos COLD consta de nueve estancias de las cuales el pasillo (CR-

A) hace de v́ınculo de unión y por tanto es la estancia con más imágenes (Tabla 3-1). Cabe

resaltar que las redes neuronales son capaces de aprender la probabilidad de que aparezca

una imagen de una estancia u otra en función de la cantidad de imágenes de entrenamiento

que tengamos de cada estancia. En concreto, en esta tarea de clasificación esta caracteŕıstica

de las redes neuronales es de especial interés tal y como se verá más adelante.

Estancia 1P0-A 2P01-A 2P02-A CR-A KT-A LO-A PA-A ST-A TL-A

No imágenes 44 46 31 238 46 26 57 30 38

Tabla 3-1: Cantidad de imágenes de entrenamiento.
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Figura 3-3: Ejemplo de

robot movil

autónomo.

Figura 3-4: Planta edificio Fribur-

go de la base de datos

COLD.

3.2. Convolutional Neural Network(CNN)

El presente trabajo propone resolver las tareas de mapeo y localización en robótica móvil

mediante redes neuronales convolucionales que pertenecen a la rama del Deep Learning den-

tro de la Inteligencia Artificial (AI). Las redes neuronales convolucionales estás compuestas

por una serie de capas que transforman las imagen de entrada (input) en una predicción (out-

put). Existen diferentes tipos de capas que combinadas entre śı conforman una CNN. Las

capas más frecuentes, que están presentes en la mayoŕıa de redes neuronales convolucionales:

Convolutional Layer (capa convolucional): Esta capa es empleada para extraer

las distintas caracteŕısticas de las imágenes de entrada. En ésta se realiza la opera-

ción matemática de convolución entre la imagen de entrada y un filtro de un tamaño

determinado MxM (kernel size). Al pasar el filtro sobre la imagen de entrada, se ob-

tiene una imagen desalida denominada mapa de caracteŕısticas, que nos proporciona

información sobre la imagen, como las esquinas y los bordes. Más tarde, este mapa

de caracteŕısticas se alimenta a otras capas para aprender otras caracteŕısticas de la

imagen de entrada.

Fully Connected Layer (FC): También conocida como capa totalmente conectada,

se utiliza para conectar las neuronas entre dos capas diferentes. Estas capas suelen
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situarse antes de la capa de salida y forman las últimas capas de una arquitectura

CNN. En ella, la imagen de entrada de las capas anteriores se aplana y se introduce en

la capa FC. A continuación, el vector aplanado se somete a unas cuantas capas FC en

las que suelen tener lugar operaciones matemáticas. En esta etapa comienza el proceso

de clasificación.

Dropout: El dropout consiste en ignorar una fracción aleatoria de las neuronas que

tiene esta capa como entrada. El objetivo principal de esta capa es ahorrar tiempo de

entrenamiento por medio de un modelo más sencillo. Al despreciar ciertas neuronas,

se reduce el número de parámetros y por tanto los cálculos de los pesos asociados a

cada una de estas neuronas. Además, este tipo de capas también permiten reducir el

sobreajuste de los modelos.

Batch normalization: También conocido como Normalización por lotes. Tiene como

función normalizar las entradas de una capa para cada mini lote (mini-batch). Esto

tiene el efecto de estabilizar el proceso de aprendizaje y reducir drásticamente el número

de épocas de entrenamiento necesarias para entrenar redes neuronales profundas.

Pooling Layer: El objetivo principal de esta capa es disminuir el tamaño del mapa de

caracteŕısticas, generado en la convolucional, para reducir los costes computacionales.

Para ello, se reducen las conexiones entre las capas y se opera de forma independiente en

cada mapa de caracteŕısticas el cual es dividido en bloques de un tamaño determinado

NxN. Dependiendo del método utilizado, existen varios tipos de operaciones de Pooling

(Figura 3-5):

• Max Pooling: Para cada uno de los bloques, se selecciona el mayor de los valores

como output y se ignora el resto.

• Average Pooling: Para cada uno de los bloques, se toma el valor medio de los

elementos del bloque como output y se ignora el resto.

• Sum Pooling: Para cada uno de los bloques, se toma la suma total de los elementos

del bloque como output y se ignora el resto.

La capa de pooling suele servir de puente entre la capa convolucional y la capa de

totalmente conectada.
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Figura 3-5: Ejemplo de operaciones de Pooling: (a) Max Pooling, (b) Average Pooling y

(c) Sum Pooling.

En función de cómo estén interconectadas las capas entre śı y las funciones de activación

que se utilicen, se pueden generar infinidad de arquitecturas para aplicaciones totalmente

distintas. En la actualidad, hay ya diferentes CNNs ampliamente entrenadas para la tarea de

clasificación de objetos con una precisión muy alta, como pueden ser AlexNet o GoogLeNet.

3.2.1. Arquitectura de Alexnet

En esta investigación se ha tomando como punto de partida AlexNet para llevar a cabo la

tarea de clasificación y regresión. AlexNet se caracteriza por tener ocho capas (cinco capas

convolucionales y tres capas completamente conectadas) con un softmax final que permite

clasificar imágenes en 1000 categoŕıas de objetos. Una representación esquemática de su

arquitectura seŕıa la que encontramos en la (Figura 3-6).

El diseño y entrenamiento de una red neuronal es una tarea relativamente sencilla, pero

podemos obtener mejores resultados y ahorrar tiempo si creamos una red neuronal a partir

de otra, conservando los conocimientos de la red original y modificando la finalidad de la

red. Esta técnica es conocida como Transfer Learning.
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Figura 3-6: Arquitectura simplificada de AlexNet.

3.2.2. Transfer Learning

El Transfer Learning permite reutilizar redes neuronales ya entrenadas aprovechando los

conocimientos adquiridos previamente. En nuestro caso hemos partido de Alexnet y hemos

realizado una serie de modificaciones según la tarea a realizar.

Tarea de clasificación. Con el fin de clasificar las estancias del laboratorio de la

base de datos Friburgo, hemos modificado la última capa, Classification output layer,

modificando el número de nodos de salida (de 1000 a 9). Estos 9 nodos de salida

corresponden a las 9 estancias del laboratorio.

Tarea de regresión. Alexnet es una red entrenada para la tarea de clasificación, pero

podemos hacer que funcione para regresión con la siguiente arquitectura. Nos quedamos

hasta la capa fc7 de AlexNet, se añade una FullyConnected Layer con dos nodos para

la coordenada X e Y respectivamente y por último, se introduce una regressionLayer.

La arquitectura quedaria tal y como se representa en la (Figura 3-7)

Además, el inputsize de Alexnet es 227x227x3 mientras que el tamaño de nuestras imágenes

es de 470x470x3, por lo que si queremos que la red aproveche todos los ṕıxeles de nuestras

imágenes, tenemos que modificar el tamaño de la capa de entrada. Más adelante veremos los

resultados obtenidos de los diferentes experimentos realizados.
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Figura 3-7: Arquitectura Alexnet modificada para regresión.

3.2.3. Vectores descriptores de apariencia global

Se ha empleado una técnica denominada localizacion jerárquica la cual consiste en revolver

la tarea de localización en diferentes fases con diferente nivel de granularidad. En este caso,

primero se estima en qué habitación se encuentra el robot y posteriormente, se utiliza la

técnica del vecino más cercano mediante el uso de vectores descriptores de aparencia global.

Los vectores descriptores de apariencia global son muy populares para resolver tareas de

mapeo y localización visual y consisten en extraer información visual global de una imagen

de manera que caractericen a ésta. Comúnmente, se han utilizado descriptores basados en

métodos anaĺıticos (hand-crafted), pero en los últimos años han emergido los descriptores

basados en aprendizaje profundo (deep descriptors). En este caso, se propone utilizar esta

nueva herramienta. Para ello, los vectores se obtienen de las capas intermedias de la red

neuronal. El propósito de estos vectores es resolver la tarea para la cual está entrenada

la CNN, en nuestro caso para la clasificación de estancias, pero pueden ser extráıdos y

utilizados para una finalidad distinta como puede ser para la localización del robot mediante

la búsqueda del vecino más cercano.

Este trabajo propone utilizar la CNN como modelo jerárquico con el objetivo de: (a)

abordar la localización aproximada como problema de búsqueda de habitaciones (capa de

alto nivel) partiendo de la imagen de test y (b) obtener descriptores hoĺısticos de las imágenes

de entrada. Los descriptores de las imágenes de entrenamiento formarán la capa de bajo nivel,

y permiten resolver una localización fina, abordado como un problema de detección de la

imagen más similar, con los descriptores hoĺısticos de las imágenes test (también obtenidos

mediante la CNN).
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3.3. Data Augmentation

Un gran conjunto de datos de entrenamiento es crucial para el rendimiento del modelo.

Sin embargo, a veces, el conjunto de datos de entrenamiento disponible es más pequeño de lo

necesario y entonces, el modelo no puede ser entrenado adecuadamente para alcanzar la solu-

ción deseada. Para resolver este problema, se ha propuesto la técnica de Data Augmentation

como método para mejorar el rendimiento del modelo aumentando el número de instancias

de entrenamiento y evitando el sobreajuste. El aumento de datos consiste básicamente en la

creación de nuevos datos (imágenes) mediante la aplicación de diferentes efectos sobre las

imágenes originales. Algunos autores ya han utilizado el aumento de datos para resolver sus

tareas de aprendizaje profundo.

Las tranformaciones que se han utilizado en este trabajo son las siguientes:

1. Random Rotation: Consiste en introducir una rotación cualquiera a la imagen, en el

caso particular de las imágenes omnidireccionales, esta modificación es muy interesante

dado que permite emular lo que ocurre en una situación real cuando el robot cambia

su orientación en el plano del suelo.

2. Oscuridad y brillo: Los valores de baja intensidad son reajustados (incremento) para

crear imágenes con más brillo. Por otro lado, para crear un efecto de oscuridad, los

valores bajos de intensidad son reducidos. Cabe mencionar que dichos efectos nunca

son aplicados simultáneamente sobre las imágenes.

3. Ruido gaussiano con varianza de 1e-06 a la imagen en escala de grises.

4. Oclusiones: Con el fin de simular situaciones reales con personas.Este efecto simula los

casos cuando ciertas partes de la imagen no se pueden visualizar porque están ocultos

por algún motivo, como por ejemplo que alguna persona u objeto se posicione en

frente de la cámara. En este trabajo, simulamos dicho efecto introduciendo imágenes

geométricas en escala de grises en lugares aleatorios de la imagen.

5. Reflexión: Obtener la fotograf́ıa espejo.

6. Blur effect o efecto movimiento. Este efecto ocurre cuando la imagen se capturó en

movimiento.
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Figura 3-8: Efectos Data Augmentation sobre una imagen ejemplo de la base de datos

COLD.

3.4. Optimización Bayesiana

En el campo del aprendizaje máquina (o machine learning), el entrenamiento de una red

neuronal no es más que el proceso de aprendizaje de dicha red. El aprendizaje consiste en la

identificación de patrones mediante el uso de algoritmos, es por ello que no solo es importante

la calidad y el volumen de datos (imágenes) de las que dispone la red, sino también la elección

del algoritmo más adecuado.

Las redes neuronales tienen una serie de parámetros que son aprendidos durante el proceso

de entrenamiento. Un ejemplo de éstos son los pesos, que van tomando valores según va

aprendiendo la red. Estos valores no son configurados por el programador, sino que son

adquiridos por la propia red.

Además, existen los hiperparámetros, que śı que son modificables por el programador y

que en función de estos podemos obtener mejores o peores resultados para el caso que se esté

tratando. Mientras que los parámetros del modelo especifican cómo transformar los datos

de entrada en la salida deseada, los hiperparámetros definen cómo se estructura realmente

nuestro modelo. Por tanto, un aspecto muy importante a la hora de realizar el entreno de

redes neuronales es el de configurar de manera correcta los valores de los hiperparámetros.

Por desgracia, estos hiperparámetros dependen unos de otros en formas desconocidas. Lo que

hace aún más dif́ıcil la búsqueda de los valores óptimos que minimicen la función de pérdida
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(loss function). La función de pérdida es una herramienta cuyo objetivo es optimizar la

capacidad predictiva de la red neuronal, para lo cual se busca minimizar la diferencia entre

el ouput producido por la misma y el dato real que estemos tratando de predecir. En el

presente trabajo se ha utilizado como función de pérdida la Cross Entropy Loss.

El diseñador de la red no conoce los mejores hiperparámetros a priori y por tanto es

muy común utilizar los mismos valores que se han empleado para problemas previos. Otra

alternativa es buscar los mejores valores por ensayo y error, pero no es aconsejable realizar

la selección de hiperparámetros a través de prueba y error, ya que cada entrenamiento

puede tener una duración considerablemente alta. Por ejemplo, en el presente trabajo, el

entrenamiento de la CNN dura de media 20 min, por consiguiente, todo esto supondŕıa un

tiempo de computación dif́ıcilmente aceptable de asumir.

Por otro lado, se puede recurrir a la búsqueda de rejilla (grid search) o búsqueda aleatoria

(random search). Estas técnicas son ligeramente mejores que el ajuste manual porque el

algoritmo realiza una búsqueda de forma autónoma, explorando una serie de valores de

hiperparámetros. Sin embargo, incluso estos métodos son bastante ineficientes porque no

eligen los siguientes hiperparámetros a evaluar basándose en los resultados anteriores y,

en consecuencia, suelen pasar mucho tiempo evaluando hiperparámetros que no mejoran el

rendimiento de la red. Los planteamientos bayesianos, en contraste con la búsqueda aleatoria

o en cuadŕıcula, mantienen un historial de resultados de evaluaciones anteriores que utilizan

para formar un modelo probabiĺıstico que asigna a los hiperparámetros una probabilidad de

ser el óptimo de la función objetivo.

En consecuencia, la optimización de hiperparámetros se ha convertido en un campo activo

de investigación. Bergstra et al., [6] proponen la elección de hiperparámetros de forma alea-

toria y Falkner et al., [16] combinan las técnicas de optimización Bayesiana y de Hyperband.

Entre las opciones propuestas por diferentes expertos del campo de machine learning, una

opción muy aceptada es la utilización de la optimización Bayesiana.

La optimización Bayesiana pertenece a una clase de algoritmos de optimización conocida

como Sequential Model-Based Optimization (SMBO) que permiten utilizar los resultados de

nuestra iteración anterior para mejorar nuestro método de muestreo del siguiente experimen-

to. La optimización Bayesiana en concreto se basa en el teorema de Bayes, el cual es una

forma de calcular probabilidades condicionadas a un dato conocido. Esto significa que el dato

es fijo y la hipótesis es aleatoria. En el contexto de la optimización de hiperparámetros la

aproximación bayesiana se beneficia de la información que nuestro modelo aprende durante

el proceso de optimización.

La idea consiste en escoger alguna hipótesis previa sobre cómo se comportarán nuestros
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hiperparámetros. Esto lo utilizaremos como datos de partida. A partir de aqúı, se buscarán los

parámetros óptimos, reforzando y actualizando nuestra hipótesis previa. Esta actualización

de hiperparámetros se basa en una medición continua.

La optimización bayesiana debe presentar un compromiso entre la exploración y la ex-

plotación, asegurando que se comprueban los rangos de valores más relevantes. Una vez

encontrada la región candidata a tener el mı́nimo, se procederá a buscar el valor óptimo

de ella, lo cual, presenta un método de búsqueda más eficiente que los propuestos hasta el

momento.

3.4.1. Hiperparámetros

El presente trabajo propone la optimización de hiperparámetros cuya variación puede

resultar crucial para llevar a cabo el entrenamiento de CNNs tanto para clasificación como

para regresión. A continuación, se indican los hiperparámetros que se han considerado variar

a través de la optimización bayesiana:

Initial Learn Rate. Valor inicial del ritmo de aprendizaje o learn rate. El learn rate

controla cómo de rápido el modelo se adapta al problema. Un valor muy pequeño puede

provocar que no se llegue al valor óptimo, necesitando un mayor número de épocas. Un

valor muy grande puede provocar una convergencia en un mı́nimo local. Ya que al ser

los pasos más grandes se podŕıa dar el caso de saltarse el mı́nimo global. Para ajustar

este hiperparámetro de forma progresiva se hace uso del Learn Rate Drop Period y

Learn Rate Drop Factor.

Learn Rate Drop Period. Número de épocas para las cuales se realiza una reducción

del learn rate.

Learn Rate Drop Factor. Factor por el cual se quiere reducir el learn rate con la

frecuencia establecida por el Learn Rate Drop Period.

Momentum. Permite suavizar el proceso de aprendizaje acumulando el gradiente

de los pasos anteriores para determinar la dirección a seguir. De manera que puede

mantener la tendencia global de los puntos, evitando que un mal dato desencadene en

un mı́nimo local.

Max Epochs. Número máximo de épocas del entrenamiento. Un número elevado de

épocas de entrenamiento provocará un sobreajuste o overfitting en la red neuronal. Es

decir, cuando un modelo aprende los detalles y el ruido de los datos de entrenamiento

hasta el punto de que repercute negativamente en el rendimiento del modelo con los

nuevos datos o datos de test. Por otro lado, si el número de épocas es bajo puede

ocurrir lo que se conoce como underfitting, cuando un modelo no puede modelar los

datos de entrenamiento ni generalizar a los nuevos datos.
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L2 Regularization. Factor de regularización de la L2 (decadencia de peso). Valor

escalar positivo que añade un término de regularización que penaliza (o disminuye el

coeficiente de) todos los pesos de la función de pérdida, consiguiendo que el modelo

generalice los datos y no se sobreajuste.

Gradient Decay Factor (β1). Factor de disminución del gradiente o tasa de descenso

de la media variable para Adam solver.

Squared Gradient Decay Factor (β2). Factor de disminución del gradiente al cua-

drado para Adam y RMSProp solvers.

Epsilon. Compensación del denominador para Adam y RMSProp solvers. Es un valor

muy pequeño que previene de dividir entre cero en la implementación.

3.4.2. Algoritmos de resolución

Además de los hiperparametros, el programador puede elegir entre diferentes algoritmos

de resolución, como pueden ser:

Stochastic Gradient Descent with Momentum (sgdm)

El algoritmo de descenso de gradiente estocástico puede oscilar a lo largo del camino de

descenso más rápido hacia el óptimo. Añadir un término de momento a la actualización

de los parámetros es una forma de reducir esta oscilación. La actualización del descenso de

gradiente estocástico con el momento es:

θ`+1 = θ` − α∇E(θ`) + γ(θ` − θ`−1)

dónde ` es el número de la iteración, α > 0 es el learning rate, θ es el vector de parámetros,

∇E(θ) es el gradiente de la función de perdida y γ determina la contribución del gradiente

del punto anterior a la iteración actual. El término del momento γ(θ`−θ`−1) permite reducir

la oscilación a lo largo de la trayectoria de descenso hacia el óptimo.

Root Mean Square Propagation (RMSProp)

El descenso de gradiente estocástico con momento utiliza una única tasa de aprendizaje

para todos los parámetros. Otros algoritmos de optimización tratan de mejorar el entrena-

miento de la red utilizando tasas de aprendizaje que difieren según el parámetro y que pueden

adaptarse automáticamente a la función de pérdida que se está optimizando. El RMSProp

(propagación cuadrada media de la ráız) es uno de esos algoritmos. Mantiene una media

variable de los cuadrados de los elementos de los gradientes de los parámetros,

ν` = β2ν`−1 + (1− β2) [∇E (θ`)]
2
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dónde ν es la media variable y β2 su tasa de descenso (Squared Gradient Decay Factor).

El algoritmo RMSProp utiliza este promedio móvil (ν) para normalizar las actualizaciones

de cada parámetro individualmente,

θ`+1 = θ` −
α∇E(θ`)√
v` + ε

dónde la división se realiza por elementos. El uso de RMSProp disminuye efectivamente

las tasas de aprendizaje de los parámetros con grandes gradientes y aumenta las tasas de

aprendizaje de los parámetros con gradientes pequeños. Epsilon (ε) es una pequeña constante

añadida para evitar la división por cero cuyo valor se puede modificar puesto que es un

hiperparámetro.

Adam

Adam utiliza una actualización de los parámetros similar a la de RMSProp, pero con un

término de momento añadido. Mantiene una media móvil en función de los elementos tanto

de los gradientes de los parámetros como de sus valores cuadrados:

m` = β1m`−1 + (1− β1)∇E (θ`)

ν` = β2ν`−1 + (1− β2) [∇E (θ`)]
2

dónde m es otra media variable. Se pueden especificar los factores de disminución β1 y

β2 usando los hiperparametros Gradient Decay Factor y Squared Gradient Decay Factor,

respectivamente. Adam usa los promedios móviles para actualizar los parámetros de la red

como:

θ`+1 = θ` −
αm`√
v` + ε

Si los gradientes a lo largo de muchas iteraciones son similares, entonces el uso de un pro-

medio móvil del gradiente permite que las actualizaciones de los parámetros tomen momento

en una cierta dirección. Si los gradientes contienen principalmente ruido, entonces el pro-

medio móvil del gradiente se hace más pequeño, y aśı las actualizaciones de los parámetros

también se hacen más pequeñas.
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Figura 4-1: Arquitectura

detalla-

da de

Alexnet.

Como ya se ha explicado con anterioridad, los experimentos han

consistido en obtener una red neuronal utilizando las diferentes técni-

cas explicadas en el caṕıtulo anterior con el objetivo de calcular la

posición en la cual la imagen omnidireccional fue capturada dentro

de un entorno.

4.1. Introducción a la tarea de localización

El proceso de localización del robot se ha abordado desde dos

perspectivas:

Localización jerárquica. En la cual se resuelve la tarea de

localización en dos etapas. En la primera de ellas se lleva a

cabo un reconocimiento de la estancia en la que se encuentra

el robot para lo cual se hace uso de una CNN entrenada para

desempeñar la tarea de clasificación tal y como se describe en

la sección 4.2. En la segunda etapa, se estiman las coordenadas

dentro de la estancia preseleccionada. Para llevar a cabo esta

etapa se hace uso de descriptores globales extráıdos de la CNN

y la técnica del vecino más cercano tal y como se explica en la

sección 4.6.

Localización global. La localización global consiste en deter-

minar las coordenadas en las que se encuentra el robot dentro

de una trayectoria completa, sin dividir el problema en dife-

rentes etapas. Para ello, en la sección 4.3 se entrena una CNN

para desempeñar la tarea de regresión la cual se caracteŕıza por

tener como etiqueta las coordenas donde se capturó la imagen.

Cabe destacar que se ha empleado la CNN para un objetivo u

otro en función del tipo de localización a realizar, alterando aquellas

capas necesarias para la consecución del propósito.
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4.2. Entrenamiento de la CNN para la tarea de

clasificación

4.2.1. CNN obtenida a partir de la adaptación de la arquitectura

Alexnet y entrenamiento desde cero

El objetivo es obtener una CNN que sea capaz de identificar la estancia dentro de la cuál

se capturó la imagen de entrada. Como punto de partida, se toma la red Alexnet y, en primer

lugar, se adapta su arquitectura (Figura 4-1), modificando su capa inicial para adaptarla

al tamaño de las imágenes del dataset usado (470x470x3 ṕıxeles) y las capas totalmente

conectada (fc8 ) y softmax, de modo que la CNN modificada sea capaz de clasificar la imagen

de entrada en la estancia correspondiente (el dataset que se usará para el entrenamiento fue

capturado en un edificio con 9 estancias).

Una vez disponible la red modificada, se entrena desde cero (sin considerar los pesos y

umbrales necesarios de Alexnet) con las imágenes de entrenamiento de dicho dataset, de

modo que la red resultante de este entrenamiento sea capaz de resolver este problema de

clasificación. Durante el proceso de entrenamiento, se utilizan las imágenes omnidireccionales

como datos de entrada de la red y la habitación donde fueron capturadas como etiqueta. De

esta manera se llevaŕıa a cabo una actualización de los pesos de cada nodo con cada una

de las imágenes de entrada (Figura 4-2). Este método de entrenamiento se conoce como

aprendizaje supervisado al ir las imágenes asociadas a una etiqueta con la salida correcta,

en función del error cometido en la predicción de la CNN se actualizarán los pesos de cada

uno de los nodos.

Figura 4-2: Aprendizaje supervisado de una red neuronal.
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4.2.2. CNN obtenida a partir de la adaptación de la arquitectura

Alexnet y transfer learning

Figura 4-3: Sin modificar capa de

entrada.

Sin modificar la capa de entrada

Para utilizar Alexnet sin modificar su primera ca-

pa, debemos redimensionar las imágenes de entrada

de 470x470x3 a 227x227x3 ṕıxeles ya que es el input

size que viene determinado por la primera capa de

Alexnet.

Para ello utilizamos una variable auxiliar Train y

Validation donde guardamos las imágenes de entre-

namiento y de validación redimensionadas. Posterior-

mente, se realiza el transfer learning de Alexnet, con el

nuevo número de categorias a clasificar (9 estancias).

Para ello, es necesario modificar la capa totalmente

conectada (fc8 ) para 9 categoŕıas y la capa de salida

(output) siendo esta la capa que lleva a cabo la clasifi-

cación (Figura 4-3). Una vez esté modificada la arqui-

tectura se lleva a cabo el reentrenamiento, partiendo

de los pesos iniciales de Alexnet, y actualizándolos

con el conjunto de entrenamiento de nuestro data-

set para que la red aprenda a resolver la nueva tarea

(clasificación en 9 estancias). Utilizando de nuevo el

aprendizaje supervisado, método que será empleado

en cada uno de los entrenamientos.

Modificando la capa de entrada

Modificamos la capa de entrada con el objetivo de

aprovechar toda la resolución de las imágenes, tam-

bién la capa totalmente conectada (fc8 ) para 9 ca-

tegoŕıas y la capa de salida (output). Para adaptar

correctamente los tamaños de salida de las capas com-

pletamente conectadas debemos reestablecer la capa

totalmente conectada (fc6 ) (Figura 4-4).
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Figura 4-4: Modificando capa de entra-

da.

Es importante remarcar que la capa de entra-

da es distinta al resto ya que simplemente se en-

carga de transmitir las señales de entrada a los

siguientes nodos, de manera que carecen de pesos

asociados a ellas. Por lo que el mayor número de

ṕıxeles de la capa de entrada se traducirá en una

mayor información a procesar con las ventajas y

desventajas que ello conlleva.

Normalizando la cantidad de datos

de cada clase usados para el entrenamiento

Esta vez vamos a partir de la mejor red obte-

nida hasta el momento pero vamos a cambiar los

datos de entrada.

La diferencia en el número de imágenes cap-

turadas para cada habitación puede llevarnos a

error ya que la CNN podrá aprender qué probabi-

lidad hay de que el robot esté en un lugar u otro.

Para evitar este problema, se realiza una normali-

zación en la cantidad de datos de entrenamiento

correspondientes a cada estancia, estableciendo

como criterio que el número de imágenes de cada

habitación sea similar.

A priori, en una tarea de clasificación de obje-

tos, no nos interesa que la CNN aprenda la proba-

bilidad de que aparezaca un objeto de una clase

o otra. Pero en la clasificación de estancias, pue-

de que si, ya que tendremos más imágenes de las

estancias más visitadas por el robot, como es el

caso del pasillo que es el enlace de unión de las

diferentes estancias.

Por otro lado, normalizar la cantidad de imágenes nos obliga a prescindir de una gran

cantidad de información que puede ser crucial para la buena localización del robot. Aún aśı

se ha realizado este experimento para comprobar la incidencia de la normalización de datos

en tareas de mapeo y localización.
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Estancia 1P0-A 2P01-A 2P02-A CR-A KT-A LO-A PA-A ST-A TL-A

Orig. 44 46 31 238 46 26 57 30 38

Norm. 22 23 31 27 23 26 29 30 19

Tabla 4-1: Cantidad de imágenes de entrenamiento originales frente a normalizadas.

4.3. Entrenamiento de la CNN para la tarea de regresión

Se toma como punto de partida la mejor CNN para clasificación obtenida en el apartado

anterior, con el objetivo de realizar un transfer learning para adaptarla a la tarea de regresión.

Para ello, se modifican las tres últimas capas de Alexnet para realizar la nueva tarea. Es

decir, se cambia la capa (fc8 ), se elimina la Softmax y se reemplaza la classificationLayer

(Output) por una RegressionLayer (Figura 4-5).

La principal diferencia entre regresión y clasificación es que en clasificación se trabaja con

categorias mientras que en regresión con valores numéricos, en nuestro caso, las coordenadas

cartesianas del plano bidimensional por el cual navega el robot. Nuestra CNN se caracteriza

por tener dos nodos en la capa totalmente conectada (fc8 ), correspondientes a las coordena-

das x e y, aunque también seŕıa interesante crear una CNN para cada coordenada cartesiana.

En clasificación el objetivo era obtener la máxima precisión posible, en regresión es minimi-

zar el error medio que consiste en la suma cuadrática de los errores de las coordenadas x e

y.

Figura 4-5: Arquitectura para regresión.
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4.4. Data Augmentation
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Figura 4-6: Realización del Data

Augmentation.

El Data Augmentation tiene como objetivo generar un

mayor número de imágenes de entrenamiento. Se parte

del dataset de entrenamiento y se realizan perturbacio-

nes sobre las imágenes. Se aplican un total de siete efec-

tos los cuales fueron definidos en la sección 3.3. Estos

efectos se pueden combinar entre śı dando lugar a to-

das las combinaciones posibles, lo cual en nuestro caso

dará lugar a 384 imágenes por cada imagen de entre-

namiento. El dataset de entrenamiento cuenta con 556

imágenes y el obtenido tras el data augmentation con

213.504 imágenes. En el efecto rotación se realizan ro-

taciones de 45 grados desde 45 hasta 315 grados. Este

efecto es de especial interés en las imágenes omnidirec-

cionales ya que simula la propia rotación del robot, no

teniedo importancia la orientación del mismo para de-

terminar el lugar en el que se encuentra.

El Data Augmentation realizado en el presente traba-

jo consiste en la aplicación de una serie de efectos a las

imágenes de entrenamiento (rotación, brillo u oscuridad,

ruido gaussiano, oclusiones, reflexión y efecto movimien-

to). En la siguiente figura 4-6 se representa el algoritmo

que lleva a cabo el data augmentation. Partiendo de las

imágenes originales de entrenamiento se aplica a cada

una de las imágenes una rotación de 45 grados de for-

ma sucesiva hasta llegar a 315 grados y se guardan en el

nuevo dataset. Posteriormente, a las imágenes anterio-

res se les aplica efecto brillo y oscuridad, cabe destacar

que dichos efectos nunca son aplicados simultáneamente

sobre las mismas imágenes. Las nuevas imágenes gene-

radas son almacenadas, tanto estas imágenes como las

anteriores son pasadas por un filtro de ruido gaussiano

y se vuelven a guardar. Se sigue la misma metodoloǵıa

con todos los efectos restantes (oclusiones, reflexión y

efecto movimiento) de manera que al final del algorit-

mo tendremos un dataset con las imágenes originales y

todas las combinaciones posibles de las perturbaciones

presentadas.
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4.5. Optimización Bayesiana

El objetivo de la optimización bayesiana es encontrar la configuración de hiperparámetros

óptima para realizar el entrenamiento de una red neuronal convolucional y un dataset de

entrenamiento determinado. Esta técnica permite automatizar la búsqueda de aquellos va-

lores de hiperparámetros más idóneos según la tarea a desempeñar. La tarea de localización

se puede abordar desde diferentes vertientes, en este trabajo se ha hecho uso de la localiza-

ción jerárquica en la que primero se que clasifica la estancia en la que se encuentra el robot

y posteriormente se emplea la técnica del vecino más cercano mediante el uso de vectores

descriptores de apariencia global y la regresión que consiste en entrenar una red neuronal

convolucional mediante el uso de imágenes y las coordenadas en las que se encuentra el robot.

Figura 4-7: Diagrama de flujo de la optimización bayesiana.
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El algoritmo empleado para llevar a cabo la optimización bayesiana viene representado por

el diagrama de flujo (Figura 4-7). Las entradas necesarias para la optimización bayesiana

son las imágenes con sus etiquetas, las variables a optimizar con su rango de valores, el

máximo tiempo de ejecución del algoritmo (este parámetro está ligado al número de puntos

explorados) y por último el error de entrenamiento asociado a esos hiperparámetros con

esos valores. Los errores asociados a los valores de los hiperparámetros son representados en

el gráfico del modelo de la función objetivo con el fin de encontrar el mı́nimo error. Este

gráfico solo es posible si tenemos una (Figura 4-8) o dos variables (Figura 4-9) a optimizar,

en el caso de más hiperparámetros se encontrarán los valores óptimos, pero no se podrán

visualizar. A partir del gráfico del modelo de la función objetivo el algoritmo es capaz de

elegir el próximo punto de exploración que considera candidato a óptimo y representa el

valor del mı́nimo observado respecto al mı́nimo estimado (Figura 4-10).

Figura 4-8: Una variable a optimizar. Figura 4-9: Dos variables a optimizar.

Figura 4-10: Mı́nimo observado frente estimado.
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4.6. Vectores descriptores de apariencia global

Los vectores descriptores de apariencia global permiten representar una imagen con un

solo vector descriptor, aportando información de toda la escena. Existen diferentes algoritmos

para la creación de vectores descriptores, por ejemplo Payá et al., [37] emplean un descriptor

basado en la firma de Fourier con el fin de realizar tareas de localización usando un algoritmo

Monte Carlo. Otros métodos para describir la apariencia global de las escenas pueden ser

la transformada de Radon descrita inicialmente en [41] y HOG (Histogram of Oriented

Gradients) descrito inicialmente por [13] para la detección de personas. Ambas técnicas han

sido ampliamente empleadas para desarrollar tareas propias de robots móviles. Berenguer

et al., [5] demuestran la eficacia y robustez de la transformada Radon creando un metodo

de localizacion 2D usando un descriptor de apariencia global, además, Fernández et al., [37]

proponen el uso de HOG para llevar a cabo la localización al aire libre empleando la base

de datos de Google Street View.

El empleo de las redes neuronales convolucionales no solo se limitan a realizar tareas

de clasificación o regresión, sino que también se pueden emplear para la descripción de la

apariencia global de las imágenes. En cada una de las capas de una red neuronal se generan

unos vectores descriptores que sirven para llevar a una tarea espećıfica, estos vectores pueden

ser extráıdos y ser empleados como vectores descriptores de apariencia global. Esta técnica ha

sido empleada por diferentes autores (Cebollada et al., [8]) que han demostrado su precisión

y fiabilidad.

La tarea de localización se puede abordar desde diferentes técnicas entre las cuales podemos

destacar la clasificación en estancias como una localización “gruesa”, la regresión y el uso

de vectores descriptores como una localización “fina”donde se trata de encontrar la posición

donde se encuentra el robot de manera más precisa. La localización gruesa y la localización

fina se combinan para dar lugar a la localización jerárquica propuesta en este trabajo de fin

de grado.

Pero cabe recordar que se propone realizar la localización de dos formas distintas:

Forma 1: Localización global en la cual se determinan las coordenadas en las que se

capuró la imagen mediante una CNN entrenada para la tarea de regresión. Es decir, la

red es entrenada para predecir la posición del robot tal y como se explica en la sección

4.3.

Forma 2: Localización jerárquica con el objetivo de: (a) abordar la localización apro-

ximada como problema de búsqueda de habitaciones (capa de alto nivel) partiendo

de la imagen de test y (b) obtener descriptores hoĺısticos de las imágenes de entrada.

Los descriptores de las imágenes de entrenamiento formarán la capa de bajo nivel, y
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permiten resolver una localización fina, abordado como un problema de detección de

la imagen más similar, con los descriptores hoĺısticos de las imágenes test (también

obtenidos mediante la CNN).

Figura 4-11: Diagrama de la localización jerárquica.

En cuanto a la localización jerárquica, las capas de alto nivel permiten una localización

gruesa y las capas de bajo nivel una localización fina. El paso grueso proporciona una

localización más rápida y el paso fino considera información más precisa que se utiliza para

realizar la localización fina. La localización jerárquica propuesta se lleva a cabo tal y co-

mo muestra el diagrama de la fig. 4-11. En primer lugar (paso de localización gruesa), se

introduce una imagen de test imtest en la CNN y se estima la habitación más probable ci
en la que se capturó la imagen a partir de la información de las capas de salida. Al mismo

tiempo, la CNN reentrenada también es capaz de proporcionar descriptores hoĺısticos a par-

tir de las capas intermedias. Posteriormente, tras identificar la habitación, se lleva a cabo

una localización más precisa (etapa de localización fina). En esta etapa se selecciona uno
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de los descriptores ~dtest y se compara con los descriptores Dci = {~dci,1, ~dci,2, ..., ~dci,Ni
} del

conjunto de datos de entrenamiento que pertenecen a la habitación seleccionada ci mediante

la distancia eucĺıdea y se guarda el descriptor más similar ~dci,j. Por último, la posición en la

que se capturó la imagen de prueba se estima como las coordenadas en las que se capturó

imci,k.
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A continuación, se mostrarán los detalles y resultados de los experimentos descritos en el

caṕıtulo 4. Aśı como se especificarán los conjuntos de entrenamiento y testeo de la red.

5.1. Conjunto de datos de entrenamiento y test

Estancia 1P0-A 2P01-A 2P02-A CR-A KT-A LO-A PA-A ST-A TL-A

Conjunto

entreno 1
44 46 31 238 46 26 57 30 38

Conjunto

entreno 2
22 23 31 27 23 26 29 30 19

Conjunto

entreno 3
16896 17664 11904 91392 17664 9984 21888 11520 14592

Conjunto

test 1
155 230 135 1040 254 177 222 133 249

Conjunto

test 2
171 222 116 1139 244 182 309 172 252

Conjunto

test 3
138 296 127 1110 272 143 313 220 257

Tabla 5-1: Tabla resumen del conjunto de datos de entrenamiento y testeo.

El dataset de nublado se muestrea con el objetivo de obtener un conjunto de datos re-

sultante con una distancia media de 40 cm entre imágenes consecutivas, lo cual dará como

resultado el conjunto de entrenamiento 1, con 519 imágenes. El conjunto de entrenamien-

to 2, se obtiene normalizando la cantidad de imágenes de cada estancia del conjunto de

entrenamiento 1, obteniendo aśı un total de 230 imágenes. Adicionalmente, al conjunto de

entrenamiento 1 se le realizará el aumento de datos descrito en la sección 4.4, dando lugar

al conjunto de entrenamiento 3, que contiene 213.504 imágenes. Estos conjuntos de datos

se usarán, individualmente, para entrenar las CNNs. De este modo, será posible conocer el

efecto del aumento de datos en el desempeño de la red. Por su parte, se consideran diferentes

conjuntos de test: el conjunto test 1, que contiene imágenes capturadas en condiciones de

nublado (ruta del robot diferente a la de entrenamiento 1), con un total de 2.595 imágenes;
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el conjunto test 2, que contiene todas las imágenes capturadas en condiciones soleado (2.807

imágenes) y el conjunto test 3, con todas las imágenes capturadas por la noche (2.876 imáge-

nes). Por tanto, el entrenamiento de la red se realiza, en todo caso, con imágenes capturadas

en condiciones de iluminación nublado, y el test se realizará en tres condiciones distintas:

nublado, soleado o noche, con lo que será posible testar la robustez de la red ante este tipo

de cambios de iluminación en el entorno.

A modo resumen, en la Tabla 5.1 se muestra el número de imágenes en cada estancia de

cada uno de los conjuntos de datos mencionados anteriormente. Además, cabe recordar que

los conjuntos de entrenamiento son subdivididos en entrenamiento (80 %) y validación del

entrenamiento (20 %).

5.2. CNN para clasificación

De forma general y antes de entrar en más detalle con los experimentos. Cabe mencionar

que para todos los entrenamientos de clasificación, se entrena con pares imagen entrenamiento

- etiqueta (número) de habitación, y durante la fase de test se considera acierto si la red

devuelve como habitación más probable aquella en la que realmente se capturó la imagen

de test (de acuerdo con el ground truth del dataset). De este modo, el accuracy( %) o

exactitud que aparece en las gráficas expresa el porcentaje de veces que la red ha clasificado

correctamente la imagen test de entrada.

5.2.1. Experimentos iniciales

Con el fin de encontrar la mejor red neuronal convolucional para realizar la clasificación

en estancias se han realizado diferentes experimentos, cada uno de los entrenamientos va a

realizar 90 iteraciones en 30 epochs y con un Initial Learn Rate de 0.001. El algoritmo de

resolución empleado en cada uno de los experimentos para clasificación es el Stochastic Gra-

dient Descent with Momentum (SGDM). Además, cabe destacar que en estos experimentos

se prescinde del Data Augmetation y de la optimización Bayesiana. Como se ha descrito

en la sección 4.1.1, en el primer experimento se genera una CNN a partir de la arquitec-

tura Alexnet, modificando su capa inicial (para adaptarla a la resolución real de nuestras

imágenes) y finales. Además, se prescinde del aprendizaje previo de esta red, comenzando el

proceso de entreamiento desde cero. De este modo, este modelo es entrenado con el dataset

de entrenamiento 1 el cual cuenta con 556 imágenes en condición lumı́nica de nublado (Tabla

5.1, conjunto de entreno 1). La exactitud obtenida en dicho entrenamiento fue de 95.5 % con

un tiempo de computación de 14 minutos aproximadamente. En el testeo de dicho modelo

obtenemos un buen resultado para imágenes capturadas de noche (94,09 %), en cambio para

las imágenes obtenidas en condiciones soleadas la exactitud baja a un 59,92 %. Los resultados

de este experimento aparecen en la Figura 5-1 con la etiqueta expC1.



5.2 CNN para clasificación 43

El segundo experimento se parte de Alexnet utilizando la técnica del transfer learning

y se modifican únicamente las capas finales. De este modo, es necesario redimensionar las

imágenes de entrada de 470x470x3 a 227x227x3. Con este cambio, el tiempo necesario para

el entrenamiento desciende notablemente a 3 minutos y medio con una exactitud de entrena-

miento del 98.2 % y una exactitud de testeo mucho mejor a la anterior tal y como se puede

observar en la Figura 5-1 con la etiqueta expC2.

Otro experimento interesante consiste en modificar la capa de entrada de la red neuronal

de 227x227x3 a 470x470x3 para no tener que reducir el tamaño las imágenes de entrada.

De esta forma la CNN dispondrá de una cantidad mayor de datos (ṕıxeles) con los que

entrenar. En este el tercer experimento también se hará uso del transfer learning a partir

de Alexnet. De esta forma se consigue una exactitud de entrenamiento del 96.4 % que pese

a ser inferior a la del segundo experimento los resultados de testeo son un poco mejores

tal y como aparece en la Figura 5-1 con la etiqueta expC3. Cabe destacar que la principal

desventaja de aumentar la cantidad de ṕıxeles con los que tiene que trabajar la red neuronal

se traduce en un aumento del tiempo computacional (14 minutos), pero a su vez también

aumenta la exactitud de las imágenes de testeo. Además, si comparamos estos resultados

con los de la red neuronal desde cero, demostramos que aunque modifiquemos la capa de

entrada, los conocimientos de las capas aguas abajo no desaparencen.

Por otro lado, si se normaliza la cantidad de imágenes de entrenamiento de cada una de las

clases (estancias) y se parte de la anterior CNN obtenemos que en este caso la exactitud final

es similar a la del experimento 3, tal y como aparece en la Figura 5-1 con la etiqueta expC4.

Se puede apreciar que el hecho de normalizar el número de imágenes no mejora el resultado,

sino que lo empeora ligeramente. Para concluir esta primera sección de experimentos se

puede concluir que los mejores resultados para clasificación empleando redes neuronales

desde cero o haciendo uso del transfer learning los hemos obtenido en el tercer experimento

(expC3), en el que se realiza un transfer learning de Alexnet y se modifica la capa de entrada,

pero estos resultados se pueden mejorar empleando otras técnicas como pueden ser el Data

Augmentation y/o la optimización de hiperparámetros.

A continuación, se resumen los experimentos realizados para que queden claras las dife-

rencias entre ellos:

Experimento 1 (expC1): CNN obtenida a partir de la adaptación de la arquitectu-

ra Alexnet, adaptación de la capa de entrada al tamaño original de las imágenes y

entrenamiento desde cero con el conjunto de entrenamiento 1.

Experimento 2 (expC2): CNN obtenida a partir de la adaptación de la arquitectura

Alexnet, transfer learning, reducción de la resolución de las imágenes de entrada y

reentrenamiento con el conjunto de entrenamiento 1.
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Experimento 3 (expC3): CNN obtenida a partir de la adaptación de la arquitectura

Alexnet, transfer learning, adaptación de la capa de entrada al tamaño original de las

imágenes y reentrenamiento con el conjunto de entrenamiento 1.

Experimento 4 (expC4): Normalización del número de imágenes de entrenamiento por

estancia. CNN obtenida a partir de la adaptación de la arquitectura Alexnet, trans-

fer learning, adaptación de la capa de entrada al tamaño original de las imágenes y

reentrenamiento con el conjunto de entrenamiento 2.
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Figura 5-1: Exactitud de los experimentos inciales para imágenes test.
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5.2.2. Experimentos con data augmentation

Realizando el Data Augmentation de las imágenes de entrenamiento se puede conseguir

una red neuronal convolucional más robusta y fiable debido al mayor número de imágenes

de entrenamiento. Esto tiene una repercusión directa en el coste computacional por lo que

es interesante encontrar un equilibrio entre exactitud y tiempo de computación. De aqui en

adelante se va a utilizar la configuración que mejores resultados ha dado hasta el momento,

correspondiente al experimento 3 anterior y que consiste en Alexnet modificando la capa

de entrada para aprovechar todo los ṕıxeles de las imágnenes. Con el fin de no realizar un

mayor entrenamiento del necesario se va a evaluar la CNN en cada epoch para encontrar

la de mayor exactitud. Cada epoch consta de 1334 iteraciones y evaluaremos un total de 3

epochs. Además, el Initial Learn Rate toma un valor de 0.001. Como se puede apreciar en

la (Figura 5-3), en la segunda epoch obtenemos los mejores resultados. Aunque en realidad,

si observamos el proceso de entrenamiento (Figura 5-2), cuando finaliza la primera epoch

la exactitud ya tiene un valor prácticamente del 100 %. En la epoch 3 la red neuronal ha

entrenado más pero los resultados de testeo son peores, esto se debe a que la CNN ha

comenzado a aprender las imágenes muy al detalle, tanto que ya no es efectivo. Este fenómeno

se conoce como sobreajuste debido a un sobreentrenamiento del modelo.

Figura 5-2: Entrenamiento para clasificación (expC5). En el gráfico superior se muestra la

evolución de la exactitud durante el entrenamiento de la CNN y en el gráfico

inferior la función de pérdida.
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Figura 5-3: Exactitud testeo para imágenes con Data Augmentation (expC5).

Si comparamos las Figuras 5-1 y 5-3 se puede apreciar el buen rendimiento del Data

Augmentation para nublado y noche. En cambio, los resultados para soleado son peores con

el Data Augmentation. Además, si partimos del dato de que para alcanzar la segunda epoch

se necesitaron unos 1372 minutos, el coste computacional del Data Augmentation es 98 veces

superior a si entrenamos la red neuronal a partir de las imágenes originales, esto se debe a

que antes la red deb́ıa procesar 556 imágenes y ahora 213.504 imágenes.

5.2.3. Optimización bayesiana

Aunque los resultados para clasificación ya son suficientemente buenos, aún se pueden

mejorar un poco más con la selección idónea de los hiperparámetros, para ello se han realizado

los experimentos mostrados en la (Tabla 5-2).
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En el experimento 6 (expC6) se parte del dataset de imágenes de entrenamiento con con-

diciones de iluminación ambiente nublado y se realiza la optimización bayesiana. En cada

iteración del algoritmo se explora un punto del espacio tetradimensional formado por el

InitialLearnRate, el Momentum, el L2Regularization y el valor estimado de la función obje-

tivo. Posteriormente, en el experimento 7 (expC7) se parte de los hiperparámetros óptimos

obtenidos en el experimento 6 y se realiza el entrenamiento de la red neurnonal con las

imágenes del Data Augmentation. En el experimento 8 (expC8) se realiza una optimización

del hiperparámetro Momentum teniendo el resto de hiperparámtros con el valor fijo, esta-

blecido por defecto en el Training Options de Matlab. El modelo de la función objetivo del

experimento 8 se puede apreciar en la (Figura 5-4). En el experimento 9 (expC9) las varia-

bles a optimizar son el Momentum y el InitialLearnRate, y su función objetivo viene dada

por la (Figura 5-5). Por último, en el experimento 10 (expC10) se ha aumentado el número

de puntos explorados y se han optimizado el Momentum y el L2Regularization (Figura 5-6).

La tabla 5-2 resume los diferentes experimentos realizados en esta sección. Los resultados

para las imágenes test de los anteriores experimentos los podemos visualizar en el diagrama

de barras de la Figura 5-8.

Exp
Tiempo

(min)

Puntos

explorados

Dataset

entrenamiento
Hiperparámetros

Rango de

valores
Valor óptimo

6 631 30 Dataset original

InitialLearnRate [1e-4 1] 0.0060208

Momentum [0.5 1] 0.53961

L2Regularization [1e-10 1e-2] 3.8728e-9

7 1375 - Dataset aumentado

InitialLearnRate 0.0060208 -

Momentum 0.53961 -

L2Regularization 3.8728e-9 -

8 2345 8 Dataset aumentado

InitialLearnRate 1e-3 1e-3

Momentum [0 1] 0.91105

L2Regularization 1e-4 1e-4

9 2349 8 Dataset aumentado

InitialLearnRate [1e-5 1e-2] 0.0072652

Momentum [0 1] 0.38491

L2Regularization 1e-4 1e-4

10 8863 30 Dataset aumentado

InitialLearnRate 1e-3 1e-3

Momentum [0 1] 0.97983

L2Regularization [1e-5 1e-3] 0.00030623

Tabla 5-2: Experimentos optimización bayesiana para clasificación.
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Figura 5-4: Grafica del modelo de la función objetivo del expC8, la cual tiene como propósi-

to minimizar la función de pérdidad. En el eje X se representan los valores del

hiperparámetro Momentum, y en el eje Y el valor de la función objetivo corres-

pondiente.

Figura 5-5: Grafica del modelo de la función objetivo del expC9, la cual tiene como propósi-

to minimizar la función de pérdidad. En el eje X y Z se representan los valores

de los hiperparámetros Momentum e Initial Learn Rate, y en el eje Y el valor

de la función objetivo correspondiente.
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Figura 5-6: Grafica del modelo de la función objetivo del expC10, la cual tiene como

propósito minimizar la función de pérdidad. En el eje X y Z se representan

los valores de los hiperparámetros Momentum y L2 Regularization, y en el eje

Y el valor de la función objetivo correspondiente.

Tal y como se puede apreciar en la Figura 5-8, el mejor resultado para soleado lo obtenemos

en el experimento 6 (expC6) que es el único que no ha empleado las imágenes del Data

Augmentation, en realidad no es un hecho aislado ya que como se vió en la (Figura 5-3) se

obtenian peores resultados para soleado con este dataset. Para noche y nublado los mejores

resultados se encuentran en el experimento 7 (expC7), aunque si tenemos en cuenta las tres

condiciones de iluminación el que mejores resultados presenta es el experimento 8 (expC8).

Si representamos los valores medios de la exactitud de testeo de cada uno de los experi-

mentos anteriores, considerando conjuntamente las tres condiciones de iluminación durante

el test (Figura 5-8), se puede concluir que el que mejores resultados presenta es el experi-

mento 8 (expC8) con una exactitud promediada de 96.3 % que se obtiene de hacer la media

de los resultados de las tres condiciones de iluminación. Por otro lado, es importante no

solo tener en cuenta la exactitud media, sino también el tiempo de computación de manera

que si comparamos la exactitud obtenida respecto al tiempo de entrenamiento (Figura 5-9)

obtenemos que el experimento 2 (expC2) es el que guarda la mejor relación. Esto se debe

a que la exactitud del experimento 2 es notablemente buena (94.55 %) pero su tiempo de

computación es extremadamente bajo, tan solo 3 minutos y medio.
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De este modo, en función de cuál sea nuestro objetivo será más interesante realizar un

experimento u otro, si deseamos una exactitud muy alta aceptando un tiempo de compu-

tación elevado, el empleo del data augmentation y de la optimización bayesiana es más que

válido. En cambio, si el tiempo de entrenamiento del modelo juega un papel fundamental en

la elección del algoritmo a emplear, el transfer learning de Alexnet sin modificar el tamaño

de ṕıxeles de la capa de entrada es la opción más idónea.
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Figura 5-7: Exactitud de los experimentos para imágenes test.
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Figura 5-8: Exactitud media de los experimentos de clasificación para imágenes test.
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Figura 5-9: Exactitud/tiempo de los experimentos de clasificación para imágenes test.
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Una herramienta muy empleada en el campo del machine learning para evaluar y analizar

los resultados de la clasificación son las matrices de confusión. Las matrices de confusión

permiten dar una idea de cómo está clasificando nuestro algoritmo, representando los aciertos

y errores en la predicción de cada categoŕıa. Las matrices de confusión tienen un orden

igual al número de categoŕıas, de manera que en las filas se disponen las clases reales y en

las columnas las predichas. Las matrices de confusión para el experimento 8 (expC8) las

encontramos en las (Figuras 5-10, 5-11, 5-12).

Figura 5-10: Matriz de confusión del expC8

para condiciones de nublado.

Figura 5-11: Matriz de confusión del expC8

para condiciones de noche.

Figura 5-12: Matriz de confusión del expC8

para condiciones de soleado.

Figura 5-13: Matriz de confusión del expC2

para condiciones de soleado.
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Figura 5-14: Planta del dataset uti-

lizado (Friburgo).

La matriz de confusión para d́ıa soleado (Figura 5-

12) indica que con el data augmentation la estancia

que más lleva a error es la primera “Printer Area”,

siendo confundida casi la mitad de las veces por la

segunda estancia “Corridor”. Si comparamos los re-

sultados con la matriz de confusión de d́ıa soleado

del experimento 2 (Figura 5-13), los errores de con-

fusión a partir del data augmentation son menores en

la mayoŕıa de estancias por lo que el problema no de-

be de estar en que los efectos del data augmentation

funcionen mal en general con las imágenes en un d́ıa

soleado. Si analizamos la disposición de las estancias

en la (Figura 5-14) se puede apreciar que la primera

estancia es la única que tiene ventanas en orientación

norte relativa al plano. Si se visualizan las imágenes

correspondientes a esa estancia se observa que los ra-

yos de sol atraviesan esas ventanas de manera oblicua

debido a que está amaneciendo. Esto junto con los

efectos del data augmentation, provocan la confusión

en el algoritmo.

Por otro lado, en todas las matrices de confusión anteriores se puede apreciar que el pasillo

es confundido en todas las predicciones de estancias salvo en dos, la estancia número 7 “One-

person Office”, y la octava “Bath room”. Estas estancias son las únicas que no lindan con

el pasillo, pero en el resto existe una dificultad a la hora de establecer el ĺımite exacto entre

ellas.
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5.3. CNN para regresión

La tarea de regresión del presente trabajo tiene por objetivo obtener la localización del

robot de manera más precisa. Para abordar este problema se parte de la CNN del experimento

tres para clasificación, mediante transfer learning se crea una CNN para regresión y se realiza

el entrenamiento (Figura 5-15). Se emplea como datos de entrenamiento el conjunto de

entrenamiento 1 que se presenta al principio del caṕıtulo (Tabla 5.1) y que cuenta con 556

imágenes para condiciones de nublado y las etiquetas son las coordenadas (x, y) del punto de

captura de cada imagen, dadas por el ground truth del dataset. Por lo que la salida esperada

ya no es una estancia, sino dos valores numéricos correspondientes a la coordenadas x e y

del plano. Recordemos que del total de imágenes de entrenamiento el 20 % se emplea para

validación del mismo.

Figura 5-15: Entrenamiento para regresión. En la figura superior se representa el Error

Cuadrático Medio (RMSE) durante la evolución del entrenamieto, y en el

gráfico inferior se aprecia la evolución de la función de péridida.

Este entrenamiento tuvo un tiempo de computación de unos 29 minutos obteniendo un

error de posición medio de 1,797 metros. En la figura 5-15 se aprecia como se producen

oscilaciones sin reducir el error, esto se debe a una mala configuración de los hiperparámetros

de entrenamiento por lo que debemos optimizarlos mediante la optimización bayesiana.
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5.3.1. Optimización bayesiana

Se han realizado 10 entrenamientos empleando diferentes algoritmos de resolución (sgdm,

rmsprop y adam), partiendo de diferentes redes neuronales (Alexnet con sus pesos, modifi-

cando la capa inicial y las finales o la CNN del experimento 3 de clasificación (expC3)) y se

han optimizado los hiperparámetros pertenecientes a cada algoritmo de resolución. En todos

los experimentos se han realizado entrenamientos de 60 epochs salvo en el experimento 9

(expR9) que se entrenó con 100 epochs y es por ello que su tiempo de computación es mayor

al resto. En el experimento 4 (expR4), se emplea un data augmentation propio de matlab

que consiste en reflexiones tanto en el eje x como en el y, rotaciones de 0 a 360 grados y

traslaciones de ṕıxeles en el eje x e y en un rango de 20x20 ṕıxeles. Estos efectos se hacen

sobre las imágenes del conjunto de entrenamiento 1 antes de ser pasadas a la red para el

entrenamiento. La tabla 5-3 presenta la información referente a los entrenamientos llevados

a cabo.
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Figura 5-16: Error medio de los experimentos de regresión en test para noche.

En los valores de los hiperparámetros óptimos no se puede establecer un patrón claro ya

que estos parámetros dependen unos de otros en formas desconocidas. En la figura 5-16

tenemos el error medio en metros de cada uno de los experimentos evaluados con imágenes

test en condiciones nocturnas. El mejor valor lo encontramos en el segundo experimento

reduciendo aśı en 60 cent́ımetros el error medio obtenido sin el empleo de la optimización.

Aunque hemos mejorado los resultados, estos no son lo suficientemente prometedores para

poder llevar a cabo la tarea de localización visual, teniendo en cuenta que la distancia media

entre imágenes capturadas es de 40 cm. Es por ello que en el siguiente apartado se propone

el uso de descriptores de apariencia global o descriptores hoĺısticos para llevar a cabo una

localización más precisa del robot.
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Exp
Tiempo

(min)

CNN de

partida
SolverName Hiperparámetros

Rango de

valores
Valor óptimo

1 586 Alexnet sgdm

InitialLearnRate [1e-7 1] 0,00020467

Momentum [0 1] 0,87

L2Regularization [1e-10 1e-2] 1,1e-10

2 578
CNN exp 3

clasificación
sgdm

InitialLearnRate [1e-7 1] 0,000036909

Momentum [0 1] 0,97093

L2Regularization [1e-10 1e-2] 2,57e-10

3 590
CNN exp 3

clasificación
adam

InitialLearnRate [1e-7 1] 9,29e-6

SquaredGradientDecayFactor [0.9 1] 0,97544

GradientDecayFactor [0.9 1] 0,92312

L2Regularization [1e-10 1e-2] 2,3609e-10

4 581
CNN exp 3

clasificación

sgdm

+

DA matlab

InitialLearnRate [1e-7 1] 1,7401e-6

Momentum [0 1] 0,1835

L2Regularization [1e-10 1e-2] 1,2384e-10

5 588
CNN exp 3

clasificación
rmsprop

InitialLearnRate [1e-7 1] 1,0481e-5

SquaredGradientDecayFactor [0.5 1] 0,50129

L2Regularization [1e-10 1e-2] 3,3116e-3

6 600
CNN exp 3

clasificación
adam

InitialLearnRate [1e-7 1] 1,6e-5

SquaredGradientDecayFactor [0 1] 0,018458

GradientDecayFactor [0 1] 7,436e-2

L2Regularization [1e-10 1e-2] 3,6304e-9

Epsilon [1e-12 1e-2] 2,869e-4

7 600
CNN exp 3

clasificación
rmsprop

InitialLearnRate [1e-12 1] 1,3158e-5

SquaredGradientDecayFactor [0 1] 0,9224

Epsilon [1e-12 1] 3,4677e-11

L2Regularization [1e-12 1] 1,7268e-3

8 590
CNN exp 3

clasificación
sgdm

InitialLearnRate [1e-7 1] 7,0942e-5

Momentum [0 1] 0,032441

L2Regularization [1e-10 1e-2] 1,4819e-8

LearnRateDropPeriod [0 80] 36,906

LearnRateDropFactor [0 1] 0,95738

9 844
CNN exp 3

clasificación
rmsprop

InitialLearnRate [1e-7 1e-4] 9,4319E-05

Momentum [0.8 1] 0,92828

LearnRateDropFactor [0 1] 0,2522

L2Regularization [1e-12 1e-8] 1,0568-11

10 598
CNN exp 3

clasificación
sgdm

InitialLearnRate 0,000036909 0,000036909

Momentum [0.9 1] 0,96455

L2Regularization 2,57e-10 2,57e-10

Tabla 5-3: Experimentos optimización bayesiana para regresión.
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5.4. Localización mediante descriptores hoĺısticos

En esta última sección se ha empleado la técnica de localización jerárquica en la que se

utiliza una red neuronal convolucional para llevar a cabo una localización gruesa mediante

la clasificación en estancias y posteriormente una localización más fina del robot mediante la

técnica del vecino más cercano. Los descriptores hoĺısticos o descriptores de apariencia global

son extráıdos de las capas de la red neuronal, estos vectores pueden proceder de diferentes

capas y es posible emplear una red distinta a la utilizada para clasificación para la extracción

de los mismos.

ExpD
CNN empleada

para clasificación

CNN empleada

para la extracción

Capa de extracción

del vector descriptor

1
Red experimento

3 clasificación

Red experimento

3 clasificación
fc6

2
Red experimento

3 clasificación

Red experimento

3 clasificación
fc7

3
Red experimento

5 clasificación

Red experimento

5 clasificación
fc6

4
Red experimento

6 clasificación

Red experimento

6 clasificación
fc6

5
Red experimento

7 clasificación

Red experimento

7 clasificación
fc6

6
Red experimento

8 clasificación

Red experimento

8 clasificación
fc6

7
Red experimento

9 clasificación

Red experimento

9 clasificación
fc6

8
Red experimento

10 clasificación

Red experimento

10 clasificación
fc6

9
Red experimento

3 clasificación
Alexnet fc6

Tabla 5-4: Experimentos vectores descriptores.

En los dos primeros experimentos de la tabla 5-4 se comprueba a partir de qué capas se

obtienen mejores resultados, entre las diferentes capas se ha decidido estudiar las totalmente

conectadas 6 y 7. Se han obtenido unos mejores resultados a partir de la capa totalmente

conectada 6 la cual es anterior a la fc7. Los vectores provenientes de la capa fc6 están más

orientados a la extracción de patrones y geometŕıas de las imágenes mientras que los de la fc7

están más orientados a la clasificación de las estancias. En los experimentos se han empleado

las mejores redes para clasificación, siendo la CNN del experimento 8 de clasificación (expC8)

la mejor obtenida, lo cual no se ha traducido en el mı́nimo error de localización. Esto se debe
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a que esta CNN no funcionaba tan bien en d́ıas soleados provocando un error de clasificación

que se traduce en un aumento del error medio de la localización.

El mı́nimo error medio de localización teniendo en cuenta los resultados de soleado, nublado

y noche se da en los experimentos 1 (expD1) y 9 (expD9) (Figura 5-17), en los cuales se ha

empleado la CNN del experimento 3 de clasificación (expC3) que era la segunda mejor. En

el primer experimento (expD1) se utiliza la misma red para llevar a cabo la clasificación y

la extracción de los vectores mientras que el experimento nueve se utiliza Alexnet solo para

la extracción de los vectores.
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Figura 5-17: Error medio de los experimentos de localización jerárquica de las imágenes

test.
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Figura 5-18: Error de posición para imágenes test empleando la localización jerárquica.
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futuras

En el presente trabajo se han realizado diferentes experimentos para abordar la tarea de

localización, la cual, junto con el mapping, es una de la tareas fundamentales en robótica

móvil autónoma. Para ello se ha hecho uso de la red neuronal convolucional conocida como

Alexnet, ya sea aprovechando su arquitectura y/o su entrenamiento previo. En los distintos

experimentos de clasificación, el empleo del tranfer learning de Alexnet ha dado resultados

satisfactorios.

Con el objetivo de mejorar la precisión, se emplean técnicas como el data augmentation

y la optimización bayesiana. El data augmentation incrementa la precisión de testeo para

noche y nublado, pero no mejora sustancialmente los resultados para soleado. Por otro lado,

el empleo de la optimización bayesiana ha conseguido mejorar los resultados pero el tiempo

de ejecución de estos algoritmos es muy alto y el incremento de precisión que aportan es bajo,

además los valores óptimos encontrados son dif́ıcilmente analizables ya que la forma en la que

dependen los hiperparámetros unos de otros es desconocida. Aunque se podŕıan implementar

otras técnicas de optimización como pueden ser la búsqueda aleatoria de hiperparámetros o

la búsqueda por cuadŕıcula.

En términos generales, las condiciones de iluminación soleadas han mostrado ser las más

desafiantes en este problema de localización. De este modo, resulta especialmente relevante

analizar en detalle los porcentajes de acierto de la fase de test con este tipo de iluminación.

La red que ha proporcionado los mejores resultados es la resultante del tercer experimento

de clasificación (expC3), una red sencilla cuyo entrenamiento conllevó unos 14 minutos y se

basa en la aplicación del transfer learning a Alexnet y la modificación de la capa de entrada.

Una posible ampliación de este estudio seŕıa analizar con mayor profundidad qué capas son

las más idóneas para la extracción de los descriptores.

Desde otra perspectiva, abordar la tarea de localización mediante la regresión no ha apor-

tado soluciones que puedan considerarse satisfactorias, obteniendo errores de localización de

entorno a 1 metro. En cambio, la localización jerárquica mediante el empleo de descriptores

de apariencia global ha permitido conseguir errores en torno a los 24 cent́ımetros en con-

diciones de iluminación de nublado y noche, mientras que para soleado el mı́nimo error de
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localización es de 69 cent́ımetros.

Como ĺıneas de investigación futuras relacionadas con la localización de robots autóno-

mos móviles, se podŕıa probar el uso de otras redes neuronales como puede ser el caso de

GoogLeNet, NetVLAD o Inception v3 entre otras arquitecturas. Incluso se podŕıa reducir el

tamaño de redes neuronales con el fin de que los tiempos de computación sean menores tal

y como ha demostrado Renda et al., [42], eliminando aquellas partes de la red neuronal que

no nos interesan y consiguiendo los mismos resultados con la red reducida.

Con el fin de obtener un Data Augmentation que funcione mejor en condiciones de ilumina-

ción soleada. Seŕıa importante analizar, por separado, qué efectos son los más relevantes para

obtener un buen porcentaje de acierto en esta aplicación concreta de localización, o incluso

estudiar otro tipo de efectos que puedan ser más útiles para emular situaciones reales.

Un estudio interesante a desarrollar seŕıa intentar mejorar la precisión en clasificación

analizando en mayor profundidad en qué momento del entrenamiento una red neuronal

empieza a aprender con demasiado detalle dando lugar a un sobreajuste, es decir, se está

sobreentrenando la red neuronal produciendo un rendimiento inferior.

Una posible ĺınea de investigación podŕıa ser la de llevar a cabo la localización mediante

Redes Neuronales Siamesas. Este tipo de redes se caracterizan por contar con dos subredes

idénticas o gemelas, las cuales están unidas en sus salidas. Estas subredes además de tener

la misma arquitectura comparten pesos. Cabe destacar que la red siamesa recibe un par de

imágenes y una etiqueta, la cual será cero o uno en función de si las imágenes de entrada

son iguales o diferentes respectivamente. Cada subred recibe una de las imágenes y generan

un par de vectores los cuales son comparados con el objetivo de determinar si las imágenes

de entrada son iguales o diferentes. Entre las aplicaciones más comunes de este tipo de

redes encontramos el reconocimiento facial (Cui et al., [12]), aunque se puede extrapolar a

la localización de robots móviles (Leyva-Vallina et al., [27]).

Nuestro planteamiento utilizando Redes Siamesas seŕıa el siguiente. Se entrenaŕıa la red

con el fin de que pudiera predecir con una alta precisión si el par de imágenes de entrada

pertenecen a la misma estancia (etiqueta con un cero) o a diferentes estancias (etiqueta

con un uno). Si esta tarea se realizase de forma exitosa el objetivo seŕıa llevar a cabo una

localización fina. De manera que una de las imágenes de entrada de la red se correspondeŕıa

con una imagen de entrenamiento, cuyas coordenadas seŕıan conocidas. Y por otro lado

tendriamos la imagen test, que seŕıa comparada con todas las imágenes de entrenamiento.

La imagen de entrenamiento más parecida a la imagen test, es decir, la imagen cuya salida

de la red diera un valor más cercano a cero según el etiquetado establecido, nos daŕıa unas

coordenadas y por tanto una localización aproximada de la imagen test que se esté evaluando.
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En esta misma ĺınea se podŕıa estudiar la implementación de Tripletas, que se basaŕıan

en el mismo principio que el método anterior pero en vez de dos subredes tendŕıamos tres.

Fierro et al., [19] demuestran que las arquitecturas múltiples solucionan los tres retos más

importantes de los sistemas de recuperación de imágenes, como lo son la brecha semántica, el

aprendizaje de similitud y el espacio de almacenamiento, los cuales no hab́ıan sido resueltos

en trabajos anteriores.

Finalmente, otros posibles trabajos seŕıan la ampliación del uso de las técnicas de apren-

dizaje profundo para la localización mediante el uso de diferentes herramientas como los

autoencoders o las redes LSTM. Por último, también nos gustaŕıa crear y evaluar enfoques

de localización basados en CNNs en entornos exteriores.
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